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RESUMEN

El presente trabajo de investigacion tiene como objetivo determinar causantes de bajo rendimiento
académico de los estudiantes de la Escuela Profesional de ingenieria de Sistemas e Informatica de la
UNAM, se utiliza el método “Investigacion - Accion” porque se pretende validar a través del caso de
estudio. Los instrumentos utilizados para recolectar la informacién fue la encuesta virtual para el
llenado de fichas socioecondmicas y la base de datos académicos de los alumnos donde vamos a
seleccionar, preprocesar y conocer las caracteristicas de los datos. El drbol de decisién es un modelo
eficiente de Machine Learning que ayuda mucho a resolver multiples tipos de problemas, es un
modelo clésico de decisiones SI o NO, donde vamos a descubrir patrones y evaluar los resultados, los
algoritmos utilizados son: Arbol de Decisién, Random Forest y Naive Bayes. El desarrollo del

proyecto se basé en la metodologia CRISP-DM.

Palabras clave: inteligencia artificial, algoritmos, clasificadores, rendimiento académico
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ABSTRACT

The objective of this research work is to determine the causes of low academic performance of the
students of the Professional School of Systems and Informatics Engineering of the UNAM, the
"Research - Action" method is used because it is intended to validate through the case study. The
instruments used to collect the information were the virtual survey for filling in the socioeconomic
files and the academic database of the students where ve are going to select, preprocess and know the
characteristics of the data. The decision tree is an efficient model of Machine Learning that helps a
lot to solve multiple types of problems, it is a classic model of YES or NO decisions, where we are
going to discover patterns and evaluate the results, the algorithms used are: Decisiéon Tree, Random
Forest and Naive Bayes. The development of the project was based on the CRISP-DM methodology.

Keywords: artificial intelligence, algorithms, classifiers, academic performance
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INTRODUCCION

Con esta investigacion se pretende analizar el rendimiento académico de los estudiantes de
Ingenieria, con la finalidad de desarrollar métodos de inteligencia artificial para descubrir
patrones de bajo rendimiento académicos de los estudiantes. Caso: Escuela profesional de
Ingenieria de Sistemas e Informética de la Universidad Nacional de Moquegua, a la fecha no
contamos con ninguna herramienta o mecanismo que permita hacer seguimiento para la
nivelacién de las deficiencias de los estudiantes en los diversos cursos y mantener la
permanencia de estudiantes en la Universidad.

Por consiguiente, proponemos la implementacién de un modelo de andlisis de datos basados
en inteligencia artificial que permitirdn determinar causantes de bajo rendimiento académico
con modelo de Inteligencia Artificial.

Algunas de las variables que se considerd para la implementacién del modelo son factores
socio-econdmicos y académicos, que inciden en el rendimiento académico las cuales
corresponden a datos socioeconémicos del estudiante (lugar de procedencia, dependencia
econdmica, nivel de ingreso, etc.), datos académicos (aflo de ingreso, nimero de cursos
aprobados, nimero de cursos desaprobados, promedio final, ciclo repetido, etc.). Para tener
éxito en este andlisis tengo que considerar todos los factores ya mencionados y con el apoyo
de la Universidad en brindar la base de datos de los estudiantes.

El objetivo principal es implementar un modelo de andlisis académicos utilizando técnicas
de inteligencia artificial (clasificadores) que incluye darbol de decisién. Con este estudio es
pretender mejorar y sobretodo adecuar acciones y decisiones estratégicas que maximicen su
rendimiento académico, si bien no es una tarea facil para los educandos; pero, es un buen inicio
si queremos lograr la acreditacion de las carreras profesionales que consiste en cumplir 34
estandares enmarcados dentro de 4 dimensiones: Gestion Estratégica, Formacién Integral,

Soporte Institucional y Resultados.



A continuacién, detallamos la estructura de la presente investigacion:

En el capitulo I: Planteamiento del problema, se desarrolla la descripcién y formulacién del
problema, antecedentes, objetivos, justificacion e importancia y finalmente en este capitulo la
hipétesis.

En el capitulo II: Marco Tedrico, se incluye toda la recopilacién de antecedentes,
investigaciones previas debidamente sustentadas y el marco conceptual.

En el capitulo III: Marco metodolégico, se describe el tipo de y nivel de investigacion, el
ambito temporal y espacial, la poblacién y muestra, los instrumentos utilizados y técnicas,
procedimiento y el andlisis de datos.

En el capitulo IV: Presentacién de resultados de las técnicas usadas de Inteligencia
Artificial y la comprobacién de hipétesis y Discusion de resultados.

Finalmente se presentan las conclusiones, recomendaciones, referencias y anexos.



CAPITULO I: PLANEAMIENTO DEL PROBLEMA
1.1 Descripcion de la realidad problematica
En los dltimos afios la problematica del rendimiento académico en los estudiantes se
ha ido incrementando por diversos motivos, tanto en lo presencial y virtual. Por pandemia
muchos estudiantes tuvieron que aprender nueva metodologia de estudio.
Existen diversos factores que intervienen en el aspecto individual del estudiante, tanto
positivo como negativamente. Hay varios estudios con la finalidad de reducir la desercién

en las universidades, como en los alumnos de ingenieria.

Sin embargo, debemos entender porque hay estudiante con alto y bajo rendimiento
académico, que caracteristica influye mucho. En este andlisis se utilizé la base de datos
de la ficha socioecondmica y sus notas académicas de los alumnos de I y II ciclo de los
estudiantes de la carrera de Ingenieria de Sistemas e Informadtica, matriculados en los afios

2019y 2020.

Debemos considerar que el rendimiento académico hace referencia a las evaluaciones
del conocimiento adquiridos durante su ciclo académico, si el estudiante obtuvo
calificaciones positivas, en todos sus cursos muy aparte de tener un alto rendimiento
académico puedo lograr pertenecer al tercio superior o quinto superior de todo su ciclo.

En el caso de que el estudiante obtenga notas negativas, en algunos de sus cursos
o todos, es considerado bajo rendimiento. Eso quiere decir que el rendimiento académico

estd vinculado a la aptitud.

En rendimiento académico también influye el factor socioecondémico de los
estudiantes, el lugar de nacimiento, si estudia o trabaja, si posee una computadora, laptop,

celular, internet, entre otros.



El bajo rendimiento académico en los estudiantes puede provocar abandono y
repeticion de cursos, si el alumno no tiene apoyo de los padres y tutores de la universidad
se sienten abandonados, en la cual sus decisiones muchas veces tienden a dejar la carrera
de lado. Otros factores pueden ser biofisicos, psicoldgicos, o puede ver estudiantes que
tienen lentitud en el aprendizaje, y puede ver muchos factores que influyan y por eso hay
estudiantes que, de una carrera de 5 afios, lo hacen en 6 a 10 afios. Si bien es dificil
comprender por qué hay pocos estudiantes que entienden que una educacidn superior es

para aprender y no para aprobar los cursos por aprobar.

Muchos estudiantes no ponen en contexto que los estudios superiores nos ayudan a
adquirir conocimiento para servir en nuestra sociedad, ya sea en las distintas carreras u
oficios. La evaluacion del rendimiento académico a los estudiantes permite que la

universidad identifique que dreas académicas necesita mayor apoyo.

Por lo expuesto, es importante llevar a cabo la INVESTIGACION “ANALISIS DEL
RENDIMIENTO ACADEMICO DE LOS ESTUDIANTES DE INGENIERIA

UTILIZANDO TECNICAS DE INTELIGENCIA ARTIFICIAL” — Caso: EPISI-UNAM



1.2 Formulacién del problema
1.2.1 Interrogante General
(Es posible determinar causantes de bajo rendimiento académico con modelo de
Inteligencia Artificial de los estudiantes de la Escuela Profesional de ingenieria de

Sistemas e Informatica de la UNAM?

1.2.2 Interrogantes Especificos
IE1. ;De qué tipo son los datos que tiene la UNAM sobre los estudiantes?
IE2 ;Serd posible descubrir patrones de bajo rendimiento con métodos de
inteligencia artificial?

IE3 ;Cudl serd el nivel de precision de los métodos de inteligencia artificial?

1.3 Justificacion e importancia de la investigacion

Realizando la investigacion sobre el tema, “Analisis del rendimiento académico de los
estudiantes de ingenieria utilizando técnicas de inteligencia artificial”, caso: Escuela
Profesional de Ingenieria de Sistemas e Informatica — UNAM, no se encontrd estudios
previos y fehacientes, la finalidad es desarrollar métodos de inteligencia artificial para
descubrir patrones de bajo rendimiento académicos de los estudiantes, evaluar los
resultados, dar a conocer cudl es el algoritmo mas preciso.

Desarrollando este trabajo de Investigacion damos a conocer las variables mas
influyentes que podrian presentarse durante el proceso formativo; por lo que, el estudiante
debe perfeccionar y revalorar los conocimientos de acuerdo a la competencia que desea
especializarse y enfrentarse al mundo competitivo. es necesario trabajar en las deficiencias
de los estudiantes en los diversos cursos es que se hace necesaria la implementacién de una

solucidn.



La presente tesis se justifica socialmente, porque inicialmente beneficiard a los
estudiantes universitarios de la Escuela Profesional de Ingenieria de Sistemas e Informaética
y en lo posterior a estudiantes de la universidad luego a estudiantes de otras Universidades
del pais y de la educacioén bésica regular.

Técnicamente, se cuenta con los recursos humanos y conocimiento necesario para llevar

a cabo cada una de las etapas del presente proyecto.

1.4 Objetivos
1.4.1 Objetivo general
Determinar causantes de bajo rendimiento académico con modelo de Inteligencia

Artificial de los estudiantes de la Escuela Profesional de ingenieria de Sistemas e

Informatica de la UNAM

1.4.2 Objetivos especificos
OE1 Seleccionar, preprocesar y conocer las caracteristicas de los datos
socioecondémicos y académicos de los estudiantes de la Universidad Nacional
de Moquegua.
OE2 Desarrollar métodos de inteligencia artificial para descubrir patrones de bajo
rendimiento académicos de los estudiantes. Caso EPISI UNAM

OE3 Evaluar los resultados de los métodos de inteligencia artificial.

1.5 Hipétesis
1.5.1 Hipétesis general
Sera factible determinar causantes de bajo rendimiento académico con modelo
de Inteligencia Artificial de los estudiantes de la Escuela Profesional de ingenieria

de Sistemas e Informatica de la UNAM.



1.5.2 Hipétesis especificas
HE1. Se podra seleccionar, preprocesar y conocer las caracteristicas de los datos
socioecondémicos y académicos de los estudiantes de la Universidad Nacional
de Moquegua UNAM.
HE2. Se podra descubrir patrones de bajo rendimiento con métodos de inteligencia
artificial.

HE3. Se podra evaluar los resultados de los métodos de inteligencia artificial

CAPITULO II: MARCO TEORICO

2.1

Antecedentes de estudio

En el estado del arte presento algunas investigaciones nacionales e internacionales que
contribuyeron a mi investigacién sobre el rendimiento académico de los estudiantes y el
uso de distintas técnicas de Inteligencia artificial.

El estudio realizado por J. Morales-Aquise et. al. (2019) presentaron el paper
“Analysis of the Academic Performance of the Students of Mechanical and Electrical
Engineering of the UNTELS”. Donde es motivo de estudio sobre el fracaso en el nivel
superior y desercion estudiantil y que factores se involucran en el aprendizaje del
estudiante en los diversos cursos, el autor de esta investigacion es (Morales, 2019) .

Para el andlisis del problema utilizaron el software IBM SPSS Statics (Producto de
Estadisticas y Solucién de Servicio) junto con el BMDP estos son utilizados para la
investigacion aplicada y comprensioén de datos, analizar tendencias y planificar nuevos
supuestos y conclusiones. Se muestran los resultados de la aplicacién de técnicas
informadticas que permitieron detectar los cursos que mas desaprobaban los estudiantes de
Ingenieria con un promedio del 45% y un maximo del 75% registrado en el periodo 2014-

II'y el minimo del 16% en el periodo 2015-II, obteniendo una variacién maxima del 59%.

(pag. 3)



En la Investigacién de S. Merchan Rubiano et. al. (2015) en el paper “Formulation
of a predictive model for academic performance based on student’s academic and
demographic data” (S. Merchan Rubiano, 2015), presentan un modelo predictivo para
rendimiento académico que consiste en el andlisis, seleccién y definicion de reglas de
clasificacién que predicen apropiadamente el rendimiento de estudiantes de Ingenieria de
Sistemas en la Universidad El Bosque de Bogotd, Colombia.

En esta investigacién ejecutaron procesos de mineria de datos utilizando el J48 y
PART, (pég. 2) son algoritmos que se utiliza con Weka el J48 pertenece a los grupos de
arboles de decision y el PART obtiene reglas a partir del drbol de decisiéon. Este modelo
tiene la capacidad de predecir rendimiento académico deficiente o pobre y en sus
resultados resalta mucho la desercién estudiantil en la carrera de sistemas y sobre todo
por los cursos de biologia y fisica seguin el coordinador de la carrera van a empezar a
pensar en estratégicas de prevencion y en el plan de estudios van a restructurar por el
puntaje del curso de biologia es relevante en el proceso de admisién en especial a los

alumnos que asisten en clases nocturnas. (pag. 6)

Considerando este estudio de S. Jafari Petrudi et. al (2015), en el paper “Application
of fuzzy logic for performance evaluation of academic students” (Jafari,S. , Pirouz,M. ,
Pirouz, B., 2013), presentan una propuesta de un nuevo método para evaluar el
rendimiento académico basado en sistemas de 16gica difusa, el cual consiste en considerar
tres caracteristicas para un curso académico: examen 1, examen tedrico 2, y examen
practico 3. (pag. 1) Una vez que los alumnos dan sus tres examenes el resultado se ingresa
como variable de entrada de la l6gica difusa, se utiliz6 el MATLAB en la evaluacién del
desempeifio, este estudio demuestra un nuevo enfoque para evaluar estudiantes y con este

método desean mejorar sus resultados en el desempefio de la universidad. (pag. 6)



El método que se utiliz6 en esta Investigacion. Ramadhani et. al, en el paper “Finding
similar clustering pattern between students academic performance and non curricular
activities data” (Ramadhani,N. , Pujianto,U. , 2017) presentan un andlisis de cldsteres en
variables relacionadas a actividades no curriculares y rendimiento académico del
estudiante. Se utiliz6 el algoritmo k-means para segmentar el rendimiento académico en
dos clasteres. Después de la experimentacion se detectd que en mis del 50% de

estudiantes las actividades extra curriculares influian en el rendimiento académico.

2.2 BASES TEORICAS
2.2.1 Inteligencia artificial

El primer intento de definir la Inteligencia Artificial lo hizo el matemético Alan
Turing, que es considerado como el padre de la computacion. Este cientifico inglés
es mds conocido por su mdquina Turing: una miquina conceptual que utiliz6 para
formalizar los conceptos del modelo computacional que seguimos utilizando hoy
en dia. En concreto demostré que con las operaciones basicas que podia desarrollar
su maquina, podia codificar cualquier algoritmo y que toda maquina capaz de
computar tendria las mismas operaciones bdsicas que su maquina o un super
conjunto de estas. (Garcia S., 2012)

El test de Turing, pese a los afos que han pasado tiene una gran importancia, ya
que exige una serie de capacidades a la mdquina inteligente cuyo conjunto
conforma a grandes rasgos, lo que es la inteligencia artificial hoy en dia. En efecto,
una maquina que sea capaz de pasar el test de Turing ha de tener las siguientes
capacidades:

e Reconocimiento del lenguaje natural
e Razonamiento

e Aprendizaje
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e Representacion del conocimiento

La inteligencia artificial que (Thomas, 2001) se ha dado por objetivo el estudio
y el andlisis del comportamiento humano. De esta manera, las aplicaciones de la
IA se sitdan principalmente en la simulacién de actividades intelectuales del
hombre.

La inteligencia artificial no se limita por lo tanto al sistema de datos de tipo
numérico, como el de los computadores actuales. Su campo es mucho méas extenso
y se puede ilustrar a través de tres importantes puntos de vista:

» Aquellos que sostienen que es posible realizar “dispositivos realmente
pensantes”, punto de vista llamado la IA fuerte.

» Otros que piensan que es posible simular estados mentales - sin ser estados
mentales - de nuestro cerebro por medio de computadores, punto de vista
llamado IA débil.

» Finalmente, los “dualistas” quienes dan por separada, en resumidas
cuentas - la dimensién del cuerpo y del espiritu; y que, de esa manera
existiran “juicios de verdad” a los cuales los computadores no tendran
nunca acceso.

La inteligencia artificial se ha transformado en una ciencia importante, sino
fascinante, puesto que los temas que abarca atraen a una amplia variedad de
disciplinas. Muchos matemadticos, fisicos, bidlogos y filésofos esencialmente,
convergen hacia el problema del cerebro y la conciencia. (pag. 4).

2.2.1.1 Machine Learning
Nacié como una idea ambiciosa en la década de los 60, para ser mas
exactos es una subdisciplina de la Inteligencia Artificial, el principal
objetivo del machine learning es abordar y resolver problemas practicos

en donde a través de algoritmos las maquinas usan estadisticas para
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encontrar patrones en datos y poder predecir nuevos valores y
comportamientos. Segun (Rudolph, 2018) “es la practica de
programacion de computadoras para aprender de los datos son conocidos
como conjuntos de capacitacion o ejemplos”. (pag. 9)

El término de Inteligencia Artificial nacié en 1956, segin (Camus,
2020), “En 1952, Arthur Samuel cre6 una de las primeras maquinas de
aprendizaje temprano, con la capacidad de jugar a las damas. Se us6 guias
anotadas por jugadores expertos y jugé contra si mismo para aprender a
distinguir los movimientos correctos de los malos”. Luego de 4 afios de

investigacion, naci6 el nombre Al

» ¢(Cuando debemos usar Machine Learning?

Segun (Rudolph, 2018) debemos usar machine learning:

e Cuando tengas un problema que requiera de largas listas de reglas
para encontrar la solucién. En este caso, las técnicas de Machine
Learning pueden simplificar tu cdigo y mejorar el desempefio.

e Problemas muy complejos para los que no haya solucién con un
enfoque tradicional.

¢ Ambientes no estables: softwares con Machine Learning se pueden
adaptar a nuevos datos. (pag. 12)

Machine Learning se divide en 3 categorias de acuerdo al tipo y a
la cantidad de supervision humana durante su clasificacion.
e Machine Learning Supervisado
e Machine Learning No Supervisado

e Machine Learning de Refuerzo
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Vamos a desglosar cada uno de las categorias de Machine Learning.

e Machine Learning Supervisado
En Machine learning supervisado o aprendizaje supervisado, los
datos son referidos como “labels” (etiquetas). El algoritmo entrena los
datos dando las variables de entrada (input data), el algoritmo se
entrena con un “histérico” de datos y asi “aprende” a asignar la
etiqueta de salida adecuada a un nuevo valor; es decir, predice el valor
de salida.
Segtin (Rudolph, 2018) estos dos tipos de aprendizaje supervisado,
se distinguen por el tipo de variable objetivo y se suele usar en:
e Problemas de Clasificacion (tipo categdrico)
e Problemas de regresion (numérico)
Los Algoritmos Supervisados Mas Importantes:
e K-nearest neighbors (KNN, vecinos més cercanos K)
e Midquinas de soporte de vectores
e Regresion logistica
e C(Clasificacion de Naive Bayes.

e Arboles de decisiones y bosques aleatorios
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Figura 01

Machine learning aprendizaje supervisado
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Nota. Se agrupa las tareas de clasificacion, en este ejemplo ha sido
capacitado con muchos correos electrénicos al mismo tiempo que sus
clases. (Rudolph, 2018)
Machine Learning No Supervisado
Machine Learning No Supervisado y/o aprendizaje no supervisado
tiene lugar cuando no se dispone de datos “etiquetados™ para el
entrenamiento las tareas de clustering buscan agrupamientos basados
en similitudes, pero nada garantiza que éstas tengan alguin significado
o utilidad.
Los mas importantes algoritmos del Machine Learning No
Supervisado (Rudolph, 2018)
e Agrupamiento (Clustering): Medios k, andlisis de
agrupamiento
e Jerdrquico.
e Machine Learning de Asociacién de Regla: Eclat y A priori
e Visualizacién y Reduccién de Dimensionalidad: Nicleo PCA,

distribuido de TPC
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Figura 02

Machine learning aprendizaje no supervisado
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Nota. Datos sin etiquetas, donde el algoritmo tendrd que agrupar y

dividir en grupos o subgrupos, como una salida. (Rudolph, 2018)
Machine Learning de Refuerzo

No todos los algoritmos ML se pueden clasificar como algoritmos
de aprendizaje supervisado o no supervisado. Hay una «tierra de
nadie» que es donde encajan las técnicas de aprendizaje por refuerzo.

(Paloma, 2017).

En aprendizaje por refuerzo (Antonio, 2018) (Reinforcement
Learning en inglés) no tenemos una “etiqueta de salida”, por lo que
no es de tipo supervisado y si bien estos algoritmos aprenden por si
mismos, tampoco son de tipo no supervisado, en donde se intenta
clasificar grupos teniendo en cuenta alguna distancia entre muestras.

(pag. 2)

Este tipo aprendizaje (Antonio, 2018), se basa en mejorar la
respuesta del modelo usando un proceso de retroalimentacién. El
algoritmo aprende observando el mundo que le rodea. Su informacion
de entrada es el feedback o retroalimentacién que obtiene del mundo
exterior como respuesta a sus acciones. Por lo tanto, el sistema

aprende a base de ensayo-error.



Figura 03

Machine learning aprendizaje por refuerzo
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Nota. Un agente “Sistema AI” observard el ambiente,
ejecutando diferentes acciones, y luego recibe un ejemplo de
aprendizaje por refuerzo. (Rudolph, 2018)
» Pasos para construir un modelo de machine learning
Se realiza todo un proceso que involucra varios pasos, para
construir un modelo utilizando un algoritmo de aprendizaje o varios.
a) Recolectar los datos. Se puede utilizar diversas fuentes para
extraer los datos.
b) Preprocesar los datos. Una vez obtenido los datos
preprocesar sin antes asegurarnos que tengan el formato
adecuado para nuestro algoritmo de aprendizaje.
Explorar los datos. Una vez que los datos tengan el formato
correcto, realizar un pre andlisis y corregir si es necesario
datos faltantes.
d) Entrenar el algoritmo. Es una fase muy importante; ya que,
empezamos a utilizar las técnicas de machine learning. Se

tiene que nutrir el o los algoritmos que se van a utilizar.

Evaluar el algoritmo. Poner a prueba la informacién que el
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algoritmo obtuvo del entrenamiento del paso anterior.

f) Utilizar el modelo. Una vez realizado los pasos anteriores
nuestro modelo debe enfrentarse al problema real y medir su
rendimiento.

» Librerias de Python machine learning

El lenguaje de programacién Python nos contribuye con una gran

variedad de librerfas de primer nivel que extienden las
funcionalidades del lenguaje.
Scikit-Learn: nos facilita las tareas de evaluacion, diagndstico y
validaciones cruzadas.
Statsmodels: nos facilita para hacer andlisis estadistico, modelo
predictivo y abarca tareas de validacion.
PyMC: es un médulo de Python, que nos ayudard a implementar los
modelos bayesianos

NTLK: es la libreria lider para el procesamiento del lenguaje natural.

2.2.1.2 Deep Learning

Es un subconjunto de técnicas que nacieron a inicios del siglo XXI,
llamada aprendizaje profundo, comuinmente conocido como deep
learning (DL). Segin (Adrian, 2019), indica que “La popularidad del
machine learning y el desarrollo de la capacidad de computacién de los
ordenadores permitieron llegar a esta nueva tecnologia”. Sibien machine
learning y deep learning tiene conceptos similares, pero utilizan distintos
algoritmos.

Deep learning usa redes neuronales que funcionan de forma muy

parecida a las conexiones neuronales bioldgicas de nuestro cerebro,
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forma parte del aprendizaje automatico. Deep learning cuenta con redes
capaces de aprender a realizar una tarea sin supervision a partir de datos
no estructurados o etiquetados, también recibe el nombre de aprendizaje

neuronal profundo o red neuronal profunda.

Figura 04

Idea general de deep learning

Inteligencia Artificial

Machine Learning
Neural Networks
Deep Learning

Nota. Deep Learning estd bastante relacionado con las redes
neuronales (Adrian, 2019)

Los algoritmos de deep learning; segin (IBM, s.f.), realizan una tarea
repetitiva que ayuda a mejorar de manera gradual el resultado a través de
“deep layers” lo que permite el aprendizaje progresivo. Este proceso
forma parte de una familia mas amplia de métodos de machine learning

basados en redes neuronales.

> Redes Neuronales.
Son un modelo computacional basado en un gran conjunto de
unidades neuronales simples (neuronas artificiales), segiin (Raul, 2017)
Cada una de estas neuronas simples, va a tener una forma similar al

siguiente diagrama:
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Figura 05

Diagrama de redes neuronales
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Nota. Deep Learning: las redes neuronales donde se muestran
los componentes (Raul, 2017)

En donde sus componentes son: (Raul, 2017)
e x1,x2,....xn: Los datos de entrada en la neurona, puede ser que
sean producto de la salida de otra neurona de la red.
e x0: La unidad de sesgo; un valor constante que se le suma a la
entrada de la funcién de activacion de la neurona.
o  wO0,wl,w2,...,wn: Los pesos relativos de cada entrada.
e a: La salida de la neurona. Que va a ser calculada de la siguiente

forma:

a= f(zn:wi . xi>
i=0

Aqui f es la funcién de activacion de la neurona. Esta funcién es la
que les otorga tanta flexibilidad a las redes neuronales y le permite

estimar complejas relaciones no lineales en los datos (pag. 2)
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2.2.1.3 Data Science y Machine Learning

Data science siglas en inglés (Ciencia de datos), es dedicada al estudio
y andlisis de datos econémicos, financieros y sociales estructurados y no
estructurados. (Silveira, 2016) Machine Learning a menudo se incorpora
al Data Science. Segtin, (Reguero, 2015). El Data Science lo definié
William S. Cleveland en 2001 en su articulo: Data Science: An Action
Plan for Expanding the Technical Areas of the Field of Statistics. En él
presenta un plan de accién para ampliar las 4reas de trabajo de la
estadistica definiendo un nuevo campo el del Data Science. segiin
(Herbert, 2019), “se encarga de estudiar de dénde viene la informacion,
qué representa y como se puede convertir en un recurso valioso en la
creacion de negocios y estrategias”.

Data science, emplea las disciplinas de las matemadticas, estadistica y
la ciencia de la computacién (UA, 2020). Segin (Reguero, 2015), El Data
Science lo definié William S. Cleveland en 2001 en su articulo: Data
Science: An Action Plan for Expanding the Technical Areas of the Field
of Statistics. En €l presenta un plan de accién para ampliar las 4reas de
trabajo de la estadistica.

e Lametodologia de trabajo es la siguiente:
« Extrae los datos.
+ Genera una limpieza.
+ Pone en marcha un procesamiento.
+¢ Hace un redisefio de la informacion.
e Herramientas de Data Science
algunas herramientas de Data Science que puedes ir conociendo y que

seran de enorme utilidad en tus futuros proyectos dentro de una
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empresa.
Scikit-learn: Hablamos de un médulo de Python, que basado en el
Machine Learning, que implica un método de aprendizaje automatico.
Al mismo tiempo, se incluyen distintos paquetes de software, tales
como Pandas, SymPy, ScyPy, entre otros.

Tensorflow: Genera patrones y razonamientos, tal y como lo haria un
ser humano. emula cudles son las estructuras légicas subyacentes a la
interpretacion de la informacién.

R: Ideal para poder visualizar, analizar y comprender los datos,

calculando y analizando estadisticamente.

2.2.2 Rendimiento Académico

Hace referencia a la evaluacién del conocimiento adquirido en el dmbito
escolar, terciario o universitario. Un estudiante con buen rendimiento académico
es aquel que obtiene calificaciones positivas en los exdmenes que debe rendir a lo
largo de una cursada. En otras palabras, el rendimiento académico es una medida
de las capacidades del alumno, que expresa lo que éste ha aprendido a lo largo del
proceso formativo.

También supone la capacidad del alumno para responder a los estimulos
educativos; en este sentido, el rendimiento académico esta vinculado a la aptitud.
(Ramadhani, N., Pujianto, U. , 2017)

En otras palabras, se refiere al resultado cuantitativo que se obtiene en el
proceso de aprendizaje de conocimientos, conforme a las evaluaciones que realiza
el docente mediante pruebas objetivas y otras actividades complementarias.

Por ser cuantificable, el Rendimiento académico determina el nivel de

conocimientos alcanzado, y es tomado como Unico criterio para medir el éxito o
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fracaso universitario a través de sistemas de calificaciones de 0 a 20 en la mayoria

de los centros educativos publicos y privados.

De acuerdo con lo anterior se derivan tres tipos de estudiantes, segun

(Covington, 1979):

e “Los orientados al dominio. Sujetos que tienen éxito escolar, se consideran
capaces, presentan alta motivacion de logro y muestran confianza en si mismos.

e Los que aceptan el fracaso. Sujetos derrotistas que presentan una imagen propia
deteriorada y manifiestan un sentimiento de desesperanza aprendido, es decir
que han aprendido que el control sobre el ambiente es sumamente dificil o
imposible y, por lo tanto, renuncian al esfuerzo.

e Los que evitan el fracaso. Aquellos estudiantes que carecen de un firme sentido
de aptitud y autoestima y ponen poco esfuerzo en su desempefio; para “proteger
su imagen ante un posible fracaso, recurren a estrategias como la participaciéon
minima en el sal6n de clases, retraso en la realizacion de una tarea, trampas en
los exdamenes, etc.” (pag. 77)

Covington nos da tres ideas segtn el orden en que se presentaron. El juego de
la habilidad-esfuerzo. Si el alumno tiene éxito es porque invirtié poco o nada de
esfuerzo, quiere decir que es brillante; 6sea, es muy habil, y se crea un sentimiento
de orgullo y satisfaccion. Sin embargo, cuando la situacién de fracaso, las cosas
cambian. El alumno invierte gran esfuerzo ya que posee poca habilidad, lo que
genera sentimiento de humillacién, porque el estudiante por mds que se esfuerce
para evitar que el profesor lo desapruebe sufre un sentimiento de humillacién e

inhabilidad. Dado la situacién de fracaso, pone en duda su capacidad.
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2.2.2.1 Buen rendimiento académico
Al buen rendimiento, hacemos referencia a la evaluacion del
conocimiento adquirido durante el ciclo en curso. Un estudiante con buen
rendimiento académico es aquel, que aprueba todos los cursos con
promedio ponderado mayor a 16 a lo largo de su educacion, el estudiante
que pertenece al tercio superior o quinto superior, se le hace el
reconocimiento a través de un diploma de honor.
El estudiante para lograr tener alto rendimiento sigue ciertas estrategias:
e Participa en clases
e Realiza tareas en tiempo y forma
e Aprende a administrar su tiempo
e Toma apuntes de manea breve y puntualizados, entre otros.
La méxima nota es 20, se consideran aspectos cualitativos, por ejemplo,

la conducta, los valores, la disciplina.

2.2.2.2 Rendimiento académico Medio
Un estudiante que tiene rendimiento académico medio estd en el rango
de nota de 12 a 16. Estos estudiantes muestran tendencia en subir o bajar
su nota. Por ello, se considera imprescindible retroalimentar el proceso de
ensefianza y logran cubrir todos sus créditos e incluso pueden pertenecer

en el tercio superior o quinto, segtn el ciclo matriculado.

2.2.2.3 Bajo rendimiento académico
Segtin en la revista electrénica de psicologia nos indica que (Garcia-

Cruz, 2007) “el bajo rendimiento académico significa que el estudiante no
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ha adquirido de forma adecuada y completa los conocimientos, ademas de
que no posee las herramientas y habilidades necesarias para la solucién de
problemas referente al material de estudio” (pdg. 25). Si bien también
debemos ver cudles son las causas y en la revista de estudios pedagdgicos
nos indica (Planck, 2014) “las causas del bajo rendimiento académico
deben buscarse mas alla del estudiante mismo”. En otro estudio sobre el
rendimiento académico dice que (Martinez, 2016)“el bajo rendimiento
académico es una representacion de escasos niveles de participacion en el
proceso de aprendizaje, el cual se ve influenciado por distintos factores,
reflejdndose en una nota bien sea cualitativa o cuantitativa; asi pues “es
una caracteristica negativa del rendimiento académico” (pag. 34)

Para conocer m4s afondo las caracteristicas de un estudiante debemos
tomar en cuenta el total de estudiantes de la carrea profesional. Se va a

desagregar en tres: identificacidon, académicas y abandono:

a. Identificacion: Nos va a permitir delinear el perfil del estudiante,
tanto en lo social, econémico.

b. Resultados académicos: Las caracteristicas académicas mas
relevantes de los estudiantes. Se va a trabajar con los datos de
estudiantes que pertenecen a diferentes areas académicas, también se
debe tener en cuenta la data actitudinal.

c. Abandono: El abandono a una carrera profesional se puede dar al
inicio, a mitad y muy rara vez finalizando, muchas veces suele pasar
porque desaprueban cursos, entre otras caracteristicas.

Los factores que influyen son diversos, como los amigos en el

desempeiio académico. Si los amigos son empefiosos en los estudios tendra
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buen rendimiento, pero si los amigos no son bien adaptados en el estudio,
se perjudicara.

La influencia de los padres, segin, (Pefia, 1992) nos indica que, “La
comprensiéon y el tratamiento de los aspectos psicopatologicos y
psicosociales que rodean al estudiante hace imprescindible que se recoja
informacion tanto de las pautas de interaccién intrafamiliar como de las
caracteristicas psicosociales del medio escolar en que se desenvuelve”.

Muchas veces el nivel educativo de los padres es muy importante en el
desempeiio académico de los hijos, segin (Halpern, 1986). “Esta
relacionado con la pobreza, los habitos de vida, los modelos de interaccién
familiar, entre otros”. (pag. 2) El rendimiento académico de los estudiantes
incide negativamente; ya que, al momento de ayudar en el estudio sus
estrategias son poco efectivas por lo que interactian escasamente en su

aprendizaje.

2.2.2.4 Factores que inciden en el rendimiento académico
En el rendimiento Académico tenemos varios factores que intervienen
en los estudiantes universitarios, ya que es, multicausal ya que pueden ser
internas o externas al individuo. Si bien los factores presentan
subcategorias o dimensiones. (Garbanzo Vargas, 2010)
a) Factores Socio - econémico
e Entorno Familiar
e Contexto econémico
e Nivel Educativo
b) Factores Académicos

e Eleccion de la Carrera
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e Servicios Institucionales
e Ambiente Estudiantil

El bajo rendimiento académico es un problema que enfrentan estudiantes
y educadores en todos los niveles educacionales. (Yaritza, 2014) Su
trascendencia para el individuo y la sociedad es palpable a partir de 2
elementos fundamentales: primero, cuando el bajo rendimiento académico
afecta la autorrealizacién profesional de los educandos, y segundo, cuando
el nivel de conocimientos y habilidades que pueden adquirir, resulta limitado
a las exigencias de su practica profesional. (pag. 1)

En muchos casos el bajo rendimiento académico se da por muchos
factores, segtn la revista Cubana de Investigaciones Biomédicas nos dice
que (Giovanny, 2014) pueden ser: el fumar a temprana edad afecta la salud
del adolescente ya que no solo afecta la salud sino también afecta
negativamente al rendimiento académico, otro factor que también afectan es
el consumo de bebidas alcohdlicas esto a muy corto tiempo hard que los
adolescentes pierdan oportunidades de formacion y llegar a ser profesionales

en el futuro. (pag. 36)

Técnicas de inteligencia artificial

Segin la investigaciéon de (Paola, 2010) nos dice que las técnicas de la
Inteligencia Artificial son soportes valiosos y poderosos para abordar estos nuevos
paradigmas que dejan clara la necesidad de contar con soportes de ayuda poderosos
para tomar decisiones en la actividad empresarial. Estos soportes deben ser capaces
de considerar la informacién cualitativa y a partir de ella disefiar e implementar
modelos estadisticos y computacionales que asistan a los decisores en la resolucién

de los diversos problemas empresariales.
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Las mas destacadas aplicadas al campo de la gestioén financiera empresarial son:

e Sistemas Expertos

e Redes neuronales

e Algoritmos Genéticos

e Ldgica Difusa.

Estas técnicas pueden combinarse para obtener una solucién mas adecuada del

problema en estudio. (pag. 2)

Arbol de decisién

El 4rbol de decision o drboles de decisiones es una técnica mas de inteligencia
Artificial que nos ayuda a analizar decisiones secuenciales es un tipo de sistemas
de experto. (Gamboa, 2014) Los drboles de decision se clasifican en instancias,
ordenadas a partir de la raiz, recorriendo diversos nodos de decision, hasta que
llegue a un nodo tipo hoja, el cual proporciona la clasificacién de la instancia
considerada. El aprendizaje por medio de 4rboles de decision es generalmente mas
apropiado para problemas que poseen las siguientes caracteristicas:

» Las instancias son representadas por pares atributo — valor.

La funcién objetivo posee valores de salida discretos.
Las descripciones son disyuntivas.

Los datos de entrenamiento, pueden contener errores.

vV V VY V¥V

Los datos de entrenamiento pueden tener atributos con valores incompletos
o faltantes (pag. 132)

Con una base de datos se construyen diagramas de construcciones légicas,
similares a los sistemas de prediccidon basados en reglas, nos ayudan a tomar la
decision “mas acertada” que nos sirven para representar y categorizar una serie de

condiciones que ocurren de forma sucesiva, para la resolucién de un problema.



Figura 06

Simbolos utilizados en el diagrama de drbol de decisiones

FIGURA NOMBRE

SIGNIFICADO

Nudo de
decisién

Nudo de
probabilidad

Nudo terminal

Ramificaciones
alternativas

Alternativa
rechazada

Indica una decision que se
tomara

Muestra multiples resultados
inciertos

Indica un resultado definido

Cada ramificacién indica un
posible resultado o accion

Muestra una alternativa que no
estaba seleccionada

Nota. Un drbol de decision estd conformado por una serie de nodos de decisiones
con ramas que llegan y salen, como podemos observar se utiliza una serie de

elementos. (Mendez, 2019)

I. Elementos de un arbol de decision

27

En la técnica de arbol de decisién estdn formados por nodos, vectores de

numeros, flechas y etiquetas

a) Los Nudos

Como parte de los elementos de un 4rbol de decisién tenemos a (Rafael,

2018) los nudos atienden a hitos de gran trascendencia en el caso,

sugiriendo al intérprete que en dicho punto se habridn de tomar decisiones

relevantes, o que ocurrirdn hechos de cualquier naturaleza que influyan

directamente en nuestros planteamientos, sin que nosotros podamos
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interferir. (pag. 29)
Las cuales se dividen en:
» Los nudos de decision
Representadas por un cuadrado las decisiones son aquellas
actuaciones donde de forma discriminatoria, se seleccionard una de
entre las alternativas existentes. (Rafael, 2018) Este hecho repercute
exclusivamente sobre el sujeto decisor.
Las decisiones que se tomen proceden de la percepcion del sujeto,
de la intuicién o sexto sentido, no estardn influenciadas por ninguna

probabilidad, ya que dichas alternativas son excluyentes. (pag. 29)

> Los nudos aleatorios
Para facilitar la explicaciéon los (Rafael, 2018) nudos aleatorios
bajo el modelo del arbol de decisién, y son representados con una
circunferencia. Estos sucesos vienen condicionados por el entorno,

por cualquier elemento que afecte al caso de estudio. (pag. 30)

» Los nudos finales

No obstante, se dicen que los nudos finales nos ayudaran a tomar
la decision final. (Rafael, 2018) Con los nudos de fin concluyen las
extensiones del diagrama de arbol, exponiendo cada uno de ellos los
resultados, en términos de costes o en busqueda de la mayor
rentabilidad, en cada alternativa posible. (pag. 34)
(Rafael, 2018) En ellos se resumen cuantitativamente las diferentes
alternativas, dichos resultados aparecen representados por un

tridngulo y enumerados cuantifican cada alternativa. (pag. 35)
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b) Ramificaciones alternativas:
Cada ramificacion representa un resultado probable.
c¢) Alternativa Rechazada:
Una vez desarrollado el drbol las alternativas que no se seleccionan

se marcan con dos lineas.

II. Pasos para crear un arbol de decision

Para crear un Arbol de Decision realizaremos los siguientes pasos: (Abel,

2019)

1.

Iniciar el 4rbol dibujando un nodo cuadrado que representa la decisién
principal del problema.

Agregar las ramas y nodos que se presentardn en los posibles caminos que
podemos elegir a partir del nodo de decision inicial.

En los nodos de probabilidad, colocar los valores de probabilidad en cada
rama.

Determinar los valores esperados de cada nodo terminal, teniendo en
cuenta los gastos e ingresos esperados de cada camino.

Calcular los valores esperados de los nodos intermedios. Para el caso de
los nodos de probabilidad se calculardn con un promedio ponderado y para
los nodos de elecciéon se elegird la opcion mds conveniente de las
disponibles.

6. Para el primer nodo (el de decision), se elegird el valor esperado mas

conveniente dependiendo de la decisién que se desea tomar (pag. 2).
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III. Clasificacion de arboles de decision
Los arboles de decision utilizados en la mineria de datos son de dos tipos
principales: (Gamboa, 2014)
» Es cuando el resultado predicho es la clase a la que pertenecen los datos.
> Arboles de regresién es cuando el resultado predicho se puede considerar
un ndmero real (por ejemplo, el precio de una casa, las notas de un
estudiante, etc.)
Hay muchos algoritmos especificos de drbol de decisiones. Entre los mds

destacados estan:

3.1 ID3 (Iterative Dichotomiser 3)

El algoritmo ID3 selecciona la mejor caracteristica en cada paso mientras
crea un drbol de decision, es un algoritmo desarrollado por J. Ross Quinlan
en 1993, segtin estudio de (Lopez Takeyas, 2006) “objetivo de este algoritmo
ID3 es construir un arbol de decisién que explique cada instancia de la
secuencia de entrada de la manera mas compacta posible a partir de una tabla
d induccién.” (pag. 1)

Un arbol de decision es una estructura con nodos, bordes y se construye
a partir que hay una base de datos y se representa a través de caracteristicas
y atributos. En este algoritmo se selecciona la mejor funcién, es que ID3 usa
Gian para encontrar la mejor caracteristica.

Se utiliza la entropia que es la medida de la incertidumbre que hay, es
decir la probabilidad de que ocurra cada uno de los posibles resultados.

Su expresion es con logaritmos base 2, més usada es:

n

entropia (S) = Z —pi log, pi

i=1
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Donde:
S: es una coleccién de objetos
Pi: es la probabilidad de los posibles valores

i: las posibles respuestas de los objetos

Ross Quinlan define el esquema del algoritmo ID3, el cual adopta los
siguientes:
» Calcular la entropia para todas las clases.
» Seleccionar el mejor atributo basado en la reduccién de la entropfa.

» Tterar hasta que todos los objetos sean clasificados.

3.2 C4.5(Sucesor de ID3)

El C4.5 es una extensién del ID3 que acaba con muchas de sus
limitaciones, segin investigaciones dice que el C4.5 se mejora mucho.
(Servente, 2003) En el nodo del arbol de seleccién (atributo) ID3 es
seleccionar el atributo con el mayor valor de ganancia de informacién como
nodo. Mientras C4.5 introduce un nuevo concepto de "tasa de ganancia de
informacién", C4.5 selecciona el atributo con la tasa de ganancia de
informacién mas grande como el nodo del arbol. (pdg. 1)

El ID3 y el C4.5 utilizan la estrategia de “divide y reinaras” para
generar el arbol de decision inicial a partir de un conjunto de datos de
entrenamiento. Arboles de clasificacién, algoritmo J48 es una
implementaciéon libre que fue adaptado por Weka en coédigo de
programacidn java, se utiliza el concepto de entropia en cada una de las
clases. La idea original de esta estrategia de divide y vencerds se basa en un

trabajo de Hoveland y Hunt de los afios 50, culminado en el libro
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Experiments in Induction [Hunt y otros, 1966].

Random Forest

Random Forest es un algoritmo que utiliza una técnica de aprendizaje

automdtico supervisada basada en drboles de decision. Es un modelo que estd
formado por un conjunto de 4rboles de decision individuales, cada uno entrenado.
Para entender cémo funcionan los modelos Random Forest es necesario conocer

conceptos de ensemble y bagging, segin (Joaquin, 2017).

Random Forest es una combinacién de drboles predictivos (clasificadores

débiles); es decir, una modificacién del Bagging, el cual trabaja con una coleccién
de adrboles incorrelacionados y los promedia, segtin (Hastie, 2001), en el cual se
tiene que cada drbol depende de los valores de un vector aleatorio de la muestra de
manera independiente y con la misma distribucién de todos los drboles en el

bosque.

En la etapa de entrenamiento, el algoritmo intenta optimizar los parimetros de

las funciones de split a partir de las muestras de entrenamiento. (Breiman L. F.,

1984)

* —
0, = argmaxy jet; I

Para ello se utiliza la siguiente funcién de ganancia de informacion:
I,=H Z 5 H(SH
7= 1 ie12 Sj J
Donde S representa el conjunto de muestras que hay en el nodo por dividir, y

Si son los dos conjuntos que se crean de la escisién. La funcién mide la entropia

del conjunto, y depende del tipo de problema que abordamos (Breiman L. , 2001).
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Figura 07

Funcionamiento de random forest
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Nota. Random Forest es un conjunto de arboles la cual los datos se entrenan en forma
aleatoria, la cual se combinan sus resultados. (Jose, 2020)

2.2.5.1 Por qué utilizar el algoritmo de Random Forest
Las principales ventajas de estos modelos frente a otras familias son:
(Daniel, 2019).

> Reduce la varianza. Debido a la utilizacion de multiples arboles de
decision la varianza de la prediccion disminuye respecto a un solo arbol
de decision. Lo que reduce la posibilidad de obtener un modelo sobre
ajustado. Aun asi, el sesgo del modelo es el mismo que se obtiene con
un solo arbol de decision.

» No requiere la asuncién de suposiciones. Cuando solamente se quiere
un modelo para realizar predicciones Random Forest es una solucién
excelente. Esto es asi porque no es necesario realizar suposiciones sobre
el modelo o los conjuntos de datos. (pig. 2)

2.2.5.2 ;Coémo se combinan las predicciones?
Segtin, (Daniel, 2019). En la p4gina web artificial nos indica que, para

los problemas de clasificacidn, se suelen combinar los resultados de los
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arboles de decision usando soft-voting (voto suave). En el voto suave, se le
da mds importancia a los resultados en los que los drboles estén muy seguros.
Para problemas de regresion, la forma mas habitual de combinar los

resultados de los drboles de decision, es tomando su media aritmética (pag. 1)

Construccion de los Random Forest
A cada drbol se le asigna
e Una parte aleatoria de los datos (tree bagging)

e Una parte aleatoria de los features (feature sampling)

RF = Tree bagging + feature sampling

Tree Bagging

La construccién de B drboles se hace con sigue:

e Se tiran al azar, y con reposicion, B muestras del problema (X, Y), que
notamos (Xb, Yb) (b € {1, B})

e Se entrena un arbol sobre cada par (Xb, Yb) Eso baja el overfitting

Feature Sampling

e Sobre los n features, cada drbol tiene acceso a solamente una parte
(tipicamente \n).

e  Esto baja la correlacién entre los drboles (notado por el coeficiente p).

Criterios de split de Random Forest

Existen dos criterios para hacer una divisién de ramas (split):

¢ El criterio de Gini
Principio: Tomar la clase 1 més representada, y ve por qué feature se

distingue.
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Criterios de gini de random forest
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Nota. Ejemplo de aplicacién del criterio de Gini (Romain, 2016)

El criterio de Entropia

Sea S un conjunto de datos labelizados {+, -}

Sea p+ la proporcion de populacion positivaen S, y p—

negativa. Entonces:

Entropia(S) = —p+ log p+ — p— log p—

Ganancia de informacion

Sea R un nuevo nodo N dando H nuevas hojas

Ganancia (S,R) = Entropia (S) —

Entropia (Sp)

35
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Figura 09

Criterio de entropia de random forest
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Nota. Ejemplo de aplicacién del criterio de entropia (Romain, 2016)

Clasificador Naive Bayes
Es uno de los algoritmos de clasificaciéon que busca clasificar o etiquetar
correctamente un conjunto de datos, la clasificacion estd basado en el Teorema de
Bayes con una suposicién de independencia entre los predictores. Segin, (Naive,
2021) La férmula del teorema de Bayes es la siguiente: (Ratanamahatana, 2002)
) (ﬁ) P (2) pny
D P(D)
Donde:
e P(h): es la probabilidad de que la hipétesis h sea cierta (independientemente de
los datos). Esto se conoce como la probabilidad previa de h.
e P(D): probabilidad de los datos (independientemente de la hipotesis). Esto se
conoce como probabilidad previa.
e P(h|D): es la probabilidad de la hipétesis h dada los datos D. Esto se conoce
como la probabilidad posterior.
e P(DJ]h): es la probabilidad de los datos d dado que la hipétesis h era cierta. Esto

se conoce como probabilidad posterior.
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En caso de que se tenga una sola caracteristica, el clasificador Naive Bayes
calcula la probabilidad de un evento en los siguientes pasos: (Rish, 2001)
e Paso 1: calcular la probabilidad previa para las etiquetas de clase dadas.
e Paso 2: determinar la probabilidad de probabilidad con cada atributo para cada
clase.
e Paso 3: poner estos valores en el teorema de Bayes y calcular la probabilidad
posterior.
e Paso 4: ver qué clase tiene una probabilidad mds alta, dado que la variable de
entrada pertenece a la clase de probabilidad mds alta
Segtn, (Jaimes, 2015) Diferenciando los clasificadores basados en redes
bayesianas (Naive Bayes, (Kononenko, 1991) Red Bayesiana aumentada a drbol
TAN, Semi Naive Bayes y otros) el clasificador Naive Bayes ha demostrado
comportarse bastante bien a pesar de que asume que las variables predictoras son
condicionalmente independientes dada la clase, lo que generalmente no se cumple.
(Rish, 2001) Este clasificador Naive Bayes es uno de los modelos més efectivos,
debido a su simplicidad, su resistencia al ruido, poco tiempo de procesamiento y alto

poder predictivo (pag. 27)

Metodologia CRISP-DM

CRISP-DM (Cross Industry Standard Process for Data Mining), estd compuesta
por seis fases las cuales dependen entre si tanto en forma secuencial como ciclica
pudiendo encontrarse interacciones que permitan mejorar la aproximacién obtenida en
otras fases anteriores.
Las fases son las siguientes:

e Comprension del negocio.
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e Comprensién de los datos.
e Preparacion de los datos.
e Modelado.

e Evaluacion.

e Despliegue.

Figura 10

Secuencia del proceso CRISP-DM

Evaluacién

Nota. Como se observa son 6 procesos de la metodologia CRISP-DM (Rodriguez, 2010)

2.2.7.1 CRISP-DM: Comprension del negocio
En la primera etapa debemos comprender en profundidad en profundidad
el problema que se quiere resolver y estableciendo los requisitos y objetivos
del proyecto desde una perspectiva empresarial para luego trasladarlos a

objetivos técnicos y a un plan de proyecto. (Rodriguez, 2010)
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CRISP-DM: Comprension de los datos

Es esta fase se lleva a cabo la recoleccién y exploracion inicial de los
datos, con el objetivo de establecer un primer contacto con el problema. Esta
fase suele ser critica en el proyecto dado que un mal entendimiento de los
datos tiene como consecuencia un aumento en el tiempo global del proyecto

y también reduce las garantias de éxito. (Rodriguez, 2010)

CRISP-DM: Preparacion de los datos

La fase de preparacion trata de seleccionar, limpiar y generar conjuntos
de datos correctos, organizados y preparados para la fase de modelado. Esta
es una fase sumamente critica en un proyecto de mineria de datos. Los
errores en los datos que se pasan por alto y que no son resueltos en esta fase
se trasladan hasta la fase de modelado, lo que genera una reduccién en la
exactitud de los modelos o incluso, es posible entregar al cliente resultados
basados en datos que atn contienen errores no detectados. (Rodriguez,
2010)

Por esta razdn, esta fase es crucial y generalmente demanda siempre el
mayor esfuerzo y tiempo del proyecto, aproximadamente un 75% del tiempo

total.

CRISP-DM: Modelado

En esta fase se lleva a cabo la creacién de modelos de conocimiento a
partir de los datos suministrados desde la fase anterior. Estos modelos de
conocimiento pueden ser de distintos tipos, por ejemplo, se pueden crear
modelos de clasificacion o regresion con el objetivo de estimar o inferir el

valor de una determinada variable. (Rodriguez, 2010)
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Para afrontar esta fase hay que seguir una serie de pautas que nos
ayudardn a obtener mejores resultados se debe seguir:

a) Escoger la técnica de modelado: Antes de escoger la técnica, se debe
considerar el objetivo principal del proyecto y la relacién con las
herramientas de mineria de datos existentes. (Cortina, 2015)

b) Generar el plan de prueba

Se debe generar un procedimiento destinado a probar la calidad y
validez del modelo elegido una vez que éste esté construido. Por
ejemplo, en una tarea supervisada de mineria de datos como Ia
clasificacién (Cortina, 2015)

¢) Construir el modelo.

Se ejecuta la técnica seleccionada sobre los datos previamente
preparados para generar uno o mds modelos. Todas las técnicas de
modelado tienen un conjunto de pardmetros que determinan las
caracteristicas del modelo a generar. (Cortina, 2015)

2.2.7.5 CRISP-DM: Evaluacion
Si los modelos obtenidos cumplen con las expectativas de negocio, se
procede a la explotacion del modelo. Si no, se evalda en esta fase si se
procede a iterar nuevamente sobre los pasos anteriores con el objetivo de
encontrar nuevos resultados. (Rodriguez, 2010)
2.2.7.6 CRISP-DM: Despliegue
Una vez que el modelo ha sido construido y validado, se transforma el
conocimiento obtenido en acciones dentro del proceso de negocio, esto
puede hacerse por ejemplo cuando el analista recomienda acciones basadas

en la observacion del modelo y sus resultados. (Cortina, 2015)
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Software Weka (Waikato Environment For Knowledge Analysis)

Es un software de cédigo libre que tiene una coleccion extensa de algoritmos
segiin el manual de Weka (Garcia, 2005) La licencia de Weka es GPL, lo que
significa que este programa es de libre distribucién y desarrollado por la universidad
de Waikato (Nueva Zelanda) implementados en Java [1, 2]; ttiles para ser aplicados
sobre datos mediante los interfaces que ofrece o para embeberlos dentro de cualquier
aplicaciéon. Ademds, Weka contiene las herramientas necesarias para realizar
transformaciones de los datos, tareas de clasificacion, regresion, clustering,
asociacion y visualizacién. Weka estd diseilado como una herramienta orientada a la
extensibilidad se afiade nuevas funcionalidades, una tarea sencilla. (pag. 8)

Este software ayuda mucho cuando uno desea implementar diversos algoritmos,
ya que nos una mejor visién para la toma de decisiones segtn el nivel de precision
que genera de acuerdo a las instancias y clases de nuestra base de datos. Tiene
diversas herramientas para una mejor visibilidad de los datos, también nos ayuda a

saber si hemos tomado bien nuestros atributos para el estudio respectivo.

Figura 11.

Modelo de clasificacion

Nota. Este cédigo de programacion fue desarrollado en java, para Weka es muy
sencillo y para el usuario es algo enrevesada, en parte por su mal disefio, pero muy
util para utilizar sus algoritmos.
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Python fue desarrollado por Python Software Foundation, maneja varias

extensiones como .py, .pyc, pyd, .pyo, .pyw, .pyz, pyi. (Alberca, 2020). Se trata de

un lenguaje de programacién multiparadigma ya que soporta parcialmente la

orientacion a objetos, programacién imperativa y, en menor medida, programacion

funcional. Es un lenguaje interpretado, dindmico y multiplataforma. Este lenguaje

de programacién aparecio por los afios 1991 fue disefiado por Guido Van Rossum.

Principales ventajas de Python: (Alberca, 2020)

>

>

Es de cédigo abierto (certificado por la OSI).

Es interpretable y compilable.

Es fécil de aprender gracias a que su sintaxis es bastante legible para los

humanos.

Es un lenguaje maduro (29 afos).

Es facilmente extensible e integrable en otros lenguajes (C, java).

Estd mantenido por una gran comunidad de desarrolladores y hay multitud de

recursos para su aprendizaje. (pag. 8)

Figura 12.

Librerias de python

import pandas as pd
import numpy as np
import seaborn as sns

from sklearn.tree import
from sklearn.naive_bayes
from sklearn.naive_bayes
import matplotlib.pyplot

# Diferentes tipos de clasificadores Naive Bayes
from sklearn.ensemble import ExtraTreesClassifier
from sklearn.ensemble import RandomForestClassifier

DecisionTreeClassifier
import GaussianNB
import MultinomialNB
as plt

Nota. Una de las librerfas muy utilizadas en Algoritmos de Clasificacién para

importar datos
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2.3 DEFINICION DE TERMINOS

2.3.1

2.3.2

2.3.3

2.34

Definicion de Académico.

El término académico proviene del griego akademia (el lugar ubicado en las
afueras de Atenas donde Platon se reunia a estudiar) y es aquel que es utilizado
para denominar no sélo a individuos sino también a entidades, objetos o proyectos

que se relacionan con niveles superiores de educacién. (Bembibre, 2009)

Definicion de modelo predictivo
Es un modelo de datos basado en estadisticas inferenciales, que se utiliza para
predecir la respuesta a una promocién de marketing directo. El modelo predictivo

utiliza estadisticas para predecir los resultados. (arimetrics, 2008)

Definicion de Inteligencia artificial

Lo cierto que no hay un consenso entre los cientificos e ingenieros sobre lo que
es inteligencia artificial, y muchos menos se ha llegado a un definicién exacta y
concisa que nos permita dirimir que programas son o no inteligentes. El problema
es que ni siquiera tenemos la certeza de que seamos capaces de definir que es

inteligencia (no artificial). (Garcia S., 2012)

Definicién de Arbol de Decisién

Utilizan una técnica de aprendizaje supervisado que consiste en realizar
particiones recursivas en un espacio de datos conformado por un conjunto de casos
o ejemplos. El arbol que se va construyendo con cada particién, sus nodos
representan un atributo que sirvié para realizar una particién, los arcos que
conectan los nodos entre si representan los diferentes valores que pueden tomar los
atributos y las hojas representan subconjuntos de casos pertenecientes a una clase.

(Lopera, 2018)
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Definicion de Redes neuronales artificiales

Son redes interconectadas masivamente en paralelo de elementos simples
(usualmente adaptativos) y con organizacion jerdrquica, las cuales intentan
interactuar con los objetos del mundo real del mismo modo que lo hace el sistema

nervioso bioldgico. (Ruiz, C., Basualdo M. S., 2001)

Definicion de Redes Bayesianas
Son wuna representacién griafica de dependencias para razonamiento
probabilistico, en la cual los nodos representan variables aleatorias y los arcos

representan relaciones de dependencia directa entre las variables (Sucar, 2018).

Definicion de Rendimiento Académico
Es un logro alcanzado por el educando en todo el proceso de ensefianza —
aprendizaje. En tanto, (Novdez, 1986) sostiene que el rendimiento académico es

el Quantum obtenido por el individuo en determinada actividad académica.

Otra forma de definir el rendimiento académico segin, (Chadwick, 1979) es
como la expresién de capacidades y de caracteristicas psicoldgicas del estudiante
desarrolladas y actualizadas a través del proceso de ensefianza-aprendizaje que le

posibilita obtener un buen funcionamiento y logros académicos. (pag. 34)
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CAPITULO III: MARCO METODOLOGICO

3.1 Lugar de ejecucion

/
0‘0

>

*e

>

3

* e

Lugar: Universidad Nacional de Moquegua (UNAM) de la Escuela Profesional

de Ingenieria de Sistemas e Informatica (EPISI)

Pais: Pera

Region: Moquegua

Provincia: Ilo

Distrito: Pacocha - Urb. Ciudad Jardin S/N

3.2 Tipo y Diseiio

3.21

Tipo de Investigacion

Por su nivel de profundidad

3.2.1.1

3.2.1.2

Investigacion exploratoria (Babbie, 1996)

Segtin, (Babbie, 1996) “Se explora un tema y se estructura”. Nos
ayuda realizar el andlisis de las causas, donde encontraremos los
procedimientos adecuados para una investigacion posterior es flexible;
es decir, estudiar fenémenos nuevos respalddndonos con todo el

material existente.

Investigacion descriptiva (Babbie, 1996)

Segin (Babbie, 1996) “Describe situaciones y acontecimientos”. Se
describe los datos y este debe tener un impacto en la investigacién
realizada a los alumnos de la Escuela profesional de Ingenieria de

Sistemas e Informatica de la Universidad Nacional de Moquegua.
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3.2.1.3 Investigacion campo.

En este tipo de investigacion los datos e informacién
socioecondémica, personal e institucional nos brind6 la Direccién de
Bienestar universitario; si bien estaba en fisico se tuvo que extraer. Con
respecto a los datos académicos se solicitoé a la Direccion de
Actividades y Servicios Académicos. Se realizd una encuesta para

recolectar informacién extra para la investigacion.

3.2.2 Diseiio de la Ejecucion
Diseiio Experimental
En el disefio experimental se manipula una o m4s variables de estudio. Dicho
de otra forma, un experimento consiste variables dependientes y variables

independientes. (Ronal, 1962)

3.3 Nivel de Investigacion
Se ha utilizado el nivel experimental; ya que, conforme vamos a determinar las
caracteristicas de los estudiantes con bajo rendimiento académico, los estudiantes que
pueden abandonar la carrera, los cursos que presentan mayor nimero de desaprobados,
entre otros, se experimentard a través de la clasificacién si tengo dos o mds categorias

y la regresién si deseo predecir algo.
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Operacionalizacién de la variable, factores que inciden en el rendimiento académico:

Factores sociales, factores econémicos, factores académicos y factores actitudinales.

Tabla 01

Operacionalizacion de variables

Variable Tipo Indicadores Valores
Factores Género M, F
" socio- ingreso numérico
§ econémico trabaja Si, No
2 Pc-laptop Si, No
'8 Internet Si, No
§ Tablet Si, No
e Discapacidad Si, No
'é Alergias Si, No
= Factor Promedio aprobado Numérico
£ académico Promedio
S desaprobado

Nota. Operacionalizacién de la variables donde visualizamos los factores que inciden en
el rendimiento académico fue adaptado de (Garbanzo Vargas, 2010) (pag. 8)

3.4.1 Variables Independientes
Factores:
e Factores Socio - econémico

e Factores académicos

3.4.2 Variables Dependientes

Datos académicos (Clases: buen y bajo rendimiento).
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3.5 Poblacién y muestra
3.5.1 Poblacion:
Estudiantes universitarios de la Escuela Profesional de Ingenieria de Sistemas

e Informadtica - Universidad Nacional de Moquegua.

Tabla 02

Total, de estudiantes del caso de estudio

Total, de Varones Mujeres
Estudiantes
167 128 39

Nota. Se contabiliza el total de estudiantes, segtin el caso de Estudio

3.5.2 Muestra:
Se tomd como muestra a los estudiantes matriculados en los afios 2019-1,

2019-11, 2020-1, 2020-1I.

3.6 Delimitacion Espacial y Temporal

El presente trabajo de investigacion se realizara en la region Moquegua datos del afio

2019 -2020.

3.7 Método de Investigacion
El método de la investigacién a utilizar se conoce, como “Investigacion - Accidén”
porque se pretende implementar una solucién y validarla a través de un caso de estudio.
Representa un esfuerzo conjunto entre los profesionales y los agentes locales durante
todo el proceso de la investigacion: desde la definicién del problema por investigar hasta

el andlisis de los resultados. Implica el uso de multiples métodos en el recojo de la
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informacién y en el andlisis de los resultados, tiene como objeto resolver un problema

en un contexto determinado aplicando método cientifico. (EcuRed, 2016)

3.8 Técnicas, Instrumentos para recoleccion de datos

3.8.1 Encuesta

Esta técnica es aplicada a los estudiantes de la carrera de Ingenieria de

Sistemas e Informatica, el instrumento es el cuestionario online, en el aula

virtual, por lo que esta informacién es muy util para el investigador.

3.8.2 Procesamiento de datos

Sistema de Base de Datos

>

>
>
>

Data académica extraida del total de matriculados 2019-1

Data académica extraida del total de matriculados 2019-11

Data académica extraida del total de matriculados 2020-1

Data académica extraida del total de matriculados 2020-11

Forma de Tratamiento de los Datos

» Tabulacion de datos.

» Filtracion de datos
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Tabla 03

Cantidad de alumnos, segiin el codigo académico

Coédigo Académico Cantidad
2017 5
2018 20
2019 73
2020 69

Nota. Este cuadro nos muestra la cantidad de alumnos segiin su cddigo
académico, aflo de matricula 2019 — 2020 de los ciclos I — II, figuran en el
sistema de la UNAM. Datos proporcionados por OTIN — autorizado por VIPAC

3.9 Validacion y Confiabilidad de los Instrumentos
Son datos obtenido de la Universidad Nacional de Moquegua — Escuela de Ingenieria

de Sistemas e Informatica
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CAPITULO IV: PRESENTACION DE RESULTADOS
El objetivo de este capitulo es dar a conocer el desarrollo del problema planteado,

utilizando la data obtenida del caso de estudio de EPISI — UNAM.

4.1 Comprension del Negocio
La Universidad Nacional de Moquegua, (UNAM, 2019) es una entidad publica de
educacioén superior universitaria, ubicada en la ciudad de Moquegua e Ilo, cuenta con 8
carreras. Mediante Resolucién de Consejo Directivo N° 103-2017-CD la SUNEDU
autoriza a la UNAM a prestar el Servicio Educativo Superior Universitario por seis afios.
La Universidad estd presidida por una comisién organizadora que consta de

presidente, vicepresidente académico y vicepresidente de Investigacion. (pag. 1)

4.11 Funciones

La Universidad Nacional de Moquegua tiene como funciones basicas.

En lo Académico

a. Desarrollar Investigacién Cientifica, Tecnolégica y Humanistica como
soporte del desarrollo académico y la integracién con el entorno.

b. Participar con entidades de desarrollo del estado, entidades privadas y otras
instituciones, en la ejecucion de estudios y/o proyectos de investigacion que
contribuyan al desarrollo regional y nacional.

c. Desarrollar la ensefianza para la formacién profesional.

d. Promover la integracién con la comunidad a través de programas de
Proyeccion y Extension Universitaria.
e.Implementar programas de capacitacion docente e intercambio cultural.

f. Desarrollar programas o procesos de Produccién de Bienes y Prestacion de

Servicios, para complementar la ensefianza tedrica.
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En lo Administrativo

a. Realizar una gestion eficiente, transparente, ética y honesta; con apego a las
normas legales vigentes y lo establecido en los Sistemas Administrativos.

b. Contribuir con mejorar el desempefio laboral y educativo, implementando
servicios de bienestar y promocion social, salud, deporte y recreacién, para
todos los miembros de la comunidad universitaria.

c. Mantener las relaciones y comunicaciones con otras instituciones

educativas, culturales, estatales, sociales y econdmicas con fines de

coordinacién, cooperacién y conocimiento reciproco.

Objetivos Estratégicos (UNAM, 2019)
OEIO1. Mejorar la formacién académica de los estudiantes universitarios.
OEI02. Promover la investigacion cientifica y tecnoldgica en la comunidad
universitaria.
OEIL03. Fortalecer las actividades de extension cultural y de proyeccién social
para la comunidad universitaria.
OEI04. Fortalecer la Gestion Institucional.
OEILO05. Implementar la gestion del riesgo de desastres.
Vision
La visién de la Universidad (UNAM, 2019) al 2050, somos un pais
democritico, respetuoso del Estado de derecho y de la institucionalidad,
integrado al mundo y proyectado hacia un futuro que garantiza la defensa de la
persona humana y de su dignidad en todo el territorio nacional.
Estamos orgullosos de nuestra identidad, propia de la diversidad étnica,
cultural y lingiiistica del pais. Respetamos nuestra historia y patrimonio

milenario, y protegemos nuestra biodiversidad.
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El Estado constitucional es unitario y descentralizado. Su accionar es ético,
transparente, eficaz, eficiente, moderno y con enfoque intercultural.

Juntos, hemos logrado un desarrollo inclusivo, en igualdad de oportunidades,
competitivo y sostenible en todo el territorio nacional, que ha permitido erradicar

la pobreza extrema y asegurar el fortalecimiento de la familia.

4.14 Mision
La misién de la universidad (UNAM, 2019). Somos una comunidad académica que
forma profesionales e investigadores que sean innovadores, competitivos, éticos y

multiculturales para contribuir con el bienestar de la sociedad.

4.1.5 Comprension del problema
Toda carrera profesional debe de acreditarse y en este trabajo de Investigaciéon
busca hacer seguimiento para la nivelacién de las deficiencias de sus estudiantes y
que podrian presentarse durante el proceso formativo; por ello, se hizo la gestién
para obtener la base de datos de: ficha socioeconémica, base de datos académica
de los afios 2019, 2020 lo que se busca es, saber porque el estudiante tiene bajo

rendimiento académico cuales son los factores que influyen.
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4.2 Comprension de Data

4.2.1

Descripcion de los Datos Generales (Fuente de Datos)

En la metodologia CRISP-DM una de las etapas es el levantamiento de
informacion; por ello, se muestra la data extraida de la ficha socio econémica y
la base de datos académica del caso de Estudio: Escuela Profesional de Ingenieria

de Sistemas e Informatica de la Universidad Nacional de Moquegua.

De la base de datos obtenida se realizé un diccionario de datos para entender
mejor las variables independientes que ayudard mucho en el andlisis y poder
interpretar el modelo que deseo disefiar. Esta base de datos se obtuvo de la misma

universidad con previa gestion.

Tabla 04

Diccionario de datos

Indicadores Descripcion Valor
Género Género M, F
Ingreso Cantidad de Ingreso Numérico
trabaja trabajas Si, No
Pc-laptop Cuenta con Pc-laptop Si, No
Internet Cuenta con Internet Si, No
Tablet Cuenta con Tablet Si, No
Discapacidad Sufres de Discapacidad Si, No
Alergias Sufres de alergia Si, No
Pa Promedio Aprobados Numérico
Pd Promedio Desaprobados Numérico

Nota. En la tabla colocamos todas las variables seleccionadas con su previa descripcion
y a que factor corresponde
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0204001 [20202 & 2016{ BIOLOGIA ¥ MEDID AMBIENTE ESPINOZA REYNOSD, ISABEL DEY 13127 [12.30 1310 MULL (UL 13 ESTUDIAKTE
0204001 [20202 A 2015] SOCIOLOGIA [ VALDEZ YALDIVIA, JOHN SABINC] 13126 [14.50 1410 MULL (UL L3 ESTUDIANTE
0204001 [20202 A 2016| FUNDAMENTOS DE PROGRAMACION] SILVA DELGADD, CARLOS ALEEF 13121 [14.00 1430 JMULL UL L] ESTUDIAKTE
0204001 (20202 A 201| FUNDAMENT 3 DE PROGRAMACION SILVA DELGA0O, CARLOS ALEEF]I3-121  [14.40 15.50 MULL (UL 15 ESTUDIANTE
0204001 [20202 A 2015 EIOLOGIA ¥ MEDID AMEIENTE |EsPINOZA REYNDSD, 1SAEEL DE] 13127 [16.50 15.30 MULL — [RLLL 15 ESTUDIANTE
0204001 [20202 & 20E[ MATEMATICA | [TAMATD MARAN, DAYID 13122 [1.00 .0 MULL  [RULL il ESTUDIANTE
0204001 (20202 A 2015| FUNDAMENT S DE PROGRAMACION] SILVA DELGADD, CARLOS ALEEF]I3-121 [h.20 130 MULL (UL 12 ESTUDIANTE
0204001 [20202 & 20 MATEMATICA | [TAMATD MARAN, DAYID 13122 (1040 5.20 MULL (UL k] ESTUDIAKTE
0204001 [20202 A 201| FUNDAMENT O3 DE PROGRAMACION] SILVA DELGADD, CARLOS ALEEF] 13121 [3.40 B0 MULL (UL i ESTUDIANTE
0204001 [20202 A 2016| FUNDAMENTOS DE PROGRAMACION] SILVA DELGADD, CARLOS ALEEF] 13121 [3.20 160 MULL (UL 5 ESTUDIAKTE
0204001 (20202 A 200 MATEMATICA | [ TAM&TD MAMAN, DAYID 122 [0.60 a.20 MULL (UL 1l ESTUDIANTE
0204001 [20202 A 201| FUNDAMENT 3 DE PROGRAMACION] SILVA DELGADD, CARLOS ALEEF] 13121 [13.60 1420 JHULL  [HULL L] ESTUDIANTE
0204001 [20202 & 20 BIOLOGIA Y MEDID AWEIENTE ESPINOZA REYNOSD, ISABEL DEYIS-127  [16.60 1BE0|MULL  [RULL 1 ESTUDIANTE
0204001 (20202 A 2016] SOCIOLOGIA VALDEZ VALDIVIA, JOHN SABING I3-126  [15.40 1610 MULL (UL 1 ESTUDIANTE
0204001 [20202 A 206 BIOLOGIA Y MEDID AMEIENTE ESPINOZA REYNOSD, ISABEL DEY 15127 [12.60 1600 MU [RULL L] ESTUDIAKTE
0204001 [20202 A 2015] SOCIOLOGIA ALDEZ VALDIVIA, JOHN SABINGYI3-126  [12.00 140 MULL (UL 12 ESTUDIANTE
0204001 [20202 A 2016] SOCIOLOGIA WALDEZ VALDIVIA, JOHN SABING|15-126 [11.50 1300 JMULL (UL 12 ESTUDIAKTE
0204001 (20202 A 2016] FILOSOF 14 WALDEZ VALDIVIA, JOHN SABINGYI5-128  [12.00 11.30 10.50 1240 2 ESTUDIANTE
12040/05 {20202 A 2015| PROCESAMIENTO DE IMAGENES Y /Il MORALES GONZALES, RUSD ALE[ 13822 [11.00 1310 MULL — [RLLL 15 ESTUDIANTE
T2040[05 {20202 & 20 CLOUD COMPLITING MORALES GONZALES, RUSD ALE[IS-521  [16.50 1500 |MULL [ 1 ESTUDIANTE
12040/05 {20202 A 2016 METODOS NUMERICOS TARATO MARAN, DAVID 13525 [14.60 .60 MULL (UL 13 ESTUDIANTE
T2040[05 20202 A 2006 ANALISIS ¥ DISERD DE SISTEMAS || GUZMAN YALDIYIA, JOSE sRTON 13422 [16.30 1560 |MULL UL 1 ESTUDIAKTE
12040/ 04 [20152 A 2016] APLICACIONES WEE | FLORES GARCIA, AMIBAL FERNA(I15-524  [13.50 200 JWULL WU 13 ESTUDIANTE
72040/ 04 [20152 A 2006] ANALISIS ¥ DISEFD DE SISTEMAS || GUZWAN YALDI¥IA, JOSE ANTON 13422 [h.80 150 MULL (UL ] ESTUDIAKTE
12040/ 04 [20152 A 2016 SISTEMAS OPERATIVOS TANA MAMANL YICTOR 3424 [1B.20 1040 MULL (UL 13 ESTUDIANTE
12040/ 04 [20152 A 2016 MATEMATICA 1Y RAMOS RIVERA, SALOMON REY|13-425  [H.60 1240 JHULL  [HULL 12 ESTUDIANTE
F2040[03 [20131 & 20 PROGRAMACION ORIENT ADA A OBJE NULL 13-322  [HULL HULL  JMULL (R il ESTUDIANTE
12040/03 [ 2013 A 2016] ANALISIE ¥ DISEND DE ALGORTMOS [NULL 13321 [HULL MULL  JWULL UL k] ESTUDIANTE
T2040[05 20202 A 2006[ ROBOTICA | VERA RAMIBEZ, DSCAR JOHM [I3-527  [14.50 1150 MULL (UL 16 ESTUDIAKTE
T2040[05 20202 A 2016 INTERACCION HUWAND COMPLTAD] COAGUILA MAMAN MARIBEL EJ13-325 [14.10 540 JWULL  [RULL # ESTUDIANTE
r2040/07 {20202 A 2015] CLOUD COMPUTING MORALES GONZALES, RUSD ALE[I3-521  [15.60 1340 JHULL  [HULL 1 ESTUDIANTE
G240 05 | 20152 A 201| PROGRAMACION DE YIDED JUEGD |[MORALES GONZALES, RUSD ALE[ 13124 [10.80 0.00 MULL (UL H ESTUDIANTE
2040005 | 20152 A 2015| PROGRAMACION DE DISPOSTIYOS M CLARES PERCA, JUAN CARLDS [13-625  [3.00 00 MULL — [RLLL 1 ESTUDIANTE
E2040008 [20152 & 200 SISTEMAS DISTRIELIDOS COAGUILA MAMANI, MARIBEL EJIS-521  [100 0.00 MULL  [RULL 1 ESTUDIANTE
B2040003 {20202 A 2016| TOPICOS AVANZADOS | LIMACHE FLORES, ALBERTO  [I3-321  [15.40 1220 JWULL UL L] ESTUDIANTE
B20400 03 {20202 A 2006[ ROBTICA N VERA RAMIBEZ, DSCAR JOHM [13-326  [15.50 16.50 MULL (UL 16 ESTUDIAKTE
B2040105 20202 A 2016| TOPICOS AVANZADOS | LIMACHE FLORES, ALBEFTO  [I5-321  [14.40 0 MULL (UL 2 ESTUDIANTE
B2040003 {20202 A 2016| ROBOTICA I VERA RAMIBEZ, OSCAR JOHM [15-326  [17.40 1530 |MULL (UL 1 ESTUDIANTE
G204 05 20202 A 2016] GESTION DE PROTECTOS | FLORES GUTIERREZ, YAMNEZA  [I5-325  [13.70 10,10 MULL (UL 2 ESTUDIANTE
G240 05 | 20201 A 2015| REDES I COAGUILA MAMANI, MARIBEL E{I3-526  [15.00 1600 JHULL  [HULL 15 ESTUDIANTE
E2040005 [20201 & 200 PROCESAMIENTO DE IMAGENES Y '] MORALES GONZALES, RUSO ALE[IS-322 [18.40 100 MU [WULL 13 ESTUDIANTE
B2040005 | 2015 A 2016 SISTEMAS DIETRIBUIDOS UL 13521 [HULL MULL  JWULL UL 15 ESTUDIANTE
62040006 |20201 A 2016 APLICACIONES WEE | HUERTAS FLORES, EDSON BUEN15-624  [0.00 0.00 MULL (UL ] ESTUDIAKTE
G240 06 |20201 A 2015| PROGRAMACION DE DISPOSTIYOS M CLARES PERCA, JUAN CARLO% [13-625  [0.00 0.00 MULL (UL ] ESTUDIANTE
52040/02 [20132 A 2004 MATEMATICA DISCRET A RAMOS RIVERA, SALOMON REY [ISMDI03 [0.00 000 MULL (UL ] RESERYA
52040/ 02 [20152 & EOOj ANALIZIE MATEMATICO| TARAYO RARAN, DAYID EGAMTOZ0.00 0.00 MULL  [RULL ] RESERYA
52040[07 [20202 & 2016 ANALIZIE ¥ DISEMO DE SISTEMAS | | GUZMAN YALDIYIA, JOSE AMTONI3-422  [2.30 0.00 MU [RULL 1 SANCIONADD
52040/ 06 [20201 & 2016 FUNDIARENT 03 DE SISTEMAS DE INF] GAUNA CHIND, MARID 13-323 _ [NILLL HULL  JHULL  [RULL 12 SANCIONADD
52040[10 [20152 A 2004 PLANEAMIENTOD DE SISTEMAS DE INF) GAUNA CHING, MARID ISPEIEL  [15.20 410 MULL (UL 15 ESTUDIANTE
52040/03 |20t A 2004 FORMULACION ¥ EYALUACION DE PH HULL I3FEPDS [HULL HULL  JHULL [RULL 15 ESTUDIANTE
42040003 [2015 & 2004 COMERCIO ELECTRONICO HULL I3COEEL [MULL HULL  JMULL (R 13 ESTUDIANTE
42040005 | 20150 A 2004 INGENIERIA DE LA INFORMACION | WULL 1310108 [MLLL HULL  JHULL UL 12 ESTUDIANTE
42040006 | 20152 & 2003 SISTEMAS OPERATIVOE TANA MAMAN, YICTOR 1330P06 (750 0.00 MULL (UL 4 SANCIONADD
52040008 | 20201 A 2016 ROBOTICA | WERA RAMIPEZ, OXCAR JOHN [13-521  [10.30 00 MULL (UL 12 ESTUDIANTE
(20131 206 BASE DF DATOS | UL 13525 (HULL HULL TR (UL 1 ESTUDIARTE

Nota. Estos datos no procesados son de los alumnos del ciclo académico 2019-1, 2019-
II, 2020-1 y 2020-II corresponden a la parte académica. Estos datos van a ser
presentados a través de los cuadros estadisticos para luego analizarlos y utilizando las
técnicas de Inteligencia artificial.
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Datos no procesados de la ficha socio-econémico, caso de estudio afio 2019,

2020
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Nota. Estos datos no procesados son de los alumnos que llenaron la ficha socio-econdémica
en los afios académicos 2019-1, 2019-1I1, 2020-1 y 2020-1II Estos datos van a ser presentados
a través de los cuadros estadisticos para luego analizarlos y utilizando las técnicas de
Inteligencia artificial.
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4.2.2 Datos seleccionados

Se realiza una descripcién de los datos que proporciond la Universidad
Nacional de Moquegua, previa gestion con la oficina de Direccién de Actividades
y Servicios Académicos, Direccién de Bienestar Universitario. Los datos
corresponden a los alumnos de Ingenieria de Sistemas e Informadtica afo de
matricula 2019 —2020.

La informacién fue proporcionada en Libros de Excel con diferentes hojas de
célculo, informacién que sélo pudo ser compartida:

La informacién general del alumno como su nombre completo, cédigo de
estudiante, ciclo que cursa, control de ciclo académico en la cual se ha
matriculado, sexo, seccion.

El registro del Afio y semestre académico que corresponde la malla curricular,
los nombres de todos los docentes segiin el ciclo que cursa, el registro de todos
sus cursos, c6digo curso, las notas de las unidades segtn el curso.

El registro de los cursos con su nota final donde podemos ver lo que obtuvo el
alumno en sus asignaturas, ademds del nimero de matricula que corresponde, el
afio y semestre en que lo llevé ahi podemos verificar si el alumno es regular o
irregular, si aprob6 o desaprobd los cursos en los ciclos matriculados, aunque
también se visualiza, si solicité reserva o estd sancionado, segtn el nimero de
matriculas que tuvo con un curso. En la columna estado observamos la condicién

del estudiante al finalizar el curso.



4.3 Preparacion de la DATA

4.3.1 Estructura de data
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En las variables independientes tenemos muchos datos categdricos, €s por eso

que necesariamente se debe codificar las etiquetas para convertir a valores

numéricas (binarios 0 y 1). Con la funcién sklearn. preprocessing. LabelEncoder.

el método fit lo entrena (creando el mapeado entre las etiquetas y los ndmeros) y el

método transform transforma las etiquetas que se incluyan como argumento en los

nimeros correspondientes. El método fit transform realiza ambas acciones

simultaneamente.

Figura 15

Descripcion del dataset

e 5;1{.) pa pd ingreso trabaja pclaptop internet tablet discapacidad alergias clases
0 1 130 10.0 475 1 2 2 2 2 2 BUENREND
1 2 140 00 0 2 1 1 2 2 1 BUENREND
2 1 133 100 0 2 1 1 2 2 2 BUENREND
3 1 129 00 0 2 2 2 2 2 2 BUENREND
4 1 149 0.0 0 2 1 1 2 2 2 BUENREND

Nota. Se presenta los datos del dataset.

Figura 16

Informacion de la data

dataset.info()

# Column

=} sexo

1 pa

2 pd

3 ingreso

4 trabaja

5 pclaptop
6 internet
7 tablet

8

]

alergias
1@ clases

memory usage:

Non-Null Count
167 non-null
167 non-null
167 non-null
167 non-null
167 non-null
167 non-null
167 non-null
167 non-null

discapacidad 167 non-null

167 non-null
167 non-null

14.5+ KB

<class 'pandas.core.frame.DataFrame’'>
RangeIndex: 167 entries, @ to 166
Data columns (total 11 columns):

Dtype
int64
floaté4
float64
inté64
int64
inté4
int64
int64
int64
int64
object

dtypes: float64(2), inté64(8), object(1)

Nota. Informacion de la DataFrame



Figura 17

Informacion del feature clases

df[ "clases'].value counts()

EUENREND 28

BEAJOREND 79

MName: clases, dtype: intsd
df.shape

(167, 11)

Nota. Informacién del feature, la cantidad
total de cada clase. Shape (), Devuelve el
nimero de elementos del DataFrame.

Figura 18

Libreria scikit-learn

from sklearn.preprocessing import LabelEncoder
le = Labalenradap()

dataset. le.fit_transform

dataset. = le.fit_transform

dataset, = le.fit_transform

dataset, = le.fit_transfor

dataset

Nota. Se utiliza el LabelEncoder y el método fit_transform en todos los
datos categoricos.

.
Figura 19
Data procesada
SeX0 pa pd ingreso trabaja pclaptop intermnet tablet discapacidad alergias clases
0 1 13.0 100 475 1 2 2 2 2 2 1
1 2 140 0.0 Q 2 1 1 2 2 1 1
2 1 133 100 1] 2 1 1 2 2 2 1
3 1 129 0.0 [ 2 2 2 2 2 2 1
4 1 149 0.0 (1] 2 1 1 2 2 2 1
162 2 118 100 1] 2 1 2 2 2 2 1
163 2 123 0.0 951 1 1 2 2 2 2 1
164 2 130 09 (1] 2 2 2 2 2 2 V]
165 1 120 8.0 [ 2 1 1 2 2 2 v]
166 1 153 9.0 475 1 1 1 2 2 2 1
167 rows x 11 columns

Nota. Data procesada para introducirla a los algoritmos para su entrenamiento.
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Figura 20

Visualizacion de los valores de cada feature.
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count_plot(car_df, features)

. BUENREND
= BAJOREND

L -HJEMEND 8
= BAJOREND
1]
v ¥
io J ‘
»
L ol
: il
i o HINAE0

8

i

dases
. BUENREND
= BAJOREND

count
s

B

0 a4 as %0 ®1
ngreso

L -WMEND

ntemet

dases
= BUENREND
60w BAJOREND

.

dergas

dases
. BUENREND
= BAJOREND

Yabaja
dases
. BUENREND
= BAJOREND
—
1 2
tablet

=

0

dscapacidad

. BUENREND
W BAJOREND

Nota. Visualizamos los datos. Los valores atipicos en las variables categéricas.



4.4 Modelado
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Procesamiento de Datos utilizando Algoritmos (Técnicas de Inteligencia artificial)

Los datos que se utilizan son datos histéricos de acuerdo a la delimitacién espacial se

tomo de los afios 2019 — 2020, base de datos socioecondmicos, académicos con una

muestra de 167 estudiantes de Ingenieria de Sistemas e Informdtica de la Universidad

Nacional de Moquegua.

Se realiz6 una base de datos procesados de toda la data obtenida, creando matrices

de correlacion de 10 atributos y 167 instancias denominado “ubdepisi.csv”.

Figura 21

Base de datos caso EPISI — UNAM

sexccs totalcca ccd pa pd notachra_celu pc  laptcinteltablcdesa disci aler
M 1 7 6 1 13 10 12: 7SI NO NO NO NO SI NO NO
F 1 7 7 © 14 O 141 O0SI NO SI SI NO SI NO GAT
M 1 7 6 1 13 10 121 OSI SI SI SI NO SI NO NO
M 1 7 7 0 13 O 131 ONO NO NO NO NO NO NO NO
™ 1 7 7 © 15 O 151 OSI NO SI SI NO SI NO NO
~ 1 7 7 O 15 ©0 151 OSI SI SI NO NO SI NO Alet
M 1 7 7 ©0 13 ©0 131 OSI NO SI SI NO SI NO NO
£ 1 7 7 © 13 0 131 O0SI SI NO NO NO SI NO NO
™ 1 7 7 © 12 O 121 0SI SI NO SI NO SI SI NO
M 1 7 7 ©0 13 O 131 O0OSI NO SI SI SI SI NO NO
M 1 7 4 3 13 87 111 OSI NO SI NO NO SI NO NO
™ 1 7 6 1 13 S5 851 ONO NO SI SI NO NO SI NO
M 1 7 7 ©0 13 © 131 O0SI NO SI NO NO SI NO NO
“M 1 7 7 O 15 O 151 0SI NO SI NO NO SI NO Por
™M 1 7 7 ©0 12 0 121 ONO NO NO NO NO SI NO NO
M 1 7 7 0 12 O© 12¢{ 2SI NO SI SI NO SI NO NO
M 1 7 7 ©0 13 O 131 O0SI SI SI NO NO SI NO NO
M 1 7 7 © 15 O 151 O0SI NO SI NO NO SI NO NO
M 1 7 7 0 14 0 141 8SI SI NO SI NO SI NO NO
M 1 7 7 O©0 14 O 141 O0SI NO SI SI NO SI NO NO
P 1 7 7 © 15 O 151 O0SI SI NO SI NO SI NO NO
M 1 7 7 © 13 © 131 OSI SI SI SI NO St NO NO
M 1 7 7 0 14 O 141 ONO NO NO SI NO SI NO NO
F 1 7 7 ©0 13 ©0 131 OSI SI SI SI NO SI NO NO
M 1 7 7 ©0 14 O 141 ONO NO NO NO NO SI NO NO
3 1 7 7 © 15 O 151 OSl SI SI SI NO SI NO NO
M 1 7 7 ©0 13 0 131 0SI NO NO SI NO SI NO NO
M 1 7 7 ©0 13 O 131 O0SI SI NO NO NO SI NO Into
M 1 7 7 O 15 O 151 O0SI NO SI SI NO SI NO NO
Nota. Base de datos donde necesariamente debe contener la extension “.csv”

para no tener problemas de lectura al momento de procesar la informacion.
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Utilizando la metodologia CRISP-DM se desarroll6 las diferentes etapas: conocer el
negocio, comprension de la data que se recopild, el filtrado de las diferentes bases de

datos y finalmente la evaluacion e interpretacion de los resultados.

4.4.1 Datos para entrenamiento

Los datos deben ser divididos, tanto para entrenamiento (training data) y datos
de prueba, validacién (festing data). Del dataset realizamos la divisién 75% para
training y 25% Testing se puede variar, pero en este caso estoy considerando este
porcentaje para todos los algoritmos.

Los datos de entrenamiento se utilizaron para asegurar que el algoritmo
reconozca patrones, con los datos de prueba el algoritmo nos puede predecir
nuevas respuestas basadas en su entrenamiento. Los datos de validacion cruzada
se utilizan para mayor precision y eficiencia del algoritmo utilizado para entrenar
la maquina. Con los datos de validacién y prueba debemos tener cuidado ya que
la maquina va a botar resultados; por ejemplo, si el grado de precisién ronda por
el 50% no tiene mucha utilidad, pero si el resultado alcanza o supera el 90%, nos
ofrece un alto nivel de confianza.

Figura 22

Division de los datos de training y testing

#conjunto de datos en 75% (Entrenamiento) y 25% (Test) utilizando la funcidn train_test_split
from sklearn.model_selection import train_test_split

x_train, x_test, y_train, y test = train_test_split(x, y, test_size = 0.25, random_state = 0
print ('Nimero de filas en el conjunto total: {}'.format(dataset.shape [0]))

print ('Ndmero de filas en el conjunto de entrenamiento: {}'. format (x_train.shape [@8]))
print ('Ndimero de filas en el conjunto de prueba: {}'. format (x_test.shape [0]))

Nimero de filas en el conjunto total: 167
Nimero de filas en el conjunto de entrenamiento: 125
Nimero de filas en el conjunto de prueba: 42

Nota. Como podemos observar se ha dividido los datos con el 75% de training y 25%
testing
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Una vez definido, vamos a proceder a explicar nuestros algoritmos y las

técnicas que se va a utilizar:

4.4.2 Algoritmo Decision tree

En este algoritmo una vez que las variables estdn disponibles va a generar un

arbol de decision (Alberto, 2019), segtin la base de datos de 167 instancias y 10

atributos nos indica el algoritmo:

4.4.2.1

4.4.2.2

Construccién del modelo Arbol de decision
Para construir el modelo primero debemos entrenar los datos utilizando
la librerfa 'y sus médulos (from sklearn. tree import

DecisionTreeClassifier),

Figura 23

Entrenamiento del drbol

#conjunto de datos en 75% (Entrenamiento) y 25% (
from sklearn.model_selection import train_test_split
x_train, x_test, y train, y test = train_test_split(x, y, test_size = ©.25, random_state = @)

(Test) utilizando La funcidn train_test split

from sklearn.tree import DecisionTreeClassifier
classifier = DecisionTreeClassifier(criterion = ‘entropy’,max_depth = 4, random_state =8)
classifier.fit(x_train, y_train)

¢ DecisionTreeClassifier(criterion="entropy’, max_depth=4, random_state=8)

Nota. Tenemos que entrenar los datos para el drbol de decision

Importando arbol

Se tuvo que importar el médulo de graphviz, la cual se observa el valor
y la instancia que es la variable dependiente. Es fundamental explicar el
resultado que estamos obteniendo, donde se hace la seleccién de las

variables por medio de la entropfa.
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Figura 24

Estructura del drbol creado

print(f Profundidad del arbol: {modelo.get_depth()} )
print(f "Nimero de nodos terminales: {modelo.get_n_leaves)

plot = plot_tree(
decision_tree modelo,

labels.tolist(),

clases"’

True,

False,

1e,

ax

feature_names
class_names
Filled

B " .

impurity
fontsize
ax

3

Nota. Se muestra la estructura de la creacion del arbol
Figura 25

Arbol de decision

T pd ==10

| gini = 0.499

| samples = 167
Ivalue = [79, 88],

Nota. Se muestra el arbol de decision

4.4.2.3 Prediccion del algoritmo
Este algoritmo ha sido entrenado usando el conjunto de datos de
entrenamiento, para hacer algunas predicciones en los datos de prueba
almacenados para eso se utilizé sklearn. Metrics
Figura 26

Prediccion de los datos de testing

from sklearn.metrics import accuracy_score,confusion_matrix,cld
print{"Training accuracy”, accuracy_score(y_train,train_predicy
#

print{“Testing accuracy™, accuracy_score(y_test,test_predict))

Training accuracy ©8.947
Testing accuracy @.947

Nota. Predicciones del conjunto de datos de entrenamiento
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4.4.2.4 Evaluaciéon del modelo
La matriz de confusién recoge el conjunto de posibilidades entre la clase
correcta de un evento, y su prediccién. Se trabajo con los médulos de
(from sklearn. metrics import confusion_matrix) para obtener el
resultado.
Figura 27

Matriz de confusion del algoritmo decision tree

true label

predicted label

Nota. Se muestra la matriz de confusion

Interpretacion de la validacion cruzada

Una vez que la matriz realiz6 la confusién de variables se puede
observar que la diagonal estd en (20,20) corresponden a los valores
estimados de forma correcta por el modelo tanto los verdaderos positivos
como los verdaderos negativos. La otra diagonal representa los casos en
los que el modelo se ha equivocado. (1 falsos negativos ,1 falsos

positivo).
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Una forma de validar el modelo, debemos de realizar la exactitud
(accuracy) de las predicciones sin son correctas, la sensibilidad (recall),

el andlisis de curva (roc), y la puntuacién (F1 score).

Figura 28

Meétricas del algoritmo decision tree

#accuracy

from sklearn import metrics
print{"aAccuracy: ", metrics.accuracy_score(y_test, y_pred
print("Fl Score: ", metrics.f1 score(y test, v _pred, aver
print{"ROC: ", metrics.roc_auc_score(y_test, y_pred))
print({"Recall: ", metrics.recall score(y test, y pred, a

Accuracy: ©.9523889523889523
F1 Score: ©.9523B09523880523
ROC: ©.95232809523809522
Recall: ©.9523880523880523

Nota. Se muestra la métrica del algoritmo Decision Tree accuracy, F1 Score,
ROC y Recall

Figura 29

Grupo de variables del algoritmo decision tree

Features_Decision Tree

tablet =
discapacidad =
sexo m
trabaja =
alergias mm
ingreso m.
internet m.
pclaptop ==
Prom_a | E—
_——————————

prom_d

0.000 0.100 0.200 0.300 0.400 0.500 0.600 0.700

Nota. Se muestra la variable mds importante
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Algoritmo RandomForest
En este algoritmo de arboles aleatorios (Alberto, 2019) se importd la data, los

datos categoricos se convirtié en datos binarios, consta de 167 instancias y 10

columnas, para ello se divide los datos en atributos y etiquetas, y luego se divide

en conjunto de entrenamiento y prueba.

4.4.3.1 Construccion de RandomForest
Nuestro conjunto de datos, vamos a entrenarlo con el algoritmo de bosque
aleatorio. Se va a configurar el (n_estimators), donde se define la cantidad
de éarboles en el bosque aleatorio donde se coloc6 100. En
(random_state), se colocé 0 y en (min_samples_leaf). Se considera la

cantidad de hojas de muestra que queremos.

Figura 30

Creacion del modelo bosque aleatorios

from sklearn.ensemble import RandomForestClassifier
Classifier_rf = RandomForestClassifier (random_state=188, n_jobs

n_estimators=10@, oob_sco
Classifier rf.fit(X_train, y_train)

Out[9 ]: RandomForestClassifier({max_depth=5, n_jobs=-1,
random_state=18@)

Nota. Se configurd el algoritmo Random Forest

4.4.3.2 Evaluacion de RandomForest
La matriz de confusién recoge el conjunto de posibilidades entre la clase
correcta de un evento, y su prediccién. Se trabajo con los médulos de
(from sklearn. metrics import confusion_matrix) para obtener el

resultado.



Figura 31

Configuracion de la matriz de confusion randomforest
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from mlxtend.plotting import plot_confusion_matrix
from sklearn.metrics import confusion_matrix

# Prediccion del modelo usando Los datos de prueba
y_pred = BA_model.predict(X_test)
matriz = confusion_matrix(y_test,y pred)

plot_confusion_matrix(conf_mat=matriz, figsize=(6,6), show_normed=False)
plt.tight_layout()

Nota. Se configuré la matriz de algoritmo Random Forest

Figura 32

Matriz de confusion del algoritmo randomforest

true label

predicted label

Nota. La matriz de algoritmo Random Forest

Interpretacion de la validacién cruzada

Una vez que la matriz realiz6 la confusion de variables se puede observar

que la diagonal estd en (19,17) se corresponden con los valores estimados

de forma correcta por el modelo tanto los verdaderos positivos, como los

verdaderos negativos. La otra diagonal representa los casos en los que el

modelo «se ha equivocado (3 falso negativos, 3 falso positivo).
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Una forma de validar el modelo, debemos de realizar la exactitud
(accuracy) de las predicciones sin son correctas, la sensibilidad (recall), el

analisis de curva (roc), y la puntuacién (F1 score)

Figura 33
Validacion del algoritmo randomforest
precision recall fl-score  support
8 6.%8 8.74 8.81 19
1 .79 .92 8.85 17 |
accuracy 8.83 42
macro avg 8.84 8.83 8.83 42
weighted avg 8.84 8.83 8.83 42
8.8333333333333324

Nota. Se visualiza la accuracy de 0.83, de los 42 datos de prueba.

La precisién alcanzada por nuestro clasificador de bosques aleatorio
con 100 arboles es del 83%, cambiar el nimero de estimadores para este
problema no mejor6 significativamente los resultados.

Figura 34

Caracteristicas mds influyentes segiin, randomforest

Features_Random Forest

tablet
discapacidad
internet
ingreso
trabaja

sexo
alergias
pclaptop
prom_a

prom_d

0.000 0.100 0.200 0.300 0.400 0.500

Nota. Se visualiza la feature_importances, en la cual nos indica la
feature_prom_d que es la mds influyente y la decision final se visualiza en la
variable dependiente.
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4.44 Algoritmo Naive Bayes
En este algoritmo de Naive Bayes, (Gutiérrez & Real, 2017) se import6 la
data, los datos categéricos se convirtié en datos binarios, consta de 167
instancias y 10 columnas, para ello se divide los datos en atributos y etiquetas,

y luego se divide en conjunto de entrenamiento y prueba.

4.4.4.1 Construccion de Naive Bayes
Figura 35

Importando librerias y modulos de naive bayes

import pandas as pd

import numpy as np

import seaborn as sns

# Diferentes tipos de clasificadores Naive Bayes
from sklearn.naive_bayes import GaussianNB

from sklearn.naive_bayes import MultinomialNB
import matplotlib.pyplot as plt

from matplotlib import colors
matplotlib inline

plt.rcParams[ 'figure.figsize'] = (16,9)
plt.style.use('ggplot’)

from sklearn.model_selection import train_test_split
from sklearn.metrics import classification_report
from sklearn.preprocessing import OrdinalEncoder

Nota. implementacion en la libreria Sci-sklearn

Figura 36

Creacion naive bayes import gaussianNB

Hvom sklearn.naive_bayes import GaussianiB
classifier = GaussianNB()
classifier.fit(X_train, y_train)

GaussianNB({)

Nota. Naive Bayes Gaussian para datos continuos
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Figura 37

Categorias de codificacion, utilizando labelEncoder

sexo pa pd ingreso trabaja pclaptop internet tablet discapacidad alergias clases
0 00 17.0 500 20 0.0 1.0 1.0 1.0 1.0 1.0 1
1 10 270 00 0.0 1.0 0.0 0.0 1.0 1.0 0.0 1
2 00 200 500 0.0 1.0 0.0 0.0 1.0 1.0 1.0 1
3 00 160 00 0.0 1.0 1.0 1.0 1.0 1.0 1.0 1
4 00 380 00 0.0 1.0 0.0 0.0 1.0 1.0 1.0 1

Nota: Utilizando le.fit_transform, se prepara los datos categoricos.

4.4.4.2 Evaluacion de Naive Bayes
La matriz de confusién recoge el conjunto de posibilidades entre la
clase correcta de un evento, y su prediccion. Se trabajé con los
moédulos de (from sklearn. metrics import confusion_matrix) para
obtener el resultado.
Figura 38

Métricas de desemperio, utilizando GaussianNB

print(“GaussianNB™)

print(“"=" * 3@)

print( 'muestras mal clasificadas: {}'.format(count misclassified))
accuracy = accuracy_score(y_test, y pred gnb)

print(‘'Accuracy: {:.2f}'.format{accuracy))

Gaussianhb

muestras mal clasificadas: 7
Accuracy: 98.83

Nota: Utilizando GaussianNB, vemos que son 7 muestras mal clasificadas.



Figura 39

Configuracion de la matriz de confusion de naive bayes

true label

predicted label

Nota. La matriz de algoritmo Naive Bayes

Interpretacion de la validacion cruzada

En la Matriz de confusién, se visualiza la clase verdadero o falso,
igualmente en la prediccién. Una vez que la matriz realizé la confusion
de variables se puede observar que la diagonal estd en (16,19)
corresponden con los valores estimados de forma correcta por el
modelo, los verdaderos positivos como los verdaderos negativos. La

otra diagonal representa los casos en los que el modelo se ha

equivocado (4 falso negativos, 3 falso positivo).

Figura 40

Meétricas del algoritmo de naive bayes

from sklearn import metrics

print(“Accuracy: ", metrics.accuracy_score(y_test, y_pred)})
print(“Recall score : ", recall_score(y_test, y_pred gnb , average='micro’})
print("Precision score : ",precision_score(y_test, y_pred_gnb , average='micro'})

print("F1 score : ",fl_score(y_test, y_pred_gnb , average="micro’))

Accuracy: @.8333333333333334

Recall score @ @.8333333333333334
Precision score : 8.8333333333333334
F1 score @ @.8333333333333334

Nota. Métrica de recall_score, precision_score y F1_score del Algoritmo
Naive Bayes
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Figura 41

Precision del algoritmo de naive bayes

precision recall fl-score  support

8 a.2e 8.284 g8.82 19

1 @.86 a8.83 g8.84 23

accuracy g.83 42
macro avg .83 .83 .83 42
weighted avg @.83 a8.83 8.83 42

Nota. Precisiones del algoritmo Naive Bayes

Figura 42

Caracteristicas mds influyentes de naive bayes

Features_Naive Bayes

internet
trabaja
Sexo
alergias 1
tablet m
discapacidad m——
ingreso
pclaptop m—
pProm_a |
oMM _ |

-0.100  0.000 0.100 0.200 0.300 0.400 0.500 0.600

Nota. Se visualiza la feature_importances, en la cual nos indica la
feature_prom_d que es la més influyente.

4.4.5 Resultados del Dataset
En estos resultados conoceremos las variables mas influyentes
(features_importances), en los algoritmos utilizados. Para realizar el
entrenamiento, el conjunto de datos se divide en dos partes el 75% en
training y 25% en testing, como se muestra en la figura 22.

El modelo de mejor desempefio es el algoritmo Decision Tree, con un
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promedio de precision de 95% en el procedimiento de validacion
cruzada.
El algoritmo a considerado feature_important como prom_d, prom_a,

pclaptop. Como se muestra en la figura 42.

Figura 43

Diferencia entre datos de entrenamiento y prueba

Training y Testing Accuracy a diferente profundidad

1000
L~

0975

0950

0925

0900

Aecuracy

0875

0.850 - S
= Taining Accuracy

— Testing Accuracy

0825

25 5.0 7.5 100 125 15.0 j r AL
Depth of tree

Nota. Se visualiza la diferencia entre la exactitud de datos de entrenamiento
y la exactitud de datos de prueba.

Figura 44

Caracteristicas mds importantes

Feature importances

tablet “g=
discapacidad "
SEXO  [ge—

trabaja g

alergias “pg—

ingreso F .

internet  m=m
pclaptop |EE—

prom_a | —r

prom_d e

-0.100 0.000 0.100 0.200 0.300 0.400 0.500 0.600 0.700

m Naive Bayes m Random Forest m Decision Tree

Nota. La caracteristica mds influyente es prom_d en factor académico y pclaptop
en socioecondmicos.
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4.4.6 Evaluacion de precision de las técnicas usadas en la Investigacion
En la investigacion se utilizé la data ('ubdepisi.csv'), que consta datos de la
ficha socioecondémica y datos académicos de los alumnos de Ingenieria de
Sistemas e Informatica UNAM. Se utiliz6 los algoritmos Naive Bayes, Random
Forest y Decision Tree, de estas técnicas de inteligencia artificial se vera cual

tuvo mejor precision.

Tabla 05

Resultados de las técnicas usadas

tem Técnica Precision
1 Algoritmo Decision Tree 95%
2 Redes Bayesianas algoritmo Naive Bayes. 83%
3 Meétodo clasificador Random Forest 83%

Nota. Se observa la precision de los algoritmos que se utilizaron, en el cual el
algoritmo Naive Bayes tuvo la mayor precision.

Tabla 06

Resultados de las caracteristicas influyentes de los algoritmos

Item Naive Bayes Random Forest Algoritmo Decision
Tree

1 Prom_d 5% Prom_d 4% Prom_d 6%

2 Prom_a 3% Prom_a 2% Prom_a 2%

3 pclaptop 1%  pclaptop 1%  pclaptop 1%

4 ingreso 1% internet 0.5% internet 0.5%

Nota. En este cuadro pueden observar la las caracteristicas mas influyentes de
los algoritmos usados
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Tabla 07

Resultados de las validaciones de las técnicas usadas

Resumen Decision Random Forest Naive Bayes
Tree

Instancias
correctamente 40 36 35
clasificadas
Instancias clasificadas ) 6 7
incorrectamente
Accuracy 95% 83% 83%
F1 Score 95% 83% 83%
ROC 95% 83% 83%
Recall 95% 83% 83%
N° total de instancias 167 167 167

Nota. En este cuadro pueden observar la validacién de cada algoritmo y método
utilizado en el estudio

4.5 Despliegue (Implementacion)
En esta investigacién de andlisis académico caso de estudio Episi — Unam se
implementa un modelo de andlisis para la Escuela Profesional de Ingenieria de
Sistemas e Informdtica, la implementacién y aplicacién queda a decisién de las

autoridades.

CONCLUSIONES
CONCLUSION GENERAL:

Se logré implementar el modelo de andlisis utilizando técnicas de inteligencia artificial
para conocer las posibles causantes del bajo rendimiento académico de los estudiantes de
la Escuela Profesional de Ingenieria de Sistemas e Informética de la UNAM.

Se utilizé técnicas inteligencia artificial (clasificadores) Random Forest, Decision tree
y Naive Bayes determinando asi las causantes del bajo rendimiento académico, donde la

variable més resaltante es Promedio desaprobado, pc-laptop.
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CONCLUSIONES ESPECIFICAS
CE1 Se logré seleccionar, preprocesar y conocer las caracteristicas de los datos
socioeconémicos y académicos de los estudiantes de la Universidad Nacional de
Moquegua.

Se selecciond los datos de la ficha socioeconémica y la base de datos académica
de los ciclos 2019-1, 2019-II, 2020-1 y 2020-I1, luego se procesé los datos de la
hoja de cdlculo a una data procesada “.csv” para ser leido por Python a través de
sus librerias pandas, numpy entre otros. Se analizé las 10 variables independientes

que consta de 167 instancias.

CE2 Se logré desarrollar métodos de inteligencia artificial para descubrir patrones de

bajo rendimiento académicos de los estudiantes. Caso EPISI UNAM.

Para descubrir los patrones de bajo rendimiento académico, se utilizaron
técnicas de aprendizaje supervisado como el arbol de decision, Naive Bayes, y
Random Forest. Se analizaron las diferentes variables de la data (‘'ubdepisi.csv'),
una vez seleccionado la data se entrena el modelo, se divide la data en 75% training
y 25% testing. Luego visualizamos el modelo donde muestra las variables mas
influyentes (Features_importances), los datos deben estar limpios sin valores nulos

o anémalos. Se calcula la precision y finalmente se interpreta el modelo.
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CE3 Se logré evaluar los resultados de los métodos de inteligencia artificial.
Una vez entrenado y adaptado los modelos segtin los algoritmos, se realizan las
métricas de desempefio, donde se evalda la accuracy, recall_score, precision_score,
F1_score y sobretodo la matriz de confusién. El algoritmo que tuvo mejor precision

es Decision Tree 95%.

RECOMENDACIONES

Tomar en cuenta el presente trabajo de investigacion donde se analizé el bajo
rendimiento académicos de los alumnos y donde muchas veces se da la desercion
estudiantil.

Se utilizé diversos algoritmos con el fin de validar la informacién es recomendable
aprovechar la informacién de este estudio que hizo a los alumnos matriculados en el 2019
— 2020 y extender el andlisis a otros afios.

Para ampliar la investigacion con otros estudiantes, es recomendable que la data sea

uniforme; quiere decir, que los datos deben ser de I ciclo a X ciclo.
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