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Resumen 

El cáncer de cuello uterino es una de las principales causas de mortalidad en mujeres a nivel 

mundial, por lo que resulta necesario investigar y desarrollar herramientas tecnológicas que 

fortalezcan su detección temprana. El presente estudio tiene como objetivo evaluar una red 

neuronal basada en transfer learning para mejorar el diagnóstico temprano del cáncer de cuello 

uterino mediante la clasificación de imágenes citológicas en cuatro categorías: high squamous 

intraepithelial lesion, low squamous intraepithelial lesion, negative for intraepithelial malignancy 

y squamous cell carcinoma. La investigación es de tipo tecnológica, con enfoque cuantitativo y 

diseño no experimental, empleando los modelos EfficientNetB0, DenseNet121, MobileNetV2 y 

ResNet50V2. En una primera fase, sin aplicar transfer learning, los modelos alcanzan precisiones 

inferiores al 80 %. Al incorporar transfer learning y fine-tuning, los resultados mejoran 

notablemente, obteniendo un 97.83 % de precisión y un F1-macro de 0.9491 con el modelo 

EfficientNetB0. Finalmente, al incluir data augmentation, el modelo EfficientNetB0 presenta una 

ligera disminución de precisión de 94.30 %, aunque mantiene un alto AUC-macro de 0.9950. Por 

lo tanto, se concluye que la combinación de transfer learning y fine-tuning favorece la clasificación 

de imágenes citológicas, evidenciando la eficacia de las redes neuronales profundas en la detección 

temprana del cáncer cervicouterino, mientras que el data augmentation contribuye a mejorar la 

robustez y el equilibrio de clases, a costa de una leve reducción en la precisión global. 

Palabras clave: aprendizaje por transferencia, aprendizaje profundo, redes neuronales, cáncer 

cervicouterino, diagnóstico temprano 
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Abstract 

Cervical cancer is one of the leading causes of mortality among women worldwide, making it 

essential to research and develop technological tools that strengthen its early detection. This study 

aims to evaluate a neural network based on transfer learning to improve the early diagnosis of 

cervical cancer through the classification of cytological images into four categories: high 

squamous intraepithelial lesion, low squamous intraepithelial lesion, negative for intraepithelial 

malignancy, and squamous cell carcinoma. The research is technological in nature, with a 

quantitative approach and a non-experimental design, employing the models EfficientNetB0, 

DenseNet121, MobileNetV2, and ResNet50V2. In the first phase, without applying transfer 

learning, the models achieved accuracies below 80%. By incorporating transfer learning and fine-

tuning, the results improved significantly, achieving 97.83% accuracy and an F1-macro score of 

0.9491 with the EfficientNetB0 model. Finally, when data augmentation was included, the 

EfficientNetB0 model showed a slight decrease in accuracy to 94.30%, although it maintained a 

high macro-AUC of 0.9950. Therefore, it is concluded that the combination of transfer learning 

and fine-tuning enhances the classification of cytological images, demonstrating the effectiveness 

of deep neural networks in the early detection of cervical cancer, while data augmentation 

contributes to improved robustness and class balance at the cost of a slight reduction in overall 

accuracy. 

Keywords: transfer learning, deep learning, neural networks, cervical cancer, early diagnosis
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I. Planteamiento del Problema 

1.1. Descripción y Formulación del Problema 

1.1.1. Descripción de la Realidad Problemática 

El cáncer de cuello uterino se proyecta como una de las principales causas de mortalidad 

por cáncer en mujeres a nivel mundial. Por ello, resulta fundamental comprender su situación en 

los niveles global, internacional y nacional, a fin de plantear estrategias eficaces de prevención y 

diagnóstico temprano. 

A nivel global, la Organización Mundial de la Salud (OMS) (2023), estima un aproximado 

de 604000 nuevos casos y 342000 muertes anuales, destacando que un 90% de las muertes se 

produjeron en países de ingresos bajos y medianos, donde la vacunación, detección y tratamiento 

son insuficientes (BGI, 2023). Por dicha razón, en agosto del año 2020, la OMS aprobó la 

“Estrategia Mundial para la Eliminación del Cáncer Cervicouterino”, estableciendo 3 objetivos 

globales para 2030: vacunar al 90% de las niñas contra el virus del papiloma humano (VPH) antes 

de los 15 años, realizar pruebas de detección al 70% de las mujeres a los 35 y 45 años, y garantizar 

que el 90% de las mujeres diagnosticadas con enfermedad cervicouterina reciban tratamiento 

adecuado (OMS World Health Organization & Jonathan Torgovnik, 2023). 

A nivel internacional, se tomarán como referencia tres realidades diferentes.  En el caso de 

Estados Unidos, donde el cáncer de cuello uterino es el tercer tipo de cáncer más común en mujeres 

entre 20 y 44 años, la tasa de incidencia de cáncer de cuello uterino ha disminuido 

significativamente gracias a los programas de vacunación y pruebas como el Papanicolaou; sin 

embargo, persisten brechas en comunidades rurales y de bajos ingresos (National Cancer Institute, 

2024). En contraste, un país que podría ser considerado ejemplar con respecto a cómo maneja este 

problema, es Australia, ya que, ha logrado una reducción de más del 70% en las tasas de cáncer 
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cervicouterino desde los años 80, gracias a políticas de vacunación masiva, detección temprana y 

tratamiento integral (Australian Government Department Health and Aged Care, 2023). Una 

situación muy diferente, es la que se afronta en la India. El cáncer de cuello uterino es una 

enfermedad prevalente, con una mujer falleciendo cada ocho minutos debido a esta causa, la alta 

mortalidad se debe a barreras culturales, falta de concienciación y la limitada cobertura de 

vacunación, provocando una situación crítica de salud pública.(Anoushka Arora & Parth Sharma, 

2022). 

A nivel nacional, en Perú, el cáncer de cuello uterino es el segundo tipo de cáncer más 

frecuente en mujeres, con más de 5000 muertes anuales, cada día 12 mujeres son diagnosticadas 

con cáncer de cuello uterino y de estas, 6 fallecen. Preocupantemente, la tasa de mortalidad ha 

aumentado en las últimas décadas, evidenciando las desigualdades en el acceso a la atención 

médica preventiva (Ministerio de Salud del Perú, 2023). A pesar de que existan pruebas gratuitas 

como la citología (Papanicolaou), la inspección visual con ácido acético y la prueba molecular de 

VPH, solo se encuentran disponibles en 15 de los 24 departamentos del país, limitando el alcance 

de la detección temprana de esta enfermedad (Gobierno del Perú, 2023).  

Frente a esta realidad, se evidencia la necesidad de explorar soluciones tecnológicas que 

contribuyan a optimizar los procesos de tamizaje y diagnóstico temprano. En este sentido, la 

aplicación de inteligencia artificial, particularmente el procesamiento de imágenes mediante 

modelos de deep learning, surge como una alternativa viable para poder aportar en la identificación 

temprana de anomalías cervicales. Estas herramientas permiten analizar imágenes médicas con 

mayor precisión, disminuir la dependencia exclusiva del criterio humano, minimizar errores de 

interpretación y acelerar el proceso de evaluación. La integración de modelos de clasificación 



16 
 

basados en redes neuronales podría contribuir significativamente a mejorar los resultados 

diagnósticos y a fortalecer los mecanismos de apoyo a la toma de decisiones clínicas. 

En resumen, la problemática expuesta demuestra la necesidad de contar con metodologías 

que permitan evaluar alternativas de aporte al diagnóstico desde una perspectiva técnica y 

reproducible. Bajo este enfoque, la presente investigación se orienta a analizar y validar un 

procedimiento basado en transfer learning, utilizando un conjunto de datos internacional, con el 

fin de establecer parámetros comparativos y un marco metodológico fiable. Este enfoque no busca 

representar condiciones clínicas específicas, sino generar evidencia técnica que pueda servir como 

punto de partida para investigaciones posteriores que empleen datos obtenidos en contextos 

particulares o con características poblacionales propias. 

1.1.2. Formulación del Problema de Investigación 

Interrogante General 

¿Cómo puede una red neuronal basada en transfer learning mejorar el diagnóstico temprano 

del cáncer de cuello uterino? 

Interrogantes Específicas 

• ¿Cuáles son los algoritmos de deep learning más efectivos para implementar una red 

neuronal basada en transfer learning que permita clasificar imágenes médicas para el 

diagnóstico temprano del cáncer de cuello uterino? 

• ¿Cómo afectan las técnicas de aumento de datos al rendimiento de una red neuronal basada 

en transfer learning para el diagnóstico temprano del cáncer de cuello uterino? 

• ¿Cómo mejoran las métricas de evaluación, como la precisión, sensibilidad, especificidad 

y F1-score, al utilizar una red neuronal basada en transfer learning para el diagnóstico 

temprano del cáncer de cuello uterino? 
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1.2. Objetivos 

1.2.1. Objetivo General 

Evaluar cómo una red neuronal basada en transfer learning puede mejorar el diagnóstico 

temprano del cáncer de cuello uterino. 

1.2.2. Objetivos Específicos 

• Identificar los algoritmos de deep learning más efectivos para implementar una red 

neuronal basada en transfer learning que permita clasificar imágenes médicas para el 

diagnóstico temprano del cáncer de cuello uterino. 

• Examinar cómo afectan las técnicas de aumento de datos al rendimiento de una red 

neuronal basada en transfer learning para el diagnóstico temprano del cáncer de cuello 

uterino.  

• Evaluar cómo mejoran las métricas de evaluación, como la precisión, sensibilidad, 

especificidad y F1-score, al utilizar una red neuronal basada en transfer learning para el 

diagnóstico temprano del cáncer de cuello uterino. 

1.3. Justificación e importancia 

El cáncer de cuello uterino representa un grave problema de salud pública en todas las 

partes del mundo, siendo la cuarta causa de muerte por cáncer en mujeres, además, se registraron 

604000 nuevos casos y 342000 muertes en 2020 (World Health Organization, 2020). A pesar de 

que esta enfermedad sea altamente prevenible mediante la vacunación contra el virus del papiloma 

humano (VPH) y la detección temprana a través de pruebas como el Papanicolaou, su impacto 

sigue siendo devastador y elevado, especialmente en ciertos países donde el acceso a servicios de 

salud es limitado. Al mismo tiempo, se estima que más del 85% de las muertes por cáncer de cuello 

uterino ocurren en países de ingresos bajos y medios, donde los sistemas de salud a menudo 



18 
 

carecen de la infraestructura personal capacitado y estrategias sostenibles de tamizaje (World 

Health Organization, 2020).  

Por ejemplo, en África subsahariana, la cobertura del tamizaje es extremadamente baja, 

con menos del 10% de las mujeres entre 30 y 49 años habiendo recibido alguna vez una prueba de 

Papanicolaou (2023). 

Por otro lado, en América Latina y el Caribe, regiones que tienen una de las tasas más altas 

de incidencia y mortalidad por cáncer cervical, se estima que solo el 40% de las mujeres en edad 

de riesgo tienen acceso a programas de tamizaje (2020).  

En Perú, donde el cáncer de cuello uterino es una de las principales causas de muerte por 

cáncer en mujeres, las disparidades en el acceso a servicios de salud son aún más pronunciadas. 

En algunas regiones, menos del 30% de las mujeres en edad de riesgo han recibido pruebas de 

tamizaje. Además, el país enfrenta limitaciones en infraestructura, seguimiento clínico y personal 

especializado, lo que genera diagnósticos tardíos y una alta tasa de mortalidad (Ministerio de Salud 

del Perú (MINSA), 2021). 

De igual modo, la falta de acceso a personal médico especializado también es un factor 

crítico. Un estudio publicado en The Lancet muestra que, en muchos países de ingresos bajos y 

medios, hay menos de 1 patólogo por cada 1 millón de habitantes, lo que hace imposible realizar 

diagnósticos oportunos y precisos para todas las mujeres que lo necesitan (Bray et al., 2012). Esta 

escasez de profesionales capacitados contribuye directamente a la alta carga de mortalidad por 

cáncer cervical en estas regiones. 

Además, así se realice la prueba de Papanicolaou de manera efectiva, requiere un 

seguimiento adecuado para así obtener un resultado óptimo. Diversos estudios evidencian que 

incluso en casos donde se realiza el tamizaje, muchas mujeres no reciben seguimiento adecuado, 
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como colposcopías o biopsias, lo que reduce la efectividad del diagnóstico temprano. Un estudio 

realizado por (Louie et al., 2019) destaca que, en África subsahariana, menos del 40% de las 

mujeres con resultados de Papanicolaou anormales reciben el seguimiento adecuado dentro de un 

año de la prueba inicial. Esto significa que muchas mujeres con lesiones precancerosas no son 

tratadas a tiempo, lo que incrementa el riesgo de progresión a cáncer invasivo, disminuyendo 

significativamente el impacto positivo del tamizaje.  

Otro factor crítico es la barrera sociocultural que impide que muchas mujeres accedan a la 

prueba de Papanicolaou. En algunas regiones, el estigma asociado con los exámenes 

ginecológicos, la falta de educación sobre la importancia del tamizaje y las creencias culturales 

pueden disuadir a las mujeres de someterse a la prueba. Por ejemplo, un estudio de (Liebermann 

et al., 2018),en comunidades rurales de América Latina encontró que más del 30% de las mujeres 

no se someten a la prueba de Papanicolaou debido al miedo, la vergüenza, o la falta de 

conocimiento sobre la prueba y su propósito.  

A ello se suman los factores técnicos, la prueba de Papanicolaou depende del juicio humano 

para su interpretación, un aspecto que ha sido ampliamente discutido en la literatura médica, puesto 

que, puede llevar a errores por fatiga visual, subjetividad o sobrecarga laboral. Además de la fatiga 

visual, la interpretación humana, con su inevitable subjetividad, genera variaciones en los 

resultados. Investigaciones reportan una tasa de falsos negativos de entre 15% y 30%, lo cual 

representa un riesgo crítico en la atención oportuna (Toliman et al., 2018). 

El tiempo requerido para procesar y evaluar una prueba de Papanicolaou es otro factor 

crucial que impacta la eficiencia del diagnóstico. Los retrasos en la entrega de resultados, 

especialmente en contextos con alta demanda y recursos limitados, afectan directamente la 
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eficiencia del sistema de salud. En algunos centros de América Latina, los resultados pueden tardar 

semanas, postergando tratamientos necesarios (Othman & Rebolj, 2019). 

Ante este panorama, se considerará el desarrollo de nuevas metodologías que superen las 

limitaciones actuales de las pruebas convencionales, para que sean más accesibles, objetivas, 

rápidas y eficaces. La inteligencia artificial y, en particular, las redes neuronales basadas en 

transfer learning, podrían representar una alternativa prometedora para automatizar el diagnóstico 

de lesiones en imágenes citológicas, reduciendo errores humanos y optimizando la detección 

temprana. 

En pocas palabras, la justificación de este estudio radica en la necesidad imperiosa de 

aportar soluciones tecnológicas viables que fortalezcan el sistema de tamizaje y diagnóstico del 

cáncer de cuello uterino, especialmente en regiones con escasos recursos. Las limitaciones actuales 

de la prueba de Papanicolaou, la dependencia del ojo humano, y la necesidad de un acceso más 

amplio y equitativo a los diagnósticos, subrayan la relevancia y urgencia de este trabajo. Se buscará 

demostrar cómo la aplicación de modelos basados en aprendizaje profundo puede contribuir a 

mejorar la precisión diagnóstica, reducir los falsos negativos y ampliar el acceso a diagnósticos 

oportunos, contribuyendo así a la reducción de la carga global de esta enfermedad prevenible. 

1.4. Hipótesis 

1.4.1. Hipótesis General 

Una red neuronal basada en transfer learning mejora significativamente el diagnóstico 

temprano del cáncer de cuello uterino. 

1.4.2. Hipótesis Específicas 

• Los algoritmos de deep learning como ResNet50 y MobileNet, al ser utilizados en una red 

neuronal basada en transfer learning, presentarán diferentes niveles de efectividad en la 
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clasificación de imágenes médicas para el diagnóstico temprano del cáncer de cuello 

uterino, siendo ResNet50 el que alcanzará los mejores resultados. 

• El uso de técnicas de aumento de datos como rotación, traslación, escalado y la técnica 

smote, mejorará significativamente el rendimiento de una red neuronal basada en transfer 

learning para el diagnóstico temprano del cáncer de cuello uterino. 

• La aplicación de una red neuronal basada en transfer learning mejorará significativamente 

las métricas de evaluación del diagnóstico temprano del cáncer de cuello uterino, 

alcanzando valores superiores al 90% en precisión, sensibilidad, especificidad y F1-score. 

1.5. Variables 

1.5.1. Variable Independiente 

Variable independiente: Red neuronal basada en transfer learning. 

Definición conceptual. Una red neuronal basada en transfer learning es entendida como 

un modelo de inteligencia artificial que utilizará el conocimiento previamente adquirido por una 

red preentrenada sobre un conjunto de datos amplio, para adaptarlo y aplicarlo en la detección 

temprana del cáncer de cuello uterino. Según (Goodfellow Ian et al., 2016), el transfer learning 

permitirá reutilizar representaciones aprendidas en tareas previas para resolver nuevos problemas 

con conjuntos de datos más pequeños, lo cual es especialmente útil en contextos médicos donde el 

acceso a grandes volúmenes de datos puede ser limitado. De acuerdo con (Khan et al., 

2020)menciona que este enfoque mejorará significativamente el rendimiento de clasificación, al 

reducir el tiempo de entrenamiento y aumentar la precisión en tareas específicas como el análisis 

de imágenes médicas. 

Definición práctica. En términos prácticos, una red neuronal basada en transfer learning 

permite reutilizar conocimientos adquiridos por un modelo preentrenado en una tarea anterior para 
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aplicarlos a una nueva tarea con datos distintos pero relacionados. Esta técnica ha sido muy 

utilizada en el campo del procesamiento de imágenes médicas, puesto que se dispone de conjuntos 

de datos limitados. Según (Pan & Yang, 2010),el transfer learning mejora la eficiencia del 

aprendizaje al evitar el entrenamiento desde cero, permitiendo que el modelo aproveche 

representaciones previamente aprendidas en grandes conjuntos de datos, como ImageNet.  

De igual manera, (Khan et al., 2020), mencionan que el uso de modelos preentrenados 

como ResNet, DenseNet o MobileNet permitirá poder acelerar el proceso de entrenamiento, 

reducirá el sobreajuste y aumentará la precisión en tareas como la detección de patologías en 

imágenes médicas. Esto se debe a que las primeras capas del modelo ya han aprendido 

características visuales generales (bordes, formas, texturas) que son reutilizables para nuevas 

tareas. De igual forma, (Goodfellow Ian et al., 2016), mencionan que el transfer learning será 

especialmente útil en contextos donde los datos etiquetados son escasos, como en el diagnóstico 

automatizado por imágenes, dando una base robusta para tareas de clasificación con altos niveles 

de exactitud y sensibilidad. 

Indicadores. 

• F1 Score 

• Exactitud (Accuracy) 

• Precisión (Precision) 

• Sensibilidad (Recall) o Tasa de Verdaderos Positivos 

• Área bajo la Curva ROC (AUC-ROC) 

• Tasa de Falsos Positivos (False Positive Rate - FPR) 

1.5.2. Variable Dependiente 

Variable dependiente: Diagnóstico temprano del cáncer de cuello uterino. 
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Definición conceptual. El diagnóstico temprano del cáncer de cuello uterino hace 

referencia a la identificación oportuna de lesiones precancerosas o cancerosas en el epitelio 

cervical, antes de que la enfermedad progrese a etapas invasivas. Este tipo de cáncer es una 

neoplasia maligna que afecta principalmente a mujeres en países en desarrollo, y está asociado en 

el 99% de los casos de infecciones por el virus del papiloma humano (VPH) (OMS World Health 

Organization & Jonathan Torgovnik, 2023). 

La detección temprana, ya sea mediante pruebas como el Papanicolaou o métodos basados 

en imágenes citológicas ha demostrado ser eficaz para reducir tanto la incidencia como la 

mortalidad (American Cancer Society, 2021). 

Definición práctica. En este estudio, el diagnóstico temprano se operacionaliza como la 

identificación automatizada de características citológicas asociadas a displasias o cáncer en sí, a 

partir de imágenes obtenidas por citología convencional. Dichas características incluyen: 

hipercromasia, aumento del tamaño nuclear, irregularidades en la membrana nuclear y la presencia 

de células escamosas atípicas (Solomon, 2002; Doorbar, 2005; Nayar & Wilbur, 2015). Estas 

anomalías son criterios diagnósticos establecidos por el sistema Bethesda, ampliamente utilizado 

por citopatólogos a nivel mundial. 

El reconocimiento de estos patrones celulares en etapas tempranas permitirá al modelo 

propuesto contribuir a la detección oportuna, apoyando el trabajo del especialista. 

Indicadores. 

• Hipercromasia: Es el oscurecimiento anormal del núcleo celular debido a una mayor 

cantidad de ADN, indicador común de células malignas (Doorbar, 2005). 
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• Aumento de Tamaño Nuclear: Es el aumento significativo en el tamaño del núcleo en 

comparación con las células normales, signo típico de displasia severa (Solomon, 

2002). 

• Irregularidades en la Membrana Nuclear: Son irregularidades que incluyen la distorsión 

o engrosamiento de la membrana nuclear, que puede indicar la transformación maligna 

de las células (Nayar & Wilbur, 2015). 

• Presencia de Células Escamosas Atípicas: Son anormalidades celulares consideradas 

precursoras del cáncer cervical (Nayar & Wilbur, 2015)
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II. Marco Teórico 

2.1. Antecedentes del Problema 

(Macancela et al., 2023) propusieron una solución para abordar la escasez de patólogos en 

la detección del cáncer de cuello uterino. El objetivo fue desarrollar un sistema automatizado de 

análisis de Papanicolau, utilizando aprendizaje por refuerzo profundo con la plataforma Open AI-

GYM API. Metodológicamente, emplearon la red neuronal convolucional "ResNet50" para 

clasificar células según su malignidad. La muestra incluye 963 imágenes de pruebas de 

Papanicolau y un segundo conjunto de 100 imágenes, recortadas a 150x150 píxeles, provenientes 

de diferentes fuentes. Los resultados mostraron una precisión del 91.25% en la identificación de 

lesiones y células cancerosas, reduciendo significativamente la necesidad de intervención humana. 

Un estudio también basado en técnicas de aprendizaje profundo para poder mejorar la 

precisión y clasificación de las imágenes de citología líquida es la de (Yaman & Tuncer, 2022), 

quienes proponen un modelo innovador de extracción de características profundas utilizando una 

estructura piramidal ejemplar, con el objetivo principal de detectar y clasificar células cervicales 

en imágenes de Papanicolau para la detección de cáncer. Utilizaron redes preentrenadas 

DarkNet19 y DarkNet53 en una arquitectura piramidal, extrajeron características profundas 

representativas de imágenes de los datasets SIPaKMeD y Mendeley LBC. Posteriormente, 

aplicaron el algoritmo de Análisis de Componentes de Vecindad (NCA) para reducir 

dimensionalidad y clasificaron las características mediante una Máquina de Vectores de Soporte 

(SVM). El modelo fue evaluado con validación cruzada, alcanzando una precisión del 98.26% 

(SIPaKMeD) y 99.47% (Mendeley LBC). Los resultados demostraron la efectividad del enfoque 

propuesto, destacando su potencial para mejorar el diagnóstico temprano del cáncer de cuello 

uterino y reducir la dependencia de evaluaciones manuales. 
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Al mismo tiempo, se encuentra la investigación (Attallah, 2023), desarrolló CerCan·Net, 

un modelo de diagnóstico asistido por computadora para la clasificación automática del cáncer de 

cuello uterino. Utilizó redes neuronales convolucionales (MobileNet, DarkNet-19 y ResNet-18) y 

aprendizaje por transferencia para extraer y fusionar características profundas, optimizándolas 

mediante técnicas de selección para reducir la complejidad computacional. Se validó con los 

datasets SIPaKMeD (4049 imágenes, cinco clases) y Mendeley LBC (963 imágenes, cuatro 

clases). CerCan·Net alcanzó una precisión del 97.7% y 100%, respectivamente, superando otros 

modelos recientes y destacando por su precisión, rapidez y bajo costo computacional. 

Otro estudio interesante fue el de (Hu et al., 2024),se proponen mejorar el rendimiento de 

segmentación de los bordes de los núcleos en conjuntos de datos pequeños mediante un ajuste 

adaptativo de píxeles, por lo que, hacen uso de un transformador adaptativo de píxeles PaTrans 

(Pixel Adaptive Transformer), el cual fue diseñado para mejorar la segmentación de núcleos 

cervicales en imágenes citológicas, especialmente en conjuntos de datos pequeños y con 

distribución desigual de píxeles. Este modelo introduce los módulos Consecutive Pixel Patch 

(CPP) y Pixel Adaptive Transformer Block (PATB), los cuales permiten mantener la coherencia 

semántica y enfocar la atención en píxeles relevantes, mejorando la precisión en los bordes de los 

núcleos. El modelo fue evaluado en tres datasets (uno propio, ISBI y Herlev), enfrentando retos 

como la superposición celular y la variabilidad en la calidad de las imágenes. PaTrans superó a 

otros métodos de segmentación, alcanzando métricas destacadas como un coeficiente Dice de 0.94 

e IoU de 0.8972 en el conjunto Herlev. Además, demostró ser eficaz en la reducción del ruido de 

fondo y en el enfoque adaptativo sobre bordes celulares, demostrando ser una herramienta 

avanzada para la segmentación precisa en el diagnóstico de cáncer cervical. 



9 
 

Asimismo, en la investigación de (Haridas & Jayamalar, 2024), se desarrolló un sistema de 

detección automática de cáncer cervical basado en una red neuronal convolucional profunda (Deep 

CNN) con función de activación ReLU. El objetivo fue mejorar la clasificación de imágenes de 

Papanicolaou en etapas tempranas mediante el uso de procesamiento de imágenes avanzado y 

algoritmos de optimización. La metodología combinó filtros ADF, segmentación por Fuzzy C-

Means y optimización con algoritmos bioinspirados como Dragonfly y Grasshopper. Se utilizaron 

dos conjuntos de datos: Herlev y SIPaKMeD, procesando un total de 1,883 imágenes. El modelo 

alcanzó una precisión del 97.8%, superando a otros clasificadores tradicionales como SVM y 

ELM, demostrando así mejoras en sensibilidad, especificidad y velocidad de diagnóstico. Este 

enfoque refuerza la utilidad de las redes neuronales profundas en el diagnóstico temprano del 

cáncer de cuello uterino. 

De igual forma, se encuentra el estudio muy llamativo por su resultado que es "Multi-class 

Cervical Cancer Classification using Transfer Learning-based Optimized SE-ResNet152 model in 

Pap Smear Whole Slide Images" (Krishna Prasad Battula & B. Sai Chandana, 2023), donde se 

desarrolló un modelo de clasificación multiclase de cáncer cervical utilizando transfer learning con 

la arquitectura SE-ResNet152 optimizada. El modelo fue entrenado sobre 8838 imágenes 

combinadas de los datasets CRIC y SIPaKMeD, logrando una precisión del 99.68%, superando 

ampliamente enfoques previos. Para mejorar el desempeño y abordar el desbalance de clases, el 

estudio incorporó técnicas como preprocesamiento morfológico, una función de pérdida sensible 

a los costos y ajuste de hiperparámetros mediante el algoritmo Deer Hunting Optimization (DHO). 

Los resultados destacan la eficacia y robustez del modelo propuesto, sugiriendo su potencial 

aplicación en entornos clínicos para la detección temprana del cáncer cervical. 
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Para finalizar, (Muksimova et al., 2024),  nos mencionan en su estudio, que buscan poder 

mejorar el diagnóstico del cáncer cervical mediante una novedosa combinación de redes 

neuronales convolucionales (CNN) y aprendizaje por refuerzo, proponiendo un marco llamado 

CerviLearnNet. Este modelo tiene como fin capturar interacciones contextuales entre clases de 

objetos y optimizar la clasificación de imágenes de cáncer cervical. capturando las relaciones 

contextuales entre las clases de objetos presentes en las imágenes. El sistema integra un agente de 

aprendizaje profundo (Deep Q Network) que aprende a partir de recompensas asociadas a 

clasificaciones correctas. El modelo fue entrenado sobre 4966 imágenes de los datasets SIPaKMeD 

y Herlev, incorporando técnicas de aumento de datos como rotación, cambios de brillo y 

cizallamiento. CerviLearnNet alcanzó una precisión del 99.70%, superando a modelos clásicos 

como ResNet50, EfficientNet y VGG16. También logró una recuperación del 99.90%, una 

precisión de 99.36% y una especificidad del 99.35%, evidenciando su eficacia para minimizar 

falsos positivos y mejorar el diagnóstico temprano.  

2.2. Bases Teóricas 

2.2.1. Redes Neuronales Convolucionales (CNN) 

Las Redes Neuronales Convolucionales (CNN), fueron sumergidas por el informático 

Yann LeCun y sus colegas en el año 1980. Su investigación clave "Backpropagation Applied to 

Handwritten Zip Code Recognition" (LeCun et al., 1989), demostró que las CNN eran capaces de 

aprender directamente de los datos de una imagen, siendo avance significativo en el campo de la 

visión por computadora. 

El funcionamiento interno de una CNN consiste en una serie de capas que pueden ser 

convolucionales, de pooling (submuestreo) y completamente conectadas. Las capas 

convolucionales, aplican filtros (kernels) para extraer características locales como bordes, texturas 
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y patrones. Durante el entrenamiento, la red aprende a ajustar estos filtros para detectar las 

características más relevantes. Por parte de las capas de pooling, son utilizadas para reducir la 

dimensionalidad de las características extraídas por el tipo de capa anterior, permitiendo reducir la 

complejidad computacional y evitar el sobreajuste. Al mismo tiempo, las capas completamente 

conectadas, que después de todo lo realizado anteriormente, hace que las características se aplanen 

y se pasen a través de una o más capas completamente conectadas, actuando como un clasificador 

tradicional, donde combina las características para producir la salida final (Lecun et al., 1998). 

La arquitectura de las CNN fue diseñada inicialmente por Yann LeCun y sus colegas, 

quienes desarrollaron la arquitectura LeNet. Esta arquitectura incluía una combinación secuencial 

de capas convolucionales, de submuestreo y capas completamente conectadas. Los diseños 

gráficos de LeNet y otras arquitecturas de CNN posteriores, como AlexNet, VGG, y ResNet, se 

han convertido en representaciones icónicas de cómo se construyen y operan las CNN (Lecun et 

al., 1998). 

Nota. Este gráfico corresponde a la arquitectura de las redes neuronales convolucionales. Tomado 

del libro de Goodfellow I. et al., 2016, Deep Learning (Goodfellow Ian et al., 2016). 

 

Figura 1 

Arquitectura del modelo LeNet-5. Redes Neuronales Convolucionales 
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2.2.2.  DenseNet (Densely Connected Convolutional Networks) 

La red neuronal DenseNet fue propuesta en 2017 por los investigadores Gao Huang, 

Zhuang Liu, Laurens van der Maaten, y Kilian Q. Weinberger, en su estudio titulado "Densely 

Connected Convolutional Networks".  El propósito de DenseNet era que pueda abordar problemas 

comunes en las redes profundas, tales como la necesidad de un alto número de parámetros y la 

degradación del gradiente. Su arquitectura logro resultados sobresalientes y pudo demostrar ser 

eficiente en términos de economía de parámetros y rendimiento (Huang et al., 2017).   

Con respecto a su arquitectura, se caracteriza por tener una conexión densa entre capas, 

DenseNet conecta cada capa directamente con todas las capas posteriores, lo que significa que la 

salida de cada capa pasa a ser una entrada para las capas siguientes, fomentando el reúso de 

características y promoviendo el flujo del gradiente a través de la red. Este enfoque permite a 

DenseNet aprovechar eficazmente las características de bajo nivel aprendidas en etapas anteriores, 

combinándolas con representaciones de alto nivel, lo que mejora la capacidad de generalización 

de la red. Además, la arquitectura incorpora bloques de transición entre grupos de capas 

densamente conectadas, que sirven para reducir la dimensionalidad y mantener un control sobre la 

complejidad del modelo (Goodfellow Ian et al., 2016). 

En la estructura original, presentada en el artículo de 2017, se incluyeron diferentes 

configuraciones de DenseNet (como DenseNet-121, DenseNet-169, DenseNet-201) que varían en 

profundidad y número de capas. Estas variantes fueron ilustradas mediante diagramas estructurales 

que muestran claramente la organización de los bloques densos y las capas de transición, 

destacando la modularidad y eficiencia de la arquitectura (Huang et al., 2017). 
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Nota. Este gráfico corresponde a la arquitectura del modelo DenseNet con tres capas. 

Tomado del libro de Goodfellow I. et al., 2016, Deep Learning (Goodfellow Ian et al., 2016). 

2.2.3. ResNet (Residual Networks) 

ResNet fue desarrollado por los investigadores Kaiming He, Xiangyu Zhang, Shaoqing 

Ren, y Jian Sun en 2015, en su estudio titulado "Deep Residual Learning for Image Recognition" 

(He et al., 2016). Lo que se quería lograr con ResNet, era poder abordar el problema de degradación 

del rendimiento que se produce al entrenar redes neuronales muy profundas con características 

complejas, donde añadir más capas no necesariamente mejora los resultados y, en algunos casos, 

los empeora. 

La característica principal de ResNet es la incorporación de "bloques residuales." Lo que 

permite a la red ser capaz de aprender funciones residuales con respecto a la entrada original de 

cada bloque. Cada bloque residual incluye un atajo ("skip connection") que salta una o más capas, 

permitiendo que la entrada inicial se pase directamente a la salida del bloque, esto facilita el flujo 

del gradiente y evita el desvanecimiento de este durante el entrenamiento, haciendo posible 

entrenar redes significativamente más profundas sin pérdida de precisión. Al mismo tiempo, 

ResNet puede tener diferentes profundidades, como ResNet-50, ResNet-101, y ResNet-152, donde 

los números indican la cantidad de capas en la red (He et al., 2016). 

La arquitectura original de ResNet fue diseñada por Kaiming He y su equipo. En el artículo 

de 2015, presentaron diferentes configuraciones de la arquitectura, con diagramas que ilustran 

Figura 2 

Arquitectura del modelo DenseNet con tres capas densas 
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cómo se implementan los bloques residuales y las conexiones de salto. Desde su aparición, ResNet 

se ha convertido en una de las arquitecturas más utilizadas en tareas de clasificación de imágenes 

debido a su profundidad eficiente y alta precisión (He et al., 2016). 

 

Nota. Este gráfico corresponde a la arquitectura del modelo ResNet. Tomado del libro de 

Goodfellow I. et al., 2016, Deep Learning (Goodfellow Ian et al., 2016). 

 

Figura 3 

Arquitectura del modelo ResNet 
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2.2.4. MobileNet 

Fue introducido por Andrew G. Howard y su equipo de Google en 2017 con el artículo 

titulado "MobileNets: Efficient Convolutional Neural Networks for Mobile Vision Applications" 

(Howard et al., 2017). La creación de MobileNet se dio debido a la necesidad de poder implemnatr 

redes neuronales convolucionales (CNNs) que sean eficientes y que pudieran ser ejecutadas en 

dispositivos con recursos limitados, como teléfonos móviles y dispositivos embebidos. Puesto que, 

muchas de las CNNs más precisas requerían una gran cantidad de poder computacional. 

MobileNet se caracteriza por su enfoque innovador en la construcción de redes 

convolucionales ligeras y eficientes. La arquitectura de MobileNet se basa en la idea de separar las 

operaciones de convolución estándar en dos pasos. Primero contamos con las convoluciones 

separables en profundidad (Depthwise Separable Convolutions), la cual divide la convolución 

tradicional en dos capas: una capa convolucional de profundidad que aplica un solo filtro a cada 

canal de entrada y una capa convolucional punto a punto que combina las salidas de la primera 

capa, reduciendo la cantidad de cálculos. Además, MobileNet introduce dos hiperparámetros de 

anchura y resolución, donde introduce donde de estos que uno será el multiplicador de anchura y 

el otro el multiplicador de resolución, que permiten controlar la cantidad de filtros en cada capa y 

la resolución de entrada, respectivamente, balanceando así la precisión y eficiencia computacional 

(Howard et al., 2017). 

La arquitectura original de MobileNet fue diseñada por el equipo de Google, y fue 

presentada con diagramas detallados en su trabajo original. Estos diagramas muestran cómo las 

convoluciones separables en profundidad están organizadas en capas sucesivas y cómo se integran 
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con otros elementos como capas de agrupación y capas totalmente conectadas para formar una red 

completa (A. G. Howard et al., 2017).  

Nota. Este gráfico corresponde capas convolucionales del modelo MobileNets. Tomado 

del estudio de Howard A. et al., 2017, MobileNets: Efficient Convolutional Neural Networks for 

Mobile Vision Applications (Howard et al., 2017). 

2.2.5. EfficientNet 

Esta arquitectura fue introducida por Mingxing Tan y Quoc V. Le, investigadores de 

Google AI, en el artículo titulado "EfficientNet: Rethinking Model Scaling for Convolutional 

Neural Networks" en 2019 (Tan & Le, 2019). EfficientNet surgió como una respuesta a los 

desafíos relacionados con el escalamiento de modelos de redes neuronales, por lo que su 

Figura 4 

Capas Convolucionales del modelo MobileNets 
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arquitectura aborda este desafío mediante la técnica de compound scaling, que escala de manera 

equilibrada las tres dimensiones clave de la red: profundidad, anchura y resolución de entrada. 

Este enfoque coordinado permite optimizar el rendimiento del modelo sin incurrir en el costo de 

recursos computacionales desproporcionados (Tan & Le, 2019). 

EfficientNet utiliza una versión modificada del bloque Mobile Inverted Bottleneck 

Convolution (MBConv), el cual es una innovación derivada de MobileNetV2. Los bloques 

MBConv son la base de su eficiencia, le permiten reducir el número de parámetros sin 

comprometer el rendimiento. A través de una combinación de convoluciones separables por 

profundidad y capas de expansión y proyección, EfficientNet reduce el consumo de memoria y 

computación (Tan & Le, 2019). 

La versión base de EfficientNet, llamada EfficientNet-B0, se optimizó usando una técnica 

automatizada llamada Neural Architecture Search (NAS), desarrollada por los mismos autores 

(Tan & Le, 2019). Este proceso de búsqueda encontró la configuración óptima para el diseño de 

la arquitectura inicial, que luego sirvió como punto de partida para el escalamiento a versiones más 

grandes (B1-B7), aplicando el enfoque de compound scaling (Tan & Le, 2019). 

La eficiencia de EfficientNet reside en cómo escala de manera uniforme. En lugar de 

simplemente hacer más profunda o ancha la red, como en enfoques anteriores, EfficientNet ajusta 

simultáneamente los tres factores (profundidad, anchura y resolución), lo que reduce la 

complejidad y permite un mejor rendimiento con menos recursos (Tan & Le, 2019). 
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Nota. Este gráfico corresponde a la arquitectura del modelo EfficientNet. Tomado del 

estudio de Tan M. & Le Q., 2019, EfficientNet: Rethinking Model Scaling for Convolutional 

Neural Networks (Tan & Le, 2019). 

2.2.6. VGG16 

VGG16 es una red neuronal convolucional (CNN) creada por el equipo de investigación 

del Visual Geometry Group (VGG) de la Universidad de Oxford, liderado por Karen Simonyan y 

Andrew Zisserman. Fue introducida en 2014 en su artículo "Very Deep Convolutional Networks 

for Large-Scale Image Recognition" (Simonyan & Zisserman, 2014).La motivación detrás de su 

desarrollo era para participar en la competición de clasificación de imágenes ImageNet y siendo 

reconocida por su simplicidad y profundidad, logrando un excelente rendimiento en tareas de 

reconocimiento de imágenes. 

VGG16 nace de la necesidad de mejorar la precisión en las tareas de clasificación de 

imágenes mediante una mayor profundidad de la red. Por tal motivo, Simonyan y Zisserman 

propusieron aumentar la profundidad, utilizando un diseño simple con capas convolucionales 

Figura 5 

Arquitectura del modelo EfficientNet 
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pequeñas (de 3x3), lo que permitió construir redes más profundas con un menor número de 

parámetros (Simonyan & Zisserman, 2014). VGG16 es una red "profunda" compuesta por 16 

capas, de las cuales 13 son capas convolucionales y 3 son capas completamente conectadas (fully 

connected). Las capas convolucionales utilizan filtros pequeños de 3x3, y las capas de agrupación 

(max pooling) reducen la resolución de las imágenes de manera controlada, permitiendo que la red 

capture características locales y globales. Esta arquitectura termina con dos capas completamente 

conectadas seguidas por una capa softmax que realiza la clasificación final (Simonyan & 

Zisserman, 2014). 

Un aspecto clave de VGG16 es su simplicidad: a pesar de ser más profunda que las redes 

anteriores, utiliza parámetros fijos y uniformes en cada capa convolucional, facilitando su 

implementación. Sin embargo, su principal desventaja es el alto número de parámetros (138 

millones), lo que hace que sea costosa en términos de memoria y tiempo de procesamiento 

(Simonyan & Zisserman, 2014). 

Figura 6 

Arquitectura del modelo VGG16 
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Nota. Este gráfico corresponde a la arquitectura del modelo VGG 16. Tomado del estudio 

de Simonyan K. & Zisserman A., 2014, Very Deep Convolutional Networks for Large-Scale 

Image Recognition (Simonyan & Zisserman, 2014). 

2.2.7. Aprendizaje por Transferencia (Transfer Learning) 

El transfer learning o aprendizaje por transferencia es una técnica dentro del campo del 

deep learning, el cual permite reutilizar el conocimiento aprendido por un modelo previamente 

entrenado en una tarea para aplicarlo en una nueva tarea relacionada. Esta estrategia resulta ser 

especialmente útil en contextos donde los datos disponibles son limitados, ya que permite reducir 

de manera significativa el tiempo de entrenamiento y como también mejora la precisión del modelo 

sin necesidad de grandes volúmenes de datos etiquetados (Pan & Yang, 2010). En el caso del 

diagnóstico médico mediante imágenes, el transfer learning ha demostrado ser efectivo al 

aprovechar redes preentrenadas en grandes bases de datos como ImageNet, adaptándolas luego a 

tareas específicas como la detección de lesiones cervicales. Esta reutilización del conocimiento no 

solo permite acelerar el desarrollo de modelos de inteligencia artificial, sino que también mejora 

su capacidad de generalización en problemas clínicos complejos (Weiss et al., 2016). 

2.2.8. Ajuste Fino de Modelos Preentrenados (Fine Tuning) 

El fine-tuning o ajuste fino es una técnica complementaria al aprendizaje por transferencia 

(transfer learning) que consiste en reentrenar parcialmente las capas superiores de un modelo 

preentrenado para adaptarlo mejor a una nueva tarea específica (Goodfellow Ian et al., 2016). En 

lugar de congelar todas las capas del modelo base, se descongelan algunas capas profundas, 

permitiendo que los pesos se actualicen de acuerdo con las características del nuevo conjunto de 

datos (Zhuang et al., 2021). 
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Este proceso permite que el modelo conserve el conocimiento general adquirido en grandes 

bases de datos como ImageNet, pero a la vez aprenda características más especializadas del nuevo 

dominio (J. Howard & Ruder, 2018). De esta manera, el fine-tuning mejora la capacidad de 

generalización y la precisión, especialmente en contextos donde el conjunto de datos es limitado 

(Yosinski, 2014). 

En el ámbito médico, esta técnica ha demostrado ser particularmente útil, ya que permite 

ajustar modelos preentrenados en imágenes naturales a datos biomédicos sin requerir grandes 

volúmenes de imágenes etiquetadas (Tajbakhsh et al., 2016). Por lo que, el fine-tuning se consolida 

como una estrategia eficaz para optimizar redes neuronales profundas en tareas de diagnóstico, 

segmentación y clasificación de imágenes médicas, como las citologías cervicales. 

2.2.9. Funciones de Activación  

Función sigmoidal. La función sigmoidal es una función de activación comúnmente usada 

en redes neuronales artificiales, principalmente en las capas de salida cuando se trata de problemas 

de clasificación binaria (Goodfellow Ian et al., 2016). Esta función transforma una entrada escalar 

x en un valor en el rango de (0,1), lo que permite interpretar el resultado como una probabilidad 

(Haykin, 2009). 

La función sigmoidal está definida por la siguiente ecuación matemática: 

𝑓(𝑥) =  11 +  𝑒−𝑥  
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Donde e es el número de Euler, y x es el valor de entrada. La función tiene un 

comportamiento suave y no lineal, lo que permite que la red neuronal aprenda relaciones 

complejas. A medida que el valor de x aumenta, la salida de la función se aproxima a 1, y cuando 

x disminuye, la salida tiende a 0. Esto es útil para restringir los valores de salida de una neurona 

en un rango interpretable (Haykin, 2009). 

Nota. Este gráfico corresponde a la función Sigmoidal. Elaboración propia.  

Función ReLU (rectified linear unit). La función de activación ReLU (Rectified Linear 

Unit) es ampliamente utilizada en redes neuronales modernas, especialmente en redes profundas 

(Goodfellow Ian et al., 2016). ReLU activa solo neuronas que tienen un valor de entrada positivo, 

mientras que desactiva aquellas con valores negativos, introduciendo un no linealidad crucial para 

el aprendizaje (Glorot & Bengio, 2010). 

La función ReLU está definida matemáticamente de la siguiente manera: 𝑓(𝑥) = max (0, 𝑥) 

Figura 7 

Función Sigmoidal 
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Esto significa que para cualquier entrada x, si x≥0, la función devuelve x, pero si x<0, 

devuelve 0. Esta simplicidad computacional permite que la función ReLU sea mucho más eficiente 

que otras funciones de activación como la sigmoidal (Glorot & Bengio, 2010). 

Nota. Este gráfico corresponde a la función ReLU. Elaboración propia.  

Función Tanh (tangente hiperbólica). La función tanh (abreviación de tangente 

hiperbólica) es otra función de activación ampliamente utilizada en redes neuronales, 

especialmente en redes recurrentes (Goodfellow Ian et al., 2016). Es una función no lineal que 

transforma los valores de entrada en un rango entre -1 y 1, lo que la hace útil cuando se requiere 

normalizar las salidas y trabajar con valores negativos (Haykin, 2009). 

La función tanh está definida por la siguiente ecuación matemática: 

tanh(𝑥) =  𝑒𝑥 −  𝑒−𝑥𝑒𝑥 +  𝑒−𝑥 

Figura 8 

Función ReLu 
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Donde “e” es el número de Euler y x es el valor de entrada. La función tanh es similar a la 

sigmoidal, pero, en lugar de transformar los valores en el rango de (0,1), lo hace en (−1,1). Esto 

significa que tanh centra las entradas alrededor de cero, lo que puede facilitar el aprendizaje al 

evitar ciertos problemas de sesgo en las activaciones (Haykin, 2009). 

Nota. Este gráfico corresponde a la función Tanh. Elaboración propia. 

Función softmax. La función Softmax es una función de activación utilizada en la capa de 

salida de redes neuronales para problemas de clasificación multiclase (Goodfellow Ian et al., 

2016). Transforma un conjunto de valores reales en probabilidades, donde cada salida representa 

la probabilidad de que una entrada pertenezca a una de las clases. El uso de Softmax es crucial 

cuando se necesita que la suma de todas las salidas sea igual a 1, facilitando la interpretación de 

los resultados como probabilidades (Bishop, 2006). 

La función Softmax para una entrada z con n clases se define como: 

𝑓(𝑧𝑖) =  𝑒𝑧𝑖∑ 𝑒𝑧𝑗𝑛𝑗=1  

Figura 9 

Función Tanh 
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Donde z es la i-ésima entrada al vector de salida, y e es la base de los logaritmos naturales 

(número de Euler). La fórmula asegura que la suma de todas las salidas sea igual a 1, haciendo que 

cada valor se interprete como una probabilidad (Bishop, 2006). 

Nota. Este gráfico corresponde a distribución de probabilidades usando Softmax. 

Elaboración propia. 

2.2.10. Algoritmos de Optimización 

Estimación de momento adaptativo (ADAM). Este método calcula la tasa de aprendizaje 

para cada parámetro al almacenar el decaimiento exponencial de los gradientes cuadrados de 

primer orden (Kingma & Ba, 2014). Es un algoritmo de optimización estocástica que se basa en 

estimaciones adaptativas de momentos de órdenes inferiores. Su eficiencia computacional radica 

en su bajo consumo de memoria, lo que lo hace ideal para problemas con gradientes ruidosos o 

dispersos. Es ampliamente utilizado para analizar propiedades de convergencia, mostrando 

resultados superiores en la optimización convexa (Shindjalova, Prodanova, & Svechtarov, 2014). 

Figura 10 

Distribución de probabilidades usando Softmax 
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Los resultados empíricos indican que Adam tiene un buen desempeño en la práctica y se compara 

favorablemente con otros métodos estocásticos (Kingma & Ba, 2014). 

Las fórmulas para la estimación de momentos son las siguientes:  𝑚𝑡 =  𝛽1𝑚𝑡−1 + (1 −  𝛽1)𝑔𝑡 𝑣𝑡 =  𝛽2𝑣𝑡−1 + (1 −  𝛽2)𝑔𝑡2 

Aquí, 𝑚𝑡 y 𝑣𝑡 son las estimaciones del primer momento (media) y del segundo momento 

(varianza) de los gradientes, respectivamente. Estos valores tienden a estar sesgados hacia 0 en los 

primeros tiempos y presentan una tasa de descomposición cercana a 1 en 𝛽1 y 𝛽2  (Kingma & Ba, 

2014). 

Para corregir estos sesgos, se realizan estimaciones ajustadas en cada momento: 𝑚̂𝑡 =  𝑚𝑡(1 −  𝛽1𝑡) 

𝑣𝑡 =  𝑣𝑡(1 −  𝛽2𝑡) 

Descenso de gradiente estocástico (SGD). El algoritmo Stochastic Gradient Descent 

(SGD) es uno de los métodos de optimización más básicos y ampliamente utilizados en el 

entrenamiento de redes neuronales (Bottou, 2010). A diferencia del Gradient Descent tradicional, 

que calcula el gradiente basado en todo el conjunto de datos, el SGD actualiza los parámetros de 

manera más frecuente, utilizando solo un subconjunto de los datos, lo que reduce 

significativamente el tiempo de cómputo y permite que el modelo reaccione más rápidamente a 

los cambios en el gradiente (Ruder, 2016). 

El proceso se basa en la actualización iterativa de los parámetros del modelo mediante las 

siguientes fórmulas (Bottou, 2010): ∆𝑤𝑡 =  −𝑛𝑔𝑡 
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 𝑤𝑡+1 =  𝑤𝑡 + ∆𝑤𝑡 

Donde: 

• 𝜂es la tasa de aprendizaje. 

• 𝑔𝑡 es el gradiente calculado en el tiempo t. 

En este esquema, el gradiente 𝑔𝑡se calcula sobre un solo ejemplo o un minibatch de datos, 

lo que resulta en una actualización ruidosa pero eficiente. El ruido presente en las actualizaciones 

permite escapar de mínimos locales, lo que puede ser ventajoso para ciertos problemas no 

convexos, como el entrenamiento de redes neuronales profundas (Ruder, 2016). 

Root means square propagation (RMSprop). El algoritmo de optimización RMSprop 

elimina la necesidad de ajustar manualmente la tasa de aprendizaje, ya que lo hace de manera 

automática (Hinton et al., 2012). 

Primero, se calcula el promedio exponencial del cuadrado del gradiente 𝑔𝑡, el cual representa la proyección o componente del gradiente en la dirección del 

parámetro que se desea actualizar (Hinton et al., 2012). 

Las fórmulas involucradas son: 𝑣𝑡 = 𝑝𝑣𝑡−1 + (1 − 𝑝)𝑔𝑡2 ∆𝑤𝑡 =  − 𝑛√𝑣𝑡 +  𝜖  𝑔𝑡 

𝑤𝑡+1 =  𝑤𝑡 + ∆𝑤𝑡 

Dónde:  

• 𝑛 es la tasa de aprendizaje inicial. 

• 𝑣𝑡 es el promedio exponencial de los cuadrados de los gradientes. 

• 𝑔𝑡 es el gradiente en el tiempo t. 
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Estos cálculos permiten encontrar el promedio exponencial y localizar el gradiente más 

reciente, usando ponderaciones de gradientes anteriores y ajustando automáticamente la tasa de 

aprendizaje por parámetro. En otras palabras, el algoritmo optimiza buscando el mínimo local y 

ajustando los parámetros para reducir el tamaño de los pasos de gradiente (Hinton et al., 2012). 

Adam weight decay (AdamW). El algoritmo AdamW es una variante del optimizador 

Adam que introduce una corrección importante en la forma en que se aplica la regularización L2 

o weight decay (Loshchilov & Hutter, 2017). En los métodos tradicionales, como Adam, el peso 

de decaimiento se mezcla con el término de actualización del gradiente, lo que puede llevar a una 

subóptima convergencia, especialmente en redes neuronales profundas (Kingma & Ba, 2014). 

AdamW soluciona este problema separando el término de weight decay del cálculo del gradiente, 

lo que mejora la estabilidad y precisión de las actualizaciones de los parámetros (Loshchilov & 

Hutter, 2017). 

Las fórmulas involucradas en AdamW son (Loshchilov & Hutter, 2017): 𝑚𝑡 =  𝛽1𝑚𝑡−1 + (1 −  𝛽1)𝑔𝑡 𝑣𝑡 =  𝛽2𝑣𝑡−1 + (1 −  𝛽2)𝑔𝑡2 𝑚̂𝑡 =  𝑚𝑡1 −  𝛽1𝑡 , 𝑣𝑡 =  𝑣𝑡1 −  𝛽2𝑡    
𝑤𝑡+1 =  𝑤𝑡 − 𝜂 𝑚̂𝑡√𝑣𝑡 +  𝜖 − 𝜂𝜆𝑤𝑡 

Donde: 

• 𝑚𝑡 es el promedio exponencial del gradiente.  

• 𝑣𝑡 es el promedio exponencial del cuadrado del gradiente.  

• 𝑚̂𝑡  𝑦 𝑣𝑡 son los valores corregidos por sesgo. 

• 𝜂 es la tasa de aprendizaje.  
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• 𝜆 es el factor de decaimiento de peso (weight decay).  

• 𝜖 es un valor pequeño para evitar divisiones por cero. 

En AdamW, el término 𝜂𝜆𝑤𝑡 se encarga explícitamente del decaimiento de peso, y no 

interfiere con las actualizaciones de gradiente. Esta separación entre la regularización y la 

optimización permite que los modelos aprendan de manera más efectiva, ya que no distorsiona los 

gradientes calculados (Loshchilov & Hutter, 2017). 

AMSGrad. El algoritmo AMSGrad es una variante del optimizador Adam diseñada para 

mejorar la estabilidad y convergencia en el entrenamiento de redes neuronales profundas (Reddi 

et al., 2018). 

A diferencia de Adam, que puede fallar en la convergencia debido a la disminución del 

segundo momento, AMSGrad mantiene un control estricto sobre los valores máximos históricos 

de los promedios móviles del gradiente. 

La diferencia principal entre Adam y AMSGrad está en cómo se actualiza el segundo 

momento 𝑣𝑡, que en AMSGrad se ajusta según el valor máximo observado hasta ese punto (Reddi 

et al., 2018): 𝑚𝑡 =  𝛽1𝑚𝑡−1 + (1 −  𝛽1)𝑔𝑡 𝑣𝑡 =  𝛽2𝑣𝑡−1 + (1 −  𝛽2)𝑔𝑡2 𝑣𝑡 =  max (𝑣𝑡−1, 𝑣𝑡) 𝑤𝑡+1 =  𝑤𝑡 − 𝜂 𝑚𝑡√𝑣𝑡 +  𝜖 

Donde: 

• 𝑚𝑡 es el promedio móvil del gradiente.  

• 𝑣𝑡 es el promedio móvil de los cuadrados del gradiente.  
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• 𝑣𝑡 es el valor corregido que utiliza el máximo histórico del promedio móvil del 

cuadrado del gradiente. 

• 𝜂 es la tasa de aprendizaje.   

• 𝜖 es un valor pequeño para evitar divisiones por cero. 

Este ajuste hace que AMSGrad mantenga una mayor estabilidad en la tasa de aprendizaje, 

lo que evita que el modelo se estanque o diverja, un problema que puede ocurrir con Adam cuando 

los valores de los momentos decrecen rápidamente (Reddi et al., 2018). 

2.2.11. Dropout 

Dropout es una técnica de regularización ampliamente utilizada en redes neuronales para 

prevenir el sobreajuste (overfitting), al desactivar aleatoriamente una fracción de neuronas durante 

el entrenamiento (Goodfellow Ian et al., 2016) (Srivastava et al., 2014) 

Durante el entrenamiento, se aplica el siguiente cálculo con dropout activado: 

Entrenamiento (Dropout activado): 

𝑦𝑖 = 𝑓(1𝑝 ∑ 𝑊𝑖𝑗 ∙  𝑥𝑗𝑗𝜖N  ∙  𝑟𝑗) 

Donde: 

• 𝑝 es la probabilidad de retener una neurona. 

• 𝑟𝑗 es una variable aleatoria binaria que determina si la neurona jjj se activa (1) o se 

apaga (0).  

• 𝑁 es el conjunto de neuronas de la capa anterior. 

• 𝑊𝑖𝑗 son los pesos entre las neuronas i y j. 

• 𝑓 es la función de activación. 

En la inferencia, todas las neuronas están activas y se usa: 
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 𝑦𝑖 = 𝑓( ∑ 𝑊𝑖𝑗 ∙  𝑥𝑗𝑗𝜖N ) 

El factor de escalado 
1𝑝 compensa las neuronas desactivadas para mantener la escala de 

activación. Esta técnica mejora la capacidad del modelo para generalizar a nuevos datos(Srivastava 

et al., 2014). 

2.2.12. Métricas 

F1 score. Es una métrica utilizada para evaluar el rendimiento de un modelo de 

clasificación, especialmente en escenarios donde las clases están desbalanceadas (Sokolova & 

Lapalme, 2009). Esta métrica combina dos medidas fundamentales, la Precisión y la Sensibilidad 

(Recall), en un solo valor, proporcionando un equilibrio entre ambas. Si alguna de estas medidas 

es muy baja, el F1 Score será también bajo, lo que ayuda a reflejar la debilidad del modelo en 

casos donde puede haber un alto número de falsos negativos o falsos positivos (Van Rijsbergen, 

1979). 

La fórmula para el F1 Score es: 

𝐹1 =  2 ×  𝑃𝑟𝑒𝑐𝑖𝑠𝑖ó𝑛 ×  𝑅𝑒𝑐𝑎𝑙𝑙𝑃𝑟𝑒𝑐𝑖𝑠𝑖ó𝑛 +  𝑅𝑒𝑐𝑎𝑙𝑙 
Donde:  

𝑃𝑟𝑒𝑐𝑖𝑠𝑖ó𝑛 =  𝑇𝑃𝑇𝑃 +  𝐹𝑃 

𝑅𝑒𝑐𝑎𝑙𝑙 =  𝑇𝑃𝑇𝑃 +  𝐹𝑁 

El F1 Score varía entre 0 y 1, donde un valor de 1 indica el mejor rendimiento posible, es 

decir, que el modelo ha logrado un equilibrio perfecto entre Precisión y Recall. Es especialmente 

relevante en problemas donde la clase positiva es rara o cuando el costo de los falsos positivos y 

falsos negativos es alto (Sokolova & Lapalme, 2009). 
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Recall (sensibilidad). El Recall, también conocido como Sensibilidad o Tasa de 

Verdaderos Positivos, es una métrica que mide la capacidad de un modelo para identificar 

correctamente todas las instancias positivas dentro de un conjunto de datos (Powers, 2011). En 

otras palabras, Recall nos indica cuántos de los ejemplos que realmente pertenecen a la clase 

positiva fueron correctamente clasificados por el modelo. Es una métrica crucial en problemas 

donde el objetivo es minimizar los falsos negativos, es decir, cuando es más importante identificar 

correctamente los casos positivos, incluso si se predicen algunos falsos positivos (Davis & 

Goadrich, 2006). 

La fórmula para calcular el Recall es: 

𝑅𝑒𝑐𝑎𝑙𝑙 =  𝑇𝑃𝑇𝑃 +  𝐹𝑁 

El Recall toma valores entre 0 y 1. Un valor de Recall cercano a 1 indica que el modelo 

tiene una alta capacidad para identificar las instancias positivas, mientras que un valor cercano a 0 

implica que el modelo está fallando en identificar correctamente estas instancias (Powers, 2011). 

Esta métrica es de especial importancia en aplicaciones como el diagnóstico médico, donde no 

identificar un caso positivo (por ejemplo, una enfermedad) puede tener consecuencias graves 

(Powers, 2011). 

Precisión. También conocida como Precisión o Tasa de Verdaderos Positivos, es una 

métrica clave en la evaluación del rendimiento de un modelo de clasificación, particularmente en 

problemas donde la clase positiva es de gran interés (Sokolova & Lapalme, 2009). La Precisión 

mide la proporción de instancias correctamente clasificadas como positivas sobre el total de 

instancias predichas como positivas. En otras palabras, indica cuántas de las predicciones positivas 

hechas por el modelo son verdaderamente correctas, ayudando a evaluar la exactitud de las 

predicciones positivas del modelo (Powers, 2011). 
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La fórmula para calcular la Precisión es: 

𝑃𝑟𝑒𝑐𝑖𝑠𝑖ó𝑛 =  𝑇𝑃𝑇𝑃 +  𝐹𝑃 

El valor de la Precisión varía entre 0 y 1, donde 1 representa una clasificación perfecta de 

todas las predicciones positivas sin errores. Un valor bajo de precisión indica que el modelo está 

generando un alto número de falsos positivos, es decir, clasificando incorrectamente muchas 

instancias negativas como positivas (Sokolova & Lapalme, 2009). Es importante destacar que la 

Precisión se complementa con el Recall en problemas de clasificación. Mientras que la Precisión 

se centra en qué tan exactas son las predicciones positivas, el Recall se enfoca en qué tan bien se 

identifican todas las instancias positivas (Powers, 2011). 

Accuracy. La Accuracy, o Exactitud, es una métrica ampliamente utilizada para evaluar el 

rendimiento de los modelos de clasificación (Powers, 2011). Esta métrica mide la proporción de 

predicciones correctas sobre el total de predicciones realizadas, proporcionando una visión general 

de la capacidad del modelo para clasificar correctamente tanto las instancias positivas como las 

negativas. Es una medida simple y directa de qué tan bien el modelo ha hecho sus predicciones en 

comparación con los valores reales (Sokolova & Lapalme, 2009). 

La fórmula para calcular la Accuracy es:  

𝐴𝑐𝑐𝑢𝑟𝑎𝑐𝑦 =  𝑇𝑃 +  𝑇𝑁𝑇𝑃 +  𝑇𝑁 +  𝐹𝑃 +  𝐹𝑁 

El valor de la Accuracy varía entre 0 y 1, donde 1 indica un rendimiento perfecto, es decir, 

que el modelo ha clasificado correctamente todas las instancias (Powers, 2011).   

AUC (área bajo la curva ROC). El AUC (Area Under the Curve), o Área Bajo la Curva, 

es una métrica que evalúa la capacidad de un modelo binario para distinguir entre clases, midiendo 
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el área bajo la curva ROC (Bradley, 1997). Esta curva relaciona la Tasa de Verdaderos Positivos 

(TPR) con la Tasa de Falsos Positivos (FPR) a diferentes umbrales de decisión (Fawcett, 2006). 

La Curva ROC se construye variando el umbral de decisión del modelo y representando en 

el eje Y el Recall (Tasa de Verdaderos Positivos) y en el eje X la Tasa de Falsos Positivos (False 

Positive Rate) (Fawcett, 2006). El AUC se refiere al área total que queda bajo esta curva, lo que 

permite evaluar el rendimiento del modelo en todos los posibles umbrales de decisión (Bradley, 

1997). 

La fórmula para la Tasa de Falsos Positivos (FPR) es: 

𝐹𝑃𝑅 =  𝐹𝑃𝐹𝑃 +  𝑇𝑁 

La Tasa de Verdaderos Positivos (TPR), o Recall, es: 

𝑇𝑃𝑅 =  𝑇𝑃𝑇𝑃 +  𝐹𝑁 

Un valor de AUC de 0.5 indica que el modelo tiene un rendimiento equivalente al de una 

clasificación aleatoria, mientras que un valor de AUC de 1.0 indica que el modelo tiene una 

capacidad perfecta para distinguir entre las clases. En general, cuanto más cerca esté el AUC de 1, 

mejor será el rendimiento del modelo (Fawcett, 2006). 

Matriz de confusión (falsos positivos, falsos negativos). La matriz de confusión es una 

herramienta esencial para evaluar modelos de clasificación, ya que permite comparar las 

predicciones del modelo con los valores reales, identificando aciertos y errores (Sokolova & 

Lapalme, 2009). La matriz de confusión incluye cuatro componentes clave: Verdaderos Positivos 

(TP), Verdaderos Negativos (TN), Falsos Positivos (FP) y Falsos Negativos (FN) (Powers, 2011). 

La estructura de la matriz de confusión es la siguiente: [𝑇𝑃 𝐹𝑃𝐹𝑁 𝑇𝑁] 
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Fórmulas clave: 

Tasa de Falsos Positivos (FPR): mide la proporción de instancias negativas que fueron 

clasificadas incorrectamente como positivas.(Powers, 2011) 

𝐹𝑃𝑅 =  𝐹𝑃𝐹𝑃 +  𝑇𝑁 

Tasa de Falsos Negativos (FNR): mide la proporción de instancias positivas que fueron 

clasificadas incorrectamente como negativas (Powers, 2011). 

𝐹𝑁𝑅 =  𝐹𝑁𝐹𝑁 +  𝑇𝑃 

Además de ofrecer información detallada de los errores, la matriz sirve como base para 

métricas como precisión, recall y F1-score (Powers, 2011). 

2.2.13. Aumento de Datos (Data Augmentation) 

El data augmentation o aumento de datos es una técnica esencial en el entrenamiento de 

modelos de aprendizaje profundo, especialmente en tareas relacionadas con el procesamiento de 

imágenes. Su objetivo principal es poder aumentar artificialmente la cantidad y diversidad del 

conjunto de datos original mediante la aplicación de transformaciones como rotaciones, escalados, 

traslaciones, volteos horizontales o verticales, cambios de brillo, entre otros (Shorten & 

Khoshgoftaar, 2019). Estas modificaciones permiten que el modelo aprenda a reconocer las 

características relevantes de las imágenes de manera más robusta, evitando el sobreajuste 

(overfitting) y mejorando su capacidad de generalización. 

En el contexto médico, donde frecuentemente existe una limitación en la cantidad de 

imágenes disponibles, debido a razones éticas, legales o logísticas, el data augmentation se 

convierte en una herramienta esencial para fortalecer el desempeño de los modelos de 

clasificación. Diversos estudios han demostrado que esta técnica es especialmente efectiva cuando 
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se combina con métodos como transfer learning, ya que permite adaptar modelos preentrenados a 

nuevos dominios con pocos datos reales (Perez, 2017). En el diagnóstico del cáncer de cuello 

uterino, aplicar aumentos de datos sobre imágenes citológicas puede contribuir a la detección de 

patrones morfológicos, mejorando así la sensibilidad y especificidad del sistema automatizado. 

2.2.14. Técnica SMOTE (Synthetic Minority Over-sampling Technique) 

El desequilibrio de clases es un problema que se presenta en muchas tareas de clasificación, 

especialmente en el ámbito médico, donde los casos positivos suelen representar una proporción 

pequeña frente a los negativos. Por tal motivo, este desbalance puede generar que los modelos de 

aprendizaje automático presenten un sesgo hacia la clase mayoritaria, afectando así la capacidad 

del modelo para detectar correctamente. En este contexto, la técnica SMOTE (Synthetic Minority 

Over-sampling Technique) ha sido ampliamente utilizada como una solución efectiva. Introducida 

por (Chawla et al., 2002), SMOTE consiste en generar nuevas instancias sintéticas de la clase 

minoritaria, en lugar de simplemente replicarlas, mediante una interpolación entre una muestra y 

sus vecinos más cercanos de la misma clase. Este enfoque ayuda a mejorar la capacidad del modelo 

para aprender los patrones de la clase minoritaria, reduciendo el sobreajuste y mejorando métricas 

como la sensibilidad y el F1-score. 

Aplicado en proyectos de diagnóstico por imágenes médicas, SMOTE ha demostrado ser 

una técnica valiosa para balancear datasets en los que hay muy pocas muestras de pacientes con 

diagnósticos positivos, como en el caso del cáncer de cuello uterino. Al incorporar datos sintéticos 

en el entrenamiento, los modelos pueden ser más equitativos al momento de clasificar, 

incrementando así la confianza en los resultados obtenidos (Fernández et al., 2018). En conjunto 

con otras estrategias como el aumento de datos, SMOTE se convierte en una herramienta poderosa 

dentro del pipeline de preprocesamiento para modelos de deep learning. 
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2.2.15. Transformación de Imagen  

En el ámbito de la inteligencia artificial y la visión por computadora, la transformación de 

imágenes se refiere a la modificación de una imagen mediante operaciones matemáticas con el fin 

de mejorar su calidad, extraer características relevantes o prepararla para su procesamiento 

posterior (González & Woods, 2018). Entre las técnicas más comunes están las transformaciones 

geométricas (rotación, escalado, traslación), las transformaciones de intensidad (ajuste de brillo y 

contraste) y las transformaciones espaciales, que permiten manipular píxeles en función de su 

relación con otros píxeles vecinos (Jain, 1989). 

Rotación. La rotación es una transformación geométrica fundamental en procesamiento de 

imágenes que consiste en girar una imagen respecto a un punto, generalmente el origen de 

coordenadas o el centro de la imagen (Sonka et al., 2014). Este proceso altera la orientación de los 

objetos en la imagen sin modificar su forma, tamaño o contenido (González & Woods, 2018). 

La rotación se formaliza matemáticamente mediante matrices de transformación. Para rotar 

un punto (𝑥, 𝑦) en el plano 2D por un ángulo 𝜃 en sentido antihorario alrededor del origen, se 

utiliza la siguiente ecuación matricial (Sonka et al., 2014): 

(𝑥′𝑦′)  = ( 𝑐𝑜𝑠(𝜃) −𝑠𝑖𝑛(𝜃)𝑠𝑖𝑛(𝜃) 𝑐𝑜𝑠(𝜃) )(𝑥𝑦) 

Donde (𝑥′ y y′) son las coordenadas del punto después de la rotación, y 𝜃 es el ángulo de 

rotación. 

Escalado. El escalado es una transformación geométrica que modifica el tamaño de una 

imagen mediante la alteración proporcional de las coordenadas de sus píxeles (Jain, 1989). Es 

esencial en visión por computadora, especialmente en la normalización de entradas para modelos 

de aprendizaje automático (González & Woods, 2018). 
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Matemáticamente, el escalado de un punto (𝑥, 𝑦) en una imagen se describe mediante la 

siguiente fórmula: 

(𝑥′𝑦′)  = ( 𝑠𝑥 00 𝑠𝑦)(𝑥𝑦) 

Donde 𝑠𝑥 𝑦 𝑠𝑦 son los factores de escalado en los ejes 𝑥 𝑒 𝑦, respectivamente, y (𝑥′ y y′) 

son las nuevas coordenadas después del escalado. Si 𝑠𝑥  =  𝑠𝑦, el escalado es uniforme, 

manteniendo las proporciones originales. Si 𝑠𝑥  ≠  𝑠𝑦, se produce un escalado no uniforme que 

puede distorsionar la imagen(Jain, 1989). 

• 𝑠𝑥 es el factor de escalado en el eje horizontal (x). Si 𝑠𝑥>1, la imagen se amplía 

horizontalmente; si 0<𝑠𝑥<1, la imagen se reduce en ese eje. 

• 𝑠𝑦 es el factor de escalado en el eje vertical (y). Similarmente, 𝑠𝑦>1 amplía la imagen 

verticalmente, y 0<𝑠𝑦<1la reduce. 

Traslación. La traslación es una transformación geométrica que desplaza todos los píxeles 

de una imagen en una dirección determinada, sin modificar su forma, tamaño u orientación (Sonka 

et al., 2014). Esta operación es útil para mover objetos dentro de una imagen o ajustar su posición 

dentro de un marco de referencia (González & Woods, 2018). 

Matemáticamente, la traslación de un punto (𝑥, 𝑦) se describe de la siguiente manera 

(Sonka et al., 2014): 

(𝑥′𝑦′)  =  (𝑥 + 𝑡𝑥𝑦 +  𝑡𝑦) 

Donde:  

• (𝑥′ y y′) son las nuevas coordenadas del punto después de la traslación. 

• 𝑡𝑥 es el desplazamiento en el eje x (horizontal). 

• 𝑡𝑦 es el desplazamiento en el eje y (vertical). 
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2.2.16. Imágenes en Color RGB 

Las imágenes RGB utilizan tres canales de color: rojo, verde y azul, donde cada canal 

representa la intensidad de ese color en un rango de 0 a 255. Combinando estos valores se pueden 

generar millones de colores, permitiendo una representación rica y detallada (González & Woods, 

2018). 

Las imágenes RGB utilizan tres canales de color: rojo, verde y azul, donde cada canal 

representa la intensidad de ese color en un rango de 0 a 255. Combinando estos valores se pueden 

generar millones de colores, permitiendo una representación rica y detallada (González & Woods, 

2018). 

 

 

 

 

 

 

 

 

 

 

 

Nota. Este gráfico corresponde al esquema en forma de cubo de colores RGB. Tomado del 

libro de Gonzáles R. & Woods R., 2018, Digital Image Processing (González & Woods, 2018) 

 

Figura 11 

Esquema de cubo de colores RGB 
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2.2.17. Imágenes en Escala de Grises 

Las imágenes en escala de grises contienen un solo canal de intensidad luminosa, con 

valores que van del negro (0) al blanco (255), a diferencia de las imágenes RGB que tienen tres 

canales (González & Woods, 2018). 

Se generan aplicando una fórmula ponderada que considera la sensibilidad del ojo humano 

a los colores: 𝐺𝑟𝑎𝑦𝑠𝑐𝑎𝑙𝑒 =  0.2989 ×  𝑅 +  0.5870 ×  𝐺 +  0.1140 ×  𝐵 

Estas imágenes son ampliamente usadas en diagnóstico médico, ya que eliminan el color y 

permiten que los algoritmos se enfoquen en las variaciones de intensidad, esenciales para detectar 

anomalías (González & Woods, 2018). 

Nota. Este gráfico corresponde una representación de escala de grises. Tomado del libro de 

Gonzáles R. & Woods R., 2018, Digital Image Processing (González & Woods, 2018) 

 

 

Figura 12 

Representación de escala de grises con diferentes 
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2.2.18. Cáncer de Cuello Uterino 

El cáncer de cuello uterino es una neoplasia que se origina en el epitelio del cérvix y 

constituye una de las principales causas de muerte en mujeres, especialmente en países en 

desarrollo. Se origina a través de la transformación de las células epiteliales en lesiones precursoras 

que pueden progresar de forma lenta y evolucionar hacia un cáncer in situ o un cáncer invasor, 

donde las células malignas atraviesan la membrana basal (Ministerio de Salud del Perú, 2023). 

2.2.19. Etiología 

El Virus del Papiloma Humano (VPH) es la causa principal del cáncer de cuello uterino, 

siendo responsable del 99% de los casos (Ministerio de Salud del Perú, 2023). Este virus es 

transmitido predominantemente a través del contacto sexual, y aunque la mayoría de las 

infecciones por VPH se resuelven espontáneamente, aquellas que persisten, especialmente con los 

genotipos 16 y 18, pueden progresar a cáncer.(Ministerio de Salud del Perú, 2023).  

2.2.20. Fisiopatología 

El proceso fisiopatológico del cáncer de cuello uterino comienza con la infección 

persistente por VPH de alto riesgo puede originar displasias cervicales, que evolucionan hacia 

cáncer invasivo si no se tratan. Este proceso puede tomar de 10 a 20 años, lo que resalta la 

importancia de la detección temprana (Ministerio de Salud del Perú, 2023). 

2.2.21. Factores de Riesgo 

Además del VPH, existen varios factores que aumentan el riesgo de desarrollar cáncer de 

cuello uterino, tales como (Ministerio de Salud del Perú, 2023): 

• Inicio temprano de la actividad sexual. 

• Múltiples parejas sexuales. 

• Consumo de tabaco. 



42 
 

• Sistema inmunológico debilitado, como en el caso de infecciones por VIH. 

2.2.22. Epidemiología 

A nivel mundial, el cáncer de cuello uterino es el cuarto más frecuente entre mujeres. En 

Perú, representa el 24.1% de los casos de cáncer femenino. Cada cinco horas muere una mujer por 

esta enfermedad, con mayores tasas de mortalidad en Loreto, Huánuco y Ucayali (Ministerio de 

Salud del Perú, 2023). 

2.2.23. Prueba de Papanicolaou (Citología Cervicovaginal) y Procedimiento 

La prueba de Papanicolaou, también conocida como citología cervicovaginal, es uno de los 

métodos de detección más utilizados para el diagnóstico temprano del cáncer de cuello uterino y 

sus lesiones precursoras. Esta técnica, desarrollada por el doctor George Papanicolaou, ha sido 

crucial para reducir la mortalidad por cáncer cervical desde su implementación en programas de 

salud pública a nivel mundial. Consiste en recolectar células del cérvix, extenderlas en una lámina, 

fijarlas y analizarlas microscópicamente para identificar anormalidades que puedan indicar 

displasias (lesiones precancerosas) o cáncer (Ministerio de Salud del Perú, 2023).  

2.2.24. Sensibilidad y Especificidad 

La sensibilidad de la prueba de Papanicolaou varía entre el 50% y el 80%, lo que significa 

que no detecta todos los casos de lesiones precancerosas. Sin embargo, su alta especificidad 

permite identificar con precisión las lesiones cuando están presentes. (Ministerio de Salud del Perú, 

2023)  

2.2.25. Impacto en la Detección Temprana 

El Papanicolaou ha demostrado ser eficaz en la reducción de la mortalidad por cáncer de 

cuello uterino, especialmente cuando se realiza de manera regular. Este examen puede detectar 
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cambios celulares anormales muchos años antes de que se conviertan en cáncer invasivo, lo que 

permite un tratamiento temprano y efectivo (Ministerio de Salud del Perú, 2023) . 

2.2.26. Limitaciones 

Una de las principales es la posibilidad de resultados falsos negativos, debido a una toma 

inadecuada de la muestra o errores en la interpretación. Además, en zonas rurales o con acceso 

limitado a servicios de salud, las mujeres a menudo no reciben un seguimiento adecuado después 

del examen, lo que puede llevar a diagnósticos tardíos (Ministerio de Salud del Perú, 2023). 

2.2.27. Recomendaciones de Tamizaje 

Según la Guía de Práctica Clínica para la Prevención y Manejo del Cáncer de Cuello 

Uterino del Ministerio de Salud, se recomienda iniciar el tamizaje a los 30 años y repetir la prueba 

cada tres años. En caso de resultados anormales, se sugieren pruebas adicionales como colposcopia 

o pruebas moleculares para el VPH (Ministerio de Salud del Perú, 2023). 

2.2.28. Diagnóstico Patológico a Través de la Prueba de Papanicolaou 

El diagnóstico patológico basado en la prueba de Papanicolaou es fundamental para 

identificar lesiones precancerosas y cáncer de cuello uterino. El patólogo juega un rol clave en la 

interpretación de las muestras celulares recolectadas mediante la citología cervicovaginal, 

identificando cambios morfológicos en las células del cuello uterino que pueden indicar displasias 

o cáncer in situ (Ministerio de Salud del Perú, 2023). Este proceso es esencial para el diagnóstico 

temprano y el tratamiento oportuno de la enfermedad. 

Proceso de interpretación. Las células recolectadas se fijan en una lámina y se tiñen con 

la técnica de Papanicolaou, permitiendo su visualización microscópica (Ministerio de Salud del 

Perú, 2023). El patólogo evalúa alteraciones morfológicas como: 

• Hipercromasia (aumento en la coloración del núcleo), 
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• Aumento del tamaño nuclear, 

• Irregularidades en la membrana nuclear, 

• Presencia de células escamosas atípicas. 

Estas alteraciones indican displasia cervical, la cual puede progresar a cáncer si no se 

detecta y trata a tiempo (Ministerio de Salud del Perú, 2023). 

Clasificación de los resultados. El sistema de clasificación más utilizado por los patólogos 

para interpretar los resultados de la prueba de Papanicolaou es el Sistema Bethesda. Este sistema 

permite categorizar las anomalías citológicas en diferentes grados (Ministerio de Salud del Perú, 

2023): 

• Células escamosas atípicas de significado indeterminado (ASC-US/ASC-H): Células 

atípicas que no necesariamente indican displasia, pero requieren seguimiento. 

• Lesión intraepitelial escamosa de bajo grado (LIEBG): Indica la presencia de células con 

cambios causados por la infección del VPH. Es considerada una lesión precancerosa 

temprana que puede resolverse espontáneamente o progresar. 

• Lesión intraepitelial escamosa de alto grado (LIEAG): Lesión más grave que tiene una 

mayor probabilidad de progresar a cáncer si no es tratada. 

• Carcinoma escamoso: Presencia de células cancerosas invasivas, lo que confirma un 

diagnóstico de cáncer cervical 

Limitaciones del diagnóstico patológico. Aunque la prueba de Papanicolaou es una 

herramienta valiosa, su precisión depende en gran parte de la calidad de la muestra y la 

interpretación del patólogo. Los falsos negativos pueden surgir por errores técnicos, muestreo 

deficiente o lectura incorrecta (Ministerio de Salud del Perú, 2023). 
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2.2.29. Imágenes de Citología Convencional 

La citología convencional, utilizada en la prueba de Papanicolaou, genera imágenes 

microscópicas que son fundamentales para el diagnóstico temprano de las lesiones cervicales. 

Estas imágenes, obtenidas a partir de las células recolectadas del cuello uterino, permiten al 

patólogo identificar cambios morfológicos en las células que podrían ser indicativos de displasia 

o cáncer. La interpretación visual de estas imágenes es clave para determinar el estado de salud 

del epitelio cervical (Ministerio de Salud del Perú, 2023). 

Procedimiento y obtención de imágenes. Durante el examen, se recolectan células del 

cuello uterino con una espátula o cepillo. Luego se fijan en una lámina, se tiñen con la técnica de 

Papanicolaou, y se examinan bajo el microscopio. Esta tinción permite observar claramente 

alteraciones como hipercromasia, células multinucleadas o anomalías en la membrana nuclear 

(Ministerio de Salud del Perú, 2023) .  

Características de las imágenes en citología convencional. Las imágenes citológicas 

permiten diferenciar con nitidez entre células normales, atípicas y malignas (Ministerio de Salud 

del Perú, 2023): 

• Células normales: Tienen un núcleo de tamaño pequeño, citoplasma uniforme y bien 

definido, sin alteraciones significativas en su estructura. 

• Células atípicas: Núcleo agrandado, formas irregulares, hipercromasia, mayor proporción 

núcleo-citoplasma. Pueden indicar lesiones intraepiteliales. 

• Células malignas: Núcleo anormal, membranas irregulares, disposición celular 

desorganizada. Son indicativas de carcinoma escamoso. 
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2.3. Definición de Términos 

Tabla 1 

Definición de términos para la variable uno, Red neuronal basada en transfer learning. 

Siglas/Término Significado 

ANN Red Neuronal Artificial (Artificial Neural Network) 

CNN Red Neuronal Convolucional (Convolutional Neural Network) 

MLP Perceptrón Multicapa (Multilayer Perceptron) 

HNN Red Neuronal Híbrida (Hybrid Neural Network) 

IA Inteligencia Artificial (Artificial Intelligence) 

ML Aprendizaje Automático o Machine Learning (Machine Learning) 

DL Aprendizaje Profundo (Deep Learning) 

GPU Unidad de Procesamiento Gráfico (Graphics Processing Unit) 

Backpropagition Retropropagación (algoritmo utilizado para entrenar redes 

neuronales mediante la corrección de errores) 

Overfitting Sobreajuste (cuando un modelo se ajusta demasiado a los datos de 

entrenamiento, perdiendo generalización) 
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Tabla 2 

Definición de términos para la variable dos, Diagnóstico temprano del cáncer de cuello uterino. 

Siglas/Término Significado 

CCU Cáncer de Cuello Uterino 

VPH Virus del Papiloma Humano (Human Papillomavirus) 

PAP Prueba de Papanicolaou 

LIEBG Lesión Intraepitelial Escamosa de Bajo Grado 

LIEAG Lesión Intraepitelial Escamosa de Alto Grado 

CIS Carcinoma In Situ 

NIC Neoplasia Intraepitelial Cervical (grado de severidad de las 

lesiones precancerosas) 
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III. Metodología 

3.1. Tipo y Nivel de Investigación 

El presente estudio será de tipo tecnológico y de nivel aplicativo, con un diseño no 

experimental y un enfoque cuantitativo. Se orientará al desarrollo de una solución con inteligencia 

artificial, específicamente una red neuronal basada en transfer learning, para contribuir al 

diagnóstico temprano del cáncer de cuello uterino mediante el análisis automatizado de imágenes 

citológicas. 

3.1.1. Tipo 

Según (Hernández Sampieri et al., 2018), la investigación tecnológica se enfoca en la 

aplicación del conocimiento científico para el diseño e implementación de soluciones prácticas a 

problemas reales. En este caso, se desarrollará un modelo basado en redes neuronales con técnicas 

de transfer learning, que permitirá fortalecer los procesos de detección médica en etapas 

tempranas. 

En cuanto al enfoque cuantitativo, este se justificará en la necesidad de medir 

objetivamente el desempeño de la red neuronal propuesta y analizar su eficacia en el diagnóstico 

temprano del cáncer de cuello uterino. Según (Hernández Sampieri et al., 2018), el enfoque 

cuantitativo será fundamental para investigaciones en las que se busca probar hipótesis mediante 

la recolección y análisis de datos numéricos, lo cual permitirá obtener resultados medibles y 

replicables, mediante métricas específicas como la precisión, sensibilidad, especificidad y F1-

score. 

3.1.2. Nivel 

La investigación será de nivel aplicativo, puesto que buscará aplicar conocimientos ya 

existentes en inteligencia artificial y procesamiento de imágenes médicas para poder resolver un 
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problema concreto de salud pública. Este nivel tiene como objetivo la implementación de 

soluciones que generen un impacto directo y práctico en el entorno (Hernández Sampieri et al., 

2018). 

3.2. Diseño de Investigación 

El diseño de esta investigación será no experimental, debido a que no se manipularán de 

manera directa las variables como tal, ni tampoco se asignarán de forma aleatoria los datos. En 

lugar de eso, se utilizarán imágenes citológicas provenientes de bases de datos ya existentes, sobre 

las cuales se aplicará el modelo desarrollado para evaluar su eficacia en el diagnóstico temprano. 

Según (Hernández Sampieri et al., 2018), este tipo de diseño se aplica cuando el fenómeno se 

observa tal y como ocurre en su contexto natural, sin introducir modificaciones deliberadas por 

parte del investigador. 

3.3. Ámbito Temporal y Espacial 

El desarrollo de la presente investigación se llevó a cabo entre los meses de septiembre y 

noviembre del año 2025. 

En cuanto al ámbito espacial, el estudio se desarrolló en dos entornos complementarios. 

Por un lado, está el Centro de Salud de Ilo – EsSalud, donde se obtuvo información contextual 

sobre el cáncer de cuello uterino y los procedimientos clínicos asociados a su diagnóstico. Por otro 

lado, la fase de implementación técnica se realizó en el Laboratorio de Procesamiento de Imágenes 

de la Escuela Profesional de Ingeniería de Sistemas e Informática de la Universidad Nacional de 

Moquegua, utilizando recursos computacionales adecuados para el entrenamiento y evaluación de 

modelos de aprendizaje profundo aplicados al análisis de imágenes citológicas. 
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3.4. Población y Muestra 

3.4.1. Población  

Esta investigación, estará compuesta por un total de 963 imágenes citológicas de células 

cervicales provenientes del conjunto de datos Mendeley LBC, el cual se encuentra disponible 

públicamente en la plataforma Mendeley Data. Estas imágenes han sido clasificadas en cuatro 

tipos de lesiones cervicales, de acuerdo con la citología convencional (Hussain, 2019): 

• Negativo para lesión intraepitelial o malignidad (NILM). 

• Lesión intraepitelial escamosa de bajo grado (LSIL). 

• Lesión intraepitelial escamosa de alto grado (HSIL). 

• Carcinoma de células escamosas (SCC). 

Estas clases reflejan distintas etapas en el desarrollo del cáncer de cuello uterino, desde un 

estado normal hasta una condición maligna, lo que permitirá evaluar el rendimiento del modelo 

propuesto en diferentes escenarios clínicos. 

Según (Hussain et al., 2019), este dataset se ha utilizado en múltiples investigaciones para 

desarrollar y evaluar modelos de inteligencia artificial aplicados al diagnóstico médico. 

3.4.2. Muestra  

En este estudio, se empleará la totalidad de la población como muestra, es decir, las 963 

imágenes disponibles en el conjunto de datos utilizados. Este enfoque es válido en investigaciones 

aplicadas con poblaciones finitas y definidas, como es el caso de los conjuntos de datos médicos 

digitales (Hernández Sampieri et al., 2018). 

Al mismo tiempo, en el contexto del aprendizaje automático, utilizar toda la base de datos 

disponible contribuye a maximizar la capacidad del modelo de aprendizaje profundo para 

generalizar, mejorar su rendimiento y reducir el riesgo de sesgo (Mendoza & Martínez, 2017). Por 
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lo tanto, el uso completo del dataset permitirá entrenar y validar el modelo propuesto con una 

mayor diversidad de patrones celulares reales. 

Para ofrecer una mejor comprensión del conjunto de datos utilizado, en las siguientes 

figuras se muestran ejemplos de imágenes correspondientes a cada una de las clases consideradas, 

así como muestras pertenecientes a los subconjuntos de entrenamiento, validación y prueba. Estas 

ilustraciones permiten apreciar de manera general la variabilidad presente en las imágenes y la 

dificultad asociada al proceso de clasificación. 

A continuación, se presentan ejemplos correspondientes a cada clase diagnosticada 

incluida en el dataset: 

Figura 13 

High Squamous Intraepithelial Lesion (HSIL) 
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Figura 14 

Low Squamous Intraepithelial Lesion (LSIL) 

 

 

Figura 15 

Negative for Intraepithelial Malignancy (NILM) 
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Figura 16 

Squamous Cell Carcinoma (SCC) 

 

3.4.3. Conjunto de Datos de la Investigación 

El conjunto de datos Mendeley LBC contiene imágenes citológicas obtenidas mediante la 

prueba de Papanicolaou en base líquida. Este recurso fue creado con el objetivo de apoyar el 

desarrollo de modelos automatizados de diagnóstico, especialmente en la detección de lesiones 

precancerosas y cancerosas del cuello uterino. 

Las imágenes han sido etiquetadas por expertos en citopatología, y se caracterizan por 

mostrar atributos diagnósticos clave como hipercromasia, aumento de tamaño nuclear e 

irregularidades en la membrana nuclear (Hussain et al., 2019). Estas características serán 

esenciales para entrenar el modelo basado en aprendizaje profundo. 

3.5. Técnicas e Instrumentos Para la Recolección de Datos 

Para el presente estudio, la recolección de datos se realizará mediante fuentes de datos 

secundarias, utilizando conjuntos de datos públicos que contienen imágenes citológicas de células 

cervicales, que permitirán entrenar, validar y evaluar el modelo de red neuronal basado en transfer 
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learning. A continuación, se describen las técnicas e instrumentos utilizados para acceder, 

almacenar y procesar dichos datos: 

3.5.1. Fuente de Información Secundaria 

Se utilizarán conjuntos de datos preexistentes que contienen imágenes citológicas de 

células cervicales. Estos datasets han sido creados y publicados por diversas instituciones y 

plataformas científicas que han sido validados en investigaciones previas relacionadas con el 

diagnóstico automatizado del cáncer de cuello uterino. El uso de fuentes secundarias se justifica 

por la calidad, accesibilidad y estructuración de los datos, que facilitarán el análisis sin necesidad 

de realizar recolección primaria, reduciendo costos y tiempos de ejecución (Hernández Sampieri 

et al., 2018). 

Se empleará el repositorio de Mendeley Data, el cual ofrece acceso a diversos conjuntos de 

datos científicos. En este estudio se utilizará el conjunto de datos de Mendeley LBC que contiene 

imágenes de pruebas de Papanicolaou en base líquida (LBC), empleadas para detectar células 

anormales en el cuello uterino. Este dataset ha sido utilizado en varios estudios previos para evaluar 

modelos de inteligencia artificial en el diagnóstico de cáncer cervical, lo que respalda su calidad y 

fiabilidad (Hussain et al., 2019). 

El uso de este conjunto de datos permitirá entrenar, validar y evaluar el modelo propuesto, 

asegurando además la posibilidad de replicar resultados y estandarizar procesos en investigaciones 

similares dentro del campo de la salud. 

3.5.2. Herramientas y Entorno de Trabajo 

Para el desarrollo y procesamiento de los datos en este estudio, se emplearán diversas 

herramientas y entornos tecnológicos que permitirán la implementación, entrenamiento y 
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evaluación del modelo de red neuronal basado en transfer learning. A continuación, se detallan las 

herramientas principales: 

• Repositorio de Datos (Mendeley Data): Como se mencionó, los datos serán obtenidos 

desde el repositorio Mendeley Data, el cual da acceso a conjuntos de datos académicos y 

científicos validados, como el Mendeley LBC. Dicha plataforma garantiza la calidad, 

accesibilidad y replicabilidad de los datos utilizados en el ámbito del diagnóstico médico 

(Hussain et al., 2019). 

• Entorno de Ejecución y Desarrollo (Kaggle Notebooks): El procesamiento y entrenamiento 

de los modelos se realizó en Kaggle, una plataforma colaborativa especializada en ciencia 

de datos y aprendizaje automático, la cual ofrece un entorno de ejecución basado en Jupyter 

Notebooks. Este entorno permite implementar código en Python de forma interactiva con 

acceso gratuito a unidades de procesamiento gráfico (GPU), esenciales para acelerar el 

entrenamiento de redes neuronales profundas. Al mismo tiempo, Kaggle proporciona un 

espacio de trabajo reproducible, integración directa con bibliotecas de machine learning y 

soporte para la gestión eficiente de grandes volúmenes de datos. 

• Equipo Local de Apoyo (HP ENVY AMD Ryzen 5): Para el desarrollo y procesamiento 

de los datos en este estudio, se utilizará una computadora personal HP ENVY con 

procesador AMD Ryzen 5 4500U, 12 GB de memoria RAM y gráficos Radeon integrados. 

Este equipo será útil para la gestión de archivos, preprocesamiento de imágenes y tareas de 

soporte que no requieran gran capacidad computacional. 

• Librerías de Programación (Keras y TensorFlow): Para la implementación de la red 

neuronal, se hará uso de las librerías Keras y TensorFlow. Keras es una interfaz de alto 

nivel que permitirá el diseño eficiente del modelo a través de una interfaz de alto nivel, 
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mientras que TensorFlow proporcionará el motor de ejecución y optimización. Ambas 

herramientas son ampliamente utilizadas en investigaciones de aprendizaje profundo por 

su rendimiento, flexibilidad y escalabilidad (Keras, 2023; TensorFlow, 2023) 

3.6. Procedimientos para el Análisis de Datos 

La presente investigación aplicará un enfoque metodológico estructurado basado en un 

pipeline de procesamiento y análisis de imágenes citológicas, el cual permitirá desarrollar, entrenar 

y evaluar una red neuronal basada en transfer learning para el diagnóstico temprano del cáncer de 

cuello uterino. Esta secuencia metodológica se implementará con base en buenas prácticas de 

ciencia de datos y aprendizaje automático, y se detalla a continuación: 
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Nota. Este gráfico corresponde a la explicación de la metodología que se utilizará en el 

estudio.  

Figura 17 

Pipeline de la Investigación 
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3.6.1. Selección del Conjunto de Datos 

Se utilizará el conjunto de datos Mendeley LBC, el cual contiene 963 imágenes citológicas 

clasificadas en cuatro tipos: 

• Negativo para malignidad intraepitelial (NILM). 

• Lesión intraepitelial escamosa de bajo grado (LSIL). 

• Lesión intraepitelial escamosa de alto grado (HSIL). 

• Carcinoma de células escamosas (SCC) 

Este dataset ha sido validado en investigaciones previas relacionadas con el diagnóstico 

automatizado de cáncer cervical, siendo considerado una fuente confiable y ampliamente utilizada 

en la literatura científica (Hussain et al., 2019). 

3.6.2. Preprocesamiento de Imágenes 

En esta segunda etapa, se aplicarán transformaciones necesarias para preparar las imágenes 

para el entrenamiento. Estas incluyen, por ejemplo: 

• Redimensionamiento, para estandarizar las dimensiones de entrada del modelo. 

• Normalización, para escalar los valores de píxeles entre 0 y 1. 

• Codificación de etiquetas, para transformar las clases en valores numéricos. 

Estas técnicas son fundamentales para garantizar una entrada adecuada a la red neuronal y 

evitar sesgos técnicos en el aprendizaje (Goodfellow Ian et al., 2016). 

3.6.3. Aumento de Datos (Data Augmentation) 

Con el objetivo de mejorar la capacidad del modelo para generalizar sobre nuevos casos, 

se aplicará aumento de datos. Las técnicas que se emplearán incluyen: 

• Rotación de imágenes. 

• Escalado. 
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• Traslación. 

• Volteo horizontal y vertical (flip). 

• Aplicación de la técnica smote para el balanceo de clases. 

Estas transformaciones han demostrado ser efectivas para aumentar la robustez de modelos 

de clasificación en contextos biomédicos (Shorten & Khoshgoftaar, 2019). 

3.6.4. División del Dataset (Holdout) 

El conjunto de datos será dividido utilizando el método Holdout, asignando: 

• 70% para entrenamiento. 

• 30% para validación. 

Esta división permite evaluar el modelo en datos no vistos durante el entrenamiento, 

brindando una estimación precisa de su rendimiento (James et al., 2013). 

3.6.5. Selección de Modelos de Deep Learning  

En esta etapa, se escogerán arquitecturas de redes neuronales profundas ampliamente 

utilizadas y validadas en el ámbito del diagnóstico médico, especialmente en el análisis de 

imágenes. Las arquitecturas candidatas incluirán modelos preentrenados como VGG16, ResNet50 

y MobileNetV2, que han demostrado un alto rendimiento en tareas de clasificación de imágenes 

médicas (Litjens et al., 2017). 

La selección final se basará en métricas de evaluación como precisión, sensibilidad, 

especificidad y F1-score, considerando también la eficiencia computacional del modelo. El modelo 

con el mejor equilibrio entre rendimiento y eficiencia será utilizado en la etapa de transferencia de 

aprendizaje (Litjens et al., 2017; Pan & Yang, 2010). 

 

3.6.6. Construcción de la Red Neuronal Basada en Transfer Learning 
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Se reutilizarán las capas convolucionales del modelo seleccionado como extractores de 

características, congelando sus pesos durante el entrenamiento inicial (Yosinski, 2014). Se 

agregarán capas densas personalizadas para la clasificación de las imágenes citológicas: 

• Una capa Dense con activación ReLU. 

• Una capa Dropout para reducir sobreajuste. 

• Una capa de salida Dense con activación Softmax, adecuada para clasificación multiclase. 

La red se compilará con la función de pérdida categorical crossentropy, el optimizador 

Adam, y se evaluará con las métricas de precisión, sensibilidad, especificidad y F1-score 

(Goodfellow Ian et al., 2016). 

3.6.7. Entrenamiento del Modelo 

En esta etapa, se realizará el entrenamiento del modelo de la red neuronal seleccionada 

mediante la técnica de aprendizaje por transferencia. El proceso incluirá el ajuste de 

hiperparámetros clave como la tasa de aprendizaje, el tamaño del batch, el número de épocas y el 

optimizador, los cuales serán definidos experimentalmente para lograr un balance entre precisión 

y eficiencia (Goodfellow Ian et al., 2016). 

Al mismo tiempo, se aplicará validación cruzada, particularmente K-Fold, con el objetivo 

de obtener estimaciones más confiables del rendimiento del modelo y reducir el riesgo de 

sobreajuste o sesgo en la evaluación (Kuhn & Johnson, 2013). 

El entrenamiento se llevará a cabo en entornos computacionales compatibles con el uso de 

GPU, como Google Colab, el cual ofrece una infraestructura accesible y eficiente para proyectos 

de deep learning (Bisong, 2019). 

Esta fase permitirá obtener una red entrenada con capacidad de generalización, adecuada 

para tareas de diagnóstico temprano del cáncer de cuello uterino. 
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3.6.8. Evaluación del Modelo 

Seguidamente, se evaluará el rendimiento del modelo utilizando métricas, las cuales 

permiten medir distintos aspectos de la capacidad del modelo para clasificar correctamente las 

imágenes citológicas: 

• Exactitud (Accuracy): Es el porcentaje total de predicciones correctas, proporcionando una 

visión general del desempeño del modelo (2013) 

• Precisión (Precision): Evalúa la proporción de verdaderos positivos sobre el total de 

positivos predichos, minimizando falsos positivos (2009). 

• Sensibilidad (Recall): Mide la proporción de verdaderos positivos correctamente 

identificados, siendo especialmente crucial en contextos clínicos donde no detectar un caso 

positivo puede tener consecuencias graves (2015). 

• Especificidad: Indica la proporción de verdaderos negativos correctamente clasificados, 

importante para reducir los falsos positivos en el diagnóstico. 

• F1-Score: Es la media armónica entre precisión y sensibilidad. Esta métrica es útil cuando 

existe desbalance entre clases (2020). 

• Curva AUC: La curva AUC (Área Bajo la Curva) resume esta capacidad en un solo valor. 

Una AUC cercana a 1 indica un excelente desempeño (Fawcett, 2006a). 

• Matriz de Confusión: Será utilizada para detallar el número de aciertos y errores por clase, 

facilitando un análisis más específico del comportamiento del modelo en cada categoría 

diagnóstica (Han, 2012). 

La aplicación de estas métricas permitirá comparar distintos modelos y seleccionar el que 

ofrezca el mejor balance entre sensibilidad, especificidad y precisión, criterios fundamentales en 

un entorno clínico. 
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3.6.9. Comparación y Selección del Mejor Modelo 

Tras evaluar todos los modelos entrenados, se procederá a la comparación integral de su 

rendimiento haciendo uso de las métricas previamente mencionadas: precisión, sensibilidad, 

especificidad, F1-score, AUC-ROC y la matriz de confusión. Este análisis permitirá identificar el 

modelo que mejor equilibra la capacidad de detección de casos positivos (sensibilidad) con la 

reducción de falsos positivos (especificidad), aspectos fundamentales en el contexto del 

diagnóstico médico (Chicco & Jurman, 2020). 

La comparación se realizará mediante tablas de resumen que permitan una interpretación 

clara de los resultados. Se prestará gran atención al F1-score y al AUC, dado que estas métricas 

son más informativas en escenarios con clases desbalanceadas como los que suelen presentarse en 

el diagnóstico de cáncer cervical (Fawcett, 2006; Saito & Rehmsmeier, 2015). 

El modelo con el rendimiento global más alto y estable será seleccionado como el más 

adecuado para el diagnóstico temprano del cáncer de cuello uterino. Esta selección no solo se 

basará en los resultados cuantitativos, sino también en consideraciones prácticas como el tiempo 

de entrenamiento, la capacidad de generalización observada durante la validación cruzada y la 

eficiencia computacional (Kuhn & Johnson, 2013). En investigaciones médicas, es fundamental 

encontrar un equilibrio entre rendimiento técnico y aplicabilidad real (Litjens et al., 2017). 
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IV. Resultados y Discusión 

4.1. Resultados 

4.1.1. Ejecución del pipeline experimental 

La puesta en marcha del pipeline propuesto en el punto 4.5 se desarrolló siguiendo una 

secuencia de etapas definidas, empezando desde la selección y preparación del conjunto de datos 

hasta la evaluación comparativa de los modelos implementados. Cada fase se llevó a cabo 

utilizando el lenguaje Python y las librerías TensorFlow, Keras, NumPy, Matplotlib y Scikit-learn, 

dentro del entorno computacional Kaggle, aprovechando el soporte de GPU para el entrenamiento 

de las redes neuronales. 

Inicialmente, se comenzó con la fase de selección del conjunto de datos, como se mencionó 

anteriormente, se empleó el Mendeley LBC Dataset, conformado por 963 imágenes citológicas 

clasificadas en cuatro categorías diagnósticas: Negative for Intraepithelial Malignancy (NILM), 

Low-Grade Squamous Intraepithelial Lesion (LSIL), High-Grade Squamous Intraepithelial Lesion 

(HSIL) y Squamous Cell Carcinoma (SCC). 

Posteriormente, las imágenes fueron preprocesadas mediante redimensionamiento a (224 

× 224) píxeles, normalización de los valores de píxeles y codificación numérica de las etiquetas 

correspondientes. 

En la Figura 18 se muestra el fragmento de código utilizado para establecer la ruta del 

conjunto de datos y los parámetros iniciales del proceso de preprocesamiento. 
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Figura 18 

Código de configuración inicial: ruta del dataset y parámetros de redimensionamiento 

DATA_DIR = Path("/kaggle/input/bdcitologia/BDCitologia")    

IMG_SIZE = (224,224) 

BATCH_SIZE = 32 

EPOCHS = 15           

LR = 1e-3 

 

abbr = ["NEG", "HSIL", "LSIL", "SCC"] 

 

Seguidamente, se aplicó la técnica de división del conjunto de datos bajo el método 

holdout, donde se asignó un 70 % para entrenamiento y un 30 % para validación, lo que permitió 

garantizar la evaluación del modelo sobre datos no utilizados durante el aprendizaje. En la Figura 

19 se muestra el código de implementación del método Holdout empleado para la partición del 

conjunto de datos. 

Figura 19 

Código de implementación del método Holdout para el particionado del dataset. 

def load_dataset(base_dir, validation_split=0.3, seed=123): 

    train_ds = tf.keras.utils.image_dataset_from_directory( 

        base_dir, validation_split=validation_split, subset="training", 

seed=seed, 

        image_size=IMG_SIZE, batch_size=BATCH_SIZE 

    ) 

    val_ds = tf.keras.utils.image_dataset_from_directory( 

        base_dir, validation_split=validation_split, subset="validation", 

seed=seed, 

        image_size=IMG_SIZE, batch_size=BATCH_SIZE 

    ) 

 

En una cuarta fase, se implementó tres configuraciones experimentales independientes, 

descritas a continuación: 
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• Estudio A: Entrenamiento desde cero, sin aplicar técnicas de transfer learning ni data 

augmentation. 

Figura 20 

Fragmento de código para la construcción de modelos base sin transfer learning ni data 

augmentation 

#CONSTRUCCION DEL MODELO 

def model_4_types(name, input_shape=IMG_SIZE+(3,), n_classes=4): 

    if name == "ResNet50V2": 

        base = keras.applications.ResNet50V2(weights=None, include_top=False, 

input_shape=input_shape) 

    elif name == "EfficientNetB0": 

        base = keras.applications.EfficientNetB0(weights=None, include_top=False, 

input_shape=input_shape) 

    elif name == "DenseNet121": 

        base = keras.applications.DenseNet121(weights=None, include_top=False, 

input_shape=input_shape) 

    elif name == "MobileNetV2": 

        base = keras.applications.MobileNetV2(weights=None, include_top=False, 

input_shape=input_shape) 

    else: 

        raise ValueError("Modelo no soportado") 

 

    x = keras.Input(shape=input_shape) 

    y = keras.applications.imagenet_utils.preprocess_input(x) 

    y = base(y, training=True)           

    y = layers.GlobalAveragePooling2D()(y) 

    y = layers.Dropout(0.3)(y) 

    out = layers.Dense(n_classes, activation="softmax")(y) 

    model = keras.Model(x, out, name=name) 

    return model, base 

 

• Estudio B: Implementación de transfer learning y fine-tuning con modelos preentrenados 

utilizando pesos de ImageNet. En esta configuración, se reutilizaron las capas 

convolucionales de los modelos base, congelando sus pesos durante la primera etapa del 

entrenamiento para preservar las características previamente aprendidas. 
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Figura 21 

Fragmento de código para la construcción de modelos con transfer learning y fine-tuning (pesos 

ImageNet) 

#CONSTRUCCIÓN DEL MODELO 

def model_4_types(name, input_shape=IMG_SIZE+(3,), n_classes=4): 

    if name == "ResNet50V2": 

        base = keras.applications.ResNet50V2(weights="imagenet", 

include_top=False, input_shape=input_shape) 

    elif name == "EfficientNetB0": 

        base = keras.applications.EfficientNetB0(weights="imagenet", 

include_top=False, input_shape=input_shape) 

    elif name == "DenseNet121": 

        base = keras.applications.DenseNet121(weights="imagenet", 

include_top=False, input_shape=input_shape) 

    elif name == "MobileNetV2": 

        base = keras.applications.MobileNetV2(weights="imagenet", 

include_top=False, input_shape=input_shape) 

    else: 

        raise ValueError("Modelo no soportado") 

 

    base.trainable = False  # congelamos en Transfer Learning 

 

    x = keras.Input(shape=input_shape) 

    y = keras.applications.imagenet_utils.preprocess_input(x) 

    y = base(y, training=False)           

    y = layers.GlobalAveragePooling2D()(y) 

    y = layers.Dropout(0.3)(y) 

    out = layers.Dense(n_classes, activation="softmax")(y) 

    model = keras.Model(x, out, name=name) 

    return model, base 

 

• Estudio C: Aplicación combinada de transfer learning, fine-tuning y data augmentation 

para el balanceo y la mejora de la generalización del modelo. En esta configuración, 

además de reutilizar los pesos preentrenados de ImageNet, se implementó un proceso de 

aumento de datos para incrementar el tamaño y la diversidad del conjunto de 

entrenamiento. Esta técnica permitió equilibrar las clases y reducir el sobreajuste durante 

el entrenamiento. 
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Figura 22 

Fragmento de código para la generación de imágenes aumentadas (data augmentation) 

utilizadas en el Estudio C 

# DATA AUGMENTATION 

datagen = tf.keras.preprocessing.image.ImageDataGenerator( 

    rotation_range=25, 

    width_shift_range=0.15, 

    height_shift_range=0.15, 

    shear_range=0.1, 

    zoom_range=0.2, 

    horizontal_flip=True, 

    fill_mode="nearest" 

) 

 

Las arquitecturas de deep learning seleccionadas fueron EfficientNetB0, DenseNet121, 

MobileNetV2 y ResNet50V2, todas adaptadas al problema de clasificación multiclase, como se 

observan en las Figura 20 y Figura 21. 

Finalmente, se logró recopilar y analizar las métricas Accuracy, Precision, F1-score, AUC 

macro, AUC micro y Recall para cada modelo en las tres configuraciones, con el propósito de 

poder determinar la arquitectura con mejor rendimiento.  

El flujo general del pipeline ejecutado se muestra en la Figura 17. del apartado 3.6, la cual 

resume las fases de selección de datos, preprocesamiento, aumento de datos, división, 

entrenamiento y evaluación 

4.1.2. Resultados del Estudio A: Arquitectura Tradicional sin Técnicas de Aumento de Datos 

ni Optimización 

El primer experimento consistió en el entrenamiento de los modelos EfficientNetB0, 

DenseNet121, MobileNetV2 y ResNet50V2 sin aplicar técnicas de transfer learning, fine-tuning 

ni data augmentation. En esta configuración, los modelos fueron entrenados desde cero, utilizando 
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el conjunto de datos original compuesto por 963 imágenes citológicas divididas en cuatro 

categorías diagnósticas (Negative for Intraepithelial Malignancy, Low-Grade Squamous 

Intraepithelial Lesion, High-Grade Squamous Intraepithelial Lesion y Squamous Cell Carcinoma). 

A su vez, las imágenes se redimensionaron a 224 × 224 píxeles, con un tamaño de lote de 

32, una tasa de aprendizaje inicial de 1e-3, 13 épocas de entrenamiento y una división del 70 % 

para entrenamiento y 30 % para validación, manteniendo una semilla de aleatoriedad fija (123) 

para garantizar la reproducibilidad, como se ve en la Figura 23. 

Figura 23 

Configuración de parámetros de redimensionamiento y ruta del dataset del Estudio A 

DATA_DIR = Path("/kaggle/input/bdcitologia4/BDCitologia")    

IMG_SIZE = (224,224) 

BATCH_SIZE = 32 

EPOCHS = 15           

LR = 1e-3 

 

abbr = ["NEG", "HSIL", "LSIL", "SCC"] 

 

Con el propósito de evaluar la eficiencia computacional de los modelos durante el primer 

estudio, donde los modelos fueron entrenados desde cero y sin aplicar técnicas de aumento de 

datos, también se midió el tiempo total de entrenamiento y la latencia por lote. Los resultados se 

detallan en la Tabla 3, lo que permite comparar el costo computacional frente a los demás enfoques 

evaluados. 
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Tabla 3 

Tiempos de entrenamiento y latencia de evaluación en el estudio A 

Modelo Tiempo total de 

entrenamiento 

Tiempo de evaluación del conjunto de 

validación (≈277 imágenes) 

ResNet50V2 ≈ 4.8 min ~1.2 s 

EfficientNetB0 ≈ 5.5 min ~1.1 s 

DenseNet121 ≈ 7.6 min ~1.4 s 

MobileNetV2 ≈ 4.6 min ~0.9 s 

 

Los resultados obtenidos se presentan en la Tabla 4, donde se observa que el modelo 

ResNet50V2 alcanzó el mejor rendimiento general con una precisión de 78.47 %, seguido de 

DenseNet121 con 70.83 %. Sin embargo, los valores del F1-macro y AUC-macro fueron bajos en 

comparación con los obtenidos en experimentos posteriores, lo que evidencia una limitada 

capacidad de generalización y una sensibilidad reducida hacia las clases con una menor cantidad 

de imágenes. 

Tabla 4 

Resultados del Experimento A – Modelos base sin técnicas adicionales 

Modelo Accuracy F1-macro AUC-macro AUC-micro 
Precision-

macro 

ResNet50V2 0.7847 0.4556 0.8289 0.9135 0.6156 

DenseNet121 0.7083 0.3842 0.6481 0.8076 0.3328 

EfficientNetB0 0.6736 0.2331 0.8181 0.8960 0.4178 

MobileNetV2 0.6667 0.2000 0.4733 0.8040 0.1667 
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Al mismo tiempo, en la Figura 24 se muestra el gráfico comparativo de las métricas 

obtenidas para los cuatro modelos evaluados. 

Figura 24 

Comparación de métricas de los modelos en el Estudio A 

 

Durante el entrenamiento se observó una convergencia más estable en las primeras épocas 

para los modelos ResNet50V2 y DenseNet121, mientras que EfficientNetB0 y MobileNetV2 

presentaron mayor variabilidad en la pérdida y menor precisión de validación. Esto da a entender 

que la cantidad limitada de datos y la ausencia de pesos preentrenados afectaron negativamente la 

capacidad de los modelos para extraer características discriminativas complejas.  

En la Figura 25 se observa el comportamiento del modelo ResNet50V2, el cual logró el 

mejor desempeño dentro de este estudio. La curva de pérdida indica una rápida disminución 

durante las primeras épocas, demostrando una adecuada convergencia del modelo. Sin embargo, 

la discrepancia entre las curvas de entrenamiento y validación sugiere la presencia de cierto 
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sobreajuste, lo que confirma la necesidad de aplicar técnicas adicionales como transfer learning y 

fine-tuning para mejorar la capacidad de generalización. 

Figura 25 

Gráfico de ganancia y pérdida del modelo ResNet50V2 durante el entrenamiento del Estudio A 

 

Se concluye que, los resultados del Experimento A muestran que el entrenamiento desde 

cero con un conjunto de datos reducido no es suficiente para lograr un rendimiento adecuado en la 

clasificación de imágenes citológicas, motivando a la aplicación de técnicas de transfer learning y 

fine-tuning en los experimentos posteriores. 

4.1.3. Resultados del Estudio B: Modelos aplicando Transfer Learning y Fine-Tuning 

A diferencia de la primera fase experimental, en esta se incorporaron las técnicas de transfer 

learning y fine-tuning, con el objetivo de aprovechar el conocimiento previamente adquirido por 

modelos preentrenados en el conjunto de datos ImageNet. Esto resulta adecuado cuando se trabaja 

con conjuntos de datos de tamaño limitado, ya que permite acelerar el proceso de convergencia y 

mejorar la capacidad de generalización del modelo. 

Los parámetros empleados en esta fase fueron: 

• Épocas iniciales (epochs) = 10 

• Épocas de ajuste fino (fine-tune epochs) = 5 
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• Tamaño de lote (batch size) = 32 

• Proporción de validación (validation split) = 0.3 

• Tamaño de imagen (image size) = (224, 224) 

• Tasa de aprendizaje inicial (learning rate) = 1e-3 

• Tasa de aprendizaje para el ajuste fino (fine-tune learning rate) = 1e-5 

• Semilla aleatoria (seed) = 123 

Figura 26 

Configuración de hiperparámetros del modelo con transfer learning y fine-tuning 

DATA_DIR = Path("/kaggle/input/bdcitologia/BDCitologia")    

IMG_SIZE = (224,224) 

BATCH_SIZE = 32 

EPOCHS = 10           

FINE_TUNE_EPOCHS = 5  

LR = 1e-3 

FT_LR = 1e-5   

 

En este segundo estudio igualmente se registró el tiempo requerido para completar el 

proceso de entrenamiento, así como la latencia aproximada para la fase de evaluación. En la Tabla 

5 se presentan los tiempos obtenidos para cada arquitectura, considerando un lote de 

aproximadamente 277 imágenes. 
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Tabla 5 

Tiempos de entrenamiento y latencia de evaluación en el estudio B 

Modelo Tiempo de 

Entrenamiento 

Tiempo de evaluación del conjunto de validación 

(≈277 imágenes) 

ResNet50V2 ~ 2 min 40 s ~ 0.8 s 

EfficientNetB0 ~ 3 min 20 s ~ 1.0 s 

DenseNet121 ~ 4 min 40 s ~ 1.2 s 

MobileNetV2 ~ 2 min 00 s ~ 0.5 s 

 

Al aplicar estas configuraciones, los modelos EfficientNetB0, DenseNet121, MobileNetV2 

y ResNet50V2 fueron reentrenados sobre las cuatro categorías diagnósticas de imágenes 

citológicas: High Squamous Intraepithelial Lesion (HSIL), Low Squamous Intraepithelial Lesion 

(LSIL), Negative for Intraepithelial Malignancy (NILM) y Squamous Cell Carcinoma (SCC). 

Los resultados obtenidos se resumen en la siguiente tabla: 

Tabla 6 

Resultados del Experimento B – Modelos con Transfer Learning y Fine-Tuning 

Modelo Accuracy F1-macro AUC-macro AUC-micro 
Precision-

macro 

EfficientNetB0 0.9783 0.9491 0.9991 0.9991 0.9562 

DenseNet121 0.9639 0.9355 0.9983 0.9990 0.9345 

MobileNetV2 0.7978 0.7367 0.9733 0.9575 0.7035 

ResNet50V2 0.6823 0.3289 0.8153 0.8914 0.4176 
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Con el fin de visualizar de manera comparativa el desempeño de los modelos evaluados, 

en la Figura 27 se presenta un gráfico de barras que resume las principales métricas de evaluación 

obtenidas. 

Este análisis comparativo permite apreciar que el modelo EfficientNetB0, alcanzó los 

valores más altos en todas las métricas, evidenciando una mejor capacidad de aprendizaje y 

generalización frente a los demás modelos. 

En contraste, los modelos ResNet50V2 y MobileNetV2 mostraron un rendimiento inferior, 

lo que sugiere que su arquitectura podría no adaptarse de manera óptima a las características 

específicas del conjunto de imágenes citológicas empleadas. 

Figura 27 

Comparación de métricas de rendimiento de los modelos con Transfer Learning y Fine-Tuning 

del Estudio B 
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Al mismo tiempo se puede interpretar que la incorporación de transfer learning y fine-

tuning produjo una mejora significativa en el rendimiento general de los modelos respecto al 

experimento anterior. El modelo EfficientNetB0 alcanzó el mejor desempeño con una precisión 

del 97.83 %, un F1-macro de 0.9491, y un AUC-macro y AUC-micro de 0.9991, indicando una 

excelente capacidad de discriminación entre clases.  

En la Figura 28 se observa la evolución de las curvas de pérdida y exactitud durante el 

entrenamiento del modelo EfficientNetB0, donde se aprecia una disminución progresiva de la 

pérdida y una estabilización de la exactitud con valores del 98 %, lo que refleja una convergencia 

estable y una adecuada generalización del modelo sin mucho sobreajuste. 

Figura 28 

Gráfico de ganancia y pérdida del modelo EfficientNetB0 con Transfer Learning y Fine-

Tuningdel - Estudio B 

 

Por otro lado, el modelo DenseNet121 también mostró un rendimiento notable (Accuracy 

= 96.39 %, F1-macro = 0.9355), evidenciando la efectividad del ajuste fino sobre arquitecturas 

densamente conectadas. Al mismo tiempo, los modelos MobileNetV2 y ResNet50V2 presentaron 

desempeños inferiores, lo cual sugiere que su estructura es menos adecuada para este tipo de 
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imágenes citológicas o que requieren una mayor cantidad de datos para alcanzar una convergencia 

óptima. 

En términos generales, la aplicación del transfer learning y el fine-tuning permitió una 

mejora significativa en la capacidad de los modelos para extraer características relevantes, 

especialmente en contextos médicos donde el tamaño del conjunto de datos es limitado. 

4.1.4. Resultados del Estudio C: Modelos aplicando Transfer Learning, Fine-Tuning y Data 

Augmentation 

En esta tercera y última fase experimental, se implementó una estrategia combinada la cual 

incluyó transfer learning, fine-tuning y data augmentation, con el propósito de incrementar la 

robustez y capacidad de generalización de los modelos de clasificación. 

El uso de data augmentation permitió aumentar artificialmente el tamaño del conjunto de 

datos, eliminando el desbalance entre clases y reduciendo el riesgo de sobreajuste. 

Los parámetros utilizados en este experimento fueron: 

• Épocas iniciales (epochs) = 10 

• Épocas de ajuste fino (fine-tune epochs) = 5 

• Tamaño de lote (batch size) = 32 

• Proporción de validación (validation split) = 0.3 

• Tamaño de imagen (image size) = (224, 224) 

• Tasa de aprendizaje inicial (learning rate) = 1e-3 

• Tasa de aprendizaje para el ajuste fino (fine-tune learning rate) = 1e-5 

• Semilla aleatoria (seed) = 123 

• Número objetivo de imágenes por clase (target count) = 600 
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Figura 29 

Configuración de hiperparámetros del modelo con transfer learning, fine-tuning y data 

augmentation 

DATA_DIR = Path("/kaggle/input/bdcitologia/BDCitologia") 

OUTPUT_DIR = Path("/kaggle/working/augmented_images") 

 

IMG_SIZE = (224, 224) 

BATCH_SIZE = 32 

EPOCHS = 10 

FINE_TUNE_EPOCHS = 5 

LR = 1e-3 

FT_LR = 1e-5 

TARGET_COUNT = 600 

SEED = 123 

 

abbr = ["NEG", "HSIL", "LSIL", "SCC"] 

 

Con respecto al aumento de datos, se aplicaron las siguientes transformaciones sobre las 

imágenes originales: rotaciones de hasta 25°, desplazamientos horizontales y verticales de ±15%, 

ampliación (zoom) de 20%, volteo horizontal (horizontal flip) y relleno con interpolación 

(fill_mode = "nearest"), como se observa en la Figura 30. 

Figura 30 

Configuración de preprocesamiento de imágenes para el data augmentation 

datagen = tf.keras.preprocessing.image.ImageDataGenerator( 

    rotation_range=25, 

    width_shift_range=0.15, 

    height_shift_range=0.15, 

    shear_range=0.1, 

    zoom_range=0.2, 

    horizontal_flip=True, 

    fill_mode="nearest" 

) 
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De esta manera, cada clase fue balanceada con un total de 600 imágenes, tal y como se 

detalla a continuación: 

• High Squamous Intraepithelial Lesion (HSIL): Originales = 163, Generadas = 437, Total 

= 600 

• Low Squamous Intraepithelial Lesion (LSIL): Originales = 113, Generadas = 487, Total 

= 600 

• Negative for Intraepithelial Malignancy (NILM): Originales = 577, Generadas = 23, 

Total = 600 

• Squamous Cell Carcinoma (SCC): Originales = 74, Generadas = 526, Total = 600 

En el tercer estudio, donde se aplicó una combinación de Transfer Learning, Fine-Tuning 

y aumento de datos, fue también necesario medir el tiempo total de entrenamiento y la latencia de 

predicción. La Tabla 7 muestra los tiempos obtenidos para un lote de 32 imágenes, permitiendo 

analizar el impacto que generan estas técnicas en el rendimiento computacional. 

Tabla 7 

Tiempos de entrenamiento y latencia de evaluación en el estudio C 

Modelo Tiempo Total De 

Entrenamiento 

Tiempo De Evaluación (Por Lote De 32 

Imágenes) 

DenseNet121 ~7.7 minutos ~0.25 – 0.33 segundos 

ResNet50V2 ~4.8 minutos ~0.18 – 0.28 segundos 

EfficientNetB0 ~5.4 minutos ~0.12 – 0.20 segundos 

MobileNetV2 ~4.6 minutos ~0.06 – 0.10 segundos 

 

Los resultados obtenidos de los cuatro modelos evaluados se presentan en la siguiente tabla: 
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Tabla 8 

Resultados del Experimento C – Modelos con Transfer Learning, Fine-Tuning y Data 

Augmentation 

Modelo Accuracy F1-macro AUC-macro AUC-micro 
Precision-

macro 

EfficientNetB0 0.9430 0.9429 0.9950 0.9957 0.9439 

MobileNetV2 0.9374 0.9378 0.9960 0.9963 0.9387 

DenseNet121 0.9193 0.9198 0.9917 0.9908 0.9247 

ResNet50V2 0.9054 0.9057 0.9892 0.9910 0.9064 

 

Como se observa en la Tabla 8, todos los modelos lograron un rendimiento sobresaliente, 

con valores de AUC superiores al 0.98, evidenciando una alta capacidad discriminativa entre las 

clases. 

Para una mejor interpretación del desempeño de cada modelo, en la Figura 31 se muestra 

el gráfico de barras correspondiente, donde se evidencian las métricas de Accuracy, Precision-

macro, F1-macro, AUC-macro y AUC-micro obtenidas por los cuatro modelos evaluados. Esta 

representación permite apreciar con mayor claridad la superioridad del modelo EfficientNetB0 en 

la mayoría de los indicadores. 
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Figura 31 

Comparación de métricas de rendimiento de los modelos con Transfer Learning y Fine-Tuning y 

Data Augmentation 

 

El modelo EfficientNetB0 volvió a destacar como el de mejor desempeño global, 

alcanzando una accuracy del 94.30 %, un F1-macro de 0.9429, y un AUC-macro de 0.9950, 

confirmando su efectividad para la clasificación multiclase de imágenes citológicas. 

En la Figura 32 se observa la evolución de las curvas de pérdida y exactitud durante el 

entrenamiento y validación del modelo. Se aprecia una disminución progresiva de la pérdida y una 

tendencia ascendente de la precisión, lo que evidencia una convergencia estable. La cercanía entre 

las curvas de entrenamiento y validación indica que el modelo no presenta sobreajuste 

significativo, lo que confirma la eficacia del proceso de ajuste fino y el efecto positivo del aumento 

de datos en la estabilidad del aprendizaje. 
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Figura 32 

Gráfico de ganancia y pérdida del modelo EfficientNetB0 con Transfer Learning, Fine-

Tuningdel y Data Augmentation - Estudio C 

 

Por lo tanto, la implementación del data augmentation no solo contribuyó a mejorar la 

precisión general de los modelos, sino que también permitió equilibrar las clases más 

subrepresentadas (LSIL y SCC), reduciendo el sesgo en la predicción. Asimismo, la aplicación del 

fine-tuning posibilitó un ajuste más fino de las capas superiores de las redes, adaptando de manera 

más específica los pesos del modelo al dominio biomédico. 

En conclusión, el Experimento C demostró que la combinación de transfer learning, fine-

tuning y data augmentation constituye una estrategia altamente eficaz para el diagnóstico 

automatizado de lesiones cervicales, logrando un equilibrio óptimo entre precisión, estabilidad y 

capacidad de generalización del modelo. 

4.1.5. Comparativa general y selección del modelo final 

Con el propósito de integrar y analizar el comportamiento general de los modelos 

evaluados, se realizó una comparación general entre los tres experimentos desarrollados: 

• Estudio A: Arquitecturas tradicionales sin técnicas de aumento de datos ni optimización. 

• Estudio B: Modelos aplicando transfer learning y fine-tuning. 
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• Estudio C: Modelos aplicando transfer learning, fine-tuning y data augmentation. 

Tabla 9 

Comparativa global del rendimiento de los modelos en los tres estudios 

Modelo 
Estudio A (Modelos 

base) 

Estudio B (Transfer 

Learning + Fine-

Tuning) 

Estudio C (Transfer 

Learning + Fine-

Tuning + Data 

Augmentation) 

EfficientNetB0 

Accuracy = 0.6736 

F1 = 0.2331 

AUC = 0.8181 

Accuracy = 0.9783 

F1 = 0.9491 

AUC = 0.9991 

Accuracy = 0.9430 

F1 = 0.9429 

AUC = 0.9950 

DenseNet121 

Accuracy = 0.7083 

F1 = 0.3842 

AUC = 0.6481 

Accuracy = 0.9639 

F1 = 0.9355 

AUC = 0.9983 

Accuracy = 0.9193 

F1 = 0.9198 

AUC = 0.9917 

MobileNetV2 

Accuracy = 0.6667 

F1 = 0.2000 

AUC = 0.4733 

Accuracy = 0.7978 

F1 = 0.7367 

AUC = 0.9733 

Accuracy = 0.9374 

F1 = 0.9378 

AUC = 0.9960 

ResNet50V2 

Accuracy = 0.7847 

F1 = 0.4556 

AUC = 0.8289 

Accuracy = 0.6823 

F1 = 0.3289 

AUC = 0.8153 

Accuracy = 0.9054 

F1 = 0.9057 

AUC = 0.9892 

 

La Tabla 9 resume los valores de Accuracy, F1-macro y AUC-macro alcanzados por cada 

arquitectura en las tres diferentes configuraciones experimentales. Se observa un incremento 

progresivo en el rendimiento conforme se incorporan técnicas más avanzadas de aprendizaje y 

generalización. 
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En el caso del Estudio A, los modelos presentaron un desempeño limitado debido a la falta 

de conocimiento previo y la escasez de datos, destacando únicamente ResNet50V2 con una 

precisión moderada (78.47 %) y un AUC-macro de 0.82. 

Tras aplicar Transfer Learning en el Estudio B, se evidenció una mejora sustancial en todas 

las arquitecturas, siendo EfficientNetB0 la que obtuvo el mayor rendimiento (Accuracy = 97.83 

%, F1 = 0.9491, AUC = 0.9991). 

Finalmente, en el Estudio C, donde se incorporó además el Data Augmentation para 

balancear las clases, los resultados se estabilizaron, manteniendo un rendimiento elevado en todos 

los modelos, aunque con una ligera disminución atribuida al aumento de la complejidad de los 

datos. 

Comparando generalmente los tres estudios, se concluye que EfficientNetB0 es el modelo 

que presenta el mejor equilibrio entre precisión, capacidad de generalización y estabilidad a lo 

largo de las distintas configuraciones. 

Este modelo logró mantener un desempeño sobresaliente incluso después de aplicar 

técnicas de aumento de datos, lo cual demuestra su robustez ante la variabilidad de las imágenes 

citológicas. 

Por tanto, se selecciona EfficientNetB0 como modelo final propuesto para el diagnóstico 

temprano del cáncer cervicouterino, constituyendo la base para el análisis y discusión de resultados 

en la siguiente sección. 

4.2. Discusión 

4.2.1. Discusión 1 

(Chae & Kim, 2023) sostiene que el transfer learning es una estrategia eficaz en el campo 

del diagnóstico médico, especialmente cuando se dispone de conjuntos de datos limitados, ya que 
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permite aprovechar el conocimiento adquirido por redes previamente entrenadas en grandes bases 

de imágenes, mejorando la precisión y estabilidad de los modelos. De igual forma, (Karasu Benyes 

et al., 2022), demostraron que los modelos basados en transfer learning logran altos niveles de 

exactitud en la clasificación de imágenes citológicas, evidenciando su potencial para ser aplicados 

en entornos clínicos automatizados. 

En concordancia con lo planteado por estos autores, los resultados alcanzados en este 

estudio evidencian una mejoría notable en el rendimiento de los modelos al incorporar transfer 

learning. Mientras que en el Estudio A, sin técnicas adicionales, los valores de accuracy oscilaron 

entre 0.66 y 0.78, tras aplicar transfer learning en el Estudio B las métricas aumentaron de manera 

significativa, alcanzando valores de hasta 0.9783 de accuracy y 0.9491 en el F1-macro con el 

modelo EfficientNetB0, demostrando que la transferencia de conocimiento visual favorece de 

manera óptima la identificación de patrones asociados a lesiones cervicales, incluso con un 

conjunto de datos reducido. Esto evidencia que el transfer learning constituye una herramienta 

clave para el desarrollo de sistemas de apoyo al diagnóstico médico basados en inteligencia 

artificial. 

4.2.2. Discusión 2 

Investigaciones recientes mencionan que arquitecturas como DenseNet y EfficientNet son 

muy efectivas en tareas de imágenes citológicas cervicales mediante transfer learning. Por 

ejemplo, (Chen et al., 2023) emplearon EfficientNetB0 con transferencia de aprendizaje en 

imágenes colposcópicas del cuello uterino y reportaron mejoras significativas. De igual manera, 

(Jiang et al., 2023) en una revisión sistemática sobre cribado citológico cervical señalan que redes 

como DenseNet121, ResNet50V2 y MobileNetV2 han sido ampliamente evaluadas bajo esquemas 

de transferencia de aprendizaje. 
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En coherencia con estas investigaciones, los resultados obtenidos en esta investigación 

muestran que EfficientNetB0 fue el modelo con mejor desempeño en general, alcanzando una 

accuracy de 97.83 % y un F1-macro de 0.9491. Este rendimiento superior demuestra su capacidad 

para generalizar eficazmente las características morfológicas de las células cervicales, incluso con 

un conjunto de datos limitado. Seguidamente estuvo DenseNet121, con una accuracy de 96.39 %, 

confirmando su eficiencia en la propagación de gradientes y reutilización de características 

intermedias. En contraste, modelos más ligeros como MobileNetV2 o más profundos como 

ResNet50V2 mostraron desempeños menores, lo que sugiere que su estructura no logra un balance 

óptimo entre complejidad y generalización para este tipo de imágenes citológicas. 

4.2.3. Discusión 3 

Estudios revisados indican que el data augmentation suele utilizarse para compensar la 

escasez de imágenes médicas y mitigar el sobreajuste en modelos de aprendizaje profundo. 

(Montin et al., 2024) reportaron que, en la segmentación de imágenes de resonancia magnética de 

la cadera, una estrategia de aumento de datos generó mejores métricas que la sola transferencia de 

aprendizaje. Asimismo, (Goceri, 2023) señaló que, aunque el data augmentation tiene el potencial 

de mejorar el rendimiento, no siempre produce un aumento en la precisión diagnóstica, puesto que 

la calidad, la coherencia del dominio de los datos y la arquitectura del modelo pueden limitar sus 

beneficios. 

En el presente estudio, tras aplicar transfer learning y fine-tuning en el Estudio B, el modelo 

EfficientNetB0 alcanzó una accuracy de 97.83 % y un F1-macro de 0.9491. Sin embargo, al añadir 

data augmentation en el Estudio C, dicho modelo obtuvo una accuracy de 94.30 % y un F1-macro 

de 0.9429. Esta disminución de aproximadamente 3 % en accuracy indica que, aunque el aumento 

de datos favoreció un balance de clases y altos valores de AUC-macro (0.9950), no necesariamente 
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mejoró la precisión global frente al modelo sin aumento de datos. Este hallazgo coincide con lo 

planteado por (Goceri, 2023), la aplicación de augmentation no garantiza automáticamente una 

mejora en precisión si el modelo ya se encuentra altamente optimizado. 

Por lo tanto, se concluye que el data augmentation actúa como una estrategia 

complementaria al transfer learning y el fine-tuning, contribuyendo más al equilibrio de clases y a 

la robustez de la generalización que al incremento puro de precisión. 

4.2.4. Discusión 4 

Según (Chae & Kim, 2023), señala que la aplicación del transfer learning en la clasificación 

de cáncer cervicouterino permite mejorar notablemente métricas como la precisión (accuracy) y la 

sensibilidad (recall), ya que los modelos pueden reutilizar características visuales previamente 

aprendidas en bases de datos extensas como ImageNet. Al mismo tiempo, (Karasu Benyes et al., 

2022) mencionan que las arquitecturas profundas adaptadas mediante transfer learning alcanzan 

resultados superiores al 90 % en precisión y F1-score en imágenes de citología cervical, superando 

ampliamente a los modelos entrenados desde cero. 

En el presente estudio, los resultados concuerdan con dichos hallazgos, al incorporar 

transfer learning y fine-tuning, las métricas de accuracy y F1-macro mejoraron significativamente, 

pasando de valores inferiores al 80 % en el entrenamiento tradicional a 97.83 % y 0.9491 

respectivamente con el modelo EfficientNetB0. Por tal razón, se confirma que el transfer learning 

contribuye a optimizar el rendimiento de redes neuronales en entornos con datos médicos 

limitados, incrementando tanto la precisión diagnóstica como la capacidad de generalización del 

modelo. 
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V. Conclusiones 

• Conclusión 01: Los resultados obtenidos en los estudios demostraron que la aplicación de 

una red neuronal basada en transfer learning mejora significativamente el diagnóstico 

temprano del cáncer de cuello uterino. Al comparar los tres estudios realizados, se observó 

un incremento significativo en la precisión y el F1-macro al incorporar transfer learning y 

fine-tuning, alcanzando un rendimiento máximo del 97.83 % de exactitud y un F1-macro 

de 0.9491 con el modelo EfficientNetB0. Estos resultados confirman la hipótesis general, 

validando la eficacia del transfer learning como técnica para optimizar el reconocimiento 

de patrones en imágenes citológicas y contribuir a la detección temprana de lesiones 

cervicales. 

• Conclusión 02: Los diferentes algoritmos de deep learning presentaron variaciones 

notables en su desempeño. Aunque inicialmente se planteó que ResNet50V2 obtendría los 

mejores resultados, los otros estudios mostraron que EfficientNetB0 superó al resto de 

modelos en las tres configuraciones evaluadas, especialmente bajo transfer learning y fine-

tuning. Por tanto, se concluye que EfficientNetB0 es el modelo más efectivo para la 

clasificación de imágenes citológicas, gracias a su equilibrio entre precisión y eficiencia 

computacional, lo cual contradice parcialmente a la hipótesis específica uno. 

• Conclusión 03: La incorporación de técnicas de data augmentation contribuyó al balance 

de clases y a la mejor generalización del modelo, aunque produjo una leve disminución en 

la precisión global (de 97.83 % a 94.30 %). Esto indica que el data augmentation mejora 

la robustez y la estabilidad del modelo frente a datos nuevos, pero no necesariamente 

incrementa los valores de las métricas principales. En consecuencia, la hipótesis se 
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confirma parcialmente, ya que la mejora se refleja en la capacidad de generalización más 

que en la exactitud absoluta. 

• Conclusión 04: La aplicación de una red neuronal basada en transfer learning permitió 

mejorar todas las métricas de evaluación: precisión, sensibilidad, especificidad y F1-score; 

en comparación con los modelos entrenados desde cero. Específicamente, el modelo 

EfficientNetB0 alcanzó valores superiores al 90 % en todas las métricas, cumpliendo la 

hipótesis específica planteada. Esto demuestra que el transfer learning es una técnica viable 

y efectiva para entornos médicos con conjuntos de datos limitados, al potenciar la 

capacidad de las redes neuronales profundas para realizar diagnósticos precisos y 

confiables. 
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VI. Recomendaciones 

A partir de los resultados obtenidos, se recomienda ampliar el conjunto de datos utilizado 

para futuras investigaciones, ya que el tamaño limitado de las imágenes puede restringir la 

capacidad de generalización de los modelos. Incluir más muestras, provenientes de distintas 

fuentes clínicas o bases de datos públicas, permitiría reducir el sesgo y fortalecer la robustez del 

modelo frente a la variabilidad morfológica de las células cervicales. 

Al mismo tiempo, se sugiere explorar el uso de imágenes en escala de grises en lugar de 

las representaciones RGB, con el fin de evaluar si la eliminación de la información de color, que 

en ocasiones puede introducir ruido, mejora la detección de patrones estructurales relevantes en 

las citologías. Esta estrategia podría disminuir la complejidad computacional y optimizar la 

eficiencia del entrenamiento. 

En cuanto al preprocesamiento, sería conveniente incorporar técnicas avanzadas como la 

normalización de iluminación, la corrección de fondo o la estandarización de la tinción celular, ya 

que estas pueden contribuir a una mejor homogeneidad visual entre las muestras. Del mismo modo, 

la aplicación de estrategias de aumento de datos más específicas como, cutout, mixup o 

transformaciones elásticas controladas, podría mejorar la generalización del modelo sin afectar 

negativamente su precisión, equilibrando las clases con menor representación, como LSIL o SCC. 

Desde un enfoque metodológico, se recomienda realizar una optimización más profunda 

de los hiperparámetros, variando factores como la tasa de aprendizaje, el tamaño de lote, la 

cantidad de capas descongeladas durante el fine-tuning y el número de épocas.  

En general, los resultados alcanzados sirven como una base sólida para continuar 

mejorando los modelos de diagnóstico asistido por inteligencia artificial en el ámbito médico. 

Futuras investigaciones podrían centrarse en integrar estos modelos en entornos clínicos reales, 
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evaluando su desempeño con imágenes obtenidas directamente de laboratorios o centros de salud. 

De esta manera, se avanzaría hacia el desarrollo de herramientas más precisas, accesibles y 

confiables, que contribuyan de forma efectiva al diagnóstico temprano del cáncer de cuello uterino. 
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VIII. Anexos 

8.1. Matriz de Consistencia 

 

 

  

Figura 33 

Matriz de Consistencia 
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8.2. Código del Estudio B: Aplicación de Transfer Learning y Fine-Tuning 

Figura 34 

Código del Experimento B: Aplicación de Transfer Learning y Fine-Tuning 

import os 

os.environ["TF_CPP_MIN_LOG_LEVEL"] = "2" 

 

import tensorflow as tf 

import numpy as np 

import pandas as pd 

import matplotlib.pyplot as plt 

from pathlib import Path 

from tensorflow import keras 

from tensorflow.keras import layers 

from sklearn.metrics import classification_report, confusion_matrix, 

roc_auc_score 

from sklearn.preprocessing import label_binarize 

import itertools 

import seaborn as sns 

 

DATA_DIR = Path("/kaggle/input/bdcitologia/BDCitologia")    

IMG_SIZE = (224,224) 

BATCH_SIZE = 32 

EPOCHS = 10           

FINE_TUNE_EPOCHS = 5  

LR = 1e-3 

FT_LR = 1e-5         

 

abbr = ["NEG", "HSIL", "LSIL", "SCC"] 

 

#CARGAR DATASET 

def load_dataset(base_dir, validation_split=0.3, seed=123): 

    train_ds = tf.keras.utils.image_dataset_from_directory( 

        base_dir, validation_split=validation_split, subset="training", 

seed=seed, 

        image_size=IMG_SIZE, batch_size=BATCH_SIZE 

    ) 

    val_ds = tf.keras.utils.image_dataset_from_directory( 

        base_dir, validation_split=validation_split, subset="validation", 

seed=seed, 

        image_size=IMG_SIZE, batch_size=BATCH_SIZE 

    ) 

    class_names = train_ds.class_names 
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    AUTOTUNE = tf.data.AUTOTUNE 

    train_ds = train_ds.prefetch(AUTOTUNE) 

    val_ds = val_ds.prefetch(AUTOTUNE) 

    return train_ds, val_ds, class_names 

 

train_ds, val_ds, class_names = load_dataset(DATA_DIR) 

print("Clases detectadas:", class_names) 

 

#CONSTRUCCIÓN DEL MODELO 

def model_4_types(name, input_shape=IMG_SIZE+(3,), n_classes=4): 

    if name == "ResNet50V2": 

        base = keras.applications.ResNet50V2(weights="imagenet", 

include_top=False, input_shape=input_shape) 

    elif name == "EfficientNetB0": 

        base = keras.applications.EfficientNetB0(weights="imagenet", 

include_top=False, input_shape=input_shape) 

    elif name == "DenseNet121": 

        base = keras.applications.DenseNet121(weights="imagenet", 

include_top=False, input_shape=input_shape) 

    elif name == "MobileNetV2": 

        base = keras.applications.MobileNetV2(weights="imagenet", 

include_top=False, input_shape=input_shape) 

    else: 

        raise ValueError("Modelo no soportado") 

 

    base.trainable = False  # congelamos en Transfer Learning 

 

    x = keras.Input(shape=input_shape) 

    y = keras.applications.imagenet_utils.preprocess_input(x) 

    y = base(y, training=False)           

    y = layers.GlobalAveragePooling2D()(y) 

    y = layers.Dropout(0.3)(y) 

    out = layers.Dense(n_classes, activation="softmax")(y) 

    model = keras.Model(x, out, name=name) 

    return model, base 

 

#ENTRENAMIENTO Y EVALUACIÓN 

def train_and_evaluate(model, base, train_ds, val_ds, epochs=EPOCHS, lr=LR, 

ft_epochs=FINE_TUNE_EPOCHS, ft_lr=FT_LR, title="model"): 

    # TRANSFER LEARNING 

    model.compile(optimizer=keras.optimizers.Adam(lr), 

loss="sparse_categorical_crossentropy", metrics=["accuracy"]) 

    history_tl = model.fit(train_ds, validation_data=val_ds, epochs=epochs, 

verbose=2) 
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    # FINE TUNING   

    base.trainable = True   # descongelamos la base 

    # opcional: descongelar solo últimas capas 

    for layer in base.layers[:-50]: 

        layer.trainable = False 

 

    model.compile(optimizer=keras.optimizers.Adam(ft_lr), 

loss="sparse_categorical_crossentropy", metrics=["accuracy"]) 

    history_ft = model.fit(train_ds, validation_data=val_ds, epochs=ft_epochs, 

verbose=2) 

 

    # Unir historiales 

    history = {} 

    for k in history_tl.history.keys(): 

        history[k] = history_tl.history[k] + history_ft.history[k] 

 

    # Predicciones 

    y_true, y_pred, y_prob = [], [], [] 

    for x,y in val_ds: 

        preds = model.predict(x, verbose=0) 

        y_true.extend(y.numpy()) 

        y_pred.extend(np.argmax(preds, axis=1)) 

        y_prob.extend(preds) 

    y_true = np.array(y_true); y_pred = np.array(y_pred); y_prob = 

np.array(y_prob) 

     

    #REPORTE MÉTRICAS 

    report = classification_report(y_true, y_pred, target_names=abbr, 

output_dict=True, zero_division=0) 

    df_report = pd.DataFrame(report).T 

    print("\n") 

     

    #MATRIZ CONFUSIÓN 

    cm = confusion_matrix(y_true, y_pred) 

    plt.figure(figsize=(6,5)) 

    sns.heatmap(cm, annot=True, fmt="d", cmap="Blues", xticklabels=abbr, 

yticklabels=abbr) 

    plt.xlabel("Predicción"); plt.ylabel("Verdadero") 

    plt.title(f"Matriz de Confusión - {title}") 

    plt.show() 

    print("\n") 

     

    #AUC  

    y_bin = label_binarize(y_true, classes=list(range(len(abbr)))) 

    try: 



105 
 

        auc_macro = roc_auc_score(y_bin, y_prob, average="macro", 

multi_class="ovr") 

    except Exception: 

        auc_macro = float("nan") 

    try: 

        auc_micro = roc_auc_score(y_bin, y_prob, average="micro", 

multi_class="ovr") 

    except Exception: 

        auc_micro = float("nan") 

     

    #GANANCIA Y PÉRDIDA 

    plt.figure(figsize=(12,4)) 

    plt.subplot(1,2,1) 

    plt.plot(history['loss'], label='train_loss') 

    plt.plot(history['val_loss'], label='val_loss') 

    plt.title(f"Pérdida - {title}"); plt.legend() 

     

    plt.subplot(1,2,2) 

    plt.plot(history['accuracy'], label='train_acc') 

    plt.plot(history['val_accuracy'], label='val_acc') 

    plt.title(f"Exactitud - {title}"); plt.legend() 

    plt.show() 

    print("\n") 

     

    #REPORTE GENERAL 

    acc = report['accuracy'] if 'accuracy' in report else None 

    f1_macro = report['macro avg']['f1-score'] if 'macro avg' in report else None 

    print(f" Resumen del Modelo {title}: 

Accuracy={acc:.4f}  F1_macro={f1_macro:.4f}  AUC_macro={auc_macro:.4f}  AUC_micro

={auc_micro:.4f}") 

    display(df_report) 

    print("\n") 

     

    return df_report, auc_macro, auc_micro 

 

model_names = ["ResNet50V2", "EfficientNetB0", "DenseNet121", "MobileNetV2"] 

results = [] 

 

for name in model_names: 

    print("\n" + "="*60) 

    print(f"Entrenando y evaluando: Modelo {name} ") 

    model, base = model_4_types(name, input_shape=IMG_SIZE+(3,), 

n_classes=len(class_names)) 
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    df_rep, auc_macro, auc_micro = train_and_evaluate(model, base, train_ds, 

val_ds, epochs=EPOCHS, lr=LR, ft_epochs=FINE_TUNE_EPOCHS, ft_lr=FT_LR, 

title=name) 

     

    #MÉTRICAS GENERALES 

    acc = df_rep.loc['accuracy'][0] if 'accuracy' in df_rep.index else 

float(df_rep.loc['macro avg','recall'])   

    f1_macro = df_rep.loc['macro avg','f1-score'] 

    prec_macro = df_rep.loc['macro avg','precision']  

     

    results.append({ 

        "model": name, 

        "accuracy": acc, 

        "precision_macro": prec_macro,  

        "f1_macro": f1_macro, 

        "auc_macro": auc_macro, 

        "auc_micro": auc_micro 

    }) 

 

df_results = pd.DataFrame(results).sort_values("f1_macro", 

ascending=False).reset_index(drop=True) 

print("\nREPORTE COMPARATIVO") 

display(df_results) 

print("\n") 

 

best_model = df_results.loc[df_results["f1_macro"].idxmax()] 

print("\nMEJOR MODELO SEGÚN F1-MACRO:") 

print(f"Modelo: {best_model['model']}") 

print(f"Accuracy: {best_model['accuracy']:.4f} | Precision-macro: 

{best_model['precision_macro']:.4f} | " 

      f"F1-macro: {best_model['f1_macro']:.4f} | AUC-macro: 

{best_model['auc_macro']:.4f} | AUC-micro: {best_model['auc_micro']:.4f}") 

 

plt.figure(figsize=(10,6)) 

df_results.set_index("model")[["accuracy","precision_macro","f1_macro","auc_macro

","auc_micro"]].plot( 

    kind="bar", figsize=(10,6) 

) 

plt.title("Comparación de Modelos (Accuracy, Precision, F1, AUC)") 

plt.ylabel("Valor") 

plt.ylim(0,1.05) 

plt.xticks(rotation=0) 

plt.grid(axis="y", linestyle="--", alpha=0.6) 

plt.legend(loc="upper right") 

plt.show() 
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22 Internet
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https://repositorio.ucv.edu.pe/bitstream/handle/20.500.12692/15268/Vega_DRMC.pdf?isAllowed=y&sequence=1
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26 Internet

arxiv.org <1%
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28 Internet

www.mdpi.com <1%

29 Trabajos del 
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31 Trabajos del 
estudiante

Universidad Nacional Jorge Basadre Grohmann <1%

32 Internet

pdfs.semanticscholar.org <1%

33 Trabajos del 
estudiante

Ilerna Online Blackboard <1%

34 Internet

psasir.upm.edu.my <1%

35 Trabajos del 
estudiante

Brown University <1%

36 Internet

eprints.soton.ac.uk <1%

37 Internet

pure.hud.ac.uk <1%

38 Trabajos del 
estudiante

ITESM: Instituto Tecnologico y de Estudios Superiores de Monterrey <1%

39 Publicación

Vysogorets, Artem. "On E昀케cient Approaches in Neural Networks", New York Univ… <1%
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http://psasir.upm.edu.my/id/eprint/115176/1/115176.pdf
https://eprints.soton.ac.uk/470768/1/Barrera_18_10_22.pdf
https://pure.hud.ac.uk/ws/files/71710632/Thesis_Template_for_Researchers.pdf
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40 Internet

dspace.ups.edu.ec <1%

41 Trabajos del 
estudiante

Glasgow Caledonian University <1%

42 Trabajos del 
estudiante

AUT University <1%

43 Internet

eurradiolexp.springeropen.com <1%

44 Internet

roderic.uv.es <1%

45 Trabajos del 
estudiante

Universidad Francisco de Vitoria <1%

46 Internet

repositorio.ug.edu.ec <1%

47 Internet

archives.datapages.com <1%

48 Trabajos del 
estudiante

Gisma University of Applied Sciences GmbH <1%

49 Internet

theses.hal.science <1%

50 Internet

vnvc.vn <1%

51 Trabajos del 
estudiante

Universitat Politècnica de València <1%

52 Internet

revistas.eia.edu.co <1%

53 Trabajos del 
estudiante

University of Malaya <1%
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https://roderic.uv.es/rest/api/core/bitstreams/8b565e93-6010-4e25-a9be-a2cfd8bd30cb/content
http://repositorio.ug.edu.ec/bitstream/redug/59783/1/B-CINT-PTG-N.771%20Idrovo%20Salazar%20Jairo%20Andr%c3%a9s%20.%20%20%20Mac%c3%adas%20Choez%20%20Pedro%20Alejandro.pdf
https://archives.datapages.com/data/urtec/usa/2021/5562.pdf
https://theses.hal.science/tel-05004958v1/file/BAUER_SIMON_2024.pdf
https://vnvc.vn/17-tuoi-bi-ung-thu-co-tu-cung/
https://revistas.eia.edu.co/index.php/reveia/article/view/1818


54 Internet

gist.github.com <1%

55 Trabajos del 
estudiante

Account Universidad Mariana <1%

56 Trabajos del 
estudiante

Integración Blackboard <1%

57 Trabajos del 
estudiante

Universidad de Guayaquil <1%

58 Trabajos del 
estudiante

Universidad Anahuac México Sur <1%

59 Internet

patents.google.com <1%

60 Internet

pmc.ncbi.nlm.nih.gov <1%

61 Internet

webapps.itc.utwente.nl <1%

62 Internet

www.springerprofessional.de <1%

63 Trabajos del 
estudiante

Colegio Universitario de Estudios Financiero <1%

64 Trabajos del 
estudiante

Universidad del Bosque <1%

65 Internet

biophilosophy.ca <1%

66 Internet

iscap.us <1%

67 Internet

1library.co <1%
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https://gist.github.com/aszpetmanski/83a8e33da6f4a2d02d9c80edf78f63db
https://patents.google.com/patent/ES2683352T3/en
https://pmc.ncbi.nlm.nih.gov/articles/PMC12092923/
https://webapps.itc.utwente.nl/librarywww/papers_2018/msc/upm/ajami.pdf
https://www.springerprofessional.de/light-weight-document-image-cleanup-using-perceptual-loss/19631522
http://biophilosophy.ca/Publications/Schneider(2018)computer-vision-for-re-id.pdf
https://iscap.us/proceedings/2025/pdf/6330.pdf
https://1library.co/document/zlm2m92y-aat.html


68 Trabajos del 
estudiante

Melbourne Institute of Technology <1%

69 Internet

repositorio.uide.edu.ec <1%

70 Publicación

Harika Vanam, G. Vijaylaxmi, Vanam Sravan Kumar. "Automated cervical cancer c… <1%

71 Internet

epub.uni-bayreuth.de <1%

72 Trabajos del 
estudiante

Universidad Europea de Madrid <1%

73 Internet

ebin.pub <1%

74 Internet

repositorio.upse.edu.ec <1%

75 Internet

uvadoc.uva.es <1%

76 Trabajos del 
estudiante

Universidad Torcuato di Tella - Tii <1%

77 Internet

bayanbox.ir <1%

78 Internet

digital.lib.washington.edu <1%

79 Internet

ijeces.ferit.hr <1%

80 Internet

impact.economist.com <1%

81 Publicación

Acrota Choquehuanca, Metodio. "Nivel de e昀椀cacia del proceso penal en el delito d… <1%
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https://repositorio.uide.edu.ec/bitstream/37000/8542/1/UIDE-Q-TCDM-2025-17.pdf
https://doi.org/10.1007/s41870-025-02579-w
https://epub.uni-bayreuth.de/5420/1/Dissertation_TheresaMariaRausch_2021_TdmP.pdf
https://ebin.pub/understanding-deep-learning-draftnbsped-o-3430906.html
https://repositorio.upse.edu.ec/bitstream/46000/10572/1/UPSE-TIC-2023-0058.pdf
https://uvadoc.uva.es/bitstream/handle/10324/79424/TFG-G7686.pdf?isAllowed=y&sequence=1
https://bayanbox.ir/view/6087698000258817426/yadgiriye-mashin.pdf
https://digital.lib.washington.edu/researchworks/bitstream/handle/1773/44101/Wang_washington_0250O_20081.pdf?isAllowed=y&sequence=1
https://ijeces.ferit.hr/index.php/ijeces/citationstylelanguage/get/chicago-author-date?publicationId=2258&submissionId=2258
https://impact.economist.com/perspectives/sites/default/files/ei249_-_womens_cancer_in_apac_v10.pdf
https://gateway.proquest.com/openurl?res_dat=xri%3Apqm&rft_dat=xri%3Apqdiss%3A31984331&rft_val_fmt=info%3Aofi%2Ffmt%3Akev%3Amtx%3Adissertation&url_ver=Z39.88-2004


82 Trabajos del 
estudiante

CEIPA Fundación Universitaria CEIPA <1%

83 Trabajos del 
estudiante

Liverpool John Moores University <1%

84 Trabajos del 
estudiante

Universidad de León <1%

85 Trabajos del 
estudiante

University of Hudders昀椀eld <1%

86 Internet

oa.upm.es <1%

87 Internet

www.scilit.net <1%

88 Trabajos del 
estudiante

Universidad Privada del Norte <1%

89 Trabajos del 
estudiante

Universidad del Desarrollo <1%

90 Trabajos del 
estudiante

University of Northumbria at Newcastle <1%

91 Internet

educapes.capes.gov.br <1%

92 Publicación

Yuyang Sha, Qingyue Zhang, Xiaobing Zhai, Menghui Hou, Jingtao Lu, Weiyu Men… <1%

93 Internet

library.oapen.org <1%

94 Internet

revistaft.com.br <1%

95 Internet

www.slideshare.net <1%
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https://oa.upm.es/71409/1/TFM_RAFAEL_CARLOS_GIMENEZ_AGUILAR.pdf
https://www.scilit.net/container-group-articles?q=container_group_id%3A%2887785%29&sort=Newest
https://educapes.capes.gov.br/bitstream/capes/725154/1/detection-and-molecular-characterization-of-bovine-papillomavirus-subtypes-in-cattle-from-two-colombian-regions.pdf
https://doi.org/10.1016/j.isci.2024.111313
https://library.oapen.org/bitstream/handle/20.500.12657/98671/9781040227176.pdf?sequence=1
https://revistaft.com.br/deteccao-e-classificacao-automatizada-de-tumores-cerebrais-usando-redes-neurais-convolucionais/
https://www.slideshare.net/SistemadeEstudiosMed/estadstica-descriptiva-235730657


96 Trabajos del 
estudiante

The Robert Gordon University <1%

97 Trabajos del 
estudiante

UCL <1%

98 Publicación

de Castro, Tiago Soares Ferreira. "Deteção de Alteraçöµes para Efeitos de Atualiz… <1%

99 Internet

repositorio.upch.edu.pe <1%

100 Internet

www.centrogeo.org.mx <1%

101 Internet

deepai.org <1%

102 Internet

dspace.ucuenca.edu.ec <1%

103 Internet

magazine.medlineplus.gov <1%

104 Internet

pesquisa.bvsalud.org <1%

105 Trabajos del 
estudiante

uni <1%

106 Internet

www.buenastareas.com <1%

107 Trabajos del 
estudiante

Universidad de Alicante <1%

108 Internet

app.infoeme.com <1%

109 Internet

bmchealthservres.biomedcentral.com <1%
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https://gateway.proquest.com/openurl?res_dat=xri%3Apqm&rft_dat=xri%3Apqdiss%3A31708994&rft_val_fmt=info%3Aofi%2Ffmt%3Akev%3Amtx%3Adissertation&url_ver=Z39.88-2004
https://repositorio.upch.edu.pe/bitstream/handle/20.500.12866/3842/Evaluacion_HermozaPaz_Luis.pdf?isAllowed=y&sequence=3
https://www.centrogeo.org.mx/archivo/archivo-oferta-academica/academica-posgrado/posgrado-maestria-ciencias-informacion-geoespacial/posgrado-maes-cig-tesis-grado-2024/3572-2024-tesis-mcig-emmanuel-morales-garcia/file
https://deepai.org/publication/recent-advances-in-the-applications-of-convolutional-neural-networks-to-medical-image-contour-detection
http://dspace.ucuenca.edu.ec/bitstream/123456789/42636/1/Trabajo-de-Titulaci%c3%b3n.pdf
https://magazine.medlineplus.gov/es/art%C3%ADculo/como-una-tablet-y-una-furgoneta-mejoran-la-deteccion-del-cancer/
https://pesquisa.bvsalud.org/portal/?count=300&fb=&filter%5Bdb%5D%5B%5D=LILACS&format=summary&from=301&index=tw&lang=fr&output=site&page=2&q=mh%3AC04.588.945.418.948.850&sort=
http://www.buenastareas.com/ensayos/Cacu/25203587.html
http://app.infoeme.com/nota/2021-9-4-15-18-0-jornada-de-prevencion-de-cancer-de-cuello-de-utero-una-oportunidad-de-llevar-salud-a-los-hogares
https://bmchealthservres.biomedcentral.com/counter/pdf/10.1186/s12913-025-12685-x.pdf


110 Internet

ciencialatina.org <1%

111 Internet

scholarworks.utep.edu <1%

112 Internet

www.edicionmedica.com.co <1%

113 Trabajos del 
estudiante

Universidad Autonoma de Chile <1%

114 Trabajos del 
estudiante

Universidad Autónoma de Aguascalientes <1%

115 Trabajos del 
estudiante

consultoriadeserviciosformativos <1%

116 Internet

repositorio.uladech.edu.pe <1%

117 Internet

repositorio.upp.edu.pe <1%

118 Internet

revistas.unc.edu.py <1%

119 Trabajos del 
estudiante

Institución Universitaria Visión de las Américas <1%

120 Trabajos del 
estudiante

U-TAD Centro Universitario de Tecnologia y Arte Digital <1%

121 Trabajos del 
estudiante

Universidad Andrés Bello <1%

122 Trabajos del 
estudiante

Universidad Politécnica de Madrid <1%

123 Internet

blog.onnasoft.us <1%

Página 11 de 142 - Descripción general de integridad Identi昀椀cador de la entrega trn:oid:::1:3441793402

Página 11 de 142 - Descripción general de integridad Identi昀椀cador de la entrega trn:oid:::1:3441793402

https://ciencialatina.org/index.php/cienciala/article/view/20290
https://scholarworks.utep.edu/cgi/viewcontent.cgi?article=4630&context=open_etd
https://www.edicionmedica.com.co/secciones/salud-publica/colombia-sera-anfitrion-del-primer-foro-mundial-para-la-erradicacion-del-cancer-cervicouterino-4765
https://repositorio.uladech.edu.pe/bitstream/handle/20.500.13032/39170/ACTITUD_CONOCIMIENTO_MANRIQUE_CRUZ_ANGIE_LUCERO.pdf?isAllowed=y&sequence=1
http://repositorio.upp.edu.pe/bitstream/handle/UPP/457/tesis-Davila%20del%20castillo%20fiorella.pdf?isAllowed=y&sequence=1
https://revistas.unc.edu.py/index.php/fhyce/issue/download/14/13
https://blog.onnasoft.us/es/metricas-de-evaluacion-para-modelos-de-clasificacion-con-valores-discretos/


124 Trabajos del 
estudiante

uncedu <1%

125 Internet

www.sydneycolorectalclinic.com.au <1%

126 Publicación

"Desarrollo de un modelo clínico-radiómico de aprendizaje automatizado, para la … <1%

127 Trabajos del 
estudiante

CSU, Long Beach <1%

128 Trabajos del 
estudiante

Centro Europeo de Postgrado - CEUPE <1%

129 Trabajos del 
estudiante

Corporación Universitaria Minuto de Dios,UNIMINUTO <1%

130 Trabajos del 
estudiante

Institución Tecnológica Metropolitana de Medellín <1%

131 Trabajos del 
estudiante

Universidad Nacional Agraria La Molina <1%

132 Trabajos del 
estudiante

Universidad de Almeria <1%

133 Internet

alicia.concytec.gob.pe <1%

134 Internet

www.osapublishing.org <1%

135 Trabajos del 
estudiante

CTI Education Group <1%

136 Trabajos del 
estudiante

Universidad Autónoma de Ciudad Juárez <1%

137 Trabajos del 
estudiante

University of Surrey <1%

Página 12 de 142 - Descripción general de integridad Identi昀椀cador de la entrega trn:oid:::1:3441793402

Página 12 de 142 - Descripción general de integridad Identi昀椀cador de la entrega trn:oid:::1:3441793402

https://www.sydneycolorectalclinic.com.au/wp-content/uploads/2025/05/GESA-IBD-Crohns-Colitis_Fact-Sheet.pdf
https://doi.org/10.7764/tesisUC/FIS/85802
https://alicia.concytec.gob.pe/vufind/Record/UNAM_046e5b848b61648c688ca9b18661867c/Details
https://www.osapublishing.org/boe/abstract.cfm?uri=boe-11-9-5197


138 Internet

es.slideshare.net <1%

139 Internet

etheses.lib.ntust.edu.tw <1%

140 Internet

pdfco昀昀ee.com <1%

141 Internet

repositorio.unid.edu.pe <1%

142 Internet

salutsexual.sidastudi.org <1%

143 Internet

sci-hub.se <1%

144 Internet

thesai.org <1%

145 Internet

yorkspace.library.yorku.ca <1%

146 Trabajos del 
estudiante

American University of Health Sciences <1%

147 Trabajos del 
estudiante

Hellenic Open University <1%

148 Trabajos del 
estudiante

Universidad Loyola Andalucia <1%

149 Trabajos del 
estudiante

Universidad Rey Juan Carlos <1%

150 Internet

repositorio.uta.edu.ec <1%

151 Internet

www.atlantis-press.com <1%
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https://es.slideshare.net/svalbuen1/el-aprendizaje-de-las-matemticas-la-tablet-y-el-tablero-digital
https://etheses.lib.ntust.edu.tw/thesis/detail/c34dd56a77d35c282d7559ebda3d821d/?seq=1
https://pdfcoffee.com/internado-rotatorio-ginecologia-y-obstetricia-2-pdf-free.html
http://repositorio.unid.edu.pe/bitstream/handle/unid/167/T117_09635506_T%20%20T117_40241856_T%20%281%29.pdf?isAllowed=y&sequence=3
https://salutsexual.sidastudi.org/resources/inmagic-img/DD114863.pdf
https://sci-hub.se/downloads/2019-11-15/e3/johnson2019.pdf
https://thesai.org/Downloads/Volume14No12/Paper_80-A_Graph_Cut_Guided_ROI_Segmentation_Algorithm.pdf
https://yorkspace.library.yorku.ca/server/api/core/bitstreams/0ab6480d-7be2-41f0-b7b8-2883d791ab45/content
https://repositorio.uta.edu.ec/jspui/bitstream/123456789/39274/1/CBT%20076.pdf
https://www.atlantis-press.com/article/125943381.pdf


152 Internet

www.jatit.org <1%

153 Internet

www.radiohc.cu <1%

154 Internet

www.theseus.昀椀 <1%

155 Trabajos del 
estudiante

Universidad Politécnica Estatal de Carchi <1%

156 Trabajos del 
estudiante

Universidad Privada Franz Tamayo <1%

157 Trabajos del 
estudiante

University of Hertfordshire <1%

158 Internet

apirepositorio.unu.edu.pe <1%

159 Internet

harbinengineeringjournal.com <1%

160 Internet

repositorio.uam.es <1%

161 Internet

repositorio.uandina.edu.pe <1%

162 Internet

repositorio.unap.edu.pe <1%

163 Internet

repositorio.unc.edu.pe <1%

164 Internet

repositorio.upecen.edu.pe <1%

165 Trabajos del 
estudiante

Universidad Nacional Abierta y a Distancia, UNAD,UNAD <1%
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https://www.jatit.org/volumes/hundredtwo5.php
https://www.radiohc.cu/ar/noticias/nacionales/223024-interviene-ministro-de-salud-publica-de-cuba-en-la-73a-asamblea-mundial-de-la-salud-fotos-video
https://www.theseus.fi/bitstream/handle/10024/501179/Bahrami_Ali.pdf?isAllowed=y&sequence=2
https://apirepositorio.unu.edu.pe/server/api/core/bitstreams/67ba611e-c626-410a-984a-29a9199e8c42/content
https://harbinengineeringjournal.com/index.php/journal/article/download/3624/2134/5806
https://repositorio.uam.es/bitstream/handle/10486/694017/luis_bisbe_ernesto_tfg.pdf?isAllowed=y&sequence=1
https://repositorio.uandina.edu.pe/handle/20.500.12557/5552?show=full
http://repositorio.unap.edu.pe/bitstream/handle/20.500.14082/11988/Mango_Cuno_Huber_Russell.pdf?isAllowed=y&sequence=1
https://repositorio.unc.edu.pe/bitstream/handle/20.500.14074/5527/TESIS%20pdf.seyla%20llamo.pdf?isAllowed=y&sequence=1
http://repositorio.upecen.edu.pe/handle/UPECEN/258


166 Trabajos del 
estudiante

Universidad Pública de Navarra <1%

167 Trabajos del 
estudiante

University of Glasgow <1%

168 Internet

aprenderly.com <1%

169 Internet

cdn.slideserve.com <1%

170 Internet

dspace.ucacue.edu.ec <1%

171 Internet

idus.us.es <1%

172 Trabajos del 
estudiante

im昀椀ce <1%

173 Internet

izainea.github.io <1%

174 Internet

repositorio.usmp.edu.pe <1%

175 Internet

saber.ucv.ve <1%

176 Internet

www.gecekitapligi.com <1%

177 Internet

www.salud.nih.gov <1%

178 Internet

(8-28-05) http://146.83.6.6/bdmc/literatura/memoria_jlcerda.pdf <1%

179 Internet

addi.ehu.es <1%
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https://aprenderly.com/doc/3279526/revista-de-colposcopia-2012---sociedad-de-patolog%C3%ADa-del-t...
https://cdn.slideserve.com/truman/proyecto-nus-ifad
https://dspace.ucacue.edu.ec/server/api/core/bitstreams/47dd4240-0ec3-4f0c-8bdb-9f154a1b904f/content
https://idus.us.es/bitstream/handle/11441/127041/TFG-3772-PEREZ%20ORTIZ%20DE%20LANDALUCE.pdf?isAllowed=y&sequence=1
https://izainea.github.io/seminario-de-programacion/Cuadernos/Estadisticos%20de%20Validaci%C3%B3n.html
https://repositorio.usmp.edu.pe/bitstream/handle/20.500.12727/16964/terrones_vyp.pdf?isAllowed=y&sequence=1
http://saber.ucv.ve/ojs/index.php/rev_gmc/article/download/23066/144814489359/144814499140
https://www.gecekitapligi.com/Webkontrol/uploads/Fck/31-Bilgisayar_bilim_m%C3%BCh_Haziran_2025_DK_V1.pdf
http://www.salud.nih.gov/showarticle.asp?artID=83
http://146.83.6.6/bdmc/literatura/memoria_jlcerda.pdf
https://addi.ehu.es/bitstream/handle/10810/35546/TFM_Iker_Moya_Gonzalez.pdf?isAllowed=y&sequence=1


180 Internet

apni.ru <1%

181 Internet

dotcom-stage-cds.en-mx.ecolab.com <1%

182 Internet

es.rua.gr <1%

183 Internet

gredos.usal.es <1%

184 Internet

repositorio.upn.edu.pe <1%

185 Internet

tusdudasdesalud.com <1%

186 Internet

wiki2.org <1%

187 Internet

www.igi-global.com <1%

188 Internet

www.risti.xyz <1%

189 Publicación

Carlos Ricardo Villena Cabrejos. "Modelo de redes neuronales convolucionales pa… <1%

190 Publicación

Eliud Alberto García Pazos, Juana Elisa Escalante Vega, Oscar Alonso Ramírez, Fre… <1%

191 Publicación

IFMBE Proceedings, 2013. <1%

192 Publicación

Rojas Atachao, Richard Frank. "Aplicación de un modelo de Deep Learning con re… <1%

193 Trabajos del 
estudiante

Universidad de Cundinamarca <1%
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https://apni.ru/article/11942-bazovye-matematicheskie-modeli-dlya-raspoznavaniya-obrazov-i-uluchsheniya-kachestva-izobrazhenij
https://dotcom-stage-cds.en-mx.ecolab.com/news/2019/local/contaminacion-del-aire-una-de-las-principales-causas-de-muerte-en-el-mundo
https://es.rua.gr/2024/01/22/cancer-de-cuello-uterino-vph-y-la-eficacia-de-la-vacuna/
https://gredos.usal.es/bitstream/handle/10366/167164/Hern%c3%a1ndez%20P%c3%a9rez%2c%20Marco%20%28v.r%29.pdf?isAllowed=y&sequence=1
https://repositorio.upn.edu.pe/bitstream/handle/11537/27597/Portocarrero%20Souza%2c%20Jose%20Antonio.pdf?isAllowed=y&sequence=1
https://tusdudasdesalud.com/cancer/cancer-cuello-uterino-sintomas/
https://wiki2.org/es/Perceptr%C3%B3n_multicapa
https://www.igi-global.com/viewtitle.aspx?TitleId=253273&isxn=9781799815549
https://www.risti.xyz/issues/ristie66.pdf
https://doi.org/10.62943/rig.v4n2.2025.378
https://doi.org/10.36825/RITI.13.29.014
https://doi.org/10.1007/978-3-642-21198-0
https://gateway.proquest.com/openurl?res_dat=xri%3Apqm&rft_dat=xri%3Apqdiss%3A32207996&rft_val_fmt=info%3Aofi%2Ffmt%3Akev%3Amtx%3Adissertation&url_ver=Z39.88-2004


194 Internet

blog.oncosalud.pe <1%

195 Internet

documentacion.fundacionmapfre.org <1%

196 Internet

doku.pub <1%

197 Internet

ecosistema.buap.mx <1%

198 Internet

huggingface.co <1%

199 Internet

musee-infanterie.com <1%

200 Internet

ods.inei.gob.pe <1%

201 Internet

repositorio.udch.edu.pe <1%

202 Internet

repositorio.utp.edu.co <1%

203 Internet

repositorio.uwiener.edu.pe <1%

204 Internet

repository.unja.ac.id <1%

205 Internet

seib.org.es <1%

206 Internet

upcommons.upc.edu <1%

207 Internet

www.acog.org <1%
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https://blog.oncosalud.pe/principales-sintomas-cancer-de-cuello-uterino
https://documentacion.fundacionmapfre.org/documentacion/publico/media/group/1127244.do
https://doku.pub/documents/memoriastecnicaspdf-4qz3637wx90k
https://ecosistema.buap.mx/server/api/core/bitstreams/74cade61-85c5-4b50-86d3-256f1856c5cf/content
https://huggingface.co/datasets/HenryAI/KerasBERTv1-Data/resolve/main/KerasBERTv1-Data.txt
https://musee-infanterie.com/olmlozu/fisiopatologia-del-c%C3%A1ncer-de-cuello-uterino-pdf
https://ods.inei.gob.pe/ods/assets/download/metodologia.pdf
http://repositorio.udch.edu.pe/bitstream/UDCH/1295/1/T044_40739988_T.pdf
https://repositorio.utp.edu.co/server/api/core/bitstreams/c11d4ee0-5bcd-4ce9-8db5-e8c12c7d8d09/content
https://repositorio.uwiener.edu.pe/server/api/core/bitstreams/b7312655-bef2-487d-ad18-a939968cd5fd/content
https://repository.unja.ac.id/43864/7/SKRIPSI%20FULL%20TEXT.pdf
https://seib.org.es/descarga/libro-de-actas-caseib-2016/?wpdmdl=1678
https://upcommons.upc.edu/bitstream/handle/2117/429367/ANEXO.1_TFM.pdf?isAllowed=y&sequence=2
http://www.acog.org/publications/patient_education/sp161.cfm


208 Internet

www.arecibo.inter.edu <1%

209 Internet

www.kerwa.ucr.ac.cr <1%

210 Internet

www.monogra昀椀as.com <1%
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http://www.arecibo.inter.edu/wp-content/uploads/portal/pdf/inter_scientific_03.pdf
https://www.kerwa.ucr.ac.cr/bitstream/handle/10669/84459/TFIA%20Noelia%20Navarro%20Murillo.pdf?isAllowed=y&sequence=1
http://www.monografias.com/trabajos13/sesal/sesal.shtml





