UNIVERSIDAD NACIONAL DE MOQUEGUA

INGENIERIA DE SISTEMAS E INFORMATICA

5
o
N

s,
(o)
c
EE 5
% 5
&
‘30

by 2
V0I5 35054130

I Sypz1e\e

(4
7

>

(o]

PREDICCION DE CONSUMO IRREGULAR DEL
SERVICIO DE AGUA POTABLE BASADO EN
METODOS DE MACHINE LEARNING EN LA

PROVINCIA DE ILO

TESIS

Presentado por:

Alonso Moron Coaquira

Para optar:

Titulo Profesional de Ingeniero de Sistemas e

Informatica

Ilo, Febrero del 2021



~ ESCUELA PROFESIONAL DE |
INGENIERIA DE SISTEMAS E INFORMATICA |

I == EEim

L

Atr

refe

IV.

Es

ADJU}
CASD/DI
liga/See.
ot Arc

IL.

Folio N2 004
ACTA DE SUSTENTACION
Modalidad:
Tesis ]
Trabajo de Suficiencia Profesional ]

7 L ]

Documento de aprobaci6n para la sustentacion:
(]?\e'ﬁt)‘k)ctd‘\ Q'omlsi.'(:‘l—"l Draanizadora N® 684-202!( -UNAM

------------------------------------------------------------------------------------------------------------------------------

Fecha: .L.S..2g.)0\ie 202

El jurado ha dictaminado 1a (el) .. B TITULADO:

........................................................................................................................................

.....................................................

-----------------------------------------------------------------------------------------------------------------------------------------------------

Bachiller: ..ZAlonse Mozron Coagoira

Asesor Principal: MSGHL’joEU‘”""‘J—"Cf”U"" .
Co-Asesor: ...

Se dictamina:

Comos...2eLoeado porU""""”m""“""la sustentacion de manera:
Presencial [ | Virtual
Con nota: ...&a i Rr5e. .. (h3.) por lo que; si[x | No [ |

Opta el Titulo Profesional de INGENIERO DE SISTEMAS E INFORMATICA .

Siendo las...3:22.. horas, del.2&..de.. 2Lt 8..........del afio 20.2...... se procede con la firma.

en conformidad de lo dictaminado por el Jurado.

/47
%Q" - { |
f /) PﬁéSi ent%)% QM e 'IJ :
| =
Ma,_ tj‘._&‘(;‘_, clargs - 3 M3c. Mario Gavae Ch.

Primer Miembro Segundo Miembro

Ako;é/so Moron CoaguiCa

Bachiller



indice general

I. Introduccién 10
1.1. Descripciony formulacién del problema . . . . ... ... ...... 11
1.2. Antecedentes . . . . .. . .. .. ... 13
1.3. Objetivos . . . . . . . .. 15

1.3.1. Objetivogeneral . .......... ... ........... 15
1.3.2. Objetivosespecificos . . . .. ... ... ... ........ 15

1.4. Justificacibn eimportancia . . ... ... ... ... ... ....... 16
1.5. HipOtesis . . . . . . . o e 16
1.5.1. Hipotesisgeneral . . . .. ... ... ... ... ........ 16
1.5.1.1. Hipoétesisespecificas. . ... ... ... ........ 16

1.5.1.2. Variables . . . .. ... ... .. ... ... . ... ... 17

II. Marco teérico 18

2.1. Basesteoricas . . . .. . ... ... 18

2.1.1. Inteligencia artificial . . . ... ... ... ... ... . .... 18
2.1.1.1. MachineLearning . ... ................ 19
2.1.1.2. Cienciadedatos ... .................. 20
2.1.2. Metodologia . . . .. .. ... ... ... 21



2.1.2.1. Comprensiondenegocio . . .. ... ... ...... 22

2.1.2.2. Comprensiondedatos . ................ 23

2.1.2.3. Preparaciondedatos .................. 23

2.1.24. Modelado . . .. ... ... ... ... ... . . ... 23

2.1.25. Evaluacion. . . .. ... ... oo oL 24

2.1.3. Algoritmos propuestos . . . . . . .. ... ... 24
2.1.3.1. Arboldedecisiones . .................. 24

2.1.3.2. Randomforest .. ........ ... ... .... 26

2.1.3.3. Baselinemodel . ... .................. 27

2.2. Empresa Prestadora de Servicios de Saneamiento lloS.A. . . . . .. 29
2.2.1. Descripcibndelaempresa . ................... 29
2.22. Organizacion . . . . ... ... ... 29
2.2.3. Principales oficinas encargadas . . ............... 32

2.3. Definicibnde términos. . . . . . . . .. ... . L. oL 33
III.Método 35
3.1. Tipoynivel de investigacion . ... ... ... .. .. ......... 35
3.1.1. Tipodeinvestigacion. . . . ... ... ... ... ........ 35
3.1.2. Niveldeinvestigacion . ... ... ... ... .......... 35

3.2. Ambito temporalyespacial . . ... ................... 36
3.3. Poblacibnymuestra . . ... ... ... .. .. oo 36
3.3.1. Poblacién . . .. .. ... L 36
332, Muestra. . . . ... .. e 36

34. Instrumentos . . . ... ... ..o 36



3.5. Procedimientos . . . . . . . . . . e

3.6. Analisisdedatos . . . . . . . . . . e

IV. Resultados
4.1. Comprensiéndenegocio . . ... . ... ... ... ...
4.2. Comprensiondedatos . . . . .. ... ... .. ... .. ...
4.3. Preparaciondedatos . . . . ... ... ..o
44. Modelado . . ... ... .. .. ...
4.4.1. Arboldedecisiones . . . .. ............. . ......
4.4.2. Redneuronalsimple . . ... ... ... ... ... .....
4.4.3. Randomforest. . . . .. ... ... ... ... ...

45. Bvaluacion . . . . . . . . . e e

V. Conclusiones

VI.Recomendaciones

Referencias

VIIAnexos

39

39

40

45

48

48

52

55

58

63

64

65

68



indice de figuras

II.1. Relacion entre Inteligencia Artificial, Machine Learning y Data Science. 21
I.2. Etapas de la metodologia CRISP-DM . . . . . ... ... ....... 22
I1.3. El drbol en formato Graphviz usando el export_graphviz exportador. 27
I1.4. Modelo de red neuronal de una sola capa oculta. . . ... ... ... 28
I1.5. Organigramadela EPSIloS.A. . . . ... .. .. ... ... ..... 30
IV.1. Conjunto de datos de entrenamiento (dataset) . ........... 45
IV.2. Numero deregistrosporclase . . . . ... ... ... ... .. ..... 46
IV.3. Numero de registros por clase sin aplicar SMOTE. . . . . .. ... .. 47
IV.4. Numero de registros por clase aplicando SMOTE. . . . ... ... .. 48
IV.5. Diagrama del algoritmo Arbol de decision. . . . ... ......... 49
IV.6. Cédigo del algoritmo de Arbol de decisién en Python. . . . . . . . .. 50
IV.7. Matriz de confusion del Arbol de decision con datos desbalanceados. 51
IV.8. Numero de registros por clase aplicando SMOTE. . . . ... ... .. 52
IV.9. Preparacioén del dataset para Red Neuronal Simple . . . .. ... .. 53
IV.10.Seleccion de variables de entrada(X) y variables de salida(Y) . . . . . 53
IV.11.Modelo de Red Neuronal Simple . . . . . ... ... .......... 54
IV.12.Resultado de prediccion de con Red Neuronal Simple . . . . . . . .. 55



IV.13.Preparacioén de dataset para Random Forest . . . . . ... ...... 56

IV.14.Cédigo de algoritmo Random Roresten Python . . . .. .. ... .. 57
IV.15.Matriz de confusion de resultados con Random Forest . . . ... .. 58
IV.16.Ejemplo de Matriz de Confusion . . . . . ... ... ... ....... 59

IV.17.Matriz de confusion de resultado del algoritmo de Arbol de Decisiones 60
IV.18.Resultado de prediccion de Red Neuronal Simple . . . .. ... ... 61

IV.19.Precision de prediccion de clases con Random Forest . . . . ... .. 61



Indice de cuadros

IV.1. Descripcion de variables del dataset de la empresa EPS Ilo S.A.
IV.2. Codificacion de la atributos de estados de lectura. . . . . .. ... ..

IV.3. Andlisisde losresultados . . . . ... ... ... .. . . . .. .....

41



Resumen

El presente trabajo de investigacion tiene el enfoque de experimentacién de al-
goritmos de Machine Learning en el problema de prediccién de clases de consumo
irregular de agua potable de la Empresa Prestadora de Servicios de Saneamiento,
EPS Ilo S.A. La empresa cuenta con el registro histérico de los incidentes o casos
de consumo irregular de sus usuarios, los datos registrados son variables que
conducen a identificar a que clase o tipo de consumo irregular pertenece. Esta
informacién permiti6 experimentar diferentes algoritmos de Machine Learning, y

finalmente, definir cual de ellos se comporta mejor en este caso especifico.

El algoritmo m4s eficiente en resolver el problema es Random Forest con 98 %
de precisién en predicciones de clases, seguido por Arbol de decisiones con 82 %

de precisién y finalmente Red Neuronal Simple con el 70.83 %.



Abstract

This research work focuses on the experimentation of Machine Learning algo-
rithms in the problem of predicting classes of irregular drinking water consum-
ption of the Empresa Prestadora de Servicios de Saneamiento, EPS Ilo S.A. The
company has a historical record of incidents or cases of irregular consumption
by its users, the data recorded are variables that lead to identifying what kind
of irregular consumption it belongs to. This information allowed experimenting
with different Machine Learning algorithms, and finally, defining which of them
behaves better in this specific case.

The most efficient algorithm to solve the problem is Random Forest with 98 %
precision, followed by Decision Tree with 82 % precision and finally, Simple Neural

Network with 70.83 % precision.
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Capitulo 1

Introduccion

En los tltimos tiempos las diversas disciplinas de inteligencia artificial han
solucionado diferentes problemas de tratamiento de la informacién. En la actua-
lidad, atin existen muchos problemas sin resolver en la sociedad, tanto en las
empresas del sector publico como en el privado, sin embargo, bajo este panorama,
el presente trabajo de investigacién aborda el problema de prediccién de consu-
mo irregular de agua potable que administra la Empresa Prestadora de Servicios

de Saneamiento, EPS I1O S.A.

La empresa cuenta con un registro histérico de consumos de agua potable a lo
largo de su funcionamiento, en el presente, se consideran los datos de los ultimos
dos afios donde existen datos de consumo irregular clasificados manualmente.
Por otro lado, el estado de arte de la investigacion en linea de inteligencia artificial
y en la disciplina Machine Learning, nos propone ciertos algoritmos o modelos

para resolver este tipo de problemas.

Entonces, se realizo el estudio de diferentes modelos de Machine Learning
para resolver el problema planteado esperandose un resultado favorable, la misma
que son descritas y expresadas en los resultados y conclusiones de este informe

cientifico.
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El presente escrito trata de un informe de investigacion que consta de cuatro

partes: Introduccion, marco teérico, metodologia, resultados y conclusiones.

1.1. Descripciény formulacion del problema

En los dltimos tiempos, el sector de saneamiento se ha visto afectado por
diversos motivos, tal es asi que los usuarios "reclaman por cobros excesivos en la
EPS Moquegua S.A"(Uno, 2019), similar caso ocurre en la ciudad de Tacna, "los
reclamos se incrementaron hasta llegar a un 60% por parte de los pobladores
que han buscado alguna manera de evitar pagar més de lo habitual por la misma

prestaciéon que tenian" (Correo, 2019).

Por otro lado se menciona que "vienen quejas de facturacion, también lle-
gan por que su medidor estd en revision o porque se les puso un consumo

promedio"(Correo, 2019).

En realidad, el origen de los problemas son diversos y cada uno es particular,
pero también existen problemas comunes o similares, por ejemplo, cuando una
urbanizacién se encuentra en mantenimiento o cualquier otra actividad que
afecte a un barrio en conjunto, también ocurre otro caso cuando el medidor de
agua estd vandalizado o super6 su tiempo de vida, entre otros; a estos problemas
se suma el error humano del personal encargado de realizar 1a toma de lecturas

de los medidores de agua potable.

Entonces, existe alguna razon por el cual hay un registro de consumos atipicos
o irregulares, los cuales son expresadas en los recibos de agua, por ende, genera

malestar en los usuarios y posteriormente los reclamos a la empresa.

Por otro lado, en la Empresa Prestadora de Servicios de Saneamiento EPS Ilo
S.A. tiene reunido los datos histéricos de consumo de agua de sus usuarios, asi

mismo, la informacion del estado de sus medidores, consumos promedios, tipos

11



de usuarios y registro de anomalias identificadas y clasificadas manualmente.
Estos datos por si solos no ayudan mucho a identificar y anticiparse a futuras

quejas de parte de los usuarios.

Los datos recolectados por la empresa se identifican en un total de 24 variables
entre las directas e indirectas, influyentes para definir la irregularidad del consumo.

En cuanto a los tipos o clases de irregularidades, se tiene a 10 tipos de anomalias.

Desde el punto de vista de la computacion, existen diversos métodos de pro-
cesamiento de este tipo de datos para anticiparse a los hechos en la vida real,
la inteligencia artificial nos presenta a Machine Learning como una disciplina
cientifica, segiin (Drew Conway, 2012) "un conjunto de herramientas y métodos
que intentan inferir patrones y extraer informacién de un registro del mundo

observable" (Pag. 2).

El problema de poseer multiples variables y una informacion considerable-
mente grande, requiere acudir a algunas areas o disciplinas de la inteligencia
artificial, en la investigacion sobre el modelo de deteccion de fraude en clientes
del servicio de agua potable de una empresa sanitaria en la ciudad de Santiago,
Chile, se utiliz6 la metodologia KDD y se aplic6 tres modelos de aprendizaje su-
pervisado: arbol de decision, regresion logistica binaria y red neuronal, (Espinoza,
2014) "indica que ante un problema coherente cuyas caracteristicas hacen que
pueda tener una solucién confiable en el drea de Data Mining" (pag. 2). Se defini6
como mejor modelo a arbol de decision con la eficacia mas alta igual al 75%
y su eficiencia fue de 81.2%. En la investigacion Sistema inteligente basado en
Machine Learning para la deteccion de fraude de facturacién de agua potable,
segun (Rosales, 2019) las pruebas hechas con otros modelos de entrenamiento, se
pueden incluir més técnicas de Machine Learning, tales como Redes Bayesianas,
Regresion Lineal, entre otras, y finalmente obtener un hibrido que llegue a un

minimo de 97 % de deteccion.
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Entre los modelos de prediccién se considera a Baseline Model, Segun (Peter
A. Whigham, 2015),”puede usarse con datos mixtos numéricos y categéricos y
no requiere ajuste de parametros" (pag. 5). Sin embargo, en la investigacion para
predecir el consumo de energia HVAC por hora de un hotel en Madrid, Espaia,
(Muhammad Waseem Ahmad, 2017) "la incorporaciéon de parametros sociales,
como el nimero de invitados, aument6 ligeramente la precisién de la prediccion
en el algoritmo Random Forest y ANN con error cuadratico medio (RMSE) de 4.97

y 6.10 respectivamente" (pag. 3).

En este caso particular, los datos son de multiples variables de entrada y que a
su vez son del tipo categérico y cuantitativo, el problema es predecir una de las 10
clases de consumo irregular identificadas manualmente por la empresa EPS Ilo
S.A., por lo tanto, se propone la experimentaciéon con el modelo Random Forest,
Baseline Model y entre otras que se encuentren en el estado de arte en el proceso

de experimentacion.

La EPSTlo S.A. no cuenta con un modelo de prediccién de consumo irregular de
sus clientes haciendo el uso de los datos histéricos, por lo que el presente trabajo
de investigacion plantea averiguar el método eficiente de Machine Learning para
el caso de prediccién de consumo irregular del servicio de agua potable en la

Empresa Prestadora de Servicios de Saneamiento Ilo S.A.

1.2. Antecedentes

En el estudio de (Quispe, 2017) sobre el consumo domestico mensual de
agua potable en la ciudad de Ilave, se us6 la metodologia Box-Jenkis y el modelo
ARIMA multiplicativo, el mejor modelo univariante que nos permite predeciry
pronosticar el comportamiento del consumo mensual de agua potable de EMSA
Puno S.A. Segin (José Caridad y Ocerin, 2001), "el consumo de agua en una

poblacién de tamafio medio, evoluciona a lo largo del tiempo en funcion de

13



diversos factores causales, entre estos, cabe citar el niimero de habitantes y su
densidad, la estructura de edad, la situacién socio-econémica, la industrializacion

de la zona, el clima, etc."(pag. 49).

En el estudio de modelo de deteccion de fraude en clientes del servicio de agua
potable de una empresa sanitaria en la ciudad de Santiago, Chile, Segtn (Espinoza,
2014) concluye que "en un mes se detect6 alrededor de 360 clientes irregulares y,
al mismo tiempo, se van produciendo nuevas conexiones fraudulentas, se sugiere
comenzar a generar una lista de sospechosos con un modelo para cada zona, con
la finalidad de tener parametros mas personalizados, debido a que cada zona

posee ciertas caracteristicas marcadas" (pag. 49).

En la investigacién que propone ”desarrollar un Sistema Inteligente basado en
un modelo hibrido de técnicas de mineria de datos que pretende mejorar la tasa
de exactitud en deteccion de un cliente en fraude de facturacion de agua potable
(...) segun los antecedentes expuestos, existen varias empresas a nivel nacional
e internacional prestadoras de servicios de agua potable que tienen el mismo
problema presentado, por lo tanto, es posible plantearles dicha solucién a estas

empresas' (Rosales, 2019) (pag. 80).

También se realizo6 el estudio de influencia del sistema Dialog 3G en la op-
timizacion del proceso de toma de lecturas y facturacion de SEDAPAL, caso:
condominio nuevo cercado del distrito de Lima (Salcedo, 2015), donde se afir-
ma que "este tipo de sistemas influyen positivamente en el proceso de lectura'y

facturaciéon"(pag. 57).

En la investigacion de (Vera Letamendi, 2018) denominada "mineria de datos
aplicada a la deteccion de patrones de reclamos del servicio de agua potable
en la ciudad de Guayaquil", se aplic6 la metodologia KDD para descubrir un
modelo predictivo vélido, ttil y entendible que especifique patrones de acuerdo a

la informacién presentada; utilizando la herramienta KNIME como plataforma

14



tecnolégica y la ejecucion de los algoritmos de clasificacién fundamentados en
inteligencia artificial como: Arbol de decisi6n, Naive Bayes y Weka J48; dando
como resultados: Arboles de decision (éxito=98,485 %, error=1,515%), Naive Bayes
(éxit0=97,273 %, error=2,727 %) y Weka (éxito=96,97 %, error=3,03 %); entonces se
concluye que estos algoritmos son de utilidad en estos tipos de datos para obtener

un modelo eficiente.

Existen estudios muy generales relacionados al consumo de agua y factu-
racién, enfocados en la sociedad en conjunto, mas otros estudios muestran la
necesidad de recoleccion de informacion acerca del proceso de toma de lecturas y
facturacion para futuras predicciones més especificas, asi mismo, otros proponen

modelos de Machine Learning para predicciones mds avanzadas y eficientes.

1.3. Objetivos

1.3.1. Objetivo general

Predecir con métodos de Machine Learning el consumo irregular del servicio
de agua potable en la Empresa Prestadora de Servicios de Saneamiento S.A. en la

provincia de Ilo.

1.3.2. Objetivos especificos

= Modelar la prediccién de consumo irregular de agua potable con diferentes

métodos de Machine Learning de acuerdo a la metodologia CRISP-DM.

» Estudiar el método con mayor precision para la prediccién de consumo

irregular de agua potable en la provincia de Ilo.
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1.4. Justificacién e importancia

La importancia del presente trabajo de investigacion se justifica en el beneficio
mutuo entre la sociedad y la empresa en cuanto a consumo irregular de agua
potable, al tener al alcance este modelo de prediccién la empresa podria prevenir
la molestia de sus usuarios, porque con un modelo de prediccion de este tipo se
anticiparia a cobros excesivos e injustos. Entonces, este método ayudaria a las
autoridades a tomar decisiones oportunas sobre los posibles usuarios de consumo
irregular que son causados por diferentes factores, como el medidor obsoleto,
medidores en mal estado, fuga de agua, conexiones clandestinas o algtin otro

particular externo que cause el incremento del recibo de agua.

1.5. Hipdtesis

1.5.1. Hipétesis general

El uso de métodos de Machine Learning para predecir el consumo irregular del
servicio de agua potable en la Empresa Prestadora de Servicios de Saneamiento

S.A. en la provincia de Ilo es de mucha utilidad.

1.5.1.1. Hipdtesis especificas

= El modelado de prediccién de consumo irregular de agua potable con dife-
rentes métodos de Machine Learning de acuerdo a la metodologia CRISP-

DM es muy ventajoso.

= El modelo con mayor precision para la prediccion de consumo irregular de

agua potable en la provincia de Ilo es la red neuronal simple.

16



1.5.1.2. Variables

» Variable independiente: Modelos de Machine Learning.

= Variable dependiente: Prediccién de consumo irregular del servicio de agua

potable.

17



Capitulo I1

Marco tedrico

2.1. Bases teoricas

A continuacidn, se describen resumidamente los conceptos teéricos sobre los
métodos y herramientas de Machine Learning aplicadas en el presente trabajo de
investigacion, también se define y se describe la estructura organizacional de la
empresa segin el Manual de Organizaciones y Funciones (MOF) de (EPS-Ilo-S.A.,

2020b).

2.1.1. Inteligencia artificial

La Inteligencia Artificial (IA) es una ciencia que se utiliza para construir solu-
ciones utilizando hardware y software. "Estd inspirado en la ingenieria inversa,
por ejemplo, en la forma en que funcionan las neuronas en el cerebro humano.
Nuestro cerebro consta de pequefas unidades llamadas neuronas, y redes de neu-
ronas llamadas redes neuronales. Mds alla de las redes neuronales, hay muchos
otros modelos en neurociencia que pueden usarse para resolver problemas del

mundo real en inteligencia artificial" (Nagy, 2018).
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Segun (Joshi, 2020), "la IA no significa construir una maquina extraordinaria-
mente inteligente que pueda resolver cualquier problema en poco tiempo, sino
que significa construir una maquina que sea capaz de comportarse como un ser
humano". Ademas, segun (Cruz, 2010) "los métodos de la inteligencia artificial
(IA) son una respuesta al deseo de aproximar el comportamiento y el pensamiento

humano a diversos sistemas para la solucién de determinadas problematicas".

2.1.1.1. Machine Learning

Machine Learning se considera como una rama de inteligencia artificial, tam-
bién tiene relaciéon con los campos de las matematicas, estadistica y probabilida-

des, también se le considera un sub campo de la computacion.

En cierto sentido, Machine Learning trata de la capacidad de convertir la expe-
riencia en conocimientos o detectar patrones significativos en datos sensoriales

complejos es una piedra angular de la inteligencia humana y animal (Ertel, 2017)

(pag. 7).

La principal pretension de Machine Learning es que la méquina aprenda de
las experiencias y de los datos histéricos de algtiin tema en particular para asi
ser expresados y utilizados en las técnicas o modelos de esta rama. Entonces, los
modelos de aprendizaje automatico toman estos datos para reconocer o detectar
ciertos patrones de comportamiento para aprender, y este conocimiento aprendi-
do es usado en un futuro problema. Existen tres tipos de aprendizajes, las cuales

son:

» Aprendizaje supervisado:
Se considera cuando existe un apoyo del ser humano en el proceso de
etiquetado de la data, es decir, Machine Learning de tipo aprendizaje super-
visado muestra un resultado ya calculado a partir de una data de entrada

previamente elaborada por una persona, la misma que sabe del contenido

19



de los campos de la data y que espera un resultado.

» Aprendizaje no supervisado:
Machine Learning del tipo aprendizaje no supervisado se trata de datos no
identificados, es decir, los datos de entrada no estan etiquetados y la tarea de
Machine Learning no supervisado se encarga de diferenciarlos por si solos
para que finalmente muestre las diferencias o grupos de tipos, mediciones,

clases, entre otros, segtn el contexto del problema.

= Aprendizaje reforzado:
En este tipo de Machine Learning difiere de las dos anteriores, porque se
trata de retroalimentacion interna, consulta constantemente para mejorar

su precision para descubrir el comportamiento deseado.

= Aprendizaje profundo
El Deep Learning es un método especifico de Machine Learning que incor-
pora las redes neuronales en capas sucesivas para aprender de los datos
de manera iterativa. "El Deep Learning es especialmente ttil cuando se
trata de aprender patrones de datos no estructurados. Las redes neuronales
complejas de Deep Learning estan disefiadas para emular como funciona
el cerebro humano, asi que las computadoras pueden ser entrenadas para

lidiar con abstracciones y problemas mal definidos" (Judith Hurwitz, 2018).

2.1.1.2. Ciencia de datos

Ciencia de datos es una drea de computaciéon que consta de una variedad
de técnicas estadisticas y probabilisticas para procesar grandes cantidades de
informacién. Segun (Davy Cielen, 2016) "La ciencia de datos implica el uso de
métodos para analizar cantidades masivas de datos y extraer el conocimiento que

contiene".

La ciencia de datos es una disciplina amplia, consta de técnicas y algoritmos
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para manejar conjuntos de datos no estructurados muy grandes de manera auto-
matizada, incluso sin interaccion humana, para realizar transacciones en tiempo

real o para hacer predicciones.

La inteligencia artificial, el aprendizaje automaético y la ciencia de datos estdn
relacionados entre si. ”Como era de esperar, a menudo se usan indistintamente
y se combinan entre si en los medios populares y la comunicacién empresarial.
Sin embargo, todos estos tres campos son distintos segun el contexto"(Kotu y
Deshpande, 2019). La relacién entres estas disciplinas se puede apreciar en la

figura II.1.
Figurall.l:

Relacién entre Inteligencia Artificial, Machine Learning y Data Science.

Artificial intelligence

Linguistics Vision
Language Fobotics
synthesis
Sesor Planning
Machine learning
Data science
Support
vector Data
machines kNN Text preparation
mining -—
Statistics
Decision Bayesian | ) Process
trees learning Time series S mining
forecasting Visualization
Deep Processing
learning Recommendation paradigms
engines Experimentation

Fuente: Kotu y Deshpande, 2019

2.1.2. Metodologia

Los siguientes procedimientos de la metodologia CRISP-DM (Cross-industry
standard process for data mining), estdn basadas en el autor (Rodica Branzei,
2005). Este consta de seis pasos para concretar un proyecto de mineria de datos,

el cual se detalla mas adelante.
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En el presente trabajo de investigacion se adapta los cinco primeros procedi-
mientos de la metodologia, ya que el proyecto contempla hasta la evaluacién del
modelo, mas no la implementacién del mismo, porque esta tapa demandaria una
inversién de dinero a la empresa. Sin embargo, puesto que se trata de un trabajo
de investigacion, lo mas importante es evaluar la eficiencia de los modelos de
Machine Learning.

FiguraIlL.2:

Etapas de la metodologia CRISP-DM

Comprensicn == Comprensidn
del negocio e de los datos

N

Preparacidn
de los datos

D & tri bucion

Ewval uacian

Fuente: Rodica Branzei, 2005

2.1.2.1. Comprension de negocio

Debe obtenerse la méxima informacién posible de los objetivos de la mineria

de datos. Puede reducir los futuros riesgos clarificando los problemas, objetivos y

recursos.
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2.1.2.2. Comprension de datos

Se estudia mds de cerca los datos disponibles de mineria. Es un paso esencial
para evitar problemas inesperados durante la siguiente fase que suele ser la fase

mas larga del proyecto.

Esta fase implica acceder a los datos y explorarlos con la ayuda de tablas y
graficos. De esta manera se podréd determinar la calidad de los datos y describir

los resultados de estos pasos.

2.1.2.3. Preparacién de datos

Es uno de los aspectos mds importantes y con frecuencia el que mas tiempo
exige en la mineria de datos. La preparacion de datos suele implicar las siguientes

tareas:

Fusion de conjuntos y/o registro de datos.

Seleccion de una muestra de un subconjunto de datos.

Agregacion de registros.

Derivacién de nuevos atributos.

Clasificacion de los datos para el modelado.

Eliminacion o sustitucién de valores en blanco o ausentes.

Divisién en conjuntos de datos de prueba y entrenamiento.

2.1.2.4. Modelado

Los datos preparados anteriormente se incorporan a las herramientas analiti-

casy los resultados comienzan a arrojar algo de luz al problema planteado.
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El modelado se suele ejecutar en multiples iteraciones. Normalmente se eje-
cutan varios modelos utilizando los pardmetros por defecto, se ajustan los pa-
rametros o vuelven a la fase de preparacién de datos para las manipulaciones

necesarias para el modelo.

2.1.2.5. Evaluacion

En este punto se habrd completado la mayor parte del proyecto de mineria de
datos. También se habra determinado, en la fase de modelado, que los modelos

son técnicamente correctos y efectivos.

Sin embargo, antes de continuar, se debe evaluar los resultados de sus esfuer-
zos utilizando los criterios de rendimiento establecidos en el inicio del proyecto.
Es la clave para asegurar que la organizacion pueda utilizar los resultados que se

ha obtenido. La mineria de datos produce dos tipos de resultados:

= Los modelos finales seleccionados en la fase anterior de CRISP-DM.

= Las conclusiones o interferencias obtenidas de los modelos y del proceso

de mineria de datos; reciben el nombre de descubrimientos.

2.1.3. Algoritmos propuestos

2.1.3.1. Arbol de decisiones

El algoritmo Decision Tree pertenece a la familia de algoritmos de aprendizaje
supervisado. El algoritmo de arbol de decisiones consta de dos pasos importantes,
el primer paso es aprendizaje automatico del set de datos y el segundo paso es
predecir en base a los patrones identificados en el anterior paso. Se puede utilizar

para resolver problemas de regresion y clasificacion. Segiin (Chauhan, 2020) "El
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objetivo de usar un drbol de decision es crear un modelo de entrenamiento que
se pueda usar para predecir la clase o el valor de la variable objetivo aprendiendo

reglas de decision simples inferidas de datos anteriores (datos de entrenamiento)".

= Nodo raiz: representa toda la poblacién o muestra, y esta se divide en dos o

mads conjuntos homogéneos.

= Division: es un proceso de division de un nodo en dos o més subnodos.

= Nodo de decisién: cuando un subnodo se divide en otros subnodos, se

denomina nodo de decisién.

» Nodo Hoja / Terminal: Los nodos que no se dividen se denominan nodo

Hoja o Terminal.

= Poda: cuando eliminamos subnodos de un nodo de decision, este proceso

se denomina poda. Se puede decir el proceso opuesto a la division.

s Rama / Subarbol: una subseccién de todo el arbol se denomina rama o

subarbol.

= Nodo padre e hijo: un nodo, que se divide en subnodos, se denomina nodo

padre de subnodos, mientras que los subnodos son hijos de un nodo padre.

El método de seleccion de atributos es mediante el uso de Medias de seleccion
de Atributos, el cual se conoce en matematicas como una Heuristica, este método

divide los datos de mejor manera posible.

» Ganancia de la informacién:
Es una propiedad estadistica que mide la eficiencia de division de atributos
en grupo de entrenamiento de acuerdo al objetivo de clasificacion. Entonces,
acudimos a la entropia para medir la impureza de conjunto de datos de

entrada.
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La entropia se puede calcular haciendo uso de la siguiente férmula mate-
matica:

Entropia=—-plog.p—qlog.q (IL.1)

py q son probabilidades de mayor y menor, mientras sea menor, la entropia

es mejor.

» Gini:
Gini es para saber la homogeneidad de la poblacion, es 0 la médxima igualdad
y 1 la maximo desigualdad. Entonces, funciona como valor objetivo de

categoria de éxito o fracaso.

2.1.3.2. Random forest

Random Forest es una de las técnicas de Machine Learning mds potentes y
totalmente automatizadas. Casi sin experiencia en preparacion de datos o mo-
delado, los analistas pueden obtener sin esfuerzo modelos sorprendentemente
efectivos. 'Bosques aleatorios’ es un componente esencial en el conjunto de he-
rramientas del cientifico de datos moderno y en esta breve descripcion se toca los

elementos esenciales de esta metodologia innovadora.

Un bosque aleatorio es un clasificador que consiste en una coleccion de clasi-
ficadores estructurados en arbol {h(x,0), k =1,...} donde los {©} son vectores
aleatorios independientes distribuidos idénticamente y, cada drbol, emite un voto
por unidad para la mayor clase popular en la entrada x (Breiman, 2001). Se trata de
un método no perimétrico, robusto y facil de interpretar (Cdnovas-Garcia, Alonso,
y Castillo, 2016), la misma que también puede ser visualizada en forma gréfica

como se aprecia en la figura I1.3.
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FiguraIlL.3:

El drbol en formato Graphviz usando el export_graphviz exportador.
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Fuente: Breiman, 2001

2.1.3.3. Baseline model

Baseline model es un modelo simple que tiene una probabilidad razonable
para proporcionar resultados decentes, en la literatura comentan que es un mode-
lo para probar y un paso para elegir modelos mas 6ptimas de Machine Learning.
La ventaja de este modelo es que es facil de experimentar sin mucho recurso de

computo, puesto que los paquetes existen.

Es un modelo simple que tiene una sola capa oculta completamente conectada
con el mismo numero de neuronas que los atributos de entrada. La red utiliza
buenas practicas como la funcién de activacion del rectificador para la capa oculta.
Se utiliza el eficiente algoritmo de optimizacién ADAM y se optimiza una funcién

de pérdida de error cuadréatico medio(Machine Learning Mastery, s.f.).
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Una linea de base es un método que utiliza heuristica, estadisticas de resumen
simples, aleatoriedad o aprendizaje automatico para crear predicciones para un

conjunto de datos.

La topologia de red de esta red neuronal simple de una capa se puede resumir,

como se puede apreciar en la figura I1.4.
FiguraII.4:

Modelo de red neuronal de una sola capa oculta.

. outputs
inputs

input layer hidden layer output layer

Fuente: Machine Learning Mastery, s.f.

Existe una clase KerasClassifier en Keras que se puede usar como Estimador
en scikit-learn, el tipo base de modelo en la biblioteca. El KerasClassifier toma el
nombre de una funcién como argumento. Esta funcién devuelve el modelo de red
neuronal construido, listo para el entrenamiento. Este se muestra en una funcién

que creard una Baseline Model.
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2.2. Empresa Prestadora de Servicios de Saneamien-

to Ilo S.A.

2.2.1. Descripcion de la empresa

Segun (EPS-Ilo-S.A., 2020a) la Empresa Prestadora de Servicios de Saneamien-
to Ilo S.A. es una entidad publica de derecho privado que acttia con autonomia
financiera - administrativa encargdndose de la prestacion de servicios publicos

de agua potable y alcantarillado en el &mbito de la Provincia de Ilo.

2.2.2. Organizaciéon

La EPS Ilo S.A. tiene la siguiente estructura organizacional, la cual fue extraida

del MOF de la empresa.
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FiguraIlL.5:

Organigrama de la EPS Ilo S.A.

ORGANIGRAMA ESTRUCTURAL EPS ILO S.A.
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Fuente: EPS Ilo S.A. (2020a)

Junta general de acciones:

Consta de tres representantes de la Municipalidad Provincia de Ilo, Pacocha
y El Algarrobal. Se encargan de examinar los acuerdos, constatar acciones,
decidir en el momento en que las acciones se sometan a voto y cuidar que

se de cumplimiento a las disposiciones de los Estatutos.

Directorio:

Vigila el cumplimiento de los fines y objetivos para los que fue creada la
empresa, vela por el cumplimiento de los acuerdos de la Junta General de
Accionista y del Directorio, ademads de coordinar con el Jefe de Organo de

Control Interno, el estricto cumplimiento de las normas de control.

Gerencia general:

Supervisa a todos los 6rganos de linea, de apoyo y asesoria. Comprende el

30



planeamiento, organizacion, direccion, control, evaluacién, resoluciéon y
coordinacion general de las actividades operacionales, comerciales y admi-

nistrativos de la EPS.

Gerencia administrativa - financiera:

Esta conformado por el Gerente Administrativo Financiero y un Asistente
Administrativo II. Controla la capacidad empresarial y el auto-financiamiento
de la EPS, optimizando la utilizacién de los recursos financieros, humanos,

materiales y de bienes de capital.

Gerencia de operaciones:

Comprende al Gerente de Operaciones, Asistente Administrativo II y Super-
visor de Servicios. Supervisa a la Oficina de Ingenieria, Oficina de Control
de Calidad y Efluentes, Divisién de Produccién, Divisién de Distribucién
y Control de Perdidas, Division de mantenimiento, demds personal de la

Gerencia de Operaciones.

Planea, organiza, dirige, coordina, controla, evaliia y norma la produccion,
distribucién y control de calidad del agua potable, la recoleccion, tratamien-
to y disposicion final de desagiies, el mantenimiento de la infraestructura

de produccién y distribucion.

Gerencia comercial:

Conformado por el Gerente Comercial y Asistente Administrativo II. Su-
pervisa a la Division de Procesos Comerciales, Division de Facturacion y
Cobranza, Division de Catastro y Asistente Administrativo II. Entre sus acti-
vidades generales se tiene planificar, organizar, ejecutar y controlar todas
las actividades vinculadas a la comercializacién, catastro, medicion, fac-
turacion y cobranza para la prestacién de los servicios de agua potable,

alcantarillado y servicios colaterales en el ambito de la EPS ILO S.A.
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2.2.3. Principales oficinas encargadas

A continuacién se detalla las funciones de las principales oficinas que dan
soporte a los procesos de la gerencia comercial, facturacion y catastro, divisiones
que se involucran directamente en los problemas que la presente investigacion

estudia.

= Division de procesos comerciales:
Supervisa las dreas de Asistente de Atencion al Cliente, Auxiliar de Contratos
y comercializacion, Supervisor Operativo Comercial, Supervisor de Banco

de Medidores.

Las actividades del puesto son planificar, organizar, formular, coordinar, eje-
cutar y controlar las actividades y/o programas de los procesos comerciales
y atencion al cliente. Asi como la supervision y control de las actividades de

mantenimiento preventivo y correctivo de los micro medidores

= Division de facturacién y cobranza:
Supervisa el drea de Técnico de Cobranza Dirige la programacion, ejecucion
y control del proceso de facturacién y cobranza, buscando alta eficiencia de
cobranza de los montos facturados por los servicios que presta la empresa.
Asi mismo, disminuir la cartera pasada por deudas y los indices de morosi-
dad debiendo realizar las acciones correspondientes de conformidad a las

normas técnicas legales e internas vigentes.

= Division de Catastro:
Planifica, ejecuta, coordina, supervisa y controla el mantenimiento del
registro catastral de los clientes reales y factibles, identificando los clientes

potenciales de la EPS ILO S.A.
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2.3. Definicion de términos

= Machine Learning:
El aprendizaje de mdquina o aprendizaje automdtico es una forma de in-
teligencia artificial que permite que un sistema aprenda utilizando una

variedad de algoritmos para mejorar, describir datos y predecir resultados.

= CRISP-DM:
Son las siglas de Cross-Industry Standard Process for Data Mining, es un
método probado para crear un modelo y orientar los trabajos de mineria
de datos. Como metodologia, incluye descripciones de las fases normales
de un proyecto, las tareas necesarias en cada fase y una explicacién de las
relaciones entre las tareas; como modelo de proceso, ofrece un resumen del

ciclo vital de mineria de datos.

= Random Forest:
Es una técnica de aprendizaje automatico, ttil para problemas de predic-
cién. aplica la agregacion de datos y la seleccion de caracteristicas aleatorias

a arboles de clasificacion o regresién individuales para la prediccion.

= Baseline Model:
Es un algoritmo de Machine Learning que utiliza heuristica, estadisticas de
resumen simples, aleatoriedad o aprendizaje automatico para crear predic-

ciones para un conjunto de datos.

n JA:
El propésito de la inteligencia artificial es hacer computacional el conoci-
miento humano por procedimientos simbdlicos (programable y basado en
el supuesto del conocimiento explicable por procedimientos de manipu-
laciéon de simbolos) o conexionistas (autoprogramable por aprendizaje y
donde el conocimiento viene representado la propia estructura de la red

neuronal).
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= EPSILO S.A.:

Empresa Prestadora de Servicios de Saneamiento S.A.

= MOF:

Manual de organizacién y funciones.
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Capitulo III

Método

3.1. Tipo ynivel de investigacion

3.1.1. Tipo de investigacion

El tipo de investigacion es aplicativo, puesto que se pone a prueba métodos o
técnicas desarrolladas y validadas en la comunidad cientifica de la computacioén,

inteligencia artificial, especificamente en la disciplina Machine Learning.

3.1.2. Nivel de investigacion

EL nivel de investigacion es experimental, ya que en el proceso se manipula la
variable dependiente e independiente, los 17 atributos de influencia directa a la

clase a predecir, y el estado de lectura(EL) respectivamente.
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3.2. Ambito temporal y espacial

La investigacion es realizada en el afio 2020 con los datos recolectados en los
anos 2018 y 2019, estos datos corresponden a los usuarios afiliados a la EPS Ilo
S.A. que cuentan con un medidor de agua potable, por lo tanto, se puede definir
el &mbito espacial a todos los medidores de agua potable de los usuarios de la EPS

Ilo S.A. de la provincia de Ilo, region Moquegua.

3.3. Poblacion y muestra

3.3.1. Poblacion

La poblacion de la presente investigacion son los medidores de agua potable

de los usuarios de la EPS Ilo S.A. de la Provincia de Ilo, region Moquegua.

3.3.2. Muestra

La muestra considerada en la presente investigacion son los medidores de
agua potable que alguna vez registraron consumo irregular del servicio de agua

potable, en total suman 83797 registros de la empresa mencionada.

3.4. Instrumentos

La presente investigacion es desarrollada con instrumentos de computacion,
por ejemplo: una computadora para redaccion y procesamiento de datos, internet
para la investigacion de diferentes técnicas y estado de arte de machine learning,

lenguaje de programacion Python para automatizar el procesamientos de datos y
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visualizacién de resultados.

Todo el proceso esta basada en la metodologia CRISP DM, los procedimientos
establecidos por la metodologia fueron efectuados para cumplir con los objetivos

planteados, que en la siguiente seccion se explica a mayor detalle.

3.5. Procedimientos

Los procedimientos en la presente investigacion estdn basadas en la metodolo-
gia Cross Industry Standard Process for Data Mining (CRISP DM), una metodologia

bastante utilizada en el &mbito académico y en la industria.

La metodologia empleada consta de cinco pasos, los cuales son: Comprension
de negocio, comprension de datos, preparacion de datos, modelado y evaluacion.
La teoria de la metodologia ha sido desarrollada en la parte de marco teérico de la

presente investigacion.

3.6. Analisis de datos

Se considera muy importante el uso de métodos de inteligencia artificial
en resolucién de problemas con datos de la Empresa Prestadora de Servicios
de Saneamiento (EPS ILO S.A.). Se puede alcanzar excelentes resultados con
aplicacién de métodos de Machine Learning en este tipo de problemas en las

empresas locales de la provincia de Ilo.

Los resultados de la presente investigacion ha demostrado que si se puede
predecir diferentes clases de consumo irregular de agua potable de la empresa

mencionada.

EL conocimiento generado en el presente trabajo es un aporte importante
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paralos investigadores locales y autoridades para tomar decisiones sobre los datos

tratados con Machine Learning.
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Capitulo IV

Resultados

A continuacion se detallan los resultados de los procedimientos realizados de

acuerdo a las fases de la metodologia CRISP DM.

4.1. Comprension de negocio

El objetivo de Machine Learning que se va a aplicar en esta investigacion es el
hacer predicciones lo més fiables posible a partir de los datos que ya se disponen
de los usuarios de la EPS Ilo S.A. El objetivo es reducir los reclamos de los usuarios

para asi brindar un mejor servicio.

Contexto:
En cuanto a la situaciéon de la empresa, desde el principio de esta investigacion
se cuenta con una base de datos de los usuarios, tales como: datos del predio, de
la conexién, del medidor, facturaciones, rebajas realizadas por reclamos, etc. Sin
embargo no existe ningtin estudio en profundidad sobre el comportamiento de
lecturas y consumos de los medidores de los que se puedan sacar conclusiones o

patrones para hacer predicciones sobre los futuros estado de lectura.
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Objetivos del negocio:
Los objetivos de la investigacion, como ya se ha mencionado, son la prediccion
de consumo irregular de los usuarios, de tal manera que se pueda hacer una
estimacion fiable partiendo de los datos que ya se tiene. Sin embargo, algunos
objetivos de la empresay del drea involucrada, es la reduccion de reclamos y la

identificacion de usuarios con consumos elevados (irregulares).

Los resultados de estas predicciones pueden ayudar a aquellos usuarios que
presentan problemas en sus consumos y de esta forma intentar averiguar el por

qué de estas situaciones.

Criterios de éxito del negocio:
Desde el punto de vista de la empresa se establece como criterio de éxito la
posibilidad de realizar predicciones sobre consumos irregulares de agua potable
con un elevado porcentaje de precision y fiabilidad, de tal forma que se pueda
anticipar y notificar a los usuarios acerca de su consumo, ademads de advertir
ante posibles fugas de agua en el predio. Otro criterio de éxito de la empresa seria

elevar el porcentaje de recaudacion y la disminucién de reclamos.

4.2, Comprension de datos

La EPS Ilo S.A. cuenta con una base de datos historica de consumo de agua
potable en la ciudad de Ilo, el cual consta de un total de 24 atributos (campos) que
presentan de manera explicita a los detalles de los usuarios y la empresa, estos
datos representan el comportamiento de muchos usuarios a lo largo de los dos
ultimos afos, por ejemplo; en el campo IMPE registra todas las facturaciones
efectuadas a cada uno de los usuarios, ente tipo de datos sirven para mostrar
graficamente cudnto o c6mo ha evolucionado un determinado usuario en cuanto
a su facturacion. La descripcion de cada uno de los atributos se puede apreciar en

la tabla (IV.1).

40



CuadroIV.1:

Descripcion de variables del dataset de la empresa EPS Ilo S.A.

Numero Cddigo Descripcion

1 MES Corresponde al mes facturado.

2 SUC Sucursal: Puede ser Ilo, El algarrobal o Pacocha.

3 SEC Sector: Cada sucursal se divide en sectores, y este a
la vez se divide en calles. Por ejemplo: Sucursal Ilo
se divide en trece (13) sectores, donde el sector 1
contiene las calles Villa el Eden, 2 de marzo, Vista al
mar, Jose Olaya, entre otros.

4 URB Tipo de calle, puede ser Urbanizacion, Asociacion,
Jiron, Promuvi, entre otros.

5 CALLE Nombre de la zona, tales como Miramar, 24 de octu-
bre, Chalaca, Ciudad nueva, etc.

6 ACT Es la actividad a la que un usuario se dedica, puede
ser un restaurante, vivienda, pileta publica, ferreteria,
colegio, etc.

7 CODIGO Cddigo de inscripcion del usuario.

8 TS Tipo de servicio que un usuario posee: Aguay des-
agiie, solamente agua o solamente desagiie.

9 CAT La categoria tarifaria a la que un usuario pertene-
ce, pudiendo ser domestico, comercial, industrial,
estatal o social.

10 MEDIDOR Numero de medidor.

*Continua en la pagina siguiente.

41



Numero Coédigo Descripcion

11 TP Tipo de promedio: El c6digo 0 significa que se tom6
lectura al medidor, 1 significa que la conexiéon no
tiene medidor y se le asigna un consumo fijo, 2 es el
consumo promediado de los tltimos 6 meses debido

a algiin tipo de impedimento al tomar la lectura.

12 LECTA Corresponde a la lectura anterior tomada el mes pre-
vio.

13 LECTU Corresponde a la dltima lectura del mes actual.

14 CSM Consumo por diferencia de lecturas.

15 EL Estado de lectura: Se define de acuerdo a la lectu-

ra tomada, pudiendo ser Lectura normal, consumo
excesivo, consumo atipico, no registré consumo, in-

vertido, entre otros.

16 CSMF Consumo final facturado.
17 IMPF Importe facturado en el mes.
18 IMPR Importe rebajado por algin tipo de reclamo realiza-

do por el usuario.

19 IMPC Importe cobrado / pagado por el usuario.
20 IMPD Importe faltante a pagar.
21 LECTP Lectura promedio: Es el promedio calculado por las

6 ultimas lecturas.

22 FINS Fecha de instalacion del medidor.

23 SM Situacion del medidor: Puede ser que el medidor esté
o no reinstalado.

24 EM Estado del medidor, puede ser: buena condicion, lu-

na opaca, paralizado, enterrado, retirado, etc.

Fuente: Elaboracion propia
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Nota 1. Algunos de los atributos definidos en la tabla anterior son de tipo

categoria, por lo tanto estas son definidas por un c6digo que lo identifica.

Nota 2. Los datos de la tabla anterior son de propiedad de la empresa (EPS-Ilo-

S.A., 2020a).

Sin embargo, el campo principal es el Estado de lectura (EL) que consta de 10
clases que son definidas por un c6digo que la identifica. Se puede apreciar mas al

detalle en la tabla (22).

Cuadro IV.2:

Codificacion de la atributos de estados de lectura.

Numero Cddigo Descripcion

1 000 Lectura normal.- Corresponde a una lectura dentro
del rango de lo normal.

2 001 Consumo Excesivo.- Solo se aplica a usuarios de ca-
tegoria comercial, se establece cuando el consumo
de agua potable es excesivo de acuerdo a su historial
de consumos.

3 002 Lecturas Iguales.- Es cuando la lectura del mes ante-
rior es igual a la lectura del mes actual, es decir, no
existe consumo pero se exceptiian las lecturas ceros.

4 003 No Registro Consumo y/o Lectura.- Se establece si la
lectura actual es cero o hubo algtn tipo de impedi-
mento en la toma de lectura por parte del operador.

5 004 Consumo Negativo.- Usualmente corresponde a me-
didores invertidos, donde la lectura va disminuyen-

do mensualmente en lugar de aumentar.

*Continua en la pagina siguiente.
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Numero Coédigo

Descripcion

6 007
7 008
8 010
9 011
10 999

Conexion Cerrada con Lectura.- El usuario tiene el
servicio cortado pero aun asi el medidor registra con-
sumos, lo cual no deberia darse.

Consumo Atipico.- Se aplica a todas las categorias
tarifarias excepto a la categoria comercial, y corres-
ponde cuando el consumo es mayor al doble del
promedio de los ultimos 6 meses.

Consumo menor al Promedio.- Se aplica si el consu-
mo es menor al promedio histérico.

Consumo Doble al Promedio.- Se aplica si el consu-
mo es el doble del promedio histérico.

No registra Lectura.- Similar al item 4, con la diferen-
cia de que esta opcion se utiliza en versiones ante-

riores del sistema integro comercial.

Fuente: Elaboracion propia

Nota 1. Los datos de la tabla anterior son de propiedad de la empresa (EPS-Ilo-

S.A., 2020a).

Los datos definidos en la Tabla 22, son las clases a predecir en el presente

trabajo, ya que representa a los diferentes consumidores irregulares. Sin embargo,

la clase del codigo 000 (lectura normal) no se considera en el presente por no ser

considerado como consumo irregular.

Ademads, también es excluido la clase 009, porque su existencia es de solo un

registro, por lo tanto el numero de clases de reduce a 8.
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4.3. Preparacion de datos

En este apartado se define el conjunto de datos para experimentar en el presen-
te trabajo de investigacion. Para lograr los objetivos planteados se ha seleccionado
el conjunto de datos que se puede apreciar en la Figura (IV.1). En este conjunto
de datos la clase a predecir es el atributo Estado de lectura(EL), por lo tanto, los
atributos seleccionados son directamente influyentes a la clase Estado de lectura
(EL). Entonces, en resumen se tiene 17 atributos como variable independiente y 1

atributo como variable dependiente que es la clase a predecir.
FiguraIV.1:

Conjunto de datos de entrenamiento (dataset)

1 df = pd.read_csv("/content/dic_2020.csv")
2 df.head(n=5)

SUC SEC URB CALLE ACT TS5 CAT TP LECTA LECTU CSM IMPF IMPR IMPC IMPD LECTP EM EL

0 1 1 2 8253 5 1 13 2 0 0 0 221 00 221 0.0 M0 1 3
1 1 1 2 8258 5 1 13 2 308 498 190 376 00 376 0.0 15 1 8
2 1 1 2 8253 5 1 113 0 126 135 9 203 0.0 203 0.0 3 1N
3 1 1 2 8256 5 1 113 0 124 126 2 74 0.0 74 0.0 T 1T N
4 1 6 2 8158 5 1 113 0 154 154 0 37 0.0 3.7 0.0 2 1 2

Fuente: Elaboracién propia
Los datos de la tabla anterior son de propiedad de la empresa (EPS-Ilo-S.A.,
2020a).
En total se tiene 17 atributos independientes y 1 atributo dependiente que es el

estado de lectura(EL).

El conjunto de datos seleccionado para la presente experimentacion consta
de 8 clases, la cantidad de registros existentes por clases se puede a preciar en la

Figura (IV.2).
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Figura IV.2:

Numero de registros por clase

1 print(df.shape)

2 print(pd.value counts(df['EL'], sort = True))
(83714, 18)
10 26703
2 20140
3 15108
11 12934
4 7095
8 1017
7 404
1 313
Name: EL, dtype: int64

Fuente: Elaboracion propia
Las clases estdn representadas por codigos que se detallan en la seccién de

comprension de datos.

Se evidencia que los registros por clase no son equilibrados como se puede
apreciar en la Figura IV.3, el cual no es bueno para los algoritmos de Machine Lear-
ning (Mikel Galar, s.f.) porque los conjuntos de datos que sufren de distribuciones
de clases desequilibradas es un problema desafiante en la comunidad de mineria
de datos. Este problema ocurre cuando el niimero de ejemplos que representan

una clase es mucho menor que el de las otras clases.

Segun (Kantardzic, 2020), una de las técnicas de sobremuestreo més populares
es la técnica de sobremuestreo de minorias sintéticas (SMOTE). Su idea princi-
pal es formar nuevas muestras de clases minoritarias interpolando entre varias

muestras de clases minoritarias que se encuentran muy juntas.

De acuerdo al estado de arte de mineria de datos, con respecto a conjunto de
datos desbalanceados, recomiendan a la técnica Synthetic Minority Oversampling
Technique (SMOTE), un técnica eficiente en sobre muestrear la clases minoritarias
para equilibrar conjunto de datos. Por lo tanto, en la presente investigacion se
considera la aplicacién de la técnica mencionada para este objetivo. En la Figura

(IV.3) se puede apreciar los datos NO balanceados, sin embargo, en la Figura (IV.4)
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se llega apreciar los datos completamente balanceados.
Figura IV.3:

Ntumero de registros por clase sin aplicar SMOTE.

Class=2, n=15108 (18.047%)
Class=5, n=1017 (1.215%)
Class=7, n=12934 (15.450%)
Class=1, n=20140 (24.058%)
Class=6, n=26703 (31.898%)
Class=4, n=404 (0.483%)
Class=0, n=313 (0.374%)
Class=3, n=7095 (8.475%)

25000 +

20000 4

15000 A

10000 4

Numero de registros

5000 4

Clases

Fuente: Elaboracion propia
En esta figura, el codigo de cada clase es reasignada de acuerdo al orden de la

clase en el conjunto de datos.
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Figura IV.4:

Numero de registros por clase aplicando SMOTE.

Class=2, n=26703 (12.500%)
Class=5, n=267603 (12.500%)
Class=7, n=267603 (12.500%)
Class=1, n=26703 (12.500%)
Class=6, n=26703 (12.500%)
Class=4, n=26703 (12.500%)
Class=0, n=26703 (12.500%)
Class=3, n=26703 (12.500%)

25000 1

20000 4

15000

10000 1

Numero de registros

5000 4

Clases

Fuente: Elaboracion propia
En esta figura, el c6digo de cada clase es reasignada de acuerdo la orden de la

clase en el conjunto de datos.

El conjunto de datos usado para el propdsito de la presente investigacion

queda preparado para el procesamiento con los modelos a estudiar.

4.4. Modelado

En esta seccion se presentan a mayor detalle el estudio de los modelos de
Machine Learning para predecir el consumo irregular del servicio de agua potable

basado en el conjunto de datos preparado en la seccién anterior.

4.4.1. Arbol de decisiones

Arbol de decisiones es uno de los algoritmos mas populares para el problema

de prediccion de clases. Los algoritmos de aprendizaje basados en arboles se
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consideran uno de los mejores y més utilizados métodos de aprendizaje supervi-
sado. Los métodos basados en drboles potencian los modelos predictivos con alta

precision, estabilidad y facilidad de interpretacion.

Arbol de decisién tiene una estructura muy similar a un diagrama de flujo,
como se aprecia en la figura IV.5. Donde el nudo representa a una propiedad
(atributo); en el presente estudio, los datos son las caracteristicas de los usuarios
de la empresa. La rama representa a una regla de decisién que permite ascender al
siguiente nivel. El procedimiento de decision es de manera recursiva, esta basado
en la condicién de la propiedad o atributo. De esta manera el enfoque de arriba
hacia abajo alcanza una ramificacién 6ptima posible de acuerdo a la complejidad
de los datos, cada nudo acttia como una pregunta o condicién para un atributo,
dependiendo de la condicién del atributo, asciende por uno de las dos ramas y al
siguiente nivel de nudo, el cual es una posible respuesta a la pregunta. Todo este

proceso se le denomina recursivo.
Figura IV.5:

Diagrama del algoritmo Arbol de decision.

Outlook

|
| Sunny m)vercasm Rain |
I .

/

[D3,07,D12,D13]
g

L "\
| High | INormaI |
7 <

[D1,D2] [D8,D9,D11] [D6,D14] [D4,D5,D10]

Fuente: Kantardzic,M. (2020).

El método de seleccién de atributos es mediante el uso de Medias de seleccion
de Atributos, el cual se conoce en matematicas como una Heuristica, este método

divide los datos de mejor manera posible.
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» Ganancia de la informacioén:
Es una propiedad estadistica que mide la eficiencia de division de atributos
en grupo de entrenamiento de acuerdo al objetivo de clasificacion. Entonces,
acudimos a la entropia para medir la impureza de conjunto de datos de

entrada.

La entropia se puede calcular haciendo uso de la siguiente formula mate-
matica:

Entropia=—-plog.p—qlog.q (IV.1)

py g son probabilidades de mayor y menor, mientras sea menor la entropia

es mejor.

= Gini:
Gini es para saber la homogeneidad de la poblacion, es 0 la maxima igualdad
y 1 la méxima desigualdad. Entonces, funciona como valor objetivo de

categoria de éxito o fracaso.

A continuacién, se presenta el cédigo del algoritmo de Arbol de Decisi6n

realizado para la experimentacion del presente trabajo de investigacion.
Figura IV.6:

Cédigo del algoritmo de Arbol de decisién en Python.

[ ] 1# splitting the dataset into the Training set and Test set
from sklearn.model selection import train_test split
X _train, X_test, y train, y test = train_test split(X, y, test size = ©.25, stratify=y, random state = 42)
# Fitting Classifier to the Training Set
from sklearn.tree import DecisionTreeClassifier
classifier = DecisionTreeClassifier(criterion="entropy',max_depth=3, random state=42)

4 classifier.fit(X_train, y train}

DecisionTreeClassifier{ccp alpha=6.8, class weight=None, criterion='entropy’,
max_depth=3, max_features=None, max leaf nodes=None,
min_impurity decrease=8.8, min_impurity split=None,
min samples Leaf=1, min samples split=2,
min weight fraction leaf=8.8, presort="deprecated’,
random state=42, splitter='best')

Fuente: Elaboracion propia

También se presentan los resultados de prediccion sin haber preprocesado

con el algoritmos SMOTE. Se puede apreciar en la Figura IV.7 que los resultados

50



no muestran el mayor namero de aciertos en la prediccion de clases. Sin embargo,

la diferencia se nota en la Figura IV.8.

Esta diferencia existe porque el primer entrenamiento es realizado sobre los
datos desbalanceados, es decir, existen mucha diferencia entre cantidades de

registros por clase.
FiguraIV.7:

Matriz de confusién del Arbol de decisién con datos desbalanceados.

Matriz de confucién

- 20000

- 17500

- 15000

~ 0 149 10868

- 12500

- 10000

Clases verdaderas

- 7500

- 5000

- 2500

Clases predecidas

Fuente: Elaboracion propia
En esta figura, el c6digo de cada clase es reasignada de acuerdo al orden de la

clase en el conjunto de datos.

El resultado de prediccion del algoritmo arbol de decision se muestra en la
Figura IV.8, donde se puede apreciar el incremento en el nimero de aciertos en
la prediccion de clases. Sin embargo, existe una deficiencia en la prediccion de
clase 7, aparentemente el algoritmo no logra diferenciar entre la clases ntimero 6 y
namero 7, ya que se muestra en la figura IV.7 que existen 7111 registros clasificados
como clases 7, mientras que en la figura IV.8 muestran 7116 registros clasificados

como clase 6.
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Figura IV.8:

Numero de registros por clase aplicando SMOTE.

Matriz de confucién

- 17500
- 15000
- 12500

- 10000

Clases verdaderas

- 7500

- 5000

- 2500

2 2 1& 0 6282

Clases predecidas

Fuente: Elaboracion propia
En esta figura el codigo de cada clase es reasignada de acuerdo al orden de la

clases en el conjunto de datos.

4.4.2. Red neuronal simple

En esta seccion se presentan los resultados del algoritmo Red Neuronal Simple,
un algoritmo muy popular para iniciar proyectos de clasificacién con multiples

entradas y salidas.

Es importante tener en cuenta que se usa softmax funcién de activacion en la
capa de salida, esto es para asegurar que los valores de salida estén en el rango de

0y 1, para que asi puedan usarse como probabilidades predichas.

Finalmente, la red utiliza el eficiente algoritmo de optimizacién de descenso
de gradiente de Adam con una funcién de pérdida logaritmica, que se denomina

categorica_cruzada en Keras.
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Figura IV.9:
Preparacion del dataset para Red Neuronal Simple

In [3]: dataframe = pd.read csv("dic 2020 f.csv", header=None, delimiter=",")
dataset = dataframe.values
df=pd.DataFrame(dataset)

df.head()
Out[3]:

0o 1 2 3 4 5 6 7 8 9 10 1 12 13 14 15 16 17
0 10 10 20 82530 50 10 1130 20 00 00 00 221 00 221 00 100 10 30
1 10 10 20 82580 50 10 1130 20 3080 4980 1900 376 00 376 00 150 10 80
2 10 10 20 82530 50 10 1130 00 1260 1350 90 203 00 203 00 30 10 110
3 10 10 20 82560 50 10 1130 00 1240 1260 20 74 00 74 00 10 10 110
4 10 60 20 81580 50 10 1130 00 1540 1540 00 37 00 37 00 20 10 20

Fuente: Elaboracion propia

La separacion de variables de entrada y salida se realizan de la siguiente forma:
Como variables de entrada para la red neuronal son los 17 primeros campos de
la base de datos, y el tultimo campo del conjunto de datos se considera como

variables de salida, porque son las clases a predecir.

Figura IV.10:

Seleccion de variables de entrada(X) y variables de salida(Y)
In [4]: X = dataset[:,0:17].astype(str)
pd.DataFrame(X) .head()

ODut[4]:
0 1 2 3 4 5 6§ 7 8 9 10 11 12 13 14 15 16

10 10 20 82530 50 10 113.0 20 0.0 0.0 00 221 00 221 00 100 10
10 10 20 82580 50 10 113.0 20 3080 4980 1900 376 0.0 376 0.0 150 10
10 10 20 82530 50 10 113.0 00 1260 1350 90 203 00 203 00 30 10
10 10 20 825.0 50 10 1130 00 1240 1280 20 74 00 74 00 10 10

A N =1

10 60 20 81580 50 10 1130 0.0 1540 1540 00 37 00 37 00 20 10

In [5]: Y = dataset[:,17]
pd.DataFrame(Y) .head()

Out[5]:

3.0
8.0
1.0
11.0
20

O -

Fuente: Elaboracion propia

Se utiliz6 los argumentos en la construccion de la clase KerasClassifier que pa-
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san por la funcién fit() para asi, internamente, entrenar la red neuronal. Pasamos
el nimero de épocas como 200 y el tamafio de lote como 5 para el entrenamiento.
La depuracion también se desactiva durante en el proceso, estableciendo verbose

en0.

A continuacién en la Figura IV.11 se muestra una funcién que creard una red
neuronal simple para el problema de clasificaciéon. Crea una red simple completa-

mente conectada con una capa oculta que contiene 8 neuronas.

La capa oculta utiliza una funcién de activacion de rectificador, lo cual es una
buena préctica. Debido a que usamos una codificacion one-hot para nuestro
conjunto de datos, la capa de salida debe crear 8 valores, uno para cada clase. El

valor de salida mds grande se tomara como la clase predicha por el modelo.
FiguralIV.11:

Modelo de Red Neuronal Simple

In [8]: def baseline model():
# create model
model = Sequential()
model .add (Dense(8&, input_dim=19, activation='relu')
model.add(Dense(8, activation='softmax'))
# Compile model
model.compile(loss='categorical crossentropy', optimizer='adam', metrics=['accuracy'])
return model

Fuente: Elaboracion propia

Scikit-learn tiene una excelente capacidad para evaluar modelos utilizando un
conjunto de técnicas. El estdndar para evaluar modelos de aprendizaje automatico
es la validacion cruzada de k-fold, como se puede apreciar en la Figura [V.12, se

llega apreciar que alcanza un 78 % de precision.
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FiguraIV.12:
Resultado de prediccion de con Red Neuronal Simple

In [9]: estimator = KerasClassifier(build fn=baseline model, epochs=206, batch_size=5, verbose=0)
kfold = KFold(n splits=10, shuffle=True)
results = cross_val_score(estimator, X, ¥, cv=kfold)

In [18): print("Baseline: %.2f%% (%.2f%%)" % (results.mean()*100, results.std()*160))

Baseline: 70.83% (20.73%)

Fuente: Elaboracion propia

4.4.3. Random forest

Random Forest es un algoritmo de aprendizaje de méaquina, que el proce-
samiento consta en construir un bosque de drboles de forma aleatoria para la

clasificacion, regresion y otras tareas que cuya salida se expresa en clases.

El bosque aleatorio consta de una gran cantidad de arboles de decision in-
dividuales que operan como un conjunto. Cada arbol individual en el bosque
aleatorio realiza una prediccion de clases y la clase con mas votos se convierte en

la prediccién de nuestro modelo.

Por lo tanto, se toma en cuenta en la presente investigacion que aborda el
problema de clasificar el tipo de consumo irregular de agua potable por parte de

sus usuario de le empresa EPS Ilo.

A continuacioén se presenta los resultados obtenidos del conocido algoritmo
Random Forest, en la Figura IV.13 se muestra el conjunto de datos a procesar con

el algoritmo, el cual no varia en absoluto a los datos procesados por otro métodos.
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FiguraIV.13:

Preparacion de dataset para Random Forest

1 df = pd.read_csv("/content/dic_2028.csv")
2 df.head(n=5)

SUC SEC URB CALLE ACT TS CAT TP LECTA LECTU CSM IMPF IMPR IMPC IMPD LECTP EM EL

0 1 1 2 8253 5 1 "3 2 0 0 0 221 0.0 221 0.0 0 1 3
1 1 1 2 8258 5 1 M3 2 308 498 190 376 00 376 0.0 15 1 8
2 1 1 2 8253 5 1 13 0 126 135 9 203 0.0 203 0.0 3 11N
3 1 1 2 8256 5 1 113 0 124 126 2 74 0.0 74 0.0 1T 1 N
4 1 6 2 8158 5 1 113 0 154 154 0 3.7 0.0 37 0.0 2 1 2

Fuente: Elaboracion propia

A continuacién, definimos los pardmetros para el entrenamiento de Random

Forest de la siguiente manera:

= n_estimators: este es el niumero de arboles en la clasificacién de bosque

aleatoria.

= criterion: es la funcién de pérdida utilizada para medir la calidad de la
divisién. Existe dos opciones disponibles en sklearn: gini y entropy. En este

caso se uso la entropia.

= random_state: esta es la semilla utilizada por el generador de estado aleato-

rio para aleatorizar el conjunto de datos.

En la Figura IV.14 se observa el c6digo de promocién del algoritmo Random Forest.
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FiguraIV.14:
Codigo de algoritmo Random Rorest en Python

[ 1] 1 # Feature Scaling
2 scaler = StandardScaler()
3 X_train = scaler.fit _transform(X_train)
4 X_test = scaler.transform(X_test)

[1 1 # Fitting Random Forest Classification to the Training set
2 classifier = RandomForestClassifier(n estimators = 18, criterion = 'entropy', random state = 42)
3 classifier.fit(X_train, y train)

RandomForestClassifier(bootstrap=True, ccp_alpha=0.8, class weight=None,
criterion="entropy', max depth=None, max features='auto’',
max leaf nodes=None, max samples=None,
min impurity decrease=0.0, min impurity split=None,
min samples leaf=1, min samples split=2,
min weight fraction leaf=6.8, n estimators=10,

n jobs=None, oob score=False, random state=42, verbose=0,
warm_start=False)

Fuente: Elaboracion propia

El resultado de la clasificacién del conjunto de datos se puede apreciar en la
Figura IV.15, en donde demuestra que la prediccion de clases tienen mayor aserti-

vidad que otros métodos o algoritmos presentados en la presente investigacion.

A comparacién con el método Arbol de Decisién, se aprecia que no existe un
clase sin clasificar como tal. En el método anteriormente mencionado, existe la
prediccién nula de la clase 7, sin embargo, aqui se aprecia que no existe clases
sin predicciones; también, se puede observar que aun sigue existiendo la mala

clasificacién de algunos registros pero que es de menor porcentaje.
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FiguraIV.15:

Matriz de confusion de resultados con Random Forest

Confusion matrix

- 6000

- 5000

- 4000

- 3000

Tue class

- 2000

- 1000

Predicted class

Fuente: Elaboracion propia

En cuanto a la precision de prediccion de clasificacion, se muestra en la Figura
IV.15 que existe una precision muy alta en las 7 primeras clases, sin embargo, se

denota un leve falla en los 3 ultimos.

4.5. Evaluacion

En esta seccion se evaltian lo resultados de prediccion de clases de los algorit-

mos experimentados en la presente investigacion.

Para interpretar correctamente los resultados, se utiliz6 el método Matriz de
Confusién que ayuda a comprender las salidas de los algoritmos experimentados.
En la Figura IV.16 se observa una ilustracion sobre el método de célculo de la

precision de prediccién de las clases (Perros y Gatos).
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valor real
Clase 1

Valor real
Clase 2

Accuracy

Fuente: Mikel Galar, E. B., Alberto Fernandez. (s.f.)

= Accuracy del modelo representa al nimero total de predicciones correctas

FiguraIV.16:

Ejemplo de Matriz de Confusién

Prediccion Prediccidn
Clase 1 Clase 2
Aciertos Fallos
True Positive False Positive
Clase 1 Clase 2
Fallos Aciertos
False Positive True Positive
Clase 1 Clase 2
Precision Recall
Clase 1 Clase 1
+
Precision __—— Recall
Clase 2 Clase 2

dividido por el nimero total de predicciones.

= La Precisién de una clase define cuan confiable es un modelo en responder

si un registro pertenece a esa clase.

= El Recall de una clase expresa cuan bien puede el modelo detectar a esa

clase.

= ElF1 Score de una clase es dada por la media arménica de precision y recall

(2 x precision x recalll/(precision + recall)) que combina precision y

recall en una sola métrica.

EnlafiguraIV.17 se muestran los resultados de prediccion de clases procesadas por

el algoritmo Arbol de Decisiones, en donde se aprecia una precisién de 82 %, sin
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embargo también se detalla la precisién alcanzado por cada clase y su respectiva
confianza.

FiguralV.17:

Matriz de confusién de resultado del algoritmo de Arbol de Decisiones

precision recall fl-score support

6] 0.97 1.00 0.98 20027

1 0.70 B.86 0.77 200828

2 0.87 0.96 .91 20027

3 0.98 0.99 0.98 20027

- 0.69 0.85 0.76 20027

5 0.96 0.98 0.97 20028

6 0.68 0.93 0.78 20027

7 0.00 0.00 0.00 20027
accuracy 0.82 160218
macro avg 0.73 0.82 0.77 168218
weighted avg 0.73 0.82 a.77 160218

Fuente: elaboracion propia

A continuacion, presentamos los resultados obtenidos al procesar el conjunto
de datos por el algoritmo Red Neuronal Simple, en este caso usamos el método de

validacion denominada Validacion Cruzada.

La validacién cruzada es un procedimiento de remuestreo que se utiliza para

evaluar modelos de aprendizaje automético en una muestra de datos limitada.

El procedimiento tiene un solo parametro llamado k que se refiere al nimero
de grupos en los que se dividird una muestra de datos determinada. Como tal, el

procedimiento a menudo se denomina validacién cruzada de k veces.

En la Figura IV.18 se puede apreciar que la precision del algoritmo Red Neuro-

nal Simple, llega al 70.83 %. de precision en la prediccion de clases.
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FiguraIV.18:
Resultado de prediccion de Red Neuronal Simple

In [9]: estimator = KerasClassifier(build fn=baseline model, epochs=206, batch_size=5, verbose=0)
kfold = KFold(n splits=10, shuffle=True)
results = cross_val_score(estimator, X, ¥, cv=kfold)

In [18]: print(“Baseline: %.27%% (%.2f%%)" % (results.mean()*100, results.std()*180))

Baseline: 70.83% (20.73%)

Fuente: elaboracion propia

Por ultimo, presentamos los resultados del algoritmo Random Forest, en la
Figura IV.19 se puede apreciar que tenemos el 98 % de precision en prediccion de
clases. Por lo tanto, se determina como el mejor de los algoritmos experimentados
en la presente investigacion.

Figura IV.19:

Precision de prediccion de clases con Random Forest

precision recall fl-score support

1 1.00 0.99 0.99 6633

2 1.00 0.99 0.99 6742

3 1.00 1.00 1.00 6659

4 1.00 0.99 0.99 6722

7 1.00 1.00 1.00 6654

8 B.94 0.92 0.93 6658

18 8.99 0.99 0.99 6642

11 B.92 0.94 0.93 6696
accuracy .98 53406
macro avg B.98 0.98 0.98 53406
weighted avg 8.98 0.98 6.98 53406

Fuente: elaboracion propia

En esta seccién se resume los resultados obtenidos en el procesamiento de

datos con los algoritmos mencionados y experimentados en el presente estudio.

En la Tabla IV.3 se muestran los algoritmos con mas alta precisién, Random
Forest con 98 %, seguido por Arbol de Decisién con 82% y finalmente se encuentra

el algoritmo Red Neuronal Simple con 70.83 %.

También se muestra el Recall, lo que indica que tan bien puede detectar el

modelo las clases correspondientes, aqui se tiene a Random Forest con 98% y
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Arbol de Decisién con 82 %.

F1-score combina las medidas de Precision y Recall en un solo valor para
comparar su rendimiento, Random Forest posee el 98 % y Arbol de Decision el

77 %.

En cuanto a Red Neuronal Simple, no se muestra el Recall ni F1-score, puesto
que utiliza otro método de validacion denominada Validacién Cruzada, el cual es

el més indicado para este caso.
Cuadro IV.3:

Andlisis de los resultados

Nimero Algoritmos Precision Recall Fl1-score
1 Random Forest 98 % 98 % 98 %
2 Arbol de Decision 82 % 82% 7%
3 Red Neuronal Simple  70.83% - -

Fuente: elaboracion propia
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CapituloV

Conclusiones

Los métodos de Machine Learning han resultado ser muy ttiles en la predic-
cién de consumo irregular del servicio de agua potable por los usuarios de la

Empresa Prestadora de Servicios de Saneamiento S.A. en la provincia de Ilo.

La metodologia CRISP-DM ha resultado ser muy importante para llevar a
cabo la experimentacion de todas las etapas de machine learning, para alcanzar
el objetivo de prediccion de consumo irregular de agua potable con diferentes

métodos de Machine Learning.

En el presente trabajo se determina a Random Forest como mejor método de
prediccion para la prediccion de consumo irregular del servicio de agua potable,

ya que alcanz6 una precisiéon del 98 %.
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Capitulo VI

Recomendaciones

Se recomienda a las empresas locales establecer un plan de recopilacién de
informacion histérica de los procesos de la empresa encargada, porque esta
estrategia serd muy importante en un futuro cercano, ya que los algoritmos de

Aprendizaje Supervisado necesitan datos histéricos en cantidad y estructurados.

Realizar un estudio de Agrupacion y Clustering para agrupar usuarios de
condiciones o caracteristicas muy similares para tener identificado qué problemas
podrian tener los usuarios de una determinado grupo, que podria ser por la

ubicacion geografica, tipos de usuarios, condicién socio econémica, etc.

Se recomienda plantear un proyecto de investigacion orientado al procesa-
miento de quejas o reclamos escritos por los usuarios para identificar los tipos o
clases, este caso podria ser tratado con la disciplina de Procesamiento Lenguaje
Natural, porque generalmente las quejas son formulados en el lenguaje natural
(espafiol). Este en conjunto con la presente investigacién podria ayudar en canali-
zar los problemas mds importantes y urgentes a tomar en cuenta para dar una

solucion.
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Capitulo VII

Anexos

Datos de la investigacion
A continuacion, se adjunta la base de datos de los usuarios con sus respectivos
campos, tales como ubicacién, importes, consumos, lecturas, entre otros; cada
uno de estos registros contiene un codigo de identificaciéon. Por motivos de confi-
dencialidad de datos e informacién de la empresa, no es posible detallar todos los

registros existentes.

& N DATA dudsx

Enseguida se aprecia el catdlogo de datos que describe el significado de cada
registro y cada campo en el dataset para tener una mejor comprension. Esto ha

sido parte de la etapa de comprension de datos en el proceso de desarrollo de
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investigacion.

CATALOGO

69

SUC - SUCURSAL 5 - TIPO DE SERVICIO. DESCRIPCION DE CAMPOS ESTADO DEL MEDIDOR:
DESCRIPCION CODIGO DESCRIPCION MES MES CODIGO. ESTADO
o 001 AGUA ¥ DESAGUE SuC SUCURSAL 000 [NINGUNG]
EL ALGARROBAL 002 AGUA SEC SECTOR 001 BUENA CONDICION
PACOCHA [ om DESAGUE URB TIPO DE CALLE 002 PARALIZADO
CALLE  |Z0NA (oo DESTRUIDD
EL - ESTADO DE LECTURA CAT - CATEGORIA ACT ACTIVIDAD [ oos MEDIDOR DESAPARECIDD
DESCRIPCION COMGO DESCRIPCION CODIGO |CODIGO DE USUARID 005 RETIRADO-NO EXISTE
LECTURA NORMAL 113 DOMESTICO g TIPO DE SERVICIO 006 INVERTIDO
CONSUMO EXCESIVO m COMERCIAL CAT CATEGORIA TARIFARLA 007 LUNA OPACO/ILELIBLE
LECTURAS IGUALES 131 INDUSTRIAL MEDIDOR | NUMERO DE MEDIDOR 008 CAMBIADO 1RA. LECTURA
NO REGISTRO CONSUMO ¥/0 LECTURA 141 ESTATAL ™ TIPO DE PROMEDIO 005 JETIRADO-NO EXISTE-PROMEDIDADD
| CONSUMODNEGATIVO 151 SOCIAL LECTA _[LECTURA ANTERIOR o1 VIVIENDA DESHABITADA
| CONEXION CERRADO COM LECTURA LECTU  |LECTURA ULTIMA [Con INACCESIBLE
CONSUMO ATIPICO TP - TIPO DE PROMEDIO = CONSUMO 012 LUNA ROTA/VANDALIZADO
CONSUMO MENOR AL PROMEMO COMGO DESCRIPCION EL ESTADO DE LECTURA 013 ENTERRADO
CONSUMO DOBLE AL PROMEDID _| [] MEDICION DELECTURA |  [CSMF  [CONSUMGO FACTURADD 014 CAJA SUCIA
NO REGISTRA LECTURA 1 ASIGNADD IMPF IMPORTE FACTURADO 015 CAIA INUNDADA
2 | PROMEDHO / 6 ULTIMAS LECTURAS IMPR IMPORTE REBAJADO 016 CAJA PROFUNDA
IMPC IMPORTE COBRADO 017 | DENTRO DE HUERTA (DEL PREDIC)
IMPD | IMPORTE DAFERENCIA / FALTANTE 018 | DENTRO DE JARDIN (DEL PREDIO)
LECTP  |LECTURA PROMEDIO 018 FUGA EN CAJA
FINS FECHA DE INSTALACION DEL MEDIDOR 020 TAPA TRABADA
i 5™ SITUACION DEL MEDIDOR 021 IMPEDIMENTO TEMPORAL
EM ESTADO DEL MEDIDOR 022 SERIE NO LEGIBLE
023 | CASA DESOCUPADA/DESHAB
024 CAlA EMPOTRADA




Se anexa también el c6digo fuente del algoritmo Arbol de decisiones

import pandas as pd

import numpy as np
import matplotlib.pyplot as plt

import seaborn as sns

from
from
from
from
from
from

from

from
from
from
from

from

O «f
d

¥

C

sklearn.
sklearn.
sklearn.
sklearn.
sklearn.

pylab import rcParams

metrics import confusion matrix

metrics import classification report

model selection import train_test split
linear model import LogisticRegression
decomposition import PCA
sklearn.tree import DecisionTreeClassifier

imblearn.under_sampling import NearMiss
imblearn.over_sampling import RandomOverSampler

imblearn.combine import SMOTETomek

imblearn.ensemble import BalancedBaggingClassifier

collections import Counter

= pd.read_csv("/content/dic_2828.csv")

.head(n=5)

SUC SEC URB

|

|

|

1

1

1

2

CALLE ACT

8253

8258

8253

8256

8158

5

T5

CAT TP

M3 2

M3 2

13 0

13 0

M3 0

LECTA

1]

308

126

124

154

LECTU

498

135

126

154

csm

190

70

IMPF

37.6

203

74

3.7

IMPR

0.0

0.0

0.0

0.0

IMPC

221

IMPD

0.0

0.0

0.0

0.0

0.0



o print{df.shape)
print(pd.value counts(df['EL"'], sort = True))

C» (83714, 18)

18 26783
2 28148
3 151a8
11 12934
4 7895
2 1e17
7 4a4
1 313

Mame: EL, dtype: inté4

o count_classes = pd.value_counts(df['EL"], sort = True)
count classes.plot(kind = 'bar’', rot=8)
plt.xticks(rangz(8))

#plt.title("Numero de registros por clase™)
plt.xlabel({"Clases")
plt.ylabel("Numerc de registros™);

25000 -

20000 1

15000

10000 1

Mumero de registros

5000 1

Clases
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y = df["EL"]

X = df.drop('EL", axis=1)

#dividimos en sets de entrenamiento y test

X_train, X_test, y_train, y_test = train_test_split(X, y, train_size=8.7)

#creamos una funcidn que crea el modelo que usaremos cada vez

def run_model(X_train, X_test, y_train, y_test):
clf_base = LogisticRegression(C=1.8,penalty="12",random_state=1,solver="newton-cg")
clf_base.fit(X_train, y_train)
return clf_base

#ejecutamos el modelo "tal cual”
model = run_model(X_train, X _test, y train, y_test)

#definimos funciona para mostrar los resultados
def mostrar_resultados(y_test, pred_y):
conf_matrix = confusion_matrix(y_test, pred_y)
plt.figure(figsize=(6, 4))
sns.heatmap(conf_matrix, annot=True, fmt="d");
plt.title("Confusion matrix™)
plt.ylabel('True class')
plt.xlabel( 'Predicted class')
plt.show()
print (classification_report(y_test, pred_y)})

pred_y = model.predict(X_test)
mostrar_resultados(y_test, pred_y)
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# load and summarize the dataset
trom pandas import read csv
from collections import Counter
from matplotlib import pyplot
from sklearn.preprocessing import LabelEncoder
# define the dataset location
url = "/content/dic_2828 f.csv’
# load the csv file as a data frame
df = read csv{url, header=None)
data = df.values
# split into input and output elements
X, y = data[:, :-1], data[:, -1]
# label encode the target variable
y = LabelEncoder().fit_transform(y)
# summarize distribution
counter = Counter(y)
for k,v in counter.items():
per = v / len(y) * 188
print({'Class=%d, n=kd (%.3f%%)" % (k, v, per))
# plot the distribution
pyplot.bar(counter.keys(), counter.values())
plt.xlabel("Clases™)
plt.ylabel("Numerc de registros”™);
pyplot.show()
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Class=2, n=15188 (18.847%)
Class=5, n=1817 (1.215%)
Class=7, n=12934 (15.458%)
Class=1, n=2814@ (24.858%)
Class=6, n=267@3 (31.398%)
Class=4, n=484 (@.483%)
Class=8, n=313 (@.374%)
Class=3, n=7@95 (8.475%)

25000 1

20000 1

15000 4

10000 4

Numero de registros

5000 1

0 1 2 3 4 5 & 7
Clases

[ 1 # splitting the dataset into the Training set and Test set

from sklearn.model_selection import train_test_split
X_train, X_test, y_train, y_test = train_test_split(X, y, test_size = 8.25, stratify=y, random_state = 42)

[ 1 # Fitting Classifier to the Training Set

from sklearn.tree import DecisionTreeClassifier
classifier = DecisionTreeClassifier(criterion="entropy',max_depth=3, random_state=42)
classifier.fit(X_train, y_train)

DecisionTresClassifier(ccp_alpha=8.8, class_weight=None, criterion="entropy’,
max_depth=3, max_features=None, max_leaf_nodes=None,
min_impurity decrease=0.@, min_impurity_split=None,
min_samples_leaf=1, min_samples_split=2,
min_weight_fraction_leaf=0.8, presort="deprecated’,
random_state=42, splitter='best')

[ 1 # encoding categorical data e.g. disease outcome as a dummy variable

y,class_names = pd.factorize(y)

[ ] counter = Counter(y)

for k,v in counter.items():

per = v / len(y) * 1e@

print('Class=%d, n=%d (%.3f%%)" % (k, v, per))
# plot the distribution
pyplot.bar(counter.keys(), counter.values())
plt.xlabel("Clases™)
plt.ylabel("Numerc de registros");
pyplot.show()
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[» Class=8, n=15188 (18.847%)
Class=1, n=1817 (1.215%)
Class=2, n=12934 (15.458%)
Class=3, n=20814@ (24.858%)
Class=4, n=26783 (31.898%)
Class=5, n=484 (8.483%)
Class=6, n=313 (8.374%)
Class=7, n=7@95 (8.475%)

25000 1

20000 1

15000

10000 4

Mumero de registros

5000 1

,D .
o 1 2 3 4 5 & 7
Clases

o # Model performance on training set
y_pred_train =classifier.predict(X_train)

from sklearn import metrics
from sklearn.metrics import confusion_matrix, classification_report

accuracy = metrics.accuracy_score(y_train, y_pred_train)
print{"Accuracy: {:.2f}".format(accuracy))
cm=confusion matrix(y train,y pred train)

print{ Confusion Matrix: \n', cm)

target _names=class_names

print{target_names)

print{classification_report(y_train, y_pred train))
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Accuracy: B.B9
Confusion Matrix:

[l
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1 @.99
2 a.32
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o det mostrar_resultados{y_train, y pred train):
conf_matrix = confusion matrix(y train, y pred train)
plt.figure(figsize=(28, B))
sns._heatmap(conf matrix, annot=True, fmt="d");

plt.title("Matriz de confucidn™)

plt.ylabel('Clases verdaderas")
plt.xlabel( 'Clases predecidas’)

plt.show()
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68]

251]

@]
71111]]

support

235
15185
11331

5321

383

763
28827

97ea

62785
62785
62785

print {classification_report(y_train, y pred train))

#pred_y = model.predict(X_test)

mostrar_resultados(y train, y_pred train)
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o # example of oversampling a multi-class classification dataset

from pandas import read csv
from imblearn.over sampling import SMOTE
from collections import Counter
from matplotlib import pyplot
from sklearn.preprocessing import LabelEncoder
# define the dataset location
url = "fcontent/dic 2828 f.csv’
# load the csv file as a data frame
df = read csv{url, header=Hone)
data = df.wvalues
# split into input and output elements
A, b = data[:, :-1], data[:, -1]
# label encode the target variable
b = LabelEncoder().fit transform(b}
# transform the dataset
E=A
y=b
oversample = SMOTE()
X, vy = oversample.fit_resample(X, v)
# summarize distribution
counter = Counter(y)
for k,v in counter.items():

per = v / len(y) * 188

print{'Class=%d, n=%d (%.3f%X)" % (k, v, per))
# plot the distribution
pyplot.bar{counter.keys(), counter.values())
plt.xlabel("Clases™)
plt.ylabel("Numerc de registros");
pyplot.show()

25000 -

20000 -

15000

10000 4

5000 1
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# Splitting the dataset into the Training set and Test set
from sklearn.model_selection import train_test_split
X_train, X_test, y_train, y test = train_test_split(X, y, test_size = .25, stratify=y, random_state = 42)

# Fitting Classifier to the Training Set

from sklearn.tree import DecisionTreeClassifier

classifier = DecisionTreeClassifier(criterion="entropy’,max_depth=3, random_state=42)
classifier.fit(X_train, y_train)

DecisionTreaClassifier(ccp_alpha=@.@, class_weight=None, criterion="entropy’,
max_depth=3, max_features=lonz, max_leaf_nodes=None,
min_impurity_decrease=@.8, min_impurity_split=None,
min_samples_leaf=1, min_samples_split=2,
min_weight_fraction_leaf=8.@, presort='deprecated’,
random_state=42, splitter="best’)

# encoding categorical data e.g. disease outcome as a dummy variable
y,class_names = pd.factorize(y)

# Model performance on training set
y_pred_train =classifier.predict(X_train)

from sklearn import metrics
from sklearn.metrics import confusion_matrix, classification_report

accuracy = metrics.accuracy_score(y_train, y_pred_train)
print("Accuracy: {:.2f}".format(accuracy))
cm=confusion_matrix(y_train,y_pred_train)
print('Confusion Matrix: \n', cm)
target_names=class_names

print(target_names)

print(classification_report(y_train, y_pred_train))
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Cédigo fuente del algortimo Random Forest

[ 1 import pandas as pd
df = pd.read_csv("/content/dic_2828.csv")
df.head(n=5)

SUC SEC URB CALLE ACT TS CAT TP LECTA LECTU CSM IMPF IMPR IMPC IMPD LECTP EM

0 1 1 2 8253 5 1 113 2 0 0 0 221 00 221 0.0 10 1
1 1 1 2 8258 2 1 13 2 308 498 190 376 00 376 00 19 1
2 1 1 2 8253 5 1 113 0 126 135 9 203 00 203 00 3 1
3 1 1 2 8256 5 1 113 0 124 126 2 T4 00 T4 00 1 1
4 1 6 2 8158 5 1 113 0 154 154 0 37 00 37 00 2 1

o print(df.shape)
print(pd.value_counts(df['EL"'], sort = True))

C+ (83714, 18)

16 267a3
2 28148
3 151a8
11 12934
4 7a95
8 1a17
7 4a4
1 313

Name: EL, dtype: intb64

[ ] import matplotlib.pyplot as plt
count_classes = pd.value counts(df['EL"'], sort = True)
count_classes.plot(kind = "bar', rot=8)
#plt.xticks(range(8))
#plt.title("Numero de registros por clase")
plt.xlabel("Clases")
plt.ylabel("Numerc de registros");
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# load and summarize the dataset
from pandas import read csv
from collections import Counter
from matplotlib import pyplot
from sklearn.preprocessing import LabelEncoder
# define the dataset location
url = "/content/dic_20820 f.csv’
# load the csv file as a data frame
df = read csv(url, header=Hone)
data = df.values
# split into input and output elements
X, y = data[:, :-1], data[:, -1]
# label encode the target variable
y = LabelEncoder().fit_transform(y)
# summarize distribution
counter = Counter(y)
tfor k,v in counter.items():

per = v / len(y) * 186

print{'Class=%d, n=&d (%.3f%%)" % (k, v, per))
# plot the distribution
pyplot.bar({counter.keys(), counter.values())
pyplot.xlabel("Clases™)
pyplot.ylabel({"Numero de registros");
pyplot.show()
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[» Class=2, n=15188 (18.847%)
Class=5, n=1817 (1.215%)
Class=7, n=12934 (15.458%)
Class=1, n=2814@ (24.858%)
Class=6, n=26783 (31.893%)
Class=4, n=484 (@.483%)
Class=8, n=313 (@.374%)
Class=3, n=78%95 (8.475%)

25000 -

20000 1

15000

10000 1

Mumero de registros

5000 4

ﬂ_

[ ] #Importing Libraries
import numpy as np
import pandas as pd
from sklearn.model_selection import train_test split
from sklearn.preprocessing import StandardScaler
from sklearn.ensemble import RandomForestClassifier
from sklearn.metrics import confusion_matrix
from sklearn.externals import joblib
print(’'Libraries Imported’)
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o # example of oversampling a multi-class classification dataset

from pandas import read csv
from imblearn.over sampling import SMOTE
from collections import Counter
import matplotlib.pyplot as plt
import matplotlib as plt
from sklearn.preprocessing import LabelEncoder
# define the dataset location
url = 'Jcontent/dic_2828_f.csv'
# load the csv file as a data frame
df = read_csv(url, header=HNone)
data = df.values
# split into input and output elements
A, b = data[:, :-1], data[:, -1]
# label encode the target variable
b = LabelEncoder().fit transform{b)
# transform the dataset
X=A
y=h
oversample = SMOTE()
¥, y = oversample.fit resample(X, v)
# summarize distribution
counter = Counter(y)
for k,v in counter.items():

per = v / len(y) * 180

print{'Class=%d, n=%d (%.3f%%)" % (k, v, per))
# plot the distribution
pyplot.bar{counter.keys(), counter.values(})
pyplot.xlabel("Clases™)
pyplot.ylabel("Humeroc de registros”)
pyplot.show()
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Class=2, n=26783
Class=5, n=26783
Class=7, n=26783
Class=1, n=26783
Class=6, n=26783
Class=4, n=26783
Class=8, n=26783
Class=3, n=26783

[

(12.
(12.
(12.
(12.
(12.
(12.
(12.
(12.

25000 1

20000 1

15000 1

10000 1

Mumero de registros

5000 -

] #Creating the dependent variable class

2 3 4
Claszes

import pandas as pd

factor =

pd.factorize(df["EL'])

df.clases = factor[6]

definitio

ns =

factor[1]

print(df.EL.head())
print({definitions)

¥_train, X_test, y_train, y_test = train_test_split(X, y, test_size = 8.25, random_state = 21)

# Feature Scaling
scaler = StandardScaler()

¥_train = scaler.fit_transform{X_train)
¥_test = scaler.transform(¥_test)

print(X.shape, y.shape)
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‘, # Fitting Random Forest Classification to the Training set
classifier = RandomForestClassifier(n_estimators = 18, criterion = 'entropy’, random_state = 42)
classifier.fit(X_train, y_train)

[» RandomForestClassifier(bootstrap=True, ccp_alpha=8.8, class_weight=None,
criterion="entropy', max_depth=None, max_features="auto’,
max_leaf_nodes=None, max_samples=None,
min_impurity_decrease=8.8, min_impurity_split=None,
min_samples_leaf=1, min_samples_split=2,
min_weight_fraction_leaf=8.8, n_estimators=18,
n_jobs=None, oob_score=False, random_state=42, verbose=8,
warm_start=False)

# Predicting the Test set results

y_pred = classifier.predict(X_test)

#Reverse factorize

reversefactor = dict(zip(range(8),definitions))

y_test = np.vectorize(reversefactor.get)(y_test)

y_pred = np.vectorize(reversefactor.get)(y_prad)

# Making the Confusion Matrix

print(pd.crosstab(y_test, y pred, rownames=['clases'], colnames=['variables']))

variables 1 2 3 4 7 2 18 11
clases

1 BEE1 a 6 %] 1 5 39 1
2 7 6584 g 2 e =] 4 26
3 5] B 6653 2] e 5] 1 a
4 2 2 g 6638 7 3 57 13
7 8 a a 8 o658 5] 4 a
2] 5] 4] %] 3 g 6131 5] 518
1a 1@ 7 3 17 1 g 6bad a
11 1 3 5] 5 1 485 1 6276

o from sklearn import metrics
accuracy = metrics.accuracy score(y_test, y_pred)
print{"Accuracy: {:.2f}".format(accuracy))

[C» Accuracy: 8.93

[ 1 from sklearn.metrics import confusion_matrix, classification_report
from matplotlib import pyplot as plt
import seaborn as sns
conf_matrix = confusion_matrix(y test, y pred)
plt.figure(figsize=(9, &6))
sns.heatmap{conf matrix, annot=True, fmt="d");
plt.title("Confusion matrix")
plt.ylabel( 'Trus class’)
plt.xlabel( 'Predicted class')
plt.show()
print(classification_report(y_test, y_pred))
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Cddigo fuente del algoritmo Red neuronal simple
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[ 1 dimport pandas as pd
import numpy as np
from keras.models import Sequential
from keras.layers import Dense
from keras.wrappers.scikit learn import KerasClassifier
from keras.utils import np_utils
trom sklearn.model_selection import cross_val_score
from sklearn.model_selection import KFold
from sklearn.preprocessing import LabelEncoder
from sklearn.pipeline import Pipeline
import pandas as pd
from sklearn.preprocessing import OneHotEncoder
from sklearn.compose import ColumnTransformer
from sklearn.preprocessing import LabelEncoder, OneHotEncoder
[ 1 dataframe = pd.read_csv{"/content/dic_2828 f.csv", header=None, delimiter=","}
dataset = dataframe.values
df=pd.DataFrame(dataset)
df.head()
L1
8 1 2 3 4 5 6 7 8 9 10 11 12 13 14
0 10 1.0 20 82530 50 1.0 T30 20 0.0 0.0 00 224 00 221 00
1 10 10 20 8230 50 1.0 M3.0 20 3080 4980 1900 376 00 376 00
2 10 10 20 82530 50 1.0 M30 00 1260 1350 90 203 00 202 00
3 10 10 20 82360 50 1.0 M3.0 00 1240 1260 20 74 00 T4 00
4 10 60 20 81580 50 1.0 M30 00 1540 1540 00 37 00 37 00
Separacionde datos X=variables de entrada, Y=Clases de salida
° X = dataset[:,8:17].astype(str)
pd.DataFrame(X).head(}
g 8 1 2 3 4 5 6 7 g 9 8 11 12 12 14
0 10 10 20 82530 50 10 M30 20 0.0 0.0 00 221 00 221 00
1 10 10 20 82580 50 1.0 M30 20 3080 490 1900 376 00 376 00
2 10 10 20 82530 50 1.0 M3.0 00 1260 1350 90 203 00 203 00
3 10 10 20 82560 50 1.0 M30 00 1240 1260 20 74 00 74 00
4 1.0 60 20 81580 50 1.0 130 00 1340 1340 00 37 00 37 00
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° ¥ = dataset[:,17]
pd.DataFrame(Y¥).head()

[y )
0 30
1 80
2 110
3 110
4 20

[ 1 #from sklearn.preprocessing import LabelEncoder
labelencoder = LabelEncoder()
D = labelencoder.fit_transform(Y)

encoded_D = labelencoder.transform{Y)
¥ = np_utils.to categorical(encoded D)

ct = ColumnTransformer([('encoder’, OneHotEncoder(), [@])], remainder="passthrough’)
X = np.array(ct.fit_transform(X),dtype=np.float)

[ 1 #pd.DataFrame(D).head()
pd.DataFrame(Y).head()
#pd.DataFrame(X).head()

] 1 2 3 4 5 6 7

0 00 00 10 00 00 00 00 0O

1 00 00 0O 00O 00 10 00 0O

2 00 00 00 00 00 00 00 1.0

3 00 00 00O 0O 00 00 00O 10

4 00 10 00 00 00 00 00 00

[ 1 def baseline_model():

# create model
model = Sequential()
model.add(Dense(8, input_dim=12, activation="relu"})
model.add(Dense(8, activation="softmax’))
# Compile model

model.compile(loss="categorical crossentropy’, optimizer="adam’, metrics=['accuracy’])
return model

[ 1 estimator = KerasClassifier(build fn=baseline model, epochs=288, batch_size=5, verbose=8)
kfold = KFold(n_splits=18, shuffle=True)
results = cross_val score(estimator, X, Y, cv=kfold)

[ 1 print("Baseline: %.2f%% (%.2f¥%%X)" % (results.mean()*188, results.std()*188))

[ 1 print(results)
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