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Resumen 

La presente investigación se enfoca en la aplicación de modelos de 

aprendizaje profundo para detectar noticias falsas en español, específicamente 

durante la pandemia de COVID-19, periodo de aumento significativo de la 

desinformación. Ante la limitada disponibilidad de recursos especializados en 

procesamiento de lenguaje natural (NLP) para el español, se busca identificar 

arquitecturas eficaces para esta tarea, enfrentando desafíos derivados de los matices 

lingüísticos y la necesidad de adaptar los modelos al contexto del idioma. En este 

estudio se evaluaron ocho modelos: BERT, BETO, ALBETO, DistilBERT, GRU, 

LSTM, BiLSTM y CNN, configurados para captar patrones específicos en español. 

Los modelos basados en Transformers, como BERT y BETO, son reconocidos por 

su capacidad para analizar el contexto bidireccional, mientras que los modelos 

recurrentes, como GRU y LSTM, destacan en la captura de dependencias 

temporales en las secuencias de texto. Cada modelo fue implementado con un 

preprocesamiento detallado y técnicas avanzadas de tokenización, junto con ajustes 

en hiperparámetros para optimizar su rendimiento. Para el entrenamiento y 

evaluación, se utilizó un conjunto de datos compuesto por artículos de noticias en 

español sobre el COVID-19. Los modelos fueron evaluados mediante métricas 

como precisión, exactitud, recall y F1-Score, con el objetivo de identificar el mejor 

rendimiento en la detección de noticias falsas. Los resultados mostraron que los 

modelos basados en Transformers, especialmente BERT y BETO, sobresalieron en 

precisión y exactitud, aunque los modelos recurrentes también resultaron viables 

para captar patrones en las secuencias. En conclusión, las arquitecturas basadas en 

Transformers ajustadas específicamente al español ofrecen una solución 

prometedora para abordar la desinformación en contextos críticos como el de la 

pandemia. 

Palabras clave: Deep Learning, Detección de noticias falsas, 

Procesamiento de Lenguaje Natural, Transformers, COVID-19 
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Abstract 

This research focuses on the application of deep learning models to detect 

fake news in Spanish, specifically during the COVID-19 pandemic, a period 

marked by a significant increase in misinformation. Given the limited availability 

of specialized resources for natural language processing (NLP) in Spanish, this 

study aims to identify effective architectures for this task, addressing challenges 

related to linguistic nuances and the need to adapt models to the language context. 

In this study, eight models were evaluated: BERT, BETO, ALBETO, DistilBERT, 

GRU, LSTM, BiLSTM, and CNN, configured to capture language-specific patterns 

in Spanish. Transformer-based models, such as BERT and BETO, are recognized 

for their ability to analyze bidirectional context, while recurrent models, such as 

GRU and LSTM, excel at capturing temporal dependencies in text sequences. Each 

model was implemented with detailed preprocessing and advanced tokenization 

techniques, along with hyperparameter tuning to optimize performance. For 

training and evaluation, a dataset consisting of Spanish news articles related to 

COVID-19 was used. The models were evaluated using metrics such as precision, 

accuracy, recall, and F1-score, in order to identify the best performance in fake 

news detection. The results showed that Transformer-based models, particularly 

BERT and BETO, outperformed the others in terms of precision and accuracy, 

although recurrent models also proved viable for capturing sequential patterns. In 

conclusion, Transformer-based architectures specifically fine-tuned for Spanish 

offer a promising solution for addressing misinformation in critical contexts such 

as the pandemic. 

Keywords: Deep Learning, Fake News Detection, Natural Language 

Processing, Transformers, COVID-19 
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I. Datos Generales  

Titulo  

Modelos de Deep Learning para la Detección de Noticias Falsas en español 

sobre COVID-19 

Datos del investigador 

Pedro Luis Ramos Calla 

Línea de investigación 

Inteligencia Artificial 
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II. Problema de Investigación 

Descripción de la Realidad Problemática 

Durante los primeros meses de la pandemia, sus efectos comenzaron a nivel 

de infectados y decesos, hospitales y centros de salud con alta demanda debido al 

incremento de pacientes de COVID-19. Los números reportados oficiales fueron 

publicados por el Ministerio de Salud y permitían conocer la evolución de los casos 

en Perú y el gobierno del Perú estableció políticas de salud pública para contener la 

rápida propagación, cuarentena totales y luego parciales. Permitiendo que sectores 

esenciales puedan continuar sus labores considerando las recomendaciones del 

Ministerio de Salud. 

La infodemiología, término acuñado por Eysenbach tiene como objetivo 

mejorar la salud pública analizando las fuentes digitales que los usuarios de Internet 

usan, como foros, blogs, redes sociales, motores de búsqueda. Eysenbach demostró 

su argumento al encontrar una correlación entre las búsquedas de Google y los casos 

de gripe. Demostrando que podían ser usadas estas fuentes de datos para vigilancia 

epidemiológica. 

Las noticias falsas en las redes sociales son un problema crítico ya que 

pueden perjudicar a la población (Zhang & Ghorbani, 2020). Las noticias falsas 

pueden crearse con la intención de engañar, manipular, difamar o generar miedo en 

la audiencia. La Organización Mundial de la Salud ha afirmado que las noticias 

falsas o infodemia son más mortales que el propio virus COVID-19, han afectado 

a las personas tanto física como mentalmente (I. , D., M. , & S. , 2022). 

La pandemia de COVID-19 (Organizacion Mundial de la Salud, s.f.). ha 

generado un gran volumen de noticias falsas, desinformación y teorías de 

conspiración en todo el mundo. Algunas de las noticias falsas más comunes 

relacionadas con la pandemia incluyen teorías de conspiración (Douglas, 2021) 

sobre el origen del virus, como afirmar que el virus fue creado por el hombre; 

afirmaciones falsas sobre remedios o curas para enfermedades (Mustapha , 

Abubakar , Abubakar , Ismaeel , & Abubakar, 2021), información errónea sobre 

medidas preventivas, como afirmar que el uso de mascarillas es perjudicial para la 
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salud o que la vacunación no es segura (Louise , y otros, 2022); cifras de casos y 

muertes, como afirmar que las cifras son exageradas o manipuladas por razones 

políticas. 

Por tanto, la presente tesis tiene como objetivo realizar un estudio 

infodemiológico usando una metodología de minería de datos y técnicas de 

procesamiento de lenguaje natural. y fuentes de datos digitales como resultados de 

motores de búsqueda (Google), redes sociales y datos de movilidad o 

desplazamiento. A la fecha existen algunos estudios relacionados con énfasis en 

Perú, más el contexto continúa evolucionando con 4 la aparición de nuevas 

variantes, vacunas y políticas del gobierno referentes a la salud pública. Y bajo 

nuestro entendimiento, no existe un estudio actualizado sobre el tema principal del 

proyecto, y que integre varias fuentes digitales para su estudio y que pueda ser una 

fuente de información para el gobierno y realizar mejores políticas públicas en 

salud. 

Formulación del Problema de Investigación 

Interrogante General 

¿Qué modelos son los más recomendados para la clasificación de noticias? 

Interrogantes Específicas 

¿Qué modelos y enfoques existen para detectar noticias falsas sobre 

COVID-19, y cómo pueden aplicarse en el contexto específico de Perú y el idioma 

español? 

¿Cómo afecta el preprocesamiento y la diversidad del conjunto de datos en 

términos de fuentes y estilos de redacción al recall de los modelos de Deep Learning 

en la detección de noticias falsas sobre COVID-19 en español? 

¿De qué manera la integración de técnicas de aumento de datos y validación 

cruzada durante el entrenamiento de modelos de Deep Learning afecta el F1-score 

en la detección de noticias falsas sobre COVID-19? 
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¿Cuál es el rendimiento comparativo de diferentes modelos de Deep 

Learning entrenados para la detección de noticias falsas, y en qué medida los 

modelos basados en Transformers superan a otros tipos de modelos en esta tarea? 

Justificación 

En lo social, El presente proyecto puede proporcionar información valiosa 

sobre las preocupaciones y percepciones de la población en relación con cuestiones 

del COVID-19. 

En lo económico, el tesista cuenta con el apoyo de la Universidad Nacional 

de Moquegua, ya que el tema propuesto es parte de un proyecto de investigación 

financiado con fondos de canon y regalías mineras. 

Desde el punto de vista tecnológico se cuenta con las herramientas de 

software y conocimientos necesarios para llevar a cabo la investigación. 

 

Por lo mencionado en los párrafos precedentes se justifica la ejecución del 

proyecto de investigación descrito. 

Objetivos 

Objetivo General 

Proponer Modelos de Deep learning para la detección de noticias falsas en 

español sobre COVID-19 

Objetivos Específicos 

Investigar y seleccionar algoritmos de Deep learning adecuados para la 

clasificación de texto 

Recopilar y preprocesar un conjunto de datos de noticias en español sobre 

COVID-19 



13 

 

Entrenar y evaluar los modelos seleccionados utilizando el conjunto de 

datos preprocesado 

Comparar el rendimiento de los modelos y seleccionar el más efectivo 

Hipótesis 

Hipótesis General 

La implementación de modelos avanzados de Deep Learning, basados en 

técnicas de Transformers mejora la precisión, el recall y el F1-score en la detección 

de noticias falsas en español sobre COVID-19, en comparación con modelos de 

Deep Learning CNN y RNN. 

Hipótesis específicas 

Los modelos de Deep Learning basados en Transformers, exhibe una mayor 

precisión en la clasificación de noticias falsas en comparación con los modelos 

basados en CNN y RNN. 

La integración de técnicas de aumento de datos y validación cruzada en el 

entrenamiento de modelos de Deep Learning para la detección de noticias falsas 

incrementa el F1-score de los modelos. 

El entrenamiento de modelos de Deep Learning con un conjunto de datos 

preprocesado y diverso en términos de fuentes y estilos de redacción mejora el 

recall en la detección de noticias falsas sobre COVID-19 en español. 

La comparación del rendimiento entre modelos de Deep Learning 

entrenados revela que los modelos basados en Transformers superan a otros tipos 

en la tarea de detección de noticias falsas 
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III. Marco Teórico 

Antecedentes del problema  

Se han llevado a cabo estudios de vigilancia epidemiológica utilizando un 

enfoque de infodemiología para analizar diversas enfermedades, siguiendo la 

propuesta de Eysenbach. Esto ha implicado un aumento en las fuentes digitales 

utilizadas para la recolección de datos y en el alcance del análisis realizado.  

(Steffen , Michael , & Artur , 2021), Se observó un aumento en la cantidad 

de investigaciones realizadas sobre infodemiología entre marzo de 2020 y enero de 

2021. Durante este período, se utilizó una variedad de fuentes, incluido Google 

Trends, para analizar el interés en temas relacionados con el coronavirus, el 

confinamiento y el distanciamiento social. Estas palabras clave se utilizaron para 

rastrear las tendencias de búsqueda y evaluar su impacto en la información 

disponible en línea. Los estudios, de naturaleza global, confirmaron la hipótesis de 

que el aumento en las búsquedas en Google se correlacionaba con un incremento 

en las publicaciones relacionadas con la vigilancia de la información, la 

infodemiología y el uso de Google Trends como herramienta de análisis.  

(Martin , Stuckler, & Arora, 2019), reafirma uso de motores de búsqueda en 

los últimos años para acceder a información sobre una variedad de temas 

relacionados con servicios para consumidores y productos de consumo ha sido 

robusta. Simultáneamente, ha surgido un interés en aumento por obtener respuestas 

a preguntas relacionadas con la salud. Como resultado, tanto profesionales de la 

salud como investigadores de salud 11 pública han reconocido el potencial de 

fuentes de datos disponibles, como Google Trends, que muestra los patrones de 

búsqueda de los usuarios. Por último, se analizan las fortalezas, limitaciones y 

recomendaciones para futuras investigaciones en este ámbito.  

(Reem & Amal, 2021) Llevaron a cabo una investigación infodemiológica 

con el fin de explorar la difusión de temas de discusión en árabe y examinaron el 

comportamiento de los usuarios en Arabia Saudita. Utilizaron Google Trends y 

Twitter como fuentes de datos. Asimismo, emplearon los datos proporcionados por 

Google Mobility para analizar laconexión entre las actividades de los usuarios y las 
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diversas fases de la pandemia, con el objetivo de prever nuevos casos de COVID-

19 basándose en los cambios en la movilidad de los usuarios.  

(Chire Saire & Pineda-Briseño , 2021), Se llevó a cabo una recopilación de 

los trabajos publicados entre marzo y julio de 2020, centrándose en la región de 

América Latina y en técnicas de Minería de Datos aplicadas al Procesamiento de 

Lenguaje Natural. La cantidad de trabajos realizados es limitada, y hay pocos 

estudios Infodemiológico en Perú. Las fuentes de datos utilizadas fueron Twitter y 

Google Trends. El objetivo principal del capítulo de libro es promover la 

investigación en esta área a nivel de los países latinoamericanos.  

(Chire-Saire, Khalid , Oblitas-Cruz, & Ahmed , 2021) Se llevó a cabo un 

estudio de los países hispanohablantes de Sudamérica utilizando un enfoque 

infodemiológico y utilizando como fuentes de datos Twitter, Google Trends y los 

casos diarios de COVID19 reportados por los países. El objetivo fue investigar 

evidencias sobre el impacto del COVID-19 en la salud mental de la población. Se 

confirmó que el interés en las 12 búsquedas y publicaciones estaba directamente 

relacionado con la evolución de la pandemia, y que su disminución sugería una 

adaptación de las personas al contexto de la pandemia. 

Bases teóricas  

Infodemiología 

Además de analizar la circulación de información, la infodemiología se 

centra en comprender cómo las personas interpretan, comparten y reaccionan ante 

los mensajes relacionados con la salud. Esta perspectiva sociotécnica permite 

identificar no solo la difusión de datos verificados, sino también de rumores, mitos 

y desinformación, los cuales pueden influir negativamente en las decisiones 

preventivas de la población. A diferencia de los estudios epidemiológicos 

tradicionales, que examinan la propagación de enfermedades biológicas, la 

infodemiología analiza la “propagación informacional”, un fenómeno que puede 

extenderse incluso más rápido que un virus físico debido al alcance global e 

inmediato de los medios digitales. 
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Un concepto clave dentro de la infodemiología es la infodemia, que se 

refiere al exceso de información tanto verídica como falsa que circula durante una 

emergencia sanitaria, dificultando que las personas puedan identificar fuentes 

fiables. Este fenómeno se intensificó durante la pandemia por COVID-19, donde la 

combinación de incertidumbre, miedo y amplio acceso a redes sociales generó un 

entorno donde la desinformación se propagó de manera masiva. La infodemiología 

aporta herramientas para analizar estos flujos informacionales y medir su impacto, 

permitiendo a las autoridades diseñar estrategias de comunicación más efectivas. 

Asimismo, la infodemiología se apoya en técnicas de análisis 

computacional, como minería de datos, análisis semántico y modelos de 

inteligencia artificial, que permiten monitorear grandes volúmenes de contenido en 

tiempo real. Estas herramientas facilitan la detección de tendencias emergentes, la 

identificación de patrones de desinformación y la evaluación del sentimiento 

público frente a temas relacionados con la salud. Gracias a ello, esta disciplina se 

ha vuelto fundamental para apoyar políticas públicas, campañas de prevención y 

sistemas de vigilancia epidemiológica, contribuyendo a reducir los efectos 

negativos de la desinformación en la sociedad. 

Deep Learning 

El Deep Learning se basa en la idea de que una red neuronal con múltiples 

capas puede aprender representaciones progresivamente más complejas a medida 

que avanza a través de diferentes niveles de abstracción. En las primeras capas, la 

red aprende características básicas, mientras que en las capas más profundas 

identifica patrones más sofisticados, lo que le permite resolver tareas complejas sin 

necesidad de diseñar manualmente reglas o atributos específicos. Este enfoque 

contrasta con los métodos tradicionales de aprendizaje automático, donde era 

imprescindible definir características manualmente para que el modelo pudiera 

utilizarlas durante el entrenamiento. 

Con el aumento exponencial de los datos disponibles y la mejora del 

hardware especialmente las unidades de procesamiento gráfico (GPU) y los 

aceleradores especializados el Deep Learning ha permitido abordar problemas que 

antes resultaban inalcanzables. Su capacidad para aprender directamente de datos 
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no estructurados, como texto, imágenes, audio o video, lo ha convertido en una 

herramienta clave en áreas como la visión por computadora, el reconocimiento de 

voz y el análisis del lenguaje natural. En particular, los avances recientes en 

arquitecturas como Transformers han transformado por completo el procesamiento 

del lenguaje, logrando resultados sin precedentes en tareas de clasificación, 

traducción y generación de texto. 

Asimismo, el Deep Learning ha demostrado ser altamente flexible, ya que 

sus modelos pueden adaptarse mediante técnicas de entrenamiento como el 

aprendizaje supervisado, no supervisado, semi-supervisado y el fine-tuning. Esta 

última técnica es especialmente útil en aplicaciones donde se dispone de datos 

limitados, permitiendo ajustar modelos preentrenados en grandes corpus para 

resolver problemas específicos. Gracias a esta adaptabilidad, el Deep Learning se 

ha convertido en el estándar actual para el desarrollo de sistemas inteligentes 

capaces de comprender y procesar información de manera similar al razonamiento 

humano. 

Procesamiento de Lenguaje Natural (PLN) 

El Procesamiento de Lenguaje Natural (PLN) es una rama de la inteligencia 

artificial cuyo objetivo principal es permitir que las computadoras comprendan, 

analicen y generen lenguaje humano de manera eficiente. Para lograrlo, el PLN 

combina técnicas lingüísticas tradicionales con modelos matemáticos y estadísticos 

capaces de interpretar la estructura y el significado del texto. Esta disciplina ha 

avanzado significativamente gracias a la disponibilidad de grandes volúmenes de 

datos y al uso de técnicas de aprendizaje profundo, que han permitido mejorar la 

comprensión semántica y contextual del lenguaje. 

Una de las tareas fundamentales del PLN es la representación del texto, 

proceso mediante el cual las palabras y oraciones se transforman en estructuras 

numéricas que los modelos pueden interpretar. Tradicionalmente, esto se realizaba 

mediante métodos simples como el Bag of Words o los TF-IDF, los cuales 

ignoraban el orden y el contexto de las palabras. Sin embargo, el desarrollo de los 

embeddings representaciones densas que capturan relaciones semánticas permitió 

a los modelos trabajar con características más ricas, donde palabras con significados 
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similares se ubican cerca dentro de un espacio vectorial. Este enfoque representó 

un cambio crucial en la capacidad de los sistemas para procesar lenguaje natural. 

Además, el PLN abarca una amplia gama de tareas como el análisis de 

sentimientos, la extracción de información, el resumen automático, la traducción 

automática y la clasificación de textos. En los últimos años, la introducción de 

arquitecturas como los Transformers ha impulsado un salto cualitativo, ya que 

estas permiten capturar dependencias a larga distancia dentro de un texto y 

comprender relaciones complejas entre palabras. Como resultado, tareas que 

previamente eran consideradas extremadamente difíciles ahora pueden resolverse 

con altos niveles de precisión, impulsando avances en áreas como la salud digital, 

la educación, el comercio electrónico y la comunicación automatizada. 

Transformers 

Los modelos Transformers representan un cambio fundamental en la forma 

en que se procesan secuencias, ya que eliminan la dependencia del procesamiento 

paso a paso característico de las redes recurrentes. Su arquitectura se basa 

exclusivamente en mecanismos de atención, lo que permite evaluar 

simultáneamente la relevancia de cada palabra respecto a las demás dentro de una 

oración. Esto facilita la captura de relaciones semánticas tanto cercanas como 

distantes, independientemente de la longitud de la secuencia, algo que resultaba 

limitado en modelos como LSTM o GRU. 

Una característica central de los Transformers es el mecanismo de auto-

atención (self-attention), mediante el cual cada palabra obtiene una representación 

contextualizada al ponderar la influencia de todas las demás palabras en la 

secuencia. Este mecanismo utiliza tres proyecciones fundamentales: queries, keys 

y values, a partir de las cuales se calcula qué elementos del texto deben recibir 

mayor énfasis. Como resultado, el modelo logra comprender de manera más precisa 

estructuras complejas, como relaciones sintácticas y dependencias semánticas. 

Otra innovación relevante es el uso de multi-head attention, donde múltiples 

cabezales de atención operan en paralelo para capturar distintos tipos de relaciones 

lingüísticas. Asimismo, los Transformers incorporan positional embeddings para 
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introducir información sobre el orden de las palabras en una arquitectura que no 

procesa el texto de manera secuencial. La combinación de estos elementos hace que 

los Transformers sean altamente eficaces para tareas como clasificación de texto, 

reconocimiento de entidades, traducción automática y generación de lenguaje 

natural. 

Finalmente, los Transformers han demostrado una gran capacidad de 

escalabilidad, permitiendo el entrenamiento de modelos de gran tamaño que 

capturan patrones complejos del lenguaje. Esta característica se refleja en modelos 

como BERT y sus variantes, los cuales han establecido nuevos estándares de 

rendimiento en múltiples tareas del procesamiento del lenguaje natural. 

Ilustración 1:  Diagrama del encoder Transformer que muestra los 

bloques de autoatención, feed-forward y normalización residual. 

 

COVID-19 

La pandemia de COVID-19 representó uno de los mayores desafíos 

sanitarios y sociales del siglo XXI, debido no solo a su rápida propagación, sino 

también al impacto que generó en los sistemas de comunicación global. La 
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necesidad de información inmediata provocó que millones de personas recurrieran 

a internet y redes sociales para obtener datos sobre síntomas, contagios, 

tratamientos y medidas preventivas. Este escenario creó un entorno donde la 

información verificada convivió con rumores, interpretaciones erróneas y noticias 

falsas, incrementando la dificultad para que la población diferenciara entre fuentes 

confiables y contenidos engañosos. 

En este contexto emergió un fenómeno crítico conocido como infodemia, 

caracterizado por la sobreabundancia de información correcta o incorrecta que 

circuló a gran velocidad durante la crisis sanitaria. La Organización Mundial de la 

Salud (OMS) alertó que la infodemia podía afectar negativamente el 

comportamiento de las personas, ya que la exposición a información errónea podía 

llevar a decisiones inadecuadas, disminuir la confianza en las autoridades sanitarias 

e incluso generar rechazo hacia las medidas de protección. Por ello, comprender el 

flujo de información durante la pandemia se volvió tan importante como estudiar la 

propagación del virus mismo. 

Además, el COVID-19 impulsó la producción masiva de contenido en 

plataformas digitales, donde los algoritmos de recomendación, la viralización 

espontánea y las comunidades virtuales contribuyeron a amplificar mensajes 

imprecisos. Este entorno potenció la diseminación de teorías conspirativas, 

remedios falsos, desinformación sobre vacunas y contenidos manipulados que 

afectaron la percepción pública del riesgo. Debido a esto, surgió la necesidad de 

desarrollar herramientas automatizadas incluyendo modelos de procesamiento del 

lenguaje natural capaces de detectar y clasificar noticias falsas relacionadas con el 

COVID-19, con el objetivo de mitigar su impacto en la salud pública. 

CNN 

Además de su uso tradicional en visión por computadora, las redes 

convolucionales han demostrado ser altamente eficaces para el análisis de texto 

gracias a su capacidad para capturar patrones locales en secuencias lingüísticas. A 

diferencia de los modelos basados en recurrencia, las CNN no procesan la 

información de manera secuencial, lo que permite reducir significativamente el 

costo computacional y acelerar el entrenamiento del modelo. Esta propiedad se 
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vuelve especialmente útil en tareas de clasificación donde se requiere identificar 

fragmentos característicos del texto, tales como expresiones específicas, 

construcciones sintácticas frecuentes o combinaciones de términos que suelen 

aparecer en contenido desinformativo. 

En el enfoque propuesto por (Kim, 2014), considerado una referencia 

fundamental en el uso de CNN para clasificación de oraciones, los filtros 

convolucionales actúan como detectores de patrones lingüísticos. Cada filtro puede 

captar un tipo particular de n-grama o estructura semántica, lo que permite que el 

modelo identifique relaciones locales independientemente de su ubicación en la 

secuencia. Este principio resulta sumamente efectivo en textos cortos o medianos 

como titulares o fragmentos informativos donde la presencia de ciertas expresiones 

puede indicar la veracidad o falsedad del contenido. 

Posteriormente, las operaciones de max-pooling permiten extraer las 

características más relevantes detectadas por cada filtro. Esta etapa introduce una 

forma de invarianza posicional, lo que significa que el modelo reconocerá un patrón 

importante sin importar en qué parte del texto aparezca. Dicha característica es 

especialmente útil en el análisis de noticias falsas, donde el lenguaje manipulador 

o engañoso puede presentarse en distintas posiciones dentro del mensaje. Tras la 

etapa de extracción de características, las activaciones resultantes se combinan y se 

envían a una capa totalmente conectada que realiza la predicción final de 

clasificación. 

Gracias a su simplicidad, rapidez y efectividad, las CNN continúan siendo 

una alternativa competitiva frente a modelos más complejos, especialmente cuando 

se trabaja con grandes volúmenes de datos o cuando se requiere un sistema con bajo 

costo computacional. Su capacidad para detectar estructuras locales y su 

arquitectura altamente paralelizable hacen que este tipo de redes siga siendo 

ampliamente utilizado en tareas de procesamiento de lenguaje natural y minería de 

textos. 
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Ilustración 2: arquitectura de la CNN para clasificación de texto 

 

Modelo Matemático:  

1. Representación del Texto 

Cada palabra se convierte en un embedding de tamaño 128: 

𝒙𝒊 ∈ 𝑹𝟏𝟐𝟖 

y la secuencia completa es: 𝑿 =  [𝒙𝟏, 𝒙𝟐, … , 𝒙𝒕] 
2. Convolución  

Usas 128 filtros de tamaño 5. Matemáticamente, un filtro 𝑾(𝒋)produce: 

𝒄𝒊𝒋 =  𝑹𝒆𝑳𝑼(∑𝒘𝒊𝒋𝟒
𝒕=𝟎 ∗ 𝒙𝒊+𝒕 + 𝒃𝒋) 

Cada 𝒄𝒊𝒋representa la activación del filtro al detectar un patrón en la ventana [𝒙𝒊, 𝒙𝒊+𝟐, … , 𝒙𝒊+𝟒] 
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3. Feature Map 

Aplicamos el filtro a toda la secuencia: 

𝑪(𝒋) = [𝒄𝟏𝒋 , 𝒄𝟐𝒋 , … , 𝒄𝒕−𝟒𝒋 , )] 
Cada feature map captura cómo responde un filtro a lo largo del texto.  

4. Global Max Pooling  

Selecciona la activación más fuerte: 

𝒉𝒋 = (𝑚𝑎𝑥𝑖 ) 𝒄𝟏𝒋  

Este valor representa “el patrón más importante detectado por ese filtro”. 

Todos los filtros producen: ℎ =  [𝒉𝟏, 𝒉𝟐, … , 𝒉𝟏𝟐𝟖] 
 

5. Capas Densas 

Primero:  

𝒛 = 𝑹𝒆𝑳𝑼(𝒘𝟏𝒉 + 𝒃𝟏) 

Luego la salida final 

𝒚̂ = 𝝈(𝒘𝟐𝒛 + 𝒃𝟐) 

donde 𝜎es la función sigmoide para clasificación binaria. 

BERT 

El modelo BERT (Bidirectional Encoder Representations from 

Transformers) es una arquitectura basada en Transformers que introdujo un enfoque 

innovador para el procesamiento de lenguaje natural. A diferencia de modelos 

tradicionales que procesan el texto de izquierda a derecha o de derecha a izquierda, 

BERT utiliza una estrategia de aprendizaje completamente bidireccional, lo que le 
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permite analizar simultáneamente el contexto anterior y posterior de cada palabra. 

Este diseño le proporciona una comprensión mucho más profunda del significado 

de las oraciones y de las relaciones entre los términos, convirtiéndolo en uno de los 

modelos más influyentes en el campo del PLN (Devlin, Chang, Lee, & Toutanova, 

2019). 

BERT se entrena mediante dos tareas fundamentales: Masked Language 

Modeling (MLM) y Next Sentence Prediction (NSP). En MLM, ciertas palabras de 

la oración se enmascaran aleatoriamente y el modelo debe predecirlas, obligándolo 

a comprender el contexto de manera global. En NSP, el modelo aprende relaciones 

entre pares de oraciones, lo que resulta útil en tareas como clasificación de textos, 

respuesta automática y detección de relaciones semánticas. Gracias a este 

preentrenamiento masivo, BERT puede adaptarse fácilmente a nuevas tareas con 

un proceso llamado fine-tuning, donde se ajusta a un conjunto de datos específico, 

para esta investigación. 

En la detección de desinformación, BERT ofrece ventajas significativas. Su 

capacidad para comprender el significado contextual de cada palabra le permite 

identificar matices lingüísticos que suelen aparecer en contenidos engañosos, como 

lenguaje sensacionalista, afirmaciones imprecisas o estructuras discursivas 

manipuladoras. Además, al trabajar con el token especial [CLS], BERT resume toda 

la información del texto en un solo vector de representación, el cual se utiliza para 

la clasificación final. Esta propiedad lo convierte en un modelo potente, preciso y 

altamente adecuado para distinguir entre noticias verdaderas y falsas en español, 

especialmente cuando el contenido contiene afirmaciones ambiguas o redactadas 

de manera engañosa. 

Modelo Matemático 

1. Entrada y tokenización 

Sea una secuencia de texto tokenizada: 𝑿 = [𝒙𝟏, 𝒙𝟐, … , 𝒙𝑻] 
2. Embeddings de entrada 

Cada token se representa como la suma de tres embeddings: 𝑬𝒊 = 𝑬𝒊𝒕𝒐𝒌𝒆𝒏 + 𝑬𝒊𝒑𝒐𝒔𝒊𝒕𝒊𝒐𝒏 + 𝑬𝒊𝒔𝒆𝒈𝒎𝒆𝒏𝒕
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3. Proyecciones Query, Key y Value 

Para cada capa Transformer: 𝑸 = 𝑬𝑾𝑸,  𝑲 = 𝑬𝑾𝑲,  𝑽 = 𝑬𝑾𝑽 

4. Self-Attention escalada \𝒕𝒆𝒙𝒕{𝑨𝒕𝒕𝒆𝒏𝒕𝒊𝒐𝒏}(𝑸,𝑲, 𝑽)  =  softmax! (𝑸𝑲⊤√𝒅𝒌)𝑽 

 

5. Multi-Head Attention MHA(𝑬) = Concat(𝒉𝒆𝒂𝒅𝟏, … , 𝒉𝒆𝒂𝒅𝒉)𝑾𝑶 

6. Red Feed-Forward FFN(𝒙) = 𝑾𝟐 ReLU(𝑾𝟏𝒙 + 𝒃𝟏) + 𝒃𝟐 

7. Representación del token [CLS] 

Tras pasar por todas las capas del encoder, se obtiene el vector: 𝒉[𝑪𝑳𝑺] 
Este vector resume la información semántica global del texto. 

8. Capa de clasificación 

BERT usa una capa lineal + softmax interno 𝒚̂ =\𝐭𝐞𝐱𝐭𝐬𝐨𝐟𝐭𝐦𝐚𝐱(𝐖𝐜𝐥𝐬𝐡[𝐂𝐋𝐒] + 𝐛𝐜𝐥𝐬) 

9. Función de pérdida 

𝓛 = −∑𝒚𝒊𝟐
𝒊=𝟏 𝐥𝐨 𝐠(𝒚𝒊̂) 

Beto 

El modelo BETO es una variante de BERT diseñada específicamente para 

el idioma español. Fue desarrollado con el objetivo de superar las limitaciones de 

los modelos preentrenados principalmente en inglés al ser aplicados a tareas de 

procesamiento de lenguaje natural en español. BETO mantiene la arquitectura 

original de BERT basada en Transformers, pero se beneficia de un 

preentrenamiento realizado sobre grandes corpus en español, lo que mejora su 

desempeño en tareas de clasificación de texto (Sergio Damian, Hiram, & Gelbukh, 

2020). 

En esta investigación se emplea la variante dccuchile/bert-base-spanish-

wwm-uncased, la cual fue entrenada utilizando la técnica de Whole Word Masking, 
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que permite capturar de manera más precisa el significado contextual de las palabras 

en español. Este enfoque ha demostrado mejoras significativas en diversas tareas 

de procesamiento de lenguaje natural en dicho idioma (Cañete, y otros, 2020) 

Gracias a su arquitectura bidireccional y a su entrenamiento específico para 

español, BETO resulta especialmente adecuado para la clasificación de noticias 

falsas relacionadas con el COVID-19, ya que permite identificar patrones 

lingüísticos y semánticos propios del discurso desinformativo. 

Modelo Matemático 

1. Entrada y tokenizacion  

Sea una secuencia de texto en español representada como una secuencia de 

tokens: 𝑋 = [𝑥1, 𝑥2, … , 𝑥𝑇] 
2. Embeddings de entrada 

Cada token se representa como la suma de tres embeddings: token, posición 

y segmento. 𝐸𝑖 = 𝐸𝑖𝑡𝑜𝑘𝑒𝑛 + 𝐸𝑖𝑝𝑜𝑠𝑖𝑡𝑖𝑜𝑛 + 𝐸𝑖𝑠𝑒𝑔𝑚𝑒𝑛𝑡
 

3. Cálculo de Query, Key y Value (Self-Attention) 

A partir de la matriz de embeddings 𝐸, se calculan las matrices: 𝑄 = 𝐸𝑊𝑄 ,  𝐾 = 𝐸𝑊𝐾 ,  𝑉 = 𝐸𝑊𝑉  

4. Self-Attention escalada 

El mecanismo de atención escalada se define como: Attention(𝑄, 𝐾, 𝑉) = softmax(𝑄𝐾⊤√𝑑𝑘)𝑉 

5. Multi-Head Attention 

La atención multi-cabezal se obtiene concatenando varias cabezas de 

atención: MHA(𝐸) = Concat(ℎ𝑒𝑎𝑑1, … , ℎ𝑒𝑎𝑑ℎ)𝑊𝑂 

6. Red Feed-Forward 

Cada capa Transformer incluye una red feed-forward completamente 

conectada: FFN(𝑥) = 𝑊2 ReLU(𝑊1𝑥 + 𝑏1) + 𝑏2 

7. Representación del token [CLS] 
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Tras pasar por todas las capas del encoder, se obtiene el vector 

correspondiente al token especial [CLS]: ℎ[𝐶𝐿𝑆] 
8. Capa de clasificación 

El vector ℎ[𝐶𝐿𝑆] se utiliza para la clasificación binaria mediante una capa densa 

con función softmax: 𝑦̂ = softmax(𝑊𝑐𝑙𝑠ℎ[𝐶𝐿𝑆] + 𝑏𝑐𝑙𝑠) 

9. Función de pérdida 

La función de pérdida utilizada durante el entrenamiento es la entropía 

cruzada categórica: 

ℒ = −∑𝑦𝑖2
𝑖=1 log(𝑦𝑖̂) 

ALBETO:  

ALBETO es un modelo de lenguaje basado en la arquitectura Transformer, 

derivado de BERT y entrenado específicamente para el idioma español. Al igual 

que BERT y BETO, ALBETO emplea un enfoque bidireccional profundo que le 

permite analizar simultáneamente el contexto previo y posterior de cada palabra 

dentro de una secuencia. Esta característica resulta fundamental para comprender 

el significado completo de los textos, especialmente en escenarios donde el sentido 

de una palabra depende fuertemente de su contexto. 

La principal particularidad de ALBETO radica en su entrenamiento sobre 

corpus especializados de discurso de odio y lenguaje ofensivo en español, lo que le 

permite capturar patrones lingüísticos complejos asociados a expresiones de 

violencia verbal, discriminación o contenido dañino. Debido a esta especialización, 

ALBETO resulta especialmente adecuado para tareas de clasificación de texto 

relacionadas con contenido sensible, incluyendo la detección de desinformación y 

noticias falsas que emplean lenguaje polarizante o alarmista (Cañete, Donoso, 

Bravo, Carvallo, & Araujo, 2022) . 

En esta investigación, ALBETO se emplea como un modelo de clasificación 

de secuencias mediante un proceso de ajuste fino (fine-tuning), utilizando una capa 
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de clasificación binaria sobre la representación semántica global del texto, obtenida 

a partir del token especial [CLS]. 

Modelo Matemático 

1. Entrada del Modelo  

Sea una secuencia de texto representada como tokens: 𝑋 = [𝑥1, 𝑥2, … , 𝑥𝑇] 
2. Representaciones Iniciales (Embeddings) 

Cada token se representa como la suma de tres tipos de embeddings: 𝐸𝑖 = 𝐸𝑖𝑡𝑜𝑘𝑒𝑛 + 𝐸𝑖𝑝𝑜𝑠𝑖𝑡𝑖𝑜𝑛 + 𝐸𝑖𝑠𝑒𝑔𝑚𝑒𝑛𝑡
 

3. Cálculo de Query, Key y Value 

A partir de la matriz de embeddings 𝐸, se calculan las matrices necesarias 

para la autoatención: 𝑄 = 𝐸𝑊𝑄 ,  𝐾 = 𝐸𝑊𝐾 ,  𝑉 = 𝐸𝑊𝑉  

4. Self-Attention escalada 

El mecanismo de autoatención escalada se define como: Attention(𝑄, 𝐾, 𝑉) = softmax(𝑄𝐾⊤√𝑑𝑘)𝑉 

5. Multi-Head Attention 

La atención multi-cabezal combina múltiples cabezas de atención:  MHA(𝐸) = Concat(ℎ𝑒𝑎𝑑1, … , ℎ𝑒𝑎𝑑ℎ)𝑊𝑂 

6. Red Feed-Forward 

Cada capa del encoder incluye una red feed-forward totalmente conectada: FFN(𝑥) = 𝑊2 ReLU(𝑊1𝑥 + 𝑏1) + 𝑏2 

7. Representación del token [CLS] 

Tras pasar por todas las capas del encoder, se obtiene la representación final 

del token especial [CLS]: ℎ[𝐶𝐿𝑆] 
8. Capa de clasificación 

La clasificación binaria se realiza mediante una capa densa con función 

softmax: 𝑦̂ = softmax(𝑊𝑐𝑙𝑠ℎ[𝐶𝐿𝑆] + 𝑏𝑐𝑙𝑠) 

9. Función de pérdida 
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Durante el entrenamiento se utiliza la entropía cruzada categórica: 

ℒ = −∑𝑦𝑖2
𝑖=1 log(𝑦𝑖̂) 

DistilBERT: 

DistilBERT es una versión compacta y optimizada de BERT que fue 

diseñada con el objetivo de reducir el tamaño y el costo computacional del modelo 

original, manteniendo un alto nivel de rendimiento en tareas de procesamiento de 

lenguaje natural. Este modelo se basa en la técnica de destilación del conocimiento, 

mediante la cual un modelo más pequeño (student) aprende a imitar el 

comportamiento de un modelo más grande, en este caso BERT (Ayoub, Yang, & 

Zhou, 2021) 

A diferencia de BERT, DistilBERT elimina algunos componentes de la 

arquitectura original, como el módulo de Next Sentence Prediction, y reduce el 

número de capas Transformer, lo que permite acelerar el proceso de inferencia y 

disminuir el consumo de memoria. A pesar de esta simplificación, el modelo 

conserva la capacidad de generar representaciones contextuales profundas del texto, 

manteniendo aproximadamente el 97 % del rendimiento de BERT en diversas 

tareas, con una reducción significativa del tamaño y del tiempo de cómputo. 

En esta investigación, DistilBERT se utiliza como un modelo de 

clasificación de secuencias mediante un proceso de ajuste fino (fine-tuning), 

empleando la arquitectura DistilBertForSequenceClassification con dos etiquetas 

de salida. Esta elección permite evaluar el desempeño de modelos ligeros en la 

detección de noticias falsas relacionadas con el COVID-19, especialmente en 

escenarios donde los recursos computacionales son limitados. 

Modelo Matemático 

1. Entrada del modelo 

Sea una secuencia de texto representada como tokens: 𝑋 = [𝑥1, 𝑥2, … , 𝑥𝑇] 
2. Representaciones iniciales (Embeddings) 
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Cada token se representa mediante la suma de los embeddings de token y 

posición (DistilBERT no utiliza embeddings de segmento): 𝐸𝑖 = 𝐸𝑖𝑡𝑜𝑘𝑒𝑛 + 𝐸𝑖𝑝𝑜𝑠𝑖𝑡𝑖𝑜𝑛
 

3. Cálculo de Query, Key y Value 

A partir de la matriz de embeddings 𝐸, se calculan las matrices: 𝑄 = 𝐸𝑊𝑄 ,  𝐾 = 𝐸𝑊𝐾 ,  𝑉 = 𝐸𝑊𝑉  

4. Self-Attention escalada 

El mecanismo de autoatención se define como: Attention(𝑄, 𝐾, 𝑉) = softmax(𝑄𝐾⊤√𝑑𝑘)𝑉 

5. Multi-Head Attention 

La atención multi-cabezal se obtiene concatenando múltiples cabezas de 

atención: MHA(𝐸) = Concat(ℎ𝑒𝑎𝑑1, … , ℎ𝑒𝑎𝑑ℎ)𝑊𝑂 

6. Red Feed-Forward 

Cada capa Transformer incluye una red feed-forward completamente 

conectada: FFN(𝑥) = 𝑊2 ReLU(𝑊1𝑥 + 𝑏1) + 𝑏2 

7. Representación global del texto 

La representación global del texto se obtiene a partir del token inicial 

(equivalente al rol del [CLS] en BERT): ℎ 

8. Capa de clasificación 

La clasificación binaria se realiza mediante una capa densa con función 

softmax: 𝑦̂ = softmax(𝑊𝑐𝑙𝑠ℎ + 𝑏𝑐𝑙𝑠) 

9. Función de pérdida 

Durante el entrenamiento se utiliza la entropía cruzada categórica: 

ℒ = −∑𝑦𝑖2
𝑖=1 log(𝑦𝑖̂) 

GRU:  

El modelo GRU (Gated Recurrent Unit) es una arquitectura de red neuronal 

recurrente diseñada para modelar secuencias de datos y capturar dependencias 
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temporales a largo plazo. Fue propuesto como una alternativa más simple y 

eficiente a las redes LSTM, manteniendo un desempeño comparable, pero con una 

menor complejidad estructural  (Chung, Gulcehre, Cho, & Bengio, 2014). 

A diferencia de las LSTM, las GRU utilizan únicamente dos compuertas 

principales la compuerta de actualización (update gate) y la compuerta de reinicio 

(reset gate) lo que reduce el número de parámetros del modelo y acelera el proceso 

de entrenamiento. Este diseño permite mitigar el problema del desvanecimiento del 

gradiente y facilita el aprendizaje de dependencias a largo plazo en secuencias de 

texto. 

En esta investigación, el modelo GRU se emplea para la clasificación 

binaria de noticias falsas relacionadas con el COVID-19. Su capacidad para 

procesar secuencias de palabras y capturar información contextual lo convierte en 

una opción adecuada para comparar modelos recurrentes frente a arquitecturas más 

complejas como los Transformers. 

Modelo Matemático 

1. Entrada secuencial 

Sea una secuencia de entrada: 𝑋 = [𝑥1, 𝑥2, … , 𝑥𝑇] 
donde 𝑥𝑡 representa el vector de entrada en el instante 𝑡. 

2. Compuerta de actualización (Update Gate) 

La compuerta de actualización controla cuánto del estado anterior se 

conserva: 𝑧𝑡 = 𝜎(𝑊𝑧𝑥𝑡 + 𝑈𝑧ℎ𝑡−1 + 𝑏𝑧) 

3. Compuerta de reinicio (Reset Gate) 

La compuerta de reinicio determina qué información pasada se descarta: 𝑟𝑡 = 𝜎(𝑊𝑟𝑥𝑡 + 𝑈𝑟ℎ𝑡−1 + 𝑏𝑟) 

4. Estado candidato 

El estado candidato combina la nueva entrada con la información previa 

filtrada: ℎ𝑡̃ = tanh(𝑊ℎ𝑥𝑡 + 𝑈ℎ(𝑟𝑡 ⊙ ℎ𝑡−1) + 𝑏ℎ) 

5. Estado oculto final 
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El estado oculto final se actualiza combinando el estado previo y el candidato: ℎ𝑡 = (1 − 𝑧𝑡) ⊙ ℎ𝑡−1 + 𝑧𝑡 ⊙ ℎ𝑡̃ 

6. Salida del modelo 

En tu arquitectura, la salida final de la última capa GRU se pasa a una capa 

densa con activación sigmoide: 𝑦̂ = 𝜎(𝑊ℎ𝑇 + 𝑏) 

7. Función de pérdida 

El modelo se entrena utilizando entropía cruzada binaria: ℒ = −[𝑦 log(𝑦̂) + (1 − 𝑦) log(1 − 𝑦̂)] 
Ilustración 3: Funcionamiento interno de una unidad GRU mostrando las puertas de reinicio (reset 

gate) y actualización (update gate). 

 

LSTM:  

El modelo LSTM (Long Short-Term Memory) es una arquitectura de red 

neuronal recurrente diseñada para modelar secuencias de datos y superar las 

limitaciones de las RNN tradicionales, en particular los problemas de 

desvanecimiento y explosión del gradiente. Fue propuesto por Hochreiter y 

Schmidhuber como una solución capaz de aprender dependencias a largo plazo 

mediante el uso de una celda de memoria interna controlada por compuertas  

(Hochreiter & Schmidhuber).  

A diferencia de otras redes recurrentes, las LSTM incorporan tres 

compuertas fundamentales: la compuerta de olvido, la compuerta de entrada y la 

compuerta de salida. Estas compuertas regulan el flujo de información dentro de la 

celda de memoria, permitiendo decidir qué información debe conservarse, 

actualizarse o descartarse en cada paso temporal. Gracias a esta estructura, las 
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LSTM han demostrado un alto desempeño en tareas de procesamiento de lenguaje 

natural, reconocimiento de voz y análisis de series temporales. 

En esta investigación, el modelo LSTM se utiliza para la clasificación 

binaria de noticias falsas relacionadas con el COVID-19, aprovechando su 

capacidad para capturar dependencias semánticas de largo alcance en secuencias de 

texto. El modelo implementado emplea dos capas LSTM con regularización 

mediante dropout, seguidas de una capa densa con activación sigmoide para la 

predicción final. 

Modelo Matemático 

1. Entrada secuencial 

Sea una secuencia de entrada: 𝑋 = [𝑥1, 𝑥2, … , 𝑥𝑇] 
donde 𝑥𝑡 es el vector de entrada en el tiempo 𝑡. 

2. Compuerta de olvido 

La compuerta de olvido determina qué información del estado de memoria 

previo debe descartarse: 𝑓𝑡 = 𝜎(𝑊𝑓𝑥𝑡 + 𝑈𝑓ℎ𝑡−1 + 𝑏𝑓) 

3. Compuerta de entrada 

La compuerta de entrada controla la información nueva que se incorporará a 

la memoria: 𝑖𝑡 = 𝜎(𝑊𝑖𝑥𝑡 + 𝑈𝑖ℎ𝑡−1 + 𝑏𝑖) 

4. Estado candidato de la celda 

El estado candidato representa nueva información potencial a almacenar: 𝐶𝑡̃ = tanh(𝑊𝑐𝑥𝑡 + 𝑈𝑐ℎ𝑡−1 + 𝑏𝑐) 

5. Actualización del estado de la celda 

El estado de memoria se actualiza combinando la información previa y la 

nueva: 𝐶𝑡 = 𝑓𝑡 ⊙ 𝐶𝑡−1 + 𝑖𝑡 ⊙ 𝐶𝑡̃ 

6. Compuerta de salida 

La compuerta de salida controla la información que se expone como salida: 𝑜𝑡 = 𝜎(𝑊𝑜𝑥𝑡 + 𝑈𝑜ℎ𝑡−1 + 𝑏𝑜) 

7. Estado oculto final 
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El estado oculto final se obtiene aplicando la compuerta de salida al estado 

de la celda: ℎ𝑡 = 𝑜𝑡 ⊙ tanh(𝐶𝑡) 

8. Capa de clasificación 

En la arquitectura utilizada, la salida final de la última capa LSTM se introduce 

en una capa densa con activación sigmoide: 𝑦̂ = 𝜎(𝑊ℎ𝑇 + 𝑏) 

9. Función de pérdida 

El entrenamiento del modelo se realiza mediante entropía cruzada binaria: ℒ = − [𝑦 log(𝑦̂) + (1 − 𝑦) log(1 − 𝑦̂)] 
Ilustración 4: Estructura interna de una celda LSTM 

 

BiLSTM:  

El modelo Bidirectional LSTM (BiLSTM) es una extensión de las redes 

LSTM tradicionales que permite procesar secuencias de datos en ambas direcciones 

temporales, es decir, desde el inicio hasta el final de la secuencia y desde el final 

hacia el inicio. Esta arquitectura fue propuesta con el objetivo de capturar 

información contextual completa, considerando tanto el contexto pasado como el 

futuro de cada elemento de la secuencia (Sherstinsky, 2020). 

A diferencia de una LSTM unidireccional, que solo utiliza información 

previa, una BiLSTM combina dos redes LSTM independientes: una que procesa la 

secuencia de manera directa (forward) y otra que la procesa en sentido inverso 

(backward). Las salidas de ambas redes se concatenan, permitiendo obtener 

representaciones más ricas y completas del texto. 
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En tareas de procesamiento de lenguaje natural, esta característica resulta 

especialmente relevante, ya que el significado de una palabra puede depender tanto 

de las palabras que la preceden como de las que la siguen. En esta investigación, el 

modelo BiLSTM se emplea para la clasificación binaria de noticias falsas 

relacionadas con el COVID-19, utilizando dos capas BiLSTM seguidas de una capa 

densa con activación sigmoide. 

Modelo Matemático 

1. Entrada secuencial 

Sea una secuencia de entrada: 𝑋 = [𝑥1, 𝑥2, … , 𝑥𝑇] 
 

donde 𝑥𝑡representa el vector de entrada en el instante 𝑡. 

2. LSTM hacia adelante (Forward LSTM) 

La LSTM directa procesa la secuencia desde 𝑡 = 1hasta 𝑡 = 𝑇: ℎ⃗ = LSTM𝑓(𝑥𝑡, ℎ𝑡−1⃗⃗ ⃗⃗ ⃗⃗ ⃗⃗  ) 

 

3. LSTM hacia atrás (Backward LSTM) 

La LSTM inversa procesa la secuencia desde 𝑡 = 𝑇hasta 𝑡 = 1: ℎ𝑡⃖⃗ ⃗⃗ = LSTM𝑏(𝑥𝑡, ℎ𝑡−1⃖⃗ ⃗⃗ ⃗⃗ ⃗⃗ ⃗) 

4. Concatenación de estados ocultos 

Las salidas de ambas direcciones se combinan mediante concatenación: ℎ𝑡 = [ℎ𝑡⃗⃗  ⃗ ;  ℎ𝑡⃖⃗ ⃗⃗ ] 
5. Representación final de la secuencia 

Para tareas de clasificación, se utiliza el estado oculto final de la segunda capa 

BiLSTM:  ℎ 

6. Capa de clasificación 

La salida final se obtiene mediante una capa densa con activación sigmoide: 𝑦̂ = 𝜎(𝑊ℎ + 𝑏) 

7. Función de pérdida 

El entrenamiento del modelo se realiza utilizando entropía cruzada binaria: ℒ = −[𝑦 log(𝑦̂) + (1 − 𝑦) log(1 − 𝑦̂)] 
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Ilustración 5: Arquitectura de una red Bidirectional LSTM (BiLSTM) para el procesamiento de 

secuencias de texto. 

 

Variables de la Investigación:  

El análisis de variables permite comprender los elementos que intervienen 

en el estudio y la forma en que se relacionan entre sí. En esta investigación se 

distinguen dos tipos de variables: una variable independiente, vinculada a las 

técnicas de aprendizaje profundo aplicadas al procesamiento de textos, y una 

variable dependiente, relacionada con el nivel de rendimiento que alcanzan dichos 

modelos al clasificar noticias como verdaderas o falsas. 

Variable Independiente 

 La variable independiente de la investigación está constituida por las 

técnicas y modelos de aprendizaje profundo utilizados para el procesamiento y 

análisis del texto. Estas técnicas definen la forma en que la información lingüística 

es representada internamente y cómo el sistema es capaz de aprender patrones 

semánticos y contextuales a partir de los datos. 

En el ámbito del procesamiento de lenguaje natural (PLN), esta variable 

comprende diversas arquitecturas de redes neuronales, entre las que se incluyen 

BERT, BETO, DistilBERT, ALBETO, LSTM, GRU, BiLSTM y CNN. Cada uno 

de estos modelos presenta mecanismos de aprendizaje distintos para capturar la 

estructura del lenguaje, ya sea mediante atención bidireccional, compuertas 

recurrentes o filtros convolucionales. 
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La relevancia de esta variable radica en que la elección del modelo de 

aprendizaje profundo influye directamente en la calidad de las representaciones 

textuales generadas, lo cual impacta en la capacidad del sistema para diferenciar 

entre noticias verdaderas y falsas. Por tanto, las variaciones en el tipo de 

arquitectura empleada producen cambios observables en el desempeño del proceso 

de clasificación. 

Variable Dependiente 

La variable dependiente corresponde al desempeño del modelo de 

clasificación, entendido como la capacidad del sistema para identificar 

correctamente noticias falsas y verdaderas a partir de textos relacionados con el 

COVID-19. 

El desempeño de los modelos se evalúa mediante métricas cuantitativas 

ampliamente utilizadas en tareas de clasificación binaria, las cuales permiten medir 

de forma objetiva la eficacia del sistema. Entre estas métricas se consideran la 

exactitud (accuracy), la precisión (precision), la exhaustividad (recall) y el puntaje 

F1 (F1-score). 

Esta variable depende directamente de la variable independiente, dado que 

las distintas arquitecturas de aprendizaje profundo generan diferentes niveles de 

rendimiento, afectando la capacidad del modelo para generalizar y realizar 

predicciones correctas sobre datos no vistos durante el entrenamiento. 
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IV. Metodología 

Tipo de investigación 

Tecnológico – Aplicativo 

La búsqueda de conocimiento en el ámbito tecnológico, según (De La Cruz 

Casaño, 2016), implica explorar diversas fuentes en busca de información que 

pueda ser relevante para abordar problemas específicos. Por otro lado, (Sampieri & 

Collado, 2006) definen la investigación aplicada como aquella que se concentra en 

resolver problemas concretos que enfrentan la sociedad o las empresas en su día a 

día. 

Diseño Experimental 

El diseño se conoce como pre-experimental: X O 

Donde X es la aplicación del modelo de clasificación y O es la observación 

y evaluación de los resultados 

Operacionalización de variables 

Tabla 1: Operacionalización de Variables 

Variables Dimensiones Indicadores Escala de Medición 

Variable Independiente: 

Aumento de Datos y Deep 

Learning 

Deep learning 

DNN 

GRU 

LSTM 

BERT 

BILSTM 

BETO 

ALBETO 

Hidden Layers 

Hidden Neurons 

Optimizer 

Lost Function 

Learning Rate 

Activation Functions 

Architecture 

[1-4] 

[10-100] 

Adam 

Binary Cross entropy 

[0.001-0.01]  

Relu 

[20,30,30,20,1] 

Prueba Diagnóstico Negativo 

[0-1] 
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Variable Dependiente: 

Predicción de noticias falsas 

sobre COVID-19 Evaluación 

Accuracy 

Recall 

Precision 

F1-Score 

[0-1] 

[0-1] 

[0-1] 

[0-1] 

Nota: La tabla muestra la operacionalización de variables para el estudio, indicando 

los diferentes modelos y parámetros de Deep Learning empleados, así como las 

métricas de evaluación utilizadas en la detección de noticias falsas sobre COVID-

19. 

Población y Muestra 

Población: Noticias publicadas en redes sociales 

Muestra: 1500 noticias sobre covid-19 

Técnicas e instrumentos para la recolección de datos 

Técnicas: Técnica de recuperación de información  

Instrumentos: Para la recopilación de datos se utilizará web-scraping 

Métodos y técnicas para la presentación y análisis de Datos 

Procesamiento de los datos 

Recolección de información:   

Web Scraping: Se realizó la recolección de datos a través de técnicas de 

Web Scraping en redes sociales como Twitter, Reddit y Facebook. El scraping se 

llevó a cabo utilizando bibliotecas como Selenium en Python, con el objetivo de 

extraer tanto textos completos de noticias como comentarios y reacciones de los 

usuarios. 

API de Twitter: Para Twitter, se utilizó la API de Twitter para acceder a 

tweets relacionados con COVID-19. Se definieron consultas de búsqueda 
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específicas que incluían palabras clave y hashtags relacionados con noticias sobre 

la pandemia. 

Preparación de los datos:  La preparación de los datos fue una etapa crítica 

para garantizar que la información estuviera en un formato adecuado para ser 

procesada por los distintos modelos. Los datos recolectados originalmente se 

almacenaron en archivos CSV con varias columnas relevantes, como el texto de la 

noticia, la fuente y la clase (falsa o verdadera). En esta etapa se realizó la limpieza 

y preprocesamiento de los datos. 

Carga y estructuración de los datos: Se cargaron los archivos CSV y, 

posteriormente, se dividió la columna combinada ('new;class') en dos columnas 

separadas: una para el texto de la noticia (new) y otra para la clase de la noticia 

(class), que indica si la noticia es verdadera o falsa. 

Conversión de las clases: La columna que indica la clase de la noticia fue 

convertida a formato numérico. En este caso, las clases 0 y 1 representan noticias 

falsas y verdaderas, respectivamente. 

Eliminación de datos faltantes: Las filas con valores nulos o inválidos 

fueron eliminadas para asegurar que solo se utilicen datos completos y coherentes. 

Etiquetado de Datos 

El proceso de etiquetado de datos es un paso fundamental en la construcción 

de un conjunto de datos de entrenamiento confiable. En este caso, el etiquetado fue 

realizado manualmente, lo que permite una mayor precisión en la clasificación de 

las noticias. Se propuso que un equipo de expertos o revisores identificara y 

clasificara cada noticia como falsa o verdadera, utilizando criterios específicos. 

 

El etiquetado se realizó bajo el siguiente esquema: 

• Clase 0: Noticias clasificadas como falsas. Estas noticias contenían 

información incorrecta, engañosa o no verificable sobre el COVID-

19. 
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• Clase 1: Noticias clasificadas como verdaderas. En esta clase se 

incluyeron noticias con información verificada, correcta y 

proveniente de fuentes confiables. 

Este proceso de etiquetado manual se eligió porque, a pesar de ser más 

costoso en términos de tiempo, garantiza un alto nivel de calidad en los datos, lo 

cual es esencial para el entrenamiento de los distintos modelos propuestos. 

División de Datos 

Para garantizar una correcta evaluación del modelo, los datos se dividieron 

en tres conjuntos: 

• Conjunto de entrenamiento (70%): Se utilizó para ajustar el modelo 

BERT. El modelo aprende las características del texto que indican 

si una noticia es verdadera o falsa. 

• Conjunto de validación (10%): Sirve para ajustar hiperparámetros y 

evaluar el rendimiento del modelo durante el proceso de 

entrenamiento. De esta manera, se evita el sobreajuste. 

• Conjunto de prueba (20%): Este conjunto se utilizó exclusivamente 

para evaluar el rendimiento final del modelo después del 

entrenamiento. De este modo, se obtiene una estimación precisa de 

cómo el modelo generaliza a datos no vistos previamente. 

La división de los datos se realizó utilizando la función train_test_split de 

la biblioteca sklearn, asegurando que cada conjunto contuviera una distribución 

balanceada de noticias falsas y verdaderas. 

Modelos Utilizados 

BERT 

Descripción del Modelo 

El modelo utilizado en esta investigación es BERT (Bidirectional Encoder 

Representations from Transformers), una arquitectura de redes neuronales basada 

en Transformers que ha sobresalido en tareas de procesamiento de lenguaje natural 
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(NLP) gracias a su habilidad para interpretar el contexto en ambas direcciones 

dentro de una secuencia de palabras. A diferencia de modelos anteriores, BERT no 

solo lee el texto de izquierda a derecha (como en los modelos secuenciales 

tradicionales), sino que también lo hace de derecha a izquierda, lo que le permite 

capturar relaciones contextuales complejas entre palabras en una oración (Devlin, 

Chang, Lee, & Toutanova, 2019). 

En este trabajo se utilizó la variante en español, "dccuchile/bert-base-

spanish-wwm-uncased", que fue preentrenada en un gran corpus de texto en 

español. Este modelo permite la detección precisa de noticias falsas en el contexto 

del idioma español, ya que está entrenado para capturar matices lingüísticos 

específicos del idioma, lo que lo convierte en una herramienta efectiva para esta 

tarea. 

El modelo está compuesto por múltiples capas de atención, donde cada capa 

aprende representaciones jerárquicas de los datos de entrada, lo que lo hace 

particularmente eficaz en tareas de clasificación de texto como la que se aborda en 

esta investigación. 

Modelamiento  

 El modelo utilizado para esta tarea fue BERT para la clasificación de 

secuencias, con el fin de aprovechar su capacidad para comprender tanto el 

contexto individual de cada palabra como el significado global del texto. Se empleó 

el modelo preentrenado "dccuchile/bert-base-spanish-wwm-uncased", 

especializado en el idioma español. 

El procedimiento de modelamiento incluyó los siguientes pasos: 

• Tokenización: Se utilizó el tokenizador específico de BERT para 

dividir las secuencias de texto en los tokens requeridos por el 

modelo. Esta etapa es crucial para garantizar que los datos se 

presenten en el formato adecuado. 
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• Capa de embeddings: Cada token fue representado por un vector 

de embeddings que BERT utiliza para capturar el significado 

contextual de las palabras en el texto. 

• Clasificación: El modelo añadió una capa de clasificación al final 

para predecir si una noticia es falsa o verdadera. Esta capa fue 

ajustada para predecir dos clases (falsa o verdadera), utilizando una 

función de pérdida de entropía cruzada binaria y una optimización 

con el algoritmo Adam. 

El entrenamiento se realizó utilizando la librería Hugging Face's 

Transformers, lo cual facilitó la implementación del modelo preentrenado. Los 

parámetros de entrenamiento incluyeron un tamaño de lote de 8 y un esquema de 

optimización con Adam, con un número de 3 épocas de entrenamiento. También 

se establecieron 500 pasos de calentamiento (warmup steps) y un decaimiento de 

peso de 0.01 para prevenir el sobreajuste. 

Evaluación 

Para evaluar el rendimiento del modelo, se utilizaron las siguientes métricas: 

• Accuracy: Indica la proporción de noticias correctamente 

clasificadas. 

• Precisión: Representa la proporción de noticias clasificadas como 

falsas que efectivamente eran falsas. 

• Recall: Evalúa la habilidad del modelo para reconocer 

correctamente todas las instancias positivas. 

• F1-Score: Es una combinación de la precisión y el recall, ofreciendo 

una medida más balanceada del rendimiento del modelo. 

Estas métricas se calcularon utilizando la función trainer.predict() para 

obtener las predicciones del modelo sobre el conjunto de prueba. 
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BETO 

Descripción del Modelo 

El modelo BETO es una variante de BERT, específicamente entrenado para el 

idioma español. Fue desarrollado para abordar las limitaciones de los modelos 

preentrenados en inglés al aplicarlos en tareas de procesamiento de lenguaje natural 

en español. BETO sigue la misma arquitectura de BERT, aprovechando los 

principios de Transformers, pero con el beneficio adicional de haber sido 

preentrenado en un corpus extenso en español. Esto lo hace particularmente útil en 

tareas de clasificación de texto en español, como la detección de noticias falsas 

(Sergio Damian, Hiram, & Gelbukh, 2020). 

Al igual que BERT, BETO utiliza un mecanismo de atención que le permite 

aprender relaciones contextuales bidireccionales, es decir, comprende tanto el 

contexto anterior como el posterior de cada palabra en una oración. Esto es crucial 

en el idioma español, donde la estructura gramatical y el orden de las palabras 

pueden variar significativamente en comparación con el inglés. 

Modelamiento  

El modelo utilizado para esta tarea fue BETO para la clasificación de 

secuencias, con el objetivo de aprovechar su capacidad para comprender tanto el 

contexto individual de cada palabra como el significado global del texto en español. 

Se empleó el modelo preentrenado "dccuchile/bert-base-spanish-wwm-

uncased", especializado en el idioma español. 

El procedimiento de modelamiento incluyó los siguientes pasos: 

Tokenización: Se utilizó el tokenizador específico de BETO para dividir 

las secuencias de texto en los tokens requeridos por el modelo. Esta etapa es crucial 

para garantizar que los datos se presenten en el formato adecuado, preservando el 

contexto de las palabras en el idioma español. 

Capa de embeddings: Cada token fue representado por un vector de 

embeddings que BETO utiliza para capturar el significado contextual de las 
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palabras en el texto. Estos embeddings ayudan al modelo a aprender las relaciones 

entre las palabras, facilitando la comprensión del texto. 

Clasificación: El modelo añadió una capa de clasificación al final para 

predecir si una noticia es falsa o verdadera. Esta capa fue ajustada para predecir dos 

clases (falsa o verdadera), utilizando una función de pérdida de entropía cruzada 

binaria y una optimización con el algoritmo Adam. 

El entrenamiento se realizó utilizando la librería Hugging Face's 

Transformers, lo cual facilitó la implementación del modelo preentrenado. Los 

parámetros de entrenamiento incluyeron un tamaño de lote de 8 y un esquema de 

optimización con Adam, con un número de 3 épocas de entrenamiento. También 

se establecieron 500 pasos de calentamiento (warmup steps) y un decaimiento de 

peso de 0.01 para prevenir el sobreajuste, asegurando que el modelo generalice 

correctamente a datos no vistos previamente 

Evaluación 

Para evaluar el rendimiento del modelo, se utilizaron las siguientes métricas: 

• Accuracy: Indica la proporción de noticias correctamente 

clasificadas. 

• Precisión: Representa la proporción de noticias clasificadas como 

falsas que efectivamente eran falsas. 

• Recall: Evalúa la habilidad del modelo para reconocer 

correctamente todas las instancias positivas. 

• F1-Score: Es una combinación de la precisión y el recall, ofreciendo 

una medida más balanceada del rendimiento del modelo. 

ALBETO 

Descripción del modelo 

El modelo ALBETO (Cañete, Donoso, Bravo, Carvallo, & Araujo, 2022)  

es una variante de BERT preentrenada para la detección de discurso de odio en 

español, utilizando el modelo "GalMargo/DistiBERTHateSpeech". ALBETO fue 
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diseñado para identificar patrones lingüísticos que se asocian con el discurso de 

odio, discriminación y violencia verbal, lo que lo hace una herramienta valiosa en 

la moderación de contenido, análisis de redes sociales y aplicaciones que requieren 

la detección de lenguaje inapropiado. 

Al igual que BERT, ALBETO utiliza una arquitectura de Transformers que 

le permite comprender el contexto bidireccional de las palabras en un texto. Esto 

significa que no solo toma en cuenta el significado de una palabra, sino también su 

relación con las palabras que la rodean en una oración, permitiendo una mejor 

detección de patrones complejos de odio o violencia verbal. Este modelo es de 

particular interés debido a su capacidad para capturar las sutilezas del lenguaje en 

español y su entrenamiento en un corpus específico de discurso de odio. 

Modelamiento 

El modelo ALBETO fue configurado para la tarea de clasificación de 

secuencias con el objetivo de identificar textos con discurso de odio. Para esto, se 

utilizó el tokenizador específico de DistiBERT, que se encargó de dividir las 

secuencias de texto en tokens adecuados para ser procesados por el modelo. 

El proceso de modelamiento siguió los siguientes pasos: 

• Tokenización: Las secuencias de texto se tokenizaron utilizando el 

tokenizador de DistiBERT, garantizando que cada palabra o 

subpalabra se representara como un token adecuado para el modelo. 

• Capa de embeddings: Cada token fue convertido en un vector de 

embeddings que captura el significado contextual de la palabra en la 

secuencia. 

• Clasificación: El modelo añadió una capa de clasificación para 

predecir si una noticia contiene discurso de odio (1) o no (0), 

utilizando una función de pérdida de entropía cruzada binaria y el 

algoritmo de optimización Adam. 

El modelo se entrenó utilizando la librería Hugging Face's Transformers, 

con un tamaño de lote de 8 y un esquema de optimización de Adam. Se ejecutaron 
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un total de 3 épocas de entrenamiento, y se configuraron 500 pasos de 

calentamiento para mejorar la estabilidad del entrenamiento. Además, se aplicó un 

decaimiento de peso de 0.01 para prevenir el sobreajuste. 

Evaluación  

Para evaluar el rendimiento del modelo ALBETO, se utilizaron las 

siguientes métricas estándar: 

• Accuracy: Representa la proporción de ejemplos clasificados 

correctamente. 

• Precisión: Mide la proporción de casos identificados como discurso 

de odio que realmente contienen discurso de odio. 

• Recall: Indica la capacidad del modelo para detectar todas las 

instancias de discurso de odio en los datos. 

• F1-Score: Es la media armónica entre la precisión y el recall, 

proporcionando una medida más balanceada del rendimiento del 

modelo. 

Estas métricas fueron calculadas utilizando el conjunto de prueba, lo que 

permitió una evaluación precisa del modelo en un entorno de datos no vistos durante 

el entrenamiento. 

DistilBERT 

Descripción del Modelo  

DistilBERT (Ayoub, Yang, & Zhou, 2021) es una versión compacta y 

optimizada de BERT que mantiene aproximadamente el 97% del rendimiento de 

BERT en varias tareas de procesamiento de lenguaje natural, mientras que es un 

40% más pequeño y un 60% más rápido. DistilBERT utiliza un enfoque de 

"distilación del conocimiento" para comprimir el modelo original sin perder su 

capacidad de comprender el contexto bidireccional del texto. Este modelo es 

particularmente útil en aplicaciones donde los recursos computacionales son 

limitados, como dispositivos móviles o entornos con restricciones de tiempo. 
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Al igual que BERT, DistilBERT se basa en la arquitectura de Transformers, 

que utiliza mecanismos de autoatención para procesar secuencias de texto. Sin 

embargo, en lugar de las 12 capas de atención en BERT, DistilBERT reduce el 

número de capas a 6, lo que permite un procesamiento más eficiente sin 

comprometer significativamente el rendimiento. Este modelo fue entrenado en un 

corpus grande en inglés y es especialmente útil para tareas de clasificación de 

secuencias 

Modelamiento  

El modelo DistilBERT fue implementado para la tarea de clasificación de 

secuencias, donde se busca clasificar los textos en dos clases: discurso de odio o 

no. El modelo fue preentrenado con el corpus "distilbert-base-uncased". 

El procedimiento de modelamiento incluyó los siguientes pasos: 

• Tokenización: Se utilizó el tokenizador específico de DistilBERT 

para dividir las secuencias de texto en tokens adecuados, asegurando 

que cada palabra o subpalabra estuviera correctamente representada 

en un formato que el modelo pudiera procesar. 

• Capa de embeddings: Cada token se convirtió en un vector de 

embeddings que captura el significado contextual de la palabra en la 

secuencia de texto. 

• Clasificación: El modelo añadió una capa de clasificación al final, 

configurada para predecir dos clases: con discurso de odio (1) o sin 

discurso de odio (0). Esta capa se entrenó utilizando una función de 

pérdida de entropía cruzada binaria y un esquema de optimización 

con Adam. 

El modelo fue entrenado utilizando la librería Hugging Face's 

Transformers, con un esquema de entrenamiento que incluía un tamaño de lote de 

8 y un total de 3 épocas de entrenamiento. Además, se configuraron 500 pasos de 

calentamiento para mejorar la estabilidad del entrenamiento y se aplicó un 

decaimiento de peso de 0.01 para prevenir el sobreajuste. 
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Evaluación 

Para evaluar el rendimiento del modelo DistilBERT, se utilizaron las 

siguientes métricas: 

• Accuracy: Indica la proporción de textos correctamente 

clasificados. 

• Precisión: Mide cuántos de los textos clasificados como discurso de 

odio realmente lo son. 

• Recall: Evalúa la capacidad del modelo para identificar 

correctamente todos los textos con discurso de odio. 

• F1-Score: Es la media armónica entre la precisión y el recall, 

proporcionando una medida más equilibrada del rendimiento del 

modelo. 

Estas métricas se calcularon utilizando el conjunto de prueba para obtener 

una evaluación precisa del rendimiento del modelo en datos no vistos durante el 

entrenamiento. 

GRU 

Descripción del Modelo  

El modelo GRU (Gated Recurrent Unit) es un tipo de red neuronal 

recurrente (RNN) diseñado para procesar secuencias de datos. Las GRU son una 

variante más eficiente de las LSTM (Long Short-Term Memory) y se utilizan 

principalmente para tareas relacionadas con el procesamiento de series temporales 

o secuencias de texto, como la clasificación de texto. Las GRU ayudan a mitigar el 

problema de desvanecimiento de gradientes al capturar dependencias a largo plazo 

en los datos sin la complejidad añadida de las LSTM, lo que las hace más rápidas y 

eficientes en términos de recursos computacionales (Chung, Gulcehre, Cho, & 

Bengio, 2014). 

En este modelo, se utiliza una capa de embedding para convertir las palabras 

en vectores densos que representan sus significados, seguida de dos capas GRU que 
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permiten capturar las dependencias temporales dentro del texto. Estas capas ayudan 

al modelo a aprender las relaciones entre las palabras en secuencias de texto largas, 

lo que es crucial para tareas como la clasificación de noticias falsas. 

Modelamiento 

El modelo GRU fue implementado para la tarea de clasificación de 

secuencias. Se utilizó una capa de embedding para mapear cada palabra a un 

vector de características, y dos capas GRU para capturar las dependencias 

temporales entre las palabras en cada secuencia. 

El procedimiento de modelamiento incluyó los siguientes pasos: 

• Tokenización y secuencias: Las secuencias de texto se dividieron 

en tokens y luego se convirtieron en secuencias numéricas utilizando 

un vocabulario de tamaño 20,000. Posteriormente, estas secuencias 

se completaron con ceros al final para que todas tuvieran una 

longitud uniforme. 

• Capa de embeddings: Cada palabra en el texto fue convertida en 

un vector de características utilizando una capa de embedding con 

un tamaño de salida de 128. 

• Capa GRU: Se añadieron dos capas GRU para aprender las 

dependencias a lo largo de las secuencias de texto. La primera capa 

GRU tiene 128 unidades y devuelve secuencias para alimentar a la 

siguiente capa GRU de 64 unidades. 

• Dropout: Se añadieron capas de Dropout para reducir el riesgo de 

sobreajuste durante el entrenamiento. 

• Clasificación: Finalmente, se añadió una capa densa con una unidad 

de salida y una función de activación sigmoide para realizar la 

clasificación binaria (noticias falsas o verdaderas). 

El modelo se entrenó utilizando el optimizador Adam con una tasa de 

aprendizaje de 0.0001 y una función de pérdida de entropía cruzada binaria. El 
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entrenamiento se realizó durante 20 épocas con un tamaño de lote de 32, utilizando 

datos de validación para ajustar el rendimiento del modelo. 

Evaluación 

 Para evaluar el rendimiento del modelo GRU, se utilizaron las 

siguientes métricas estándar: 

• Accuracy: Mide la proporción de ejemplos correctamente 

clasificados. 

• Precisión: Representa la proporción de ejemplos clasificados como 

verdaderos que efectivamente lo son. 

• Recall: Evalúa la habilidad del modelo para reconocer 

correctamente todas las instancias positivas. 

• F1-Score: Es la media armónica entre la precisión y el recall, 

proporcionando una medida equilibrada del rendimiento del modelo. 

Estas métricas se calcularon utilizando el conjunto de prueba para evaluar 

el rendimiento del modelo en datos no vistos durante el entrenamiento. 

LSTM 

Descripción del Modelo 

El modelo LSTM (Long Short-Term Memory) es una arquitectura de red 

neuronal recurrente (RNN) diseñada para manejar secuencias largas de datos y 

resolver problemas asociados con las redes neuronales recurrentes tradicionales, 

como el desvanecimiento y explosión del gradiente. Las LSTM se utilizan 

ampliamente en tareas de procesamiento de lenguaje natural, reconocimiento de 

voz y series temporales debido a su capacidad para capturar dependencias a largo 

plazo en los datos (Hochreiter & Schmidhuber).  

Cada unidad LSTM contiene tres "puertas" fundamentales: la puerta de 

entrada, la puerta de olvido y la puerta de salida, que controlan el flujo de 

información a través de la celda de memoria. Estas puertas regulan qué información 

debe ser actualizada, retenida o descartada en cada paso temporal, lo que permite a 
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las LSTM aprender patrones complejos en secuencias largas de datos. Esta 

capacidad para mantener y actualizar la información relevante a lo largo de 

múltiples pasos temporales hace que las LSTM sean especialmente útiles para 

tareas como la predicción de series temporales y la comprensión del lenguaje 

natural  (Staudemeyer & Rothstein Morris, 2019).  

Modelamiento 

El modelo LSTM se configuró para la tarea de clasificación de secuencias, 

en la cual se busca clasificar textos en dos categorías: noticia falsa o verdadera. 

El procedimiento de modelamiento incluyó los siguientes pasos: 

• Tokenización y secuencias: Los textos fueron tokenizados y 

convertidos en secuencias numéricas utilizando un vocabulario de 

tamaño 20,000. Las secuencias se completaron para asegurar que 

todas tuvieran una longitud uniforme de 200 tokens. 

• Capa de embeddings: Cada palabra se transformó en un vector de 

características utilizando una capa de embedding con un tamaño de 

salida de 128. Esto permite al modelo aprender representaciones 

densas de las palabras y sus contextos en el texto. 

• Capas LSTM: Se añadieron dos capas LSTM. La primera capa 

tiene 128 unidades y devuelve secuencias completas para la 

siguiente capa LSTM, que tiene 64 unidades. Estas capas permiten 

al modelo capturar patrones y dependencias a lo largo de las 

secuencias de texto. 

• Dropout: Se incluyeron capas de Dropout para prevenir el 

sobreajuste, con una tasa de 0.5 después de cada capa LSTM. 

• Clasificación: Finalmente, se añadió una capa densa con una unidad 

de salida y una función de activación sigmoide para realizar la 

clasificación binaria (noticia verdadera o falsa). 

El modelo se entrenó utilizando el optimizador Adam con una tasa de 

aprendizaje de 0.0001 y una función de pérdida de entropía cruzada binaria. El 
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entrenamiento se realizó durante 20 épocas con un tamaño de lote de 32, utilizando 

un conjunto de validación para monitorear el rendimiento y ajustar los parámetros. 

Evaluación 

Para evaluar el rendimiento del modelo LSTM, se utilizaron las siguientes 

métricas: 

• Accuracy: Representa la proporción de textos correctamente 

clasificados. 

• Precisión: Mide cuántos de los textos clasificados como verdaderos 

realmente lo son. 

• Recall: Evalúa la capacidad del modelo para identificar 

correctamente todas las instancias verdaderas. 

• F1-Score: Es la media armónica entre la precisión y el recall, 

proporcionando una medida equilibrada del rendimiento del modelo. 

Estas métricas se calcularon utilizando el conjunto de prueba para evaluar 

el rendimiento del modelo en datos no vistos durante el entrenamiento. 

BiLSTM 

Descripción del Modelo 

El modelo Bidirectional LSTM (BiLSTM) es una extensión de las redes 

neuronales LSTM (Long Short-Term Memory) que permite a la red aprender 

patrones en secuencias de datos tanto en direcciones hacia adelante como hacia 

atrás. A diferencia de las LSTM tradicionales, las BiLSTM consisten en dos capas 

LSTM, una que procesa la secuencia desde el inicio hasta el final y otra que lo hace 

en la dirección opuesta, permitiendo al modelo capturar contextos bidireccionales. 

Esto resulta especialmente útil en tareas de procesamiento de lenguaje natural, 

donde el significado de una palabra puede depender tanto de su contexto anterior 

como del posterior (Sherstinsky, 2020). 

En este modelo, se utiliza una capa de embedding para convertir cada 

palabra en un vector de características, seguida de dos capas LSTM bidireccionales 
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que permiten al modelo comprender la información contextual de la secuencia en 

ambas direcciones. Este enfoque ayuda a mejorar la comprensión y clasificación 

del texto, especialmente en tareas como la detección de noticias falsas o la 

clasificación de emociones en textos. 

Modelamiento 

El modelo Bidirectional LSTM (BiLSTM) se implementó para la tarea de 

clasificación de secuencias, donde se busca clasificar textos en dos categorías: 

noticia falsa o verdadera. 

El procedimiento de modelamiento incluyó los siguientes pasos: 

• Tokenización y secuencias: Se tokenizaron los textos y se 

convirtieron en secuencias numéricas utilizando un vocabulario 

derivado del corpus de entrenamiento. Posteriormente, estas 

secuencias se completaron para asegurar que todas tuvieran una 

longitud uniforme de 100 tokens. 

• Capa de embeddings: Cada palabra se transformó en un vector de 

características utilizando una capa de embedding con un tamaño de 

salida de 100. Esto permite al modelo aprender representaciones 

densas de las palabras y sus contextos en el texto. 

• Capas BiLSTM: Se añadieron dos capas LSTM bidireccionales. La 

primera capa bidireccional tiene 64 unidades y devuelve secuencias 

completas para la siguiente capa, que también tiene 64 unidades. 

Estas capas permiten al modelo capturar patrones y dependencias en 

ambas direcciones temporales. 

• Dropout: Se incluyeron capas de Dropout para prevenir el 

sobreajuste, con una tasa de 0.5 después de cada capa LSTM 

bidireccional. 

• Clasificación: Finalmente, se añadió una capa densa con una unidad 

de salida y una función de activación sigmoide para realizar la 

clasificación binaria (noticia verdadera o falsa). 
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El modelo se entrenó utilizando el optimizador Adam con una tasa de 

aprendizaje de 0.0001 y una función de pérdida de entropía cruzada binaria. El 

entrenamiento se realizó durante 20 épocas con un tamaño de lote de 32, utilizando 

un conjunto de validación para monitorear el rendimiento y ajustar los parámetros. 

Evaluación 

Para evaluar el rendimiento del modelo BiLSTM, se utilizaron las 

siguientes métricas estándar: 

• Accuracy: Representa la proporción de textos correctamente 

clasificados. 

• Precisión: Mide cuántos de los textos clasificados como verdaderos 

realmente lo son. 

• Recall: Evalúa la capacidad del modelo para identificar 

correctamente todas las instancias verdaderas. 

• F1-Score: Es la media armónica entre la precisión y el recall, 

proporcionando una medida equilibrada del rendimiento del modelo. 

Estas métricas se calcularon utilizando el conjunto de prueba para evaluar 

el rendimiento del modelo en datos no vistos durante el entrenamiento. 

CNN 

Descripción del Modelo 

El modelo CNN (Convolutional Neural Network) es una arquitectura de 

redes neuronales comúnmente utilizada para tareas de procesamiento de imágenes, 

pero que también ha demostrado ser efectiva en el procesamiento de secuencias de 

texto. Las capas convolucionales de este modelo permiten capturar características 

locales de las secuencias, como n-gramas o patrones repetitivos, y combinarlas de 

manera eficiente en tareas de clasificación. En este contexto, se emplea una 

arquitectura de CNN de una sola dimensión (1D) para procesar secuencias de texto 

y detectar patrones asociados a noticias falsas en español sobre el COVID-19 (Kim, 

2014). 
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Modelamiento 

Para este modelo CNN, se realizaron los siguientes pasos de modelamiento: 

Tokenización y Preprocesamiento: 

• Se utilizó un tamaño de vocabulario de 20,000 palabras, y cada texto 

se convirtió en una secuencia de enteros correspondientes a las 

palabras en el vocabulario. 

• Las secuencias fueron rellenadas (padding) para asegurar una 

longitud uniforme de 200 palabras, lo cual es esencial para que la 

red convolucional procese entradas de tamaño constante. 

Arquitectura del Modelo: 

• Capa de Embedding: Se inicializó con un tamaño de embedding de 

128 dimensiones para representar cada palabra en un vector denso. 

• Capa Conv1D: Una capa convolucional con 128 filtros y un tamaño 

de kernel de 5, que ayuda a capturar patrones locales en las 

secuencias. 

• GlobalMaxPooling1D: Reduce la dimensionalidad tomando el valor 

máximo de cada filtro, resaltando las características más 

prominentes detectadas. 

• Dropout: Se aplicó un Dropout de 0.5 en dos ocasiones para reducir 

el sobreajuste. 

• Capas Densas: Una capa densa con 64 unidades y función de 

activación ReLU, seguida de una capa de salida con una unidad y 

activación sigmoide para clasificar entre noticias verdaderas y 

falsas. 

Parámetros de Entrenamiento: 

• Función de pérdida: binary_crosentropy para clasificación binaria. 

• Optimizador: Adam con una tasa de aprendizaje de 0.0001. 
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• Número de épocas: 20 

• Tamaño del lote: 32 

Evaluación 

El modelo se evaluó utilizando el conjunto de prueba para calcular las 

métricas de rendimiento, ajustando el umbral de decisión a 0.3 para mejorar la 

detección de noticias falsas. Las métricas calculadas fueron: 

• Accuracy: Proporción de noticias correctamente clasificadas en el 

conjunto de prueba. 

• Precision: Proporción de noticias clasificadas como falsas que 

realmente eran falsas. 

• Recall: Capacidad del modelo para identificar correctamente todas 

las noticias falsas. 

• F1-Score: Promedio armónico entre la precisión y el recall, 

proporcionando una medida balanceada del rendimiento del modelo. 
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V. Resultados y Discusiones 

Resultados de los modelos aplicados 

Tabla 2: Resultados de Desempeño de Modelos en Detección de Noticias Falsas 

Modelo Accuracy Precisión Recall F1-Score 

BERT 0.8480 0.6944 0.8621 0.7692 

BETO 0.8495 0.7087 0.8295 0.7644 

ALBETO 0.8194 0.7931 0.5227 0.6301 

DistilBERT 0.8060 0.7083 0.5795 0.6375 

GRU 0.7893 0.6543 0.6023 0.6272 

LSTM 0.7860 0.6277 0.6705 0.6484 

BiLSTM 0.8239 0.7869 0.4555 0.6443 

CNN 0.7324 0.5281 0.8522 0.6521 

Nota: Los resultados se expresan en función de métricas clave para cada modelo. 

Discusiones 

Sobre la hipótesis General 

La hipótesis general planteaba que los modelos de Deep Learning basados 

en arquitecturas Transformer presentarían un mejor desempeño que los modelos 

tradicionales en la clasificación de noticias falsas relacionadas con el COVID-19. 

Los resultados obtenidos permiten aceptar la hipótesis general, ya que los modelos 

Transformer (BERT, BETO, ALBETO y DistilBERT) alcanzaron mayores valores 

de accuracy y F1-score en comparación con los modelos CNN, LSTM, GRU y 

BiLSTM. Este comportamiento puede explicarse por la capacidad de los 

Transformers para capturar dependencias contextuales globales mediante 
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mecanismos de autoatención, lo cual resulta especialmente relevante en textos 

informativos complejos y semánticamente ambiguos. 

Estos hallazgos son coherentes con el estado del arte (Devlin, Chang, Lee, 

& Toutanova, 2019) y (Ayoub, Yang, & Zhou, 2021) reportan que los modelos 

basados en Transformers superan a arquitecturas recurrentes y convolucionales en 

tareas de clasificación textual y detección de desinformación. Asimismo, (Cañete, 

y otros, 2020) (Cañete, Donoso, Bravo, Carvallo, & Araujo, 2022) destacan que el 

preentrenamiento en corpus específicos del idioma español mejora 

significativamente el rendimiento en este tipo de tareas, lo cual concuerda con los 

resultados obtenidos en el presente estudio. 

Sobre las hipótesis específicas 

Los modelos basados en Transformers exhiben una mayor precisión en 

la clasificación de noticias falsas en comparación con los modelos basados en 

CNN y RNN: Los resultados de la tabla muestran que BERT y BETO, ambos 

modelos basados en Transformers, alcanzaron precisiones de 0.6944 y 0.7087, 

respectivamente. En comparación, el modelo CNN obtuvo una precisión de 0.5281 

y los modelos RNN (GRU y LSTM) tuvieron precisiones de 0.6543 y 0.6277. Esto 

respalda la hipótesis, indicando que los modelos basados en Transformers son más 

confiables al clasificar correctamente las noticias falsas, especialmente en un 

contexto donde los matices del idioma español juegan un papel importante. La 

capacidad de los modelos Transformers para analizar el contexto 

bidireccionalmente parece haber sido ventajosa en esta tarea. 

La integración de técnicas de aumento de datos y validación cruzada en 

el entrenamiento mejora el F1-score en la detección de noticias falsas: En este 

estudio, se implementaron técnicas de preprocesamiento y tokenización específicas 

para optimizar los resultados, aunque no se aplicaron técnicas avanzadas de 

aumento de datos ni validación cruzada compleja. Sin embargo, los modelos con 

un F1-score alto, como BERT y BETO, sugieren que la inclusión de técnicas 

adicionales de aumento y validación podría mejorar aún más la capacidad de 

generalización. El modelo BERT, por ejemplo, alcanzó un F1-score de 0.7692, 

mientras que CNN, sin tales técnicas avanzadas, obtuvo un F1-score de 0.6521. 
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Esto respalda la idea de que técnicas adicionales podrían tener un impacto positivo 

en los resultados finales. 

El entrenamiento de modelos con un conjunto de datos preprocesado y 

diverso en términos de fuentes mejora el recall en la detección de noticias 

falsas: El recall es una métrica crítica para asegurar que la mayor cantidad posible 

de noticias falsas sean detectadas. Los resultados muestran que los modelos BERT 

y BETO, con un recall de 0.8621 y 0.8295, superaron a los modelos recurrentes 

como GRU y LSTM, cuyos valores de recall fueron 0.6023 y 0.6705, 

respectivamente. Esto sugiere que los modelos basados en Transformers tienen una 

mejor capacidad para identificar patrones asociados con noticias falsas, 

especialmente en un conjunto de datos diversificado. Sin embargo, el modelo CNN 

obtuvo un recall de 0.8522, indicando que puede ser eficaz en la detección, aunque 

su precisión en esta tarea sigue siendo limitada. 

Comparación de rendimiento entre Transformers y otros modelos de 

Deep Learning en detección de noticias falsas: En general, los modelos 

Transformers demostraron un rendimiento superior en comparación con los otros 

tipos de modelos. Esto se observa claramente en el caso de BERT y BETO, que 

alcanzaron altos valores en precisión y F1-score, mientras que los modelos RNN y 

CNN presentaron una menor estabilidad en sus métricas. La capacidad de los 

Transformers para analizar secuencias de texto en ambas direcciones 

(bidireccionalmente) permite un análisis contextual más profundo, lo que los 

convierte en herramientas efectivas en la clasificación de noticias falsas en español. 

Relevancia y Limitaciones  

Los hallazgos obtenidos refuerzan la relevancia de utilizar modelos 

avanzados de NLP para el análisis de contenido en español. No obstante, este 

estudio tiene algunas limitaciones, como la ausencia de técnicas de aumento de 

datos avanzadas y la falta de una validación cruzada detallada. En investigaciones 

futuras, se sugiere explorar estas áreas para optimizar aún más el rendimiento de 

los modelos. 
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En conclusión, los modelos basados en Transformers como BERT y BETO 

son recomendables para la tarea de detección de noticias falsas en español, ya que 

han demostrado un equilibrio efectivo entre precisión y recall. Esta investigación 

subraya la importancia de adaptar y evaluar modelos de Deep Learning para 

aplicaciones en idioma español y ofrece una base para futuros estudios que busquen 

mejorar la precisión en el ámbito de la detección de desinformación en línea. 
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VI. Conclusiones 

Conclusiones Generales 

La La presente investigación evaluó la eficacia de diferentes modelos de 

Deep Learning en la detección de noticias falsas en español, específicamente en el 

contexto de la pandemia de COVID-19. La implementación de modelos basados en 

Transformers, como BERT y BETO, mostró un desempeño sobresaliente debido a 

su capacidad para capturar contextos lingüísticos complejos, mientras que las redes 

neuronales recurrentes (GRU, LSTM, BiLSTM) y convolucionales (CNN) 

obtuvieron resultados moderados en comparación. Se concluye que los modelos 

basados en Transformers son especialmente adecuados para esta tarea en idioma 

español, aunque se identifican oportunidades para mejorar el rendimiento a través 

de combinaciones de modelos y ajustes avanzados en el preprocesamiento de los 

datos. 

Conclusiones específicas 

Se investigaron y seleccionaron diversos algoritmos de Deep Learning para 

la clasificación de noticias falsas en español. Se optó por modelos basados en 

Transformers (BERT, BETO, ALBETO, DistilBERT), redes neuronales 

recurrentes (GRU, LSTM, BiLSTM) y redes convolucionales (CNN). Cada uno de 

estos modelos fue elegido por su capacidad para capturar características específicas 

de los datos, como dependencias temporales, contextos bidireccionales y patrones 

locales en las secuencias de texto. La diversidad de los modelos permitió evaluar 

sus fortalezas y debilidades en la tarea de detección de noticias falsas, destacando 

los modelos basados en Transformers como los más adecuados para esta tarea 

debido a su capacidad para comprender contextos complejos en el idioma español. 

Se logró recopilar y preprocesar un conjunto de datos compuesto por 

noticias en español relacionadas con el COVID-19. El preprocesamiento incluyó 

técnicas de tokenización, limpieza y codificación de los textos, así como la 

transformación de las etiquetas para su uso en modelos de clasificación binaria. Los 

datos fueron divididos en conjuntos de entrenamiento, validación y prueba para 

asegurar una evaluación rigurosa de los modelos. Este proceso permitió disponer 
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de un conjunto de datos adecuado y balanceado para el entrenamiento de los 

diferentes modelos de Deep Learning seleccionados. 

Se entrenaron y evaluaron los ocho modelos seleccionados utilizando el 

conjunto de datos preprocesado. Los resultados mostraron que los modelos basados 

en Transformers, como BERT y BETO, obtuvieron los mejores desempeños en 

términos de precisión y F1-Score, superando a las arquitecturas recurrentes y 

convolucionales. Cada modelo fue evaluado con métricas de rendimiento como 

Accuracy, Precision, Recall y F1-Score, lo que permitió identificar sus fortalezas y 

debilidades en la detección de noticias falsas. En general, todos los modelos fueron 

capaces de clasificar adecuadamente las noticias, aunque algunos mostraron 

desafíos específicos, como la tendencia del modelo CNN a clasificar 

incorrectamente noticias verdaderas como falsas. 

Al comparar el rendimiento de los diferentes modelos, se observó que 

BERT obtuvo los mejores resultados globales, seguido de BETO y DistilBERT. 

Estos modelos mostraron un equilibrio adecuado entre precisión y recall, lo que los 

hace adecuados para la tarea de clasificación de noticias falsas en español. Los 

modelos recurrentes, como GRU y LSTM, aunque efectivos, presentaron un 

rendimiento ligeramente inferior, particularmente en términos de precisión. El 

modelo CNN mostró un rendimiento aceptable en términos de recall, pero su 

precisión fue baja, lo que sugiere que es más adecuado para detectar patrones 

específicos en los datos. En resumen, se selecciona BERT como el modelo más 

efectivo para esta tarea, debido a su capacidad para capturar contextos complejos y 

su rendimiento superior en todas las métricas evaluadas. 
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VII. Recomendaciones 

Uso de Modelos Multimodales: Considerar la incorporación de modelos 

multimodales que combinen texto con otras fuentes de información, como imágenes 

o datos estructurados, para mejorar la precisión en la detección de noticias falsas. 

Por ejemplo, en el contexto de noticias falsas, la inclusión de análisis de imágenes 

junto con el texto puede proporcionar una capa adicional de verificación de 

información que fortalezca las predicciones del modelo. 

Expansión del Conjunto de Datos: Ampliar el conjunto de datos 

incluyendo noticias de diferentes regiones y países de habla hispana, así como de 

diversas fuentes y estilos periodísticos. Esto permitirá que los modelos capten una 

mayor variedad de estilos de redacción y contextos lingüísticos, mejorando su 

capacidad para detectar noticias falsas en un espectro más amplio de casos y 

aumentando su robustez en diferentes contextos. 

Integración de Técnicas de Transfer Learning: Aplicar técnicas de 

transfer learning utilizando modelos preentrenados en tareas específicas 

relacionadas, como la detección de noticias falsas en otros idiomas o la 

identificación de lenguaje ofensivo, podría mejorar el rendimiento de los modelos 

en la tarea de clasificación de noticias falsas en español. 
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IX. Anexos 

Matriz de Consistencia  

Tabla 3: Matriz de Consistencia 

Interrogantes Objetivos Hipótesis 

General  

¿Qué modelos son los 

más recomendados para 

la clasificación de 

noticias? 

Proponer Modelos 

de Deep learning 

para la detección de 

noticias falsas en 

español sobre 

COVID-19 

La implementación de 

modelos avanzados de 

Deep Learning, basados 

en técnicas de 

Transformers mejora la 

precisión, el recall y el 

F1-score en la detección 

de noticias falsas en 

español sobre COVID-

19, en comparación con 

modelos de Deep 

Learning CNN y RNN. 

Específicas  

¿Qué modelos y enfoques 

existen para detectar 

noticias falsas sobre 

COVID-19, y cómo pueden 

aplicarse en el contexto 

específico de Perú y el 

idioma español? 

Investigar y 

seleccionar 

algoritmos de 

Deep learning 

adecuados para la 

clasificación de 

texto 

Los modelos de Deep 

Learning basados en 

Transformers, exhibe una 

mayor precisión en la 

clasificación de noticias 

falsas en comparación 

con los modelos basados 

en CNN y RNN. 

¿Cómo afecta el 

preprocesamiento y la 

diversidad del conjunto de 

datos en términos de 

fuentes y estilos de 

redacción al recall de los 

Recopilar y 

preprocesar un 

conjunto de datos 

de noticias en 

La integración de 

técnicas de aumento de 

datos y validación 

cruzada en el 

entrenamiento de 

modelos de Deep 
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modelos de Deep Learning 

en la detección de noticias 

falsas sobre COVID-19 en 

español? 

español sobre 

COVID-19 

Learning para la 

detección de noticias 

falsas incrementa el F1-

score de los modelos. 

¿De qué manera la 

integración de técnicas de 

aumento de datos y 

validación cruzada durante 

el entrenamiento de 

modelos de Deep Learning 

afecta el F1-score en la 

detección de noticias falsas 

sobre COVID-19? 

Entrenar y evaluar 

los modelos 

seleccionados 

utilizando el 

conjunto de datos 

preprocesado 

El entrenamiento de 

modelos de Deep 

Learning con un 

conjunto de datos 

preprocesado y diverso 

en términos de fuentes y 

estilos de redacción 

mejora el recall en la 

detección de noticias 

falsas sobre COVID-19 

en español. 

¿Cuál es el rendimiento 

comparativo de diferentes 

modelos de Deep Learning 

entrenados para la 

detección de noticias falsas, 

y en qué medida los 

modelos basados en 

Transformers superan a 

otros tipos de modelos en 

esta tarea? 

Comparar el 

rendimiento de los 

modelos y 

seleccionar el más 

efectivo 

La comparación del 

rendimiento entre 

modelos de Deep 

Learning entrenados 

revela que los modelos 

basados en Transformers 

superan a otros tipos en 

la tarea de detección de 

noticias falsas 

Nota: Esta tabla muestra la relación entre los interrogantes de investigación, 

objetivos e hipótesis planteados en el estudio sobre la detección de noticias falsas 

en español relacionadas con el COVID-19. Se especifican los modelos de Deep 

Learning seleccionados, así como la hipótesis general y específicas en torno a su 

efectividad en esta tarea.Dataset 
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Ilustración 6: Dataset de noticias falsas en español sobre COVID-19 

 

Nota: este conjunto de datos contiene titulares de noticias falsas en español 

relacionadas con la pandemia de COVID-19, etiquetados como 0 para noticias 

falsas y 1 para verdaderas. 

Modelos Implementados  
 
Bert 

Justificación del Modelo: 

El modelo BERT (Bidirectional Encoder Representations from 

Transformers) fue seleccionado debido a su capacidad para procesar secuencias de 

texto capturando relaciones contextuales complejas de manera bidireccional. Este 

enfoque es particularmente útil en tareas de clasificación de noticias falsas, donde 

el contexto de las palabras y las relaciones entre ellas juegan un papel fundamental. 

BERT ha demostrado ser altamente efectivo en una variedad de tareas de 

procesamiento de lenguaje natural, lo que lo convierte en una elección sólida para 
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la clasificación de texto en español, como la detección de noticias falsas sobre 

COVID-19. 

Configuración y Entrenamiento del Modelo BERT 

Ilustración 7: Configuración del Modelo BERT 

 

Nota: La imagen muestra el proceso de configuración de un modelo BERT 

preentrenado para clasificación de noticias en español. 
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Matriz de Confusión 

Ilustración 8: Matriz de Confusión del Modelo BERT 

 

Nota: La imagen muestra la matriz de confusión del modelo BERT, donde se 

observan los resultados de las predicciones de noticias falsas versus verdaderas. 

Los valores reflejan la cantidad de predicciones correctas e incorrectas en cada 

clase. 

Conclusión 

El modelo basado en BERT ha demostrado ser eficaz para la clasificación 

de noticias falsas en español. La preparación y el etiquetado cuidadoso de los datos, 

junto con el uso de técnicas avanzadas de procesamiento de lenguaje natural, han 

permitido obtener resultados sólidos y prometedores para la detección de noticias 

falsas. Sin embargo, es importante seguir explorando nuevas estrategias para 

mejorar la precisión y reducir la posibilidad de falsos positivos. Entre las posibles 

mejoras futuras se podrían considerar ajustes adicionales en los hiperparámetros, el 

uso de un mayor conjunto de datos o la integración de otros modelos 

complementarios. 

 

 

 



72 

 

BETO 
Justificación del Modelo:  

BETO, una versión entrenada exclusivamente en español del modelo BERT, 

fue seleccionado para capturar los matices y características específicas del idioma 

español, lo cual es crucial en la tarea de clasificación de noticias falsas. Este modelo 

aprovecha la capacidad bidireccional de BERT, adaptada para el idioma español, y 

ofrece una mejor representación semántica en comparación con modelos 

multilingües. BETO es una opción ideal para esta tarea, dado que el contexto 

cultural y lingüístico es clave para detectar noticias falsas en español. 

Configuración y Entrenamiento del Modelo BETO 

Ilustración 9: Configuración del Modelo BETO 

 

Nota: La imagen muestra el proceso de configuración de un modelo BETO 

preentrenado para clasificación de noticias en español. 
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Matriz de Confusión 

Ilustración 10: Matriz de Confusión del Modelo BETO 

 

Nota: La imagen muestra la matriz de confusión del modelo BETO, donde se 

observan los resultados de las predicciones de noticias falsas versus verdaderas. 

Los valores reflejan la cantidad de predicciones correctas e incorrectas en cada 

clase. 

Conclusión 

El modelo BETO ha demostrado ser eficaz para la clasificación de noticias 

falsas en español, gracias a su capacidad para captar matices del idioma y 

comprender el contexto de manera bidireccional. Aunque el modelo ha mostrado 

un rendimiento sólido, todavía existe la posibilidad de mejorar su precisión 

ajustando los hiperparámetros o aumentando el tamaño del conjunto de datos. 

Además, la incorporación de técnicas de aumento de datos o el ajuste fino con otros 

corpus podría llevar a una mayor precisión en futuras investigaciones. 

ALBETO 
Justificación del modelo 

El modelo ALBETO, una variante ligera de BETO, fue elegido debido a su 

capacidad para reducir la complejidad computacional mientras mantiene una 

precisión significativa en tareas de clasificación de texto. Su enfoque en detectar 

discurso de odio en español lo hace una opción viable para la clasificación de 

noticias falsas. ALBETO combina la eficiencia de un modelo reducido con el poder 
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de procesamiento semántico de un modelo preentrenado en español, lo que lo hace 

relevante en este contexto. 

Configuración y Entrenamiento del Modelo ALBETO 

Ilustración 11: Configuracion del Modelo ALBETO 

 

Nota: La imagen muestra el proceso de configuración de un modelo ALBETO 

preentrenado para clasificación de noticias en español. 

Matriz de Confusión 

Ilustración 12: Matriz de Confusión del Modelo ALBETO 

 

Nota: La imagen muestra la matriz de confusión del modelo ALBETO, donde se 

observan los resultados de las predicciones de noticias falsas versus verdaderas. 
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Los valores reflejan la cantidad de predicciones correctas e incorrectas en cada 

clase. 

Conclusión 

El modelo ALBETO ha mostrado ser eficaz para la detección de discurso 

de odio en español. Su capacidad para procesar y comprender el lenguaje en un 

contexto bidireccional le permite detectar patrones complejos asociados al discurso 

de odio. No obstante, los resultados obtenidos muestran que, aunque el modelo es 

preciso en sus predicciones, puede beneficiarse de ajustes adicionales en los 

hiperparámetros o de un mayor número de datos de entrenamiento para mejorar su 

capacidad de detección. 

DistilBERT 
Justificación del Modelo 

El modelo DistilBERT fue seleccionado por su capacidad para ofrecer un 

equilibrio entre eficiencia computacional y precisión en tareas de clasificación de 

texto. DistilBERT es una versión más ligera y rápida de BERT, que preserva la 

mayor parte del rendimiento del modelo original, pero con un tamaño y velocidad 

reducidos. Esto lo convierte en una excelente opción para entornos con recursos 

limitados, donde la eficiencia es prioritaria, sin comprometer excesivamente el 

rendimiento en la tarea de detección de noticias falsas. 

Configuración y Entrenamiento del Modelo DistilBERT 



76 

 

Ilustración 13: Configuración del Modelo DistilBERT 

 

Nota: La imagen muestra el proceso de configuración de un modelo DistilBERT 

preentrenado para clasificación de noticias en español. 

Matriz de Confusión  

Ilustración 14: Matriz de Confusión del Modelo DistilBERT 

 

Nota: La imagen muestra la matriz de confusión del modelo DistilBERT, donde 

se observan los resultados de las predicciones de noticias falsas versus verdaderas. 

Los valores reflejan la cantidad de predicciones correctas e incorrectas en cada 

clase. 



77 

 

 

Conclusión 

El modelo DistilBERT ha demostrado ser una opción eficiente y ligera para 

la clasificación de texto en español, manteniendo un equilibrio entre rendimiento y 

eficiencia computacional. Aunque es más rápido y ligero que BERT, el valor 

relativamente bajo de recall indica que podría mejorar su capacidad para detectar 

todas las instancias de discurso de odio. En aplicaciones futuras, se podría mejorar 

el rendimiento ajustando los hiperparámetros o utilizando técnicas adicionales de 

aumento de datos para mejorar la capacidad del modelo en entornos con datos más 

complejos. 

GRU 
Justificación del Modelo 

El modelo GRU (Gated Recurrent Unit) fue seleccionado por su capacidad 

para manejar secuencias de texto de manera eficiente, capturando dependencias 

temporales sin la complejidad añadida de las LSTM. Las GRU son especialmente 

útiles para tareas como la clasificación de noticias falsas, donde las relaciones 

temporales entre las palabras pueden jugar un papel clave en la comprensión del 

contexto. Su simplicidad y eficiencia computacional lo hacen adecuado para la 

tarea, aunque con un rendimiento moderado en términos de recall. 

Configuración y Entrenamiento del Modelo GRU 

Ilustración 15: Configuración del Modelo GRU 

 

Nota: La imagen muestra el proceso de configuración de un modelo GRU 

preentrenado para clasificación de noticias en español. 
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Matriz de Confusion 

Ilustración 16: Matriz de Confusión del Modelo GRU 

 

Nota: La imagen muestra la matriz de confusión del modelo GRU, donde se 

observan los resultados de las predicciones de noticias falsas versus verdaderas. 

Los valores reflejan la cantidad de predicciones correctas e incorrectas en cada 

clase. 

Conclusión 

El modelo GRU ha demostrado ser una opción viable para la clasificación 

de secuencias en español. Su capacidad para aprender dependencias temporales 

dentro de los textos es particularmente útil para detectar patrones en noticias falsas. 

Sin embargo, el rendimiento moderado en cuanto al recall sugiere que el modelo 

podría mejorar con ajustes adicionales en los hiperparámetros o mediante la 

utilización de más datos de entrenamiento. La incorporación de técnicas de 

regularización adicionales o arquitecturas más complejas podría llevar a una mejora 

en los resultados globales del modelo. 

LSTM 
Justificación del Modelo 

El modelo LSTM (Long Short-Term Memory) fue seleccionado por su 

capacidad para manejar dependencias a largo plazo en secuencias de texto, lo que 

es crucial en la clasificación de noticias falsas. Las LSTM superan los problemas 

de desvanecimiento de gradiente asociados a las RNN tradicionales, lo que las hace 
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una opción sólida para el procesamiento de secuencias largas. Aunque los 

resultados del modelo son prometedores, existen oportunidades para mejorar el 

rendimiento con ajustes adicionales en los hiperparámetros y mediante el uso de 

arquitecturas más complejas. 

Configuración y Entrenamiento del Modelo LSTM 

Ilustración 17: Configuración del Modelo LSTM 

 

Nota: La imagen muestra el proceso de configuración de un modelo LSTM 

preentrenado para clasificación de noticias en español. 

Matriz de Confusión 

Ilustración 18: Matriz de Confusión del Modelo LSTM 

 

Nota: La imagen muestra la matriz de confusión del modelo LSTM, donde se 

observan los resultados de las predicciones de noticias falsas versus verdaderas. 

Los valores reflejan la cantidad de predicciones correctas e incorrectas en cada 

clase. 

Conclusión 
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El modelo LSTM ha demostrado ser efectivo para la clasificación de 

secuencias en español, gracias a su capacidad para capturar dependencias 

temporales dentro de las secuencias de texto. A pesar de que los resultados son 

prometedores, existe la posibilidad de mejorar el rendimiento del modelo ajustando 

los hiperparámetros o utilizando técnicas de aumento de datos. Además, la 

incorporación de modelos híbridos o más complejos, como el uso combinado de 

LSTM y CNN, podría proporcionar mejoras adicionales en la capacidad del modelo 

para detectar noticias falsas. 

BiLSTM 
Justificación del Modelo 

El modelo BiLSTM (Bidirectional Long Short-Term Memory) fue elegido 

por su capacidad para procesar secuencias en ambas direcciones, capturando tanto 

el contexto previo como el posterior de una palabra dentro de una secuencia. Esto 

lo hace particularmente útil para la clasificación de noticias falsas, donde la 

comprensión bidireccional del texto es crucial. A pesar de su eficacia, el 

rendimiento del modelo podría mejorar con la integración de técnicas adicionales 

de aumento de datos y ajustes en la arquitectura. 

Configuración y Entrenamiento del Modelo BiLSTM 

Ilustración 19: Configuración del Modelo BiLSTM 

 

Nota: La imagen muestra el proceso de configuración de un modelo BiLSTM 

preentrenado para clasificación de noticias en español. 
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Matriz de Confusión 

Ilustración 20: Matriz de Confusión del Modelo BiLSTM 

 

Nota: La imagen muestra la matriz de confusión del modelo BiLSTM, donde se 

observan los resultados de las predicciones de noticias falsas versus verdaderas. 

Los valores reflejan la cantidad de predicciones correctas e incorrectas en cada 

clase. 

Conclusiones 

El modelo Bidirectional LSTM (BiLSTM) ha demostrado ser efectivo para 

la clasificación de secuencias en español, gracias a su capacidad para capturar 

dependencias bidireccionales dentro de las secuencias de texto. A pesar de que los 

resultados son prometedores, existe la posibilidad de mejorar el rendimiento del 

modelo ajustando los hiperparámetros o utilizando técnicas de aumento de datos. 

Además, la incorporación de arquitecturas más complejas o el uso de técnicas de 

preentrenamiento podrían proporcionar mejoras adicionales en la capacidad del 

modelo para detectar noticias falsas. 

CNN 
Justificacion del Modelo 

El modelo CNN (Convolutional Neural Network) fue seleccionado por su 

capacidad para identificar patrones locales en las secuencias de texto, lo que es 

clave para detectar características distintivas en noticias falsas. Aunque las CNN 

son más comúnmente utilizadas en el procesamiento de imágenes, su capacidad 



82 

 

para capturar n-gramas y patrones locales ha demostrado ser efectiva en la 

clasificación de texto. No obstante, su rendimiento en términos de precisión sugiere 

que puede ser útil explorar estrategias adicionales para mejorar su capacidad de 

generalización. 

Configuración y Entrenamiento del Modelo CNN 

Ilustración 21: Configuración del Modelo CNN 

 

Nota: La imagen muestra la matriz de confusión del modelo CNN, donde se 

observan los resultados de las predicciones de noticias falsas versus verdaderas. 

Los valores reflejan la cantidad de predicciones correctas e incorrectas en cada 

clase. 

Matriz de Confusión 

Ilustración 22: Matriz de Confusión del Modelo CNN 
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Conclusiones 

El modelo CNN ha demostrado ser una herramienta útil para la detección 

de patrones en las secuencias de texto, capturando eficazmente las características 

locales que distinguen a las noticias falsas. Sin embargo, su rendimiento en 

términos de precisión indica que puede estar clasificando incorrectamente algunas 

noticias verdaderas como falsas. Para mejorar su efectividad, se podrían explorar 

estrategias adicionales como el ajuste fino de hiperparámetros, la incorporación de 

capas convolucionales adicionales o el uso de técnicas de aumento de datos. 

Además, la integración de un ensamble con otros modelos podría ayudar a 

equilibrar mejor las métricas de precisión y recall. 


























