
UNIVERSIDAD NACIONAL DE MOQUEGUA

INGENIERÍA DE SISTEMAS E INFORMÁTICA

TESIS

“RECONOCIMIENTO DE EXPRESIONES FACIALES Y LA
POSTURA DE LA CABEZA USANDO MODELOS DE DEEP

LEARNING”

PARA OBTENER EL TÍTULO PROFESIONAL DE INGENIERO DE
SISTEMAS E INFORMÁTICA

ELABORADO POR:

DIEGO HEDER PERCCA MAMANI

GABRIELA KARINA VELASQUEZ QUISPE

ASESOR:

MTR. VICTOR YANA MAMANI

ILO - PERÚ

2024







AGRADECIMIENTOS

Queremos expresar nuestro más sincero agradecimiento a todas las personas que
han contribuido de diversas maneras a la realización de esta tesis.

En primer lugar, queremos expresar nuestro más profundo agradecimiento a nues-
tras familias, por su incondicional apoyo emocional, su paciencia y comprensión,
especialmente en los momentos en que no pudimos dedicarles el tiempo que me-
recían debido a las exigencias de la realización de esta tesis.

Un agradecimiento especial a nuestro asesor de tesis Mtr. Victor Yana Mamani,
quien estuvo siempre dispuesto ante cualquier consulta, siendo nuestro soporte
para la culminación de esta tesis.

Agradecemos también al Dr. Anibal Flores por sus clases en Machine Learning y
seminario de tesis, que sirvieron de base para seguir investigando sobre esta área,
además de formar parte de las primeras ideas para el tema de la tesis. Al Mtr. Hugo
Euler Tito Chura, por las bases teóricas en Deep Learning. A Wilbur Naike Chiuyari
Veramendi, por su compañía, guía y motivación en la investigación teórica de las
arquitecturas CNN.

Finalmente, agradecer a todos nuestros profesores que de alguna manera colabo-
raron ya sea directa o indirectamente en nuestro aprendizaje, durante estos años
de estudio.

A todos ustedes, muchas gracias.



RESUMEN

En la actualidad, la interacción humano computador (IHC) desempeña un papel
crucial en diversas aplicaciones, como videoconferencias, e-learning, vigilancia y
seguridad, robótica social y monitoreo de la atención de conductores. Dentro de
este campo, la detección de la postura de la cabeza y las expresiones faciales es
fundamental para que las máquinas comprendan mejor las emociones humanas,
infieran el foco de atención y analicen el comportamiento. No obstante, la varia-
bilidad, precisión y velocidad de los sistemas actuales representan desafíos que
restringen su implementación en aplicaciones que exigen respuestas en tiempo
real.

Este estudio tiene como objetivo principal reconocer las expresiones faciales y la
postura de la cabeza mediante el uso de modelos de Deep Learning. Para ello, se
utilizaron los conjuntos de datos FER-2013 y Biwi, que fueron divididos adecuada-
mente para el entrenamiento y evaluación de tres arquitecturas diferentes: AlexNet,
DenseNet y ResNet18. En el proceso se aplicaron técnicas de ajuste de hiperpa-
rámetros, aprendizaje por transferencia (transfer learning) y ponderación de clases
(class weights) para seleccionar el modelo más adecuado. Finalmente, los mode-
los seleccionados se integraron en una aplicación web de videoconferencia para
realizar pruebas en tiempo real.

En cuanto a los resultados, para el conjunto de datos FER-2013 se obtuvieron los
siguientes F1-scores: 67.17% con DenseNet, 64.56% con ResNet18 y 62.66% con
AlexNet. Para el conjunto de datos Biwi, los accuracy alcanzados fueron del 98.5%
para ResNet18, 98% para DenseNet y 96.25% para AlexNet. Aunque DenseNet
obtuvo buenos resultados, su mayor complejidad y requisitos de memoria hicieron
que ResNet18 fuera la opción más adecuada para la integración en la aplicación
web de videoconferencia, donde se lograron resultados en tiempo real satisfacto-
rios.

En conclusión, los modelos implementados demostraron ser efectivos para el reco-
nocimiento de expresiones faciales y la postura de la cabeza. Sin embargo, aunque
para el conjunto de datos Biwi se alcanzó una exactitud superior al 90%, para FER-
2013 el F1-score no superó el 70%. Esto puede deberse a la falta de balance en
las clases de FER-2013, la alta similitud de algunas imágenes que pertenecen a
diferentes clases y el hecho de que las imágenes son en escala de grises y de baja
resolución (48x48 píxeles). Además, aunque el sistema mostró buenos resultados
en tiempo real, no fue completamente preciso en ciertos casos, por lo que se reco-
mienda ampliar el conjunto de datos, incorporando mayor variabilidad en términos



de posiciones, fondos, tamaños e iluminación.

Palabras clave: Deep learning, redes neuronales convolucionales, reconocimiento
de expresiones faciales, reconocimiento de la postura de la cabeza, interacción
humano computador.



ABSTRACT

Currently, human computer interaction (HCI) plays a crucial role in a variety of ap-
plications, including video conferencing, e-learning, surveillance and security, so-
cial robotics, and driver attention monitoring. Within this field, head pose and facial
expression detection are essential for machines to better understand human emo-
tions, infer attention focus, and analyze behavior. However, challenges related to
variability, accuracy, and speed in current systems limit their implementation in ap-
plications that require real-time responses.

The main objective of this study is to recognize facial expressions and head posture
using deep learning models. To achieve this, the FER-2013 and Biwi datasets were
utilized, divided appropriately for training and evaluating three different architectu-
res: AlexNet, DenseNet, and ResNet18. Throughout the process, techniques such
as hyperparameter tuning, transfer learning, and class weights were applied to iden-
tify themost suitablemodel. Finally, the selectedmodels were integrated into a video
conferencing web application for real-time testing.

As for the results, the following F1-scores were obtained for the FER-2013 data-
set: 67.17% with DenseNet, 64.56% with ResNet18, and 62.66% with AlexNet.
For the Biwi dataset, the accuracy achieved was 98.5% with ResNet18, 98% with
DenseNet, and 96.25% with AlexNet. Although DenseNet produced good results,
its higher complexity and memory requirements made ResNet18 the most suitable
option for integration into a video conferencing web application, where satisfactory
real-time performance was achieved.

In conclusion, the implemented models proved effective for facial expression and
head posture recognition. However, while accuracy exceeding 90% was achieved
on the Biwi dataset, the F1-score for FER-2013 did not surpass 70%. This discre-
pancy may be attributed to the unbalanced classes in FER-2013, the high similarity
of some images belonging to different classes, and the fact that the images are
grayscale with a low resolution of 48x48 pixels. Additionally, although the system
performed well in real-time, it was not entirely accurate in certain cases, so it is
recommended to expand the dataset, incorporating greater variability in terms of
positions, backgrounds, sizes, and lighting conditions.

Keywords: Deep learning, convolutional neural networks, facial expression recog-
nition, head pose recognition, human computer interaction.
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INTRODUCCIÓN

Con el avance de las tecnologías de la información y la comunicación, la interac-
ción humano computador (IHC) ha mejorado significativamente. El reconocimien-
to de expresiones faciales es crucial para que las computadoras comprendan las
emociones humanas, siendo un componente esencial de la IHC (Shi et al., 2020).
Además, la estimación de la postura de la cabeza es un área de investigación in-
teresante, ya que permite inferir el foco de atención del sujeto (Wu y Trivedi, 2008).
Al igual que el reconocimiento de voz, que se ha incorporado en diversas tecno-
logías, la estimación de la posición de la cabeza probablemente se convertirá en
una herramienta estándar para acortar la brecha entre humanos y computadoras
(Murphy-Chutorian y Trivedi, 2008).

Este estudio tiene como objetivo el reconocimiento de expresiones faciales y la
postura de la cabeza mediante modelos de Deep Learning. Para ello, se evaluarán
los modelos que obtengan el mejor F1-score en el reconocimiento de expresiones
faciales y la mayor exactitud en la postura de la cabeza. Además, se implemen-
tará una aplicación de videoconferencia para probar en tiempo real los modelos
seleccionados.

La metodología incluye la preparación y división de los conjuntos de datos FER-
2013 y Biwi, la implementación de tres arquitecturas diferentes (AlexNet, Dense-
Net, ResNet18), y la evaluación de los modelos, utilizando técnicas como ajuste de
hiperparámetros, transferencia de aprendizaje (transfer learning) y class weights
para seleccionar el modelo más adecuado. Finalmente, los modelos serán integra-
dos en una aplicación web de videoconferencia para pruebas en tiempo real.

El estudio reconoce limitaciones, como la calidad y el balance de los datos, así co-
mo la demanda de recursos computacionales necesarios para entrenar modelos
profundos. A pesar de estas limitaciones, se espera que los resultados proporcio-
nen una base sólida para futuras investigaciones en Deep Learning.

La tesis se estructura de la siguiente manera: El capítulo 1 describe y plantea el
problema, el capítulo 2 revisa la literatura relevante, el capítulo 3 detalla la metodo-
logía utilizada, el capítulo 4 presenta y discute los resultados, el capítulo 5 concluye
los hallazgos, y el capítulo 6 ofrece recomendaciones para investigaciones futuras.
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CAPÍTULO I: PLANTEAMIENTO DEL PROBLEMA

1.1 DESCRIPCIÓN Y FORMULACIÓN DEL PROBLEMA

1.1.1 Descripción del Problema

En la actualidad, el reconocimiento de la postura de la cabeza y las expresiones
faciales se ha vuelto crucial en numerosos sistemas de interacción humano compu-
tador, como videoconferencias, educación a distancia, vigilancia y seguridad, ro-
bótica social, y monitoreo de la atención de conductores. No obstante, lograr un
reconocimiento preciso en entornos dinámicos plantea importantes desafíos. Entre
estos, destacan la variabilidad en las posturas de la cabeza, la diversidad de expre-
siones faciales, los cambios en las condiciones de iluminación, y las limitaciones
de los dispositivos con recursos computacionales limitados. A esto se suma la difi-
cultad de equilibrar la precisión de los modelos de Deep Learning con el tiempo de
respuesta, un aspecto clave en aplicaciones que requieren resultados en tiempo
real.

El problema que esta investigación aborda es reconocer la postura de la cabeza
y las expresiones faciales utilizando modelos de Deep Learning. Además, se eva-
lúa el desempeño de estos modelos en una aplicación web de videoconferencia,
permitiendo verificar los resultados obtenidos en un entorno interactivo.

1.1.2 Formulación del Problema

1.1.2.1 Problema General

• ¿Será posible reconocer las expresiones faciales y la postura de la cabeza
usando modelos de Deep Learning?

1.1.2.2 Problemas Específicos

• ¿Qué modelo de Deep Learning logra el mejor F1-score en el reconocimiento
de expresiones faciales?

• ¿Qué modelo de Deep Learning logra el mejor accuracy en el reconocimiento
de la postura de la cabeza?

• ¿Es el modelo de Deep Learning seleccionado para el reconocimiento de
expresiones faciales y postura de la cabeza efectivo en tiempo real?
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1.2 OBJETIVOS

1.2.1 Objetivo General

Reconocer las expresiones faciales y la postura de la cabeza usando modelos de
Deep Learning

1.2.2 Objetivos Específicos

• Determinar qué modelo de Deep Learning logra el mejor F1-score en el reco-
nocimiento de expresiones faciales.

• Determinar qué modelo de Deep Learning alcanza el mejor accuracy en el
reconocimiento de la postura de la cabeza.

• Probar el modelo de Deep Learning para el reconocimiento de expresiones
faciales y la postura de la cabeza en tiempo real.

1.3 JUSTIFICACIÓN E IMPORTANCIA

La interacción entre humanos y máquinas ha experimentado una evolución sig-
nificativa, demandando cada vez más sistemas capaces de interpretar de manera
efectiva el comportamiento humano en tiempo real. La detección de la postura de la
cabeza y las expresiones faciales es fundamental en la interacción humano compu-
tador, con aplicaciones en diversas áreas como videoconferencias, e-learning, vigi-
lancia y seguridad, robótica social, y monitoreo de la atención en conductores. No
obstante, los sistemas actuales suelen enfrentar limitaciones en términos de pre-
cisión y velocidad, lo que restringe su uso en aplicaciones críticas que requieren
respuestas en tiempo real.

En este contexto, la postura de la cabeza se convierte en un componente clave para
inferir la atención del usuario. Determinar si una persona está frente a la cámara
o en una postura no frontal es esencial para los sistemas de monitoreo en tiempo
real, ya que una postura no frontal puede interpretarse como falta de atención o
desinterés.

Este trabajo propone reconocer tanto las expresiones faciales como la postura de la
cabeza utilizando modelos de Deep Learning. Para llevar a cabo esta investigación,
se implementará una aplicación de videoconferencia que permitirá probar en tiempo
real los resultados del modelo seleccionado.
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UNIVERSIDAD NACIONAL DE MOQUEGUA CAPÍTULO I: PLANTEAMIENTO DEL PROBLEMA

Así mismo, se contribuirá a investigaciones futuras sobre la atención del usuario
mediante la implementación de modelos de Deep Learning para el reconocimiento
de expresiones faciales y la posición de la cabeza. Además, permitirá evaluar la
efectividad de los modelos de Deep Learning para aplicaciones en tiempo real.

1.4 HIPÓTESIS DEL ESTUDIO

1.4.1 Hipótesis General

Se reconoce las expresiones faciales y la postura de la cabeza usando modelos de
Deep Learning.

1.4.2 Hipótesis Específicas

• El modelo de Deep Learning seleccionado para el reconocimiento de expre-
siones faciales logrará un F1-score superior al 70%.

• El modelo de Deep Learning seleccionado para el reconocimiento de la pos-
tura de la cabeza alcanzará un accuracy mayor al 90%.

• El modelo de Deep Learning para el reconocimiento de expresiones faciales
y la postura de la cabeza demostrará ser efectivo en tiempo real.

1.5 VARIABLES

1.5.1 Variable Independiente

La variable independiente para la presente tesis, son los modelos de Deep Lear-
ning.

1.5.2 Variable Dependiente

Las variables dependientes para la presente tesis son la expresión facial y la pos-
tura de la cabeza.
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CAPÍTULO II: MARCO TEÓRICO

2.1 ANTECEDENTES

(Singh y Nasoz, 2020) demostraron que es posible realizar la clasificación de expre-
siones faciales en imágenes estáticas utilizando Redes Neuronales Convoluciona-
les (CNNs) sin la necesidad de preprocesamiento o extracción de características.
Sin embargo, observaron que la incorporación de técnicas de preprocesamiento,
como la detección de rostros y la corrección de la iluminación, mejora la exactitud
del sistema. A pesar de los avances, la implementación de estrategias como max-
pooling y dropout, para prevenir el sobreajuste y aumentar la exactitud, sigue siendo
un desafío. En la tarea de clasificación en siete categorías, utilizando el conjunto
de datos FER-2013, lograron una exactitud del 61.7%, lo que subraya la necesidad
de continuar investigando métodos más avanzados para alcanzar los resultados de
última generación, que alcanzan una exactitud del 75.2% (Pramerdorfer y Kampel,
2016).

El estudio realizado por (Behera et al., 2019) propone un nuevo enfoque para el re-
conocimiento de la postura de la cabeza utilizando CNNs que exploran tanto regio-
nes locales como globales de la imagen. A diferencia de los métodos tradicionales
que dependen de la localización precisa de puntos de referencia faciales y modelos
de cabeza promedio para resolver problemas de correspondencia 2D-3D, este mo-
delo busca mejorar la robustez del reconocimiento capturando cambios topológicos
en la imagen derivados de variaciones en el punto de vista. La metodología emplea-
da por los autores se basa en la adaptación de las CNNs existentes, dividiendo la
imagen en múltiples regiones consecutivas inspiradas en el cálculo de descriptores
HOG (Histogram of Oriented Gradients), lo que permite analizar diferentes partes
de la cabeza de manera más precisa. Los resultados experimentales, obtenidos a
través de cuatro conjuntos de datos a gran escala, mostraron que el modelo pro-
puesto supera a varios métodos de última generación, incluidos modelos de CNNs
tradicionales y la herramienta OpenFace 2.0. Además, los autores contribuyeron
con anotaciones sobre la postura de la cabeza en el conjunto de datos VGGFace2,
mejorando así los recursos disponibles para futuras investigaciones.

El estudio que realizaron (Ujir et al., 2021) propone un sistema de monitoreo del
conductor en tiempo real que utiliza dispositivos móviles para detectar la postura
de la cabeza, así como la somnolencia y expresiones de enfado del conductor. La
metodología empleada incluye el uso de la cámara del teléfono para recopilar da-
tos de las expresiones faciales, que luego son analizados a través de técnicas de
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procesamiento de imágenes en la plataforma Microsoft Azure. Se desarrolló una
aplicación móvil que no solo identifica las emociones del conductor, sino que tam-
bién proporciona alertas a través de mensajes emergentes y retroalimentación de
audio. Los resultados obtenidos indican que la aplicación tiene un alto rendimiento,
logrando una precisión del 96.66% en la detección de la emoción de enfado y del
82.2% para la somnolencia, además de una tasa de éxito del 85.67% en la detec-
ción de la postura de la cabeza en diversos escenarios. Estos hallazgos sugieren
que la implementación de esta tecnología podría mejorar significativamente la se-
guridad vial al ayudar a los conductores a manejar sus emociones y mantener una
conducción más segura.

El estudio realizado por (Yolcu et al., 2020) propone un sistema de análisis facial
basado en aprendizaje profundo para monitorear el interés del cliente, específica-
mente detectando su comportamiento hacia productos y anuncios. La metodología
utilizada incluye la estimación de la postura de la cabeza del cliente para medir su
atención, seguida de un análisis detallado de las expresiones faciales para evaluar
su interés. Este proceso comienza con la detección de posturas frontales, donde se
segmentan componentes faciales importantes para generar una imagen iconizada.
Posteriormente, se analizan las expresiones faciales combinando los valores de
confianza de la imagen iconizada con las imágenes faciales originales. Los auto-
res lograron implementar este sistema utilizando dispositivos de imagen comunes,
como cámaras web, obteniendo resultados de estado del arte en la clasificación
del interés del cliente y permitiendo monitorear la respuesta emocional a diversos
estímulos en entornos de marketing

(T S y Guddeti, 2018) proponen un sistema no intrusivo capaz de reconocer a cada
estudiante, analizar su nivel de atención y clasificar su estado emocional utilizan-
do cámaras de video vigilancia. La metodología que plantean consiste en obtener
fotogramas de las cámaras de video vigilancia, que son la entrada para la arquitec-
tura You Only Look Once (YOLO), el cual se usa para obtener las coordenadas del
cuadro delimitador de cada estudiante presente en un fotograma. Posteriormen-
te los fotogramas son recortados de acuerdo con las coordenadas de cada cuadro
delimitador y son enviados al modelo Inception V3 para clasificar la atención del es-
tudiante. También estos fotogramas recortados son usados para el reconocimiento
de la emoción y la identificación de cada estudiante mediante el uso de una ar-
quitectura CNN. El dataset se obtuvo de 243 estudiantes de diferentes cursos de
laboratorio de ciencias de la computación y tecnologías de la información del Na-
tional Institute of Technology Karnataka Surathkal de India, utilizando 2 cámaras de
video vigilancia para cada laboratorio, los datos de entrenamiento se recolectaron
por 5 horas y 43 minutos y fueron etiquetados manualmente bajo la supervisión
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de un experto. El accuracy que se obtiene de ambos modelos YOLO y CNN son
elevados, ya que usan pesos pre entrenados, obteniendo un 0.94% en la detec-
ción y 0.89% en la clasificación. El análisis de atención muestra que existe una
correlación positiva +0.8976 entre el nivel de atención y la calificación obtenida en
pequeñas tareas hechas por los estudiantes.

(Monkaresi et al., 2017) Este artículo, tiene como objetivo la detección automática
de la atención de los estudiantes mientras realizan actividades de escritura es-
tructurada, basándose en expresiones faciales y la frecuencia cardiaca, utilizando
métodos de visión computacional. La metodología utilizada consiste en la extrac-
ción de características de cada segmento de video, para lo cual utilizan tres tipos
de extractores, frecuencia cardiaca (Heart Rate – HR), unidades de animación (de
Kinect face tracker) y patrones binarios locales en tres planos ortogonales (LBP-
TOP). Los estudiantes realizaron informes de su atención por cada dos minutos
simultáneamente durante la actividad de escritura y retrospectivamente en base a
la grabación de videos de sus rostros después de la actividad. Finalmente aplica-
ron técnicas de aprendizaje automático para la clasificación de la atención de los
estudiantes. Para evaluar la precisión del clasificador se utilizó el área bajo la curva
ROC (AUC). Logrando un AUC = 0.758 para anotaciones concurrentes y un AUC
= 0.733 para anotaciones retrospectivas.

(Keerthana et al., 2020) proponen un sistema de arquitectura híbrida para el aná-
lisis dinámico de la participación del estudiante, implementada en tiempo real pa-
ra generar dos categorías: concentrado o distraído. Esta arquitectura involucra la
combinación de 3 módulos: El reconocimiento de emociones faciales mediante un
algoritmo de extracción de características aplicando CNN, monitoreo de la mirada
con Haar Cascade para la detección de pupilas, e identificación de movimiento de
la cabeza mediante patrones binarios locales. La arquitectura fue hecha en Python
usando OpenCV para la detección del rostro y convertir las imágenes a escala de
grises. El modelo propuesto generó un accuracy del 63,8%.

2.2 BASES TEÓRICAS

2.2.1 Inteligencia artificial

Existen múltiples definiciones para la IA, ya que, desde sus inicios hasta la ac-
tualidad, no se ha establecido una definición clara y única. En (Rouhiainen, 2018)
se define la IA como la capacidad de las máquinas para llevar a cabo tareas que
imitan la inteligencia humana. Por ejemplo, a través de algoritmos, las máquinas
pueden aprender de grandes volúmenes de datos y tomar decisiones basadas en
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ese aprendizaje.

La IA se dedica a abordar una gran variedad de problemas, pudiendo aplicarse
en casi todas las situaciones. Algunos campos en los que las técnicas de IA han
mostrado resultados prometedores incluyen (García, 2012):

• Minería de datos

• Reconocimiento del habla

• Reconocimiento de la escritura

• Visión por computadora

• Diagnóstico médico

• Robótica

• Entornos industriales

• Planificación y control

• Videojuegos

• Seguridad

• Predicciones financieras

• Predicción de desastres

• Marketing especializado

2.2.2 Aprendizaje Automático (machine learning)

Según (Géron, 2022) el aprendizaje automático es la ciencia (y también el arte) de
programar computadoras para que puedan aprender a partir de datos.

Desde un punto de vista más general también se puede definir al aprendizaje auto-
mático como el campo de estudio que otorga a las computadoras la capacidad de
aprender sin ser explícitamente programadas (Samuel, 1959).

El aprendizaje automático es importante para las organizaciones, ya que se ha
utilizado en varios sectores, como la medicina, el sector financiero y muchos otros.
Los modelos se emplean de diversas maneras; sin embargo, el procedimiento para
entrenar y utilizar un modelo de aprendizaje automático varía según la tarea y los
datos disponibles, como se muestra a continuación:
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2.2.2.1 Aprendizaje supervisado

El aprendizaje supervisado es un enfoque del aprendizaje automático donde el con-
junto de entrenamiento que se proporciona al algoritmo incluye las soluciones de-
seadas, llamadas etiquetas (Géron, 2022).

El aprendizaje supervisado requiere supervisión humana para etiquetar con preci-
sión los datos, debido a que la mayoría de los datos disponibles están sin etiquetar
(datos brutos), y la interacción humana es necesaria para crear grandes conjuntos
de datos etiquetados, lo cual puede ser muy costoso.

El objetivo del aprendizaje supervisado es aprender patrones en los datos para
poder predecir la etiqueta que corresponde a las características de un dato nuevo
(Hurwitz y Kirsch, 2018).

2.2.2.2 Aprendizaje no supervisado

A diferencia del aprendizaje supervisado, el aprendizaje no supervisado trabaja
con datos que no están etiquetados. Esto significa que el modelo no tiene ejemplos
previos con respuestas conocidas que pueda usar para aprender. En el aprendizaje
no supervisado, el sistema intenta identificar patrones, estructuras o relaciones en
los datos sin guía explícita. No hay un “maestro” que proporcione las respuestas
correctas, por lo que el modelo debe descubrir estos patrones por sí mismo (Géron,
2022).

El objetivo del aprendizaje no supervisado es explorar los datos para encontrar pa-
trones relacionados. Los métodos más importantes en este enfoque son la agrupa-
ción (clustering), la detección de anomalías y novedades, la visualización y reduc-
ción de dimensionalidad, y el aprendizaje de reglas de asociación (Géron, 2022).
Estos métodos permiten identificar patrones, segmentar datos en grupos o simpli-
ficar datos complejos.

2.2.2.3 Aprendizaje por refuerzo (Reinforcement Learning)

Aprendizaje por refuerzo es un método en el que un sistema de aprendizaje, deno-
minado agente, interactúa con un entorno. El agente observa el entorno, selecciona
y realiza acciones, y recibe recompensas (o penalizaciones, que son recompensas
negativas) en respuesta a sus acciones (Géron, 2022).

El objetivo en el aprendizaje por refuerzo es encontrar una política que maximice
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la recompensa acumulativa total. Esto significa que el agente debe aprender qué
acciones son las mejores en cada situación para obtener la mayor recompensa
posible a lo largo del tiempo. Es utilizado en juegos, robótica y control autónomo.

2.2.3 Aprendizaje Profundo (Deep Learning)

Es un enfoque avanzado de aprendizaje automático que utiliza redes neuronales
profundas compuestas por múltiples capas jerárquicas para aprender representa-
ciones de datos cada vez más complejas. Esta técnica, que ha evolucionado sig-
nificativamente gracias a avances en matemáticas, hardware y grandes conjuntos
de datos, se ha convertido en una tecnología fundamental en el campo de la inteli-
gencia artificial (Bhardwaj et al., 2018).

Como se muestra en la Figura N° 2.1 el deep learning es un subcampo específico
del aprendizaje automático que se enfoca en aprender representaciones sucesivas
de datos mediante el uso de múltiples capas de representaciones. La “profundidad”
en deep learning no se refiere a una comprensión más profunda en un sentido
literal, sino a la idea de utilizar capas sucesivas para construir representaciones
cada vez más significativas. La profundidad del modelo está relacionada con el
número de capas que contribuyen a la representación de los datos (Chollet, 2018).

FIGURA N° 2.1: Inteligencia Artificial, Machine Learning y Deep Learning.

Artificial

intelligence

Machine

learning

Deep

learning

Nota: Tomado de (Chollet, 2018)

A continuación, se muestran tres técnicas populares de Deep Learning: El Percep-
trón Multicapa (MLP), las Redes Neuronales Convolucionales (CNN) y las Redes
Neuronales Recurrentes (RNN).

a) Perceptrón Multicapa (MLP)

Es un tipo de red neuronal artificial que consiste en una capa de entrada, una
o más capas ocultas de unidades lógicas de umbral (TLUs), y una capa de
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salida. Las capas cercanas a la entrada se conocen como capas inferiores,
mientras que las capas cercanas a la salida se denominan capas superio-
res. Como se observa en Figura N° 2.2 todas las capas, excepto la capa de
salida, incluyen una neurona de sesgo y están completamente conectadas
a la siguiente capa. Este diseño permite que el MLP procese datos y apren-
da patrones complejos mediante el ajuste de los pesos sinápticos durante el
entrenamiento (Géron, 2022).

FIGURA N° 2.2: Arquitectura de un Perceptrón Multicapa.

Nota: Tomado de (Géron, 2022)

b) Redes Neuronales Convolucionales (CNN)

Las redes neuronales convolucionales (CNN) se inspiran en la corteza visual
del cerebro, especializada en procesar información visual. Las CNN imitan
esta estructura al utilizar operaciones de convolución, procesando la entrada
de manera uniforme. Aunque las CNN se utilizan principalmente en aplicacio-
nes visuales, también son útiles en aplicaciones lingüísticas y en la resolución
de problemas complejos. Algunos ejemplos incluyen aprender a jugar Go, lo-
grando altas tasas de victoria, y la verificación facial en el sistema DeepFace
de Facebook (Hearty, 2016).

Los desafíos de reconocimiento de objetos, como el ImageNet de 2014, han
sido dominados por modelos que usan CNN. Estos modelos han mejorado
gracias al desarrollo de nuevas arquitecturas como ResNet, AlexNet, entre
otras.

c) Redes Neuronales Recurrentes (RNN)

Son un tipo de red neuronal que se especializa en procesar secuencias de
datos de longitud arbitraria, a diferencia de las redes neuronales tradiciona-
les que manejan entradas de tamaño fijo. Esto las hace especialmente útiles
para tareas de predicción de series temporales, procesamiento de lenguaje
natural (como traducción automática o conversión de voz a texto) y sistemas
de conducción autónoma, entre otros.
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A diferencia de las redes neuronales feedforward, donde las activaciones flu-
yen solo en una dirección (de la capa de entrada a la capa de salida), las
RNN tienen conexiones que apuntan hacia atrás. Esto significa que una neu-
rona en una RNN no solo recibe las entradas actuales, sino también su propia
salida del paso de tiempo anterior (Géron, 2022).

2.2.3.1 Evaluación de efectividad de modelos de clasificación

La evaluación de la efectividad de un modelo de Deep Learning es un proceso críti-
co para determinar su capacidad de realizar predicciones exactas en datos no vistos
previamente (conjunto de prueba). Una vez que la red neuronal ha sido entrenada,
es esencial evaluarla de manera adecuada para comprender su rendimiento real.
Evaluar el modelo únicamente en los datos de entrenamiento no proporciona una
indicación confiable de su efectividad, ya que el modelo ha sido ajustado específi-
camente a estos datos y podría haber memorizado patrones en lugar de aprender
a generalizar (Brownlee, 2019).

El proceso de evaluación del modelo incluye el cálculo de varias métricas de ren-
dimiento en el conjunto de prueba; tales como la exactitud (accuracy), que mide la
proporción de predicciones correctas; el F1 Score; la sensibilidad o exhaustividad
(recall); la precisión o especificidad (precision); el área bajo la curva ROC (AUC-
ROC); entre otras.

Estasmétricas ofrecen una visión integral del desempeño del modelo, lo cual facilita
la identificación de posibles problemas como el sobreajuste (cuando el modelo rinde
muy bien en los datos de entrenamiento, pero tiene un desempeño deficiente en
los datos de prueba) o el subajuste (cuando el modelo no rinde adecuadamente ni
siquiera en los datos de entrenamiento) (Hernández et al., 2022).

Para comprender mejor el funcionamiento de estas métricas, se utiliza la matriz de
confusión, que proporciona información detallada sobre los tipos de errores que
el clasificador puede cometer y ayuda a identificar patrones específicos de fallos.
Así, la matriz de confusión es una herramienta útil para evaluar la precisión del
clasificador (Hernández et al., 2022).
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FIGURA N° 2.3: Matriz de confusión binaria.
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Nota: Adaptado de (Visa et al., 2011)

FIGURA N° 2.4: Matriz de confusión multiclase (clase b).

Nota: Adaptado de (Grandini et al., 2020)

Donde:

𝑇 𝑃 : Número de predicciones positivas correctas.

𝐹𝑁 : Número de predicciones negativas incorrectas.

𝐹𝑃 : Número de predicciones positivas incorrectas.

𝑇 𝑁 : Número de predicciones negativas correctas.

Utilizando los valores de la matriz de confusión, podemos calcular métricas de ren-
dimiento, como las siguientes:

• Exactitud (accuracy)

La exactitud es una métrica ampliamente utilizada para evaluar el rendimiento
de un modelo de clasificación. Se define como la proporción de predicciones
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verdaderas (tanto positivas como negativas) sobre el número total de pre-
dicciones (Contreras et al., 2020). En otras palabras, la exactitud mide cuán
bien un modelo clasifica correctamente las muestras en comparación con el
total de muestras evaluadas. Sin embargo, se debe tener en cuenta que esta
métrica puede resultar engañosa para conjuntos de datos con clases des-
equilibradas (Terven et al., 2023).

La fórmula del accuracy para clasificación binaria es la siguiente:

𝐴𝑐𝑐𝑢𝑟𝑎𝑐𝑦 = 𝑇 𝑃 +𝑇 𝑁
𝑇 𝑃 +𝑇 𝑁 +𝐹𝑃 +𝐹𝑁 (2.1)

La fórmula del accuracy para clasificación multiclase es la siguiente:

𝐴𝑐𝑐𝑢𝑟𝑎𝑐𝑦 = 𝑁𝑢́𝑚𝑒𝑟𝑜 𝑑𝑒𝑝𝑟𝑒𝑑𝑖𝑐𝑐𝑖𝑜𝑛𝑒𝑠 𝑐𝑜𝑟𝑟𝑒𝑐𝑡𝑎𝑠
𝑇 𝑜𝑡𝑎𝑙 𝑑𝑒𝑚𝑢𝑒𝑠𝑡𝑟𝑎𝑠 (2.2)

• Precisión (precision)

Evalúa las predicciones positivas realizadas por unmodelo. Se define como el
número de predicciones positivas verdaderas dividido por el número total de
predicciones positivas (verdaderos positivos y falsos positivos). La precisión
es crítica donde las consecuencias de los falsos positivos son significativas,
ya que una alta precisión indica que el modelo produce pocos falsos positivos
(Terven et al., 2023).

La fórmula de precision para clasificación binaria es la siguiente:

𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛 = 𝑇 𝑃
𝑇 𝑃 +𝐹𝑃 (2.3)

La fórmula de precision multiclase, usando la variante macro es la siguiente:

𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛𝑚𝑎𝑐𝑟𝑜 = 1
𝐶

𝐶
∑
𝑖=1

𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛𝑖 (2.4)

Donde 𝐶 es el número total de clases.

• Exhaustividad (recall)

El recall mide la capacidad de unmodelo para identificar correctamentemues-
tras positivas entre todos los positivos reales en el conjunto de datos. Se defi-
ne como la relación entre los verdaderos positivos y la suma de los verdade-
ros positivos y los falsos negativos. Un alto recall indica que el modelo logra
capturar una gran proporción de casos positivos, siendo importante en apli-
caciones en las que no detectar casos positivos podría tener consecuencias
graves (Terven et al., 2023).
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La fórmula de recall para clasificación binaria es la siguiente:

𝑅𝑒𝑐𝑎𝑙𝑙 = 𝑇 𝑃
𝑇 𝑃 +𝐹𝑁 (2.5)

La fórmula de recall multiclase, usando la variante macro es la siguiente:

𝑅𝑒𝑐𝑎𝑙𝑙𝑚𝑎𝑐𝑟𝑜 = 1
𝐶

𝐶
∑
𝑖=1

𝑅𝑒𝑐𝑎𝑙𝑙𝑖 (2.6)

Donde 𝐶 es el número total de clases.

• F1 Score

El F1-score significa la media armónica entre precisión y recall (Dalianis,
2018). Una F1 Score más alto indica un mejor equilibrio entre precisión y
recuperación, siendo útil en escenarios con distribuciones de clases desequi-
libradas, donde una clase puede dominar sobre otras (Terven et al., 2023).

La fórmula de F1-score para clasificación binaria es la siguiente:

𝐹1𝑆𝑐𝑜𝑟𝑒 = 2× 𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛×𝑅𝑒𝑐𝑎𝑙𝑙
𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛+𝑅𝑒𝑐𝑎𝑙𝑙 (2.7)

La fórmula de F1-score multiclase, usando la variante macro es la siguiente:

𝐹1𝑆𝑐𝑜𝑟𝑒𝑚𝑎𝑐𝑟𝑜 = 1
𝐶

𝐶
∑
𝑖=1

𝐹1𝑆𝑐𝑜𝑟𝑒𝑖 (2.8)

Donde 𝐶 es el número total de clases.

En problemas multiclase, existen 2 variantes principales para calcular la precision,
recall y f1-score: Macro y micro (Grandini et al., 2020). En el presente trabajo, se
utiliza la variante macro para evaluar el desempeño de los modelos para el reco-
nocimiento de expresiones faciales, ya que permite comparar el rendimiento del
modelo para cada clase de manera equitativa, dando también importancia a las
clases minoritarias.

2.2.4 Redes Neuronales Convolucionales (CNN)

Las CNN son algoritmos que procesan imágenes y detectan varias características
dentro de ellas para poder diferenciar unas imágenes de otras, pudiendo así cla-
sificar imágenes, es decir identificar a qué grupo pertenece una imagen. (Moreno,
2020)
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Las CNN, son un tipo de red neuronal inspirada en el neocórtex, la parte del cere-
bro responsable de las funciones más complejas en los humanos, específicamente
en la manera en que la corteza visual procesa la información. Esta corteza tiene
diferentes capas que procesan la información visual, extrayendo características ca-
da vez más complejas a partir de las capas anteriores. Luego, esta información se
envía a otras áreas del cerebro para un procesamiento más avanzado y la toma de
decisiones. Este sistema es la base que usan los algoritmos de los CNN. (Gegún-
dez y Pérez, 2021)

Las CNN se han utilizado en una gran variedad de problemas y aplicaciones y ajus-
tando su arquitectura, pueden aplicarse no solo a la clasificación de imágenes, sino
también a la segmentación y detección de objetos en imágenes. Además, también
se usan para procesar audio y video, convirtiéndolo en una herramienta clave en
el área del deep learning.

2.2.4.1 Topología de las (CNN)

La topología de una CNN se distingue de las redes neuronales tradicionales, el
incluir distintos tipos de capas y que la dimensión de los datos adquiere una impor-
tancia significativa en el procesamiento. Por ejemplo, cuando los datos tienen dos
dimensiones, como una imagen en escala de grises, se representan matricialmente
y se transforman en un vector para ser procesados por la red neuronal. Y si fueran
datos tridimensionales, como imágenes a color, o con más dimensiones, también
se transforman en un vector unidimensional. Sin embargo, en las CNN, las dimen-
siones de los datos pueden respetarse o modificarse, por lo que es crucial conocer
siempre la estructura de los datos para aplicar las operaciones adecuadamente.
(Gegúndez y Pérez, 2021)

A continuación se nombran las principales capas de una CNN común:

a) Capas de convolución (convolution layers)

La capa de convolución es una de las más cruciales en una CNN. Esta ca-
pa permite extraer características de los datos de entrada. Para lograrlo, se
utilizan filtros, también conocidos como kernels, para buscar y detectar carac-
terísticas. Estos filtros son matrices que se aplican a un área de igual tamaño
en la imagen que se desplazan por toda la imagen, de izquierda a derecha y
de arriba a abajo, calculando los valores de salida de la capa convoluciona-
da. Para ello, se calcula el producto escalar y se suman los resultados para
formar la nueva capa convolucionada (Ver Figura N° 2.5). Por ejemplo, para
una primera convolución, si se escogen 10 filtros, se obtendrían 10 matrices
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de salida.

Un aspecto fundamental al trabajar con capas de convolución es el uso de
funciones de activación, para potenciar la capacidad de la red en las capas
de convolución. Esto se realiza luego de generar el mapa de características
de salida, donde cada uno de sus elementos se somete a la función de acti-
vación y se actualiza su valor. La función más usada, ya que tiene un buen
desempeño para imágenes es la función de no linealidad ReLU, el cual anula
los negativos. (Moreno, 2020)

FIGURA N° 2.5: Ejemplo de operación de una convolución 2D.

a      b c      d

e      f g      h

i      j k      l

w      x

y      z

aw+bx

+ey+fz

bw+cx

+fy+gz

cw+dx

+gy+hz

ew+fx

+iy+jz

fw+gx

+jy+kz

gw+hx

+ky+lz

Input
Kernel Output

x =

Nota: Adaptado de (Bosch et al., 2019)

b) Capas de agrupación (pooling layers)

Se usan para reducir la dimensionalidad de las capas convolucionales resul-
tantes, reteniendo la informaciónmás relevante. La operación se realiza sobre
cada región (según el tamaño elegido) de la imagen que va recorriendo de
izquierda a derecha y de arriba hacia abajo. (Gegúndez y Pérez, 2021)

Esta operación se calcula según elección, de las cuales las más conocidas
son (Ver Figura N° 2.6):

• Max-pooling: Máximo valor de la región analizada.

• Average pooling: El promedio de la región analizada.

c) Capas de salida (The output layer)

Es la capa de clasificación llamada Fully Connected layer, la cual analiza las
características de las capas de convolución finales, para relacionarlas con una
clase en particular. Para ello, convierte la salida de las capas convolucionales
en un vector con el número de clases a clasificar como dimensión, donde
cada elemento de este vector indica la probabilidad de pertenecer a la clase.
(Moreno, 2020)
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FIGURA N° 2.6: Ejemplo del cálculo de max-pooling y average pooling.

3 4 8 4

5 6 7 2

4 3 0 0

1 2 2 7

6 8

4 7

3 4 8 4

5 6 7 2

4 3 0 0

1 2 2 7

4.5 5.25

2.5 2.25

Max-pooling

Average pooling

Nota: Adaptado de (Gegúndez y Pérez, 2021)

2.2.4.2 Arquitecturas de Convolutional Neural Networks (CNN)

Algunas arquitecturas estándar fueron diseñadas para competiciones exigentes,
habiendo demostrado su eficacia, por lo que se puede ahorrar tiempo al utilizar una
de estas arquitecturas pre-diseñadas en lugar de crear una desde cero mediante
prueba y error.

El transfer learning por ejemplo, permite usar arquitecturas previamente entrenadas
y ajustar solo la capa final para un nuevo problema específico, o utilizarlas como
punto de partida para un nuevo entrenamiento.

A continuación, se mencionan algunas arquitecturas conocidas por su impacto his-
tórico, resultados y novedades, las cuales se incluyen en casi todas las librerías de
deep learning. (Gegúndez y Pérez, 2021)

a) LeNet-5

LeNet-5 es reconocida como la primera red neuronal convolucional de la his-
toria, presentada en 1998 por Yann LeCun y su equipo. Esta red fue desarro-
llada para reconocer dígitos escritos a mano en el servicio postal estadouni-
dense. (Gegúndez y Pérez, 2021)
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Esta arquitectura es ideal para aprender y realizar pruebas iniciales con CNN,
ya que es pequeña y puede ejecutarse incluso sin GPU. Como se muestra
en la Figura N° 2.7, fue entrenada con imágenes en escala de grises de 32
× 32 × 1 y consta de 2 capas convolucionales con sus respectivos pooling y
3 capas completamente conectadas, donde la última usa la función Softmax.
Aunque la función de activación más usada es ReLU, para esta arquitectura
se usó tanh, que en su tiempo de creación fueron uno de las más usadas.

Esta arquitectura contiene aproximadamente 60,000 parámetros, comparado
con las redes modernas que manejan entre 10 y 100 millones de parámetros.
(Bosch et al., 2019)

FIGURA N° 2.7: Arquitectura del modelo LeNet-5.

Nota: Tomado de (Lecun et al., 1998)

b) AlexNet

AlexNet fue la primera CNN en ganar la competición ImageNet, marcando el
inicio de la popularidad del deep learning para problemas de procesamiento
de imágenes. Presentada en 2012 por Alex Krizhevsky bajo la supervisión de
Geoffrey Hinton. (Gegúndez y Pérez, 2021)

Esta arquitectura es más grande que la de LeNet-5, compuesta por 5 capas
de convolución, 3 capas totalmente conectadas y 60 millones de parámetros.
A la primera, segunda y quinta capa convolucional se le aplicaron una capa
de max-pooling. En esta arquitectura se usó la función de activación ReLU
después de cada capa de convolución y cada capa totalmente conectada.
Además se incluyó una función de normalización en la primera y segunda
capa de convolución. Adicionalmente, usaron 2 técnicas para evitar el sobre-
ajuste: Data augmentation y Dropout. Como en esos tiempos las GPUs eran
un poco lentas, su entrenamiento se realizó en 2 GPUs, tal como se muestra
en la Figura N° 2.8, donde se ve la arquitectura dividida en 2 partes, con el
objetivo de mejorar el tiempo de entrenamiento. (Moreno, 2020)
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FIGURA N° 2.8: Arquitectura del modelo AlexNet.

(overlapping) (overlapping)

(overlapping)

Input C1 C2 C3 C5 F1 F2C4 Output

GPU 1

GPU 2

normalization normalization dropout dropout

Nota: Adaptado de (Krizhevsky et al., 2012)

c) VGG

Para esta arquitectura se usó una red muy simple y uniforme, pero bastante
profunda con un total de 138 millones de parámetros. Se dice que es una ar-
quitectura uniforme porque usan bloques de capas convolucionales de 3x3 y
stride 𝑆 = 1 (cada una seguida de la función ReLU), luego se le aplica max-
pooling de 2x2 y 𝑆 = 2, y finalmente, terminan con capas completamente co-
nectadas. Además, el número de filtros aplicados son 64, 128, 256 y 512,
siendo valores duplicados en cada aumento de filtros. En la Figura N° 2.9 se
muestra un ejemplo de una arquitectura vgg16, donde se tiene 13 capas de
convolución y 3 capas completamente conectadas. Sin embargo, existe otra
versión con 19 capas, llamada vgg19. (Bosch et al., 2019)

FIGURA N° 2.9: Arquitectura del modelo VGG16.

Nota: Tomado de (Krizhevsky et al., 2012)
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d) GoogLeNet

Esta arquitectura se diferencia de las anteriores, que además de ser todavía
mucho más profunda, incluye la paralelización de procesos mediante módu-
los Inception. Estos módulos permiten realizar varias operaciones en para-
lelo, eligiendo distintos tamaños de filtro, diferentes convoluciones y diferen-
tes pooling, logrando extraer diferentes tipos de características de la imagen.
Además, elimina las capas totalmente conectadas, permitiendo convertir cada
mapa de características de 7x7x1024 a uno de 1x1x1024. En la Figura N° 2.10
se puede ver esta arquitectura que consta de 9 módulos Inception.(Moreno,
2020)

FIGURA N° 2.10: Arquitectura Googlenet.

input

inception cell

auxiliary loss

auxiliary loss

final output

convolution

max pooling

depth concatenation

local response normalization

fully-connected layer

softmax

Conv

MP

DC

LRN

FC

SA

Nota: Tomado de (Szegedy et al., 2014)

e) ResNet

En 2015, Microsoft presentó esta arquitectura basada en bloques residuales,
la cual ganó la competición Imagenet con un error del 3.57%, siendo la prime-
ra red en superar el error humano considerado entre el 5% y 10%. (Moreno,
2020)

La idea de esta arquitectura surgió debido a que al apilar muchas capas, se
llega a un punto donde la red ya no mejora, debido a la desaparición y explo-
sión del gradiente. Es así que el uso de bloques residuales permite a la red
saltarse algunas capas, permitiendo además, ignorar el gradiente de algu-
nas capas durante la retropropagación (backpropagation), es decir reenviar
el gradiente desde capas superiores a capas inferiores. Por ejemplo, para un
caso extremo, la red podría reenviar directamente el gradiente desde la última
capa hasta la primera, evitando hacer cálculos en todas las capas.

Para entender este flujo, supongamos que la entrada de un bloque residual
es 𝑋 y el resultado de este bloque residual es 𝐹(𝑥), entonces el resultado
de la entrada para el siguiente bloque residual será 𝐻(𝑥) = 𝐹(𝑥) + 𝑋, y si
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igualamos 𝐹(𝑥) = 0, el resultado sería 𝐻(𝑥) = 𝑋, logrando saltar un bloque
residual. (Bosch et al., 2019)

Esta arquitectura presentó diferentes variantes en su profundidad de la red:
Resnet18, Resnet50, Resnet101 y Resnet152, donde el número indica la can-
tidad de bloques incluidas en la red. En la Figura N° 2.11, se muestra la ar-
quitectura de Resnet, donde se indica el número de bloques para Resnet50,
Resnet101 y Resnet152.

FIGURA N° 2.11: Arquitectura de ResNet50, Resnet101 y Resnet152.

Nota: Tomado de (Gegúndez y Pérez, 2021)

f) DenseNet

En 2016, esta arquitectura ganó la competición Imagenet, basada en bloques
densos, los cuales preservan la información de capas anteriores, logrando
superar a Resnet.

En la Figura N° 2.12, se muestra los bloques densos dentro de esta red, los
cuales consisten en que el mapa de características de cada capa se conca-
tena a la entrada de cada capa posterior dentro de un bloque denso. Esto
permite que cada capa aproveche directamente las características de todas
las capas anteriores a este. Los autores afirman que “la concatenación de
mapas de características aprendidos por diferentes capas aumenta la varia-
ción en la entrada de las capas posteriores y mejora la eficiencia” (Huang et
al., 2018)

Sin embargo, debemos tener en cuenta que al concatenar el mapa de carac-
terísticas de varias capas, requerirá de más capacidad de procesamiento.

FIGURA N° 2.12: Arquitectura resumida de DenseNet.

Tomado de (Huang et al., 2018)
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2.2.5 Factores que Influyen al Reconocimiento de la Atención

2.2.5.1 Reconocimiento de expresiones faciales

El reconocimiento de expresiones faciales es la capacidad de identificar y analizar
las emociones que se manifiestan a través de los cambios faciales y gestuales.
Este proceso es fundamental para la comunicación y la interacción social entre hu-
manos, ya que permite transmitir estados emocionales a otros individuos (Saracco,
2012).

Debido a la importancia de las expresiones faciales en la comunicación, se han rea-
lizado numerosas investigaciones con el objetivo de mejorar la interacción a través
medios digitales. Un objetivo importante de esta investigación es el reconocimien-
to de expresiones faciales mediante técnicas de deep learning. Para comprender
mejor este objetivo, es esencial conocer algunos conceptos básicos, como las ex-
presiones faciales, las emociones universales, y las técnicas de reconocimiento
automático de expresiones faciales.

• Expresión facial

Las expresiones faciales son importantes en la interacción con otras perso-
nas, ya que revelan estados mentales complejos y aportan información emo-
cional y de comunicación (Darwin, 1872). El rostro humano es el principal
sistema de señales para mostrar emociones y es la parte del cuerpo más ob-
servada durante cualquier interacción social, la Figura N° 2.13 muestra ejem-
plos de expresiones faciales de un conjunto de datos conocido como CK+.

FIGURA N° 2.13: Ejemplo de expresiones faciales en las imágenes de la base de datos CK+.

Nota: Adaptado de (Lucey et al., 2010)

• Emociones básicas

Una emoción es un cambio temporal e intenso en el estado de ánimo, que
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puede ser placentero o doloroso, y que se manifiesta con respuestas físicas
en el cuerpo (Real Academia Española, 2020).

Según (Ekman, 1994) existen expresiones faciales universales que distin-
guen cada una de las principales emociones (Ira, asco, miedo, alegría, tris-
teza y sorpresa). Numerosas investigaciones se basan en estas principales
emociones por su estabilidad a través de culturas, edades y otros factores de
identidad.

De acuerdo a la (Real Academia Española, 2020) las principales emociones
se definen de la siguiente manera:

Ira : Sentimiento de indignación que causa enojo.

Asco : Impresión desagradable causada por algo que repugna.

Miedo : Perturbación angustiosa del ánimo por un riesgo o daño
real o imaginario.

Alegría : Sentimiento grato y vivo que suele manifestarse con sig-
nos exteriores.

Tristeza : Sentimiento de dolor anímico producido por un suceso
desfavorable que suele manifestarse con un estado de áni-
mo pesimista, la insatisfacción y la tendencia al llanto.

Sorpresa : Alteración emocional causada por algo imprevisto o ines-
perado.

• Técnicas de reconocimiento automático de expresiones faciales.

Estas técnicas no son intrusivas y pueden brindar resultados sumamente pre-
cisos sin requerir equipos costosos o especializados. Su implementación es
computarizada y se basa en algoritmos que detectan rostros de forma instan-
tánea, codifican sus expresiones y reconocen la emoción facial. Para ello, se
utilizan cámaras digitales conectadas a una computadora, teléfono inteligente
u otro dispositivo móvil, capturando videos del rostro de los sujetos mientras
son expuestos a distintos estímulos que desencadenan sus expresiones.

2.2.5.2 Reconocimiento de postura de la cabeza

El reconocimiento de postura de la cabeza ha sido un problema ampliamente estu-
diado en el área de visión por computadora, debido a que tiene muchas aplicaciones
incluyendo la estimación de la atención en personas (Chen et al., 2021).

En visión por computadora, la estimación de la postura de la cabeza se refiere a
la capacidad de inferir la orientación de la cabeza de una persona con respecto
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a la cámara. La cabeza humana puede modelarse como un objeto rígido con tres
grados de libertad, correspondientes a los ángulos Pitch (cabeceo), Roll (balanceo)
y Yaw (guiñada), como se ilustra en la Figura N° 2.14 (Murphy-Chutorian y Trivedi,
2008).

FIGURA N° 2.14: Grados de libertad de la cabeza humana.

Nota: Adaptado de (Murphy-Chutorian y Trivedi, 2008)

2.3 DEFINICIÓN DE TÉRMINOS

a) El filtro (kernel)

Es un conjunto de pesos que se aplica a toda la capa convolucional para
aprender patrones. Se desliza sobre los datos de entrada, produciendo un
mapa de características bidimensional. Los filtros tienen cuatro hiperparáme-
tros: tamaño (área del filtro: altura por ancho), profundidad, zancada y relleno
con ceros.

b) El tamaño (size)

Es el área del filtro, que puede variar, por ejemplo, 3 × 3, 5 × 5 y 7 × 7, y no
necesariamente es cuadrado. Los filtros más grandes tienden a superponer-
se más, lo que puede mejorar la precisión de la clasificación, pero también
produce salidas más grandes. Por lo tanto, administrar el tamaño de los re-
sultados de las capas convolucionales es crucial para mantener la eficiencia
de la red.

c) La profundidad (depth)

La profundidad del filtro se relaciona con la complejidad de una imagen, es
decir, si una imagen de entrada tiene 3 canales, entonces un filtro aplicado a
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esa imagen debe tener una profundidad de 3.

d) La zancada (stride)

Se refiere a la cantidad de movimiento del filtro a lo largo de la imagen de
entrada. Específicamente, la zancada define el cambio en el desplazamiento
del filtro tanto en las direcciones horizontal como vertical. Por lo general, la
zancada es simétrica en dimensiones de altura y ancho, y se mide en píxeles.

e) El relleno con ceros (zero-padding)

Es el proceso de añadir ceros alrededor de los bordes de una imagen de
entrada para ajustar el tamaño de salida de una capa convolucional. Esto
permite que el tamaño de la salida sea controlado y a menudo igual al tamaño
de la entrada, facilitando la gestión de los valores de zancada y profundidad.

f) Convolución

Es una operación matemática que involucra dos componentes: la imagen de
entrada y el filtro o kernel de convolución. La convolución se realiza deslizan-
do el kernel sobre la imagen de entrada, calculando el producto escalar en
cada posición, lo que produce un mapa de características.

g) Tasa de aprendizaje (Learning rate)

Es un parámetro importante para los algoritmos de optimización utilizados en
el entrenamiento de modelos de aprendizaje automático. Controla el tamaño
del ajuste aplicado a los pesos de la red neuronal en cada iteración durante
el proceso de entrenamiento. Elegir un learning rate adecuado influye direc-
tamente en la velocidad y estabilidad de la convergencia del modelo.

h) Función de activación

Permiten a las neuronas activarse de manera no lineal en respuesta a la en-
trada recibida, facilitando la captura de patrones y características no lineales
en los datos. Así, las funciones de activación permiten obtener representa-
ciones profundas y mejorar el rendimiento de las redes neuronales en tareas
de aprendizaje automático y reconocimiento de patrones.

i) Transfer Learning

Es una técnica que permite tomar un modelo preentrenado en grandes con-
juntos de datos, tomándolo como punto de partida, y adaptarlo para realizar
una clasificación diferente en menor entrenamiento. Esto se logra gracias a
que el modelo preentrenado ya sabe reconocer características generales, co-
mo bordes, texturas y formas básicas, que son necesarias para cualquier tipo
de clasificación de imágenes.
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j) Haar Cascade

Es un tipo de clasificador de características utilizado en el método de detec-
ción de objetos de Viola-Jones. Propuesto por Paul Viola y Michael Jones en
2001, este método se destacó por su capacidad para detectar objetos con ta-
sas de detección relativamente altas, especialmente efectivo en la detección
de rostros en tiempo real.

k) GPU - Unidad de procesamiento gráfico (Graphics Processing Unit)

Es un circuito electrónico capaz de realizar cálculos matemáticos a alta velo-
cidad. Está diseñado para ejecutar operaciones similares en paralelo sobre
grandes conjuntos de datos, lo que lo hace ideal para tareas como la renderi-
zación de gráficos, el machine learning y la edición de videos. Esta capacidad
de procesamiento paralelo aumenta la eficiencia en tareas que requieren gran
capacidad de cómputo.

l) Retropropagación (Backpropagation)

Es un método de cálculo utilizado en algoritmos para entrenar redes neurona-
les artificiales, propagando hacia atrás el error obtenido en la capa de salida
hacia la capa de entrada, a través de la gradiente descendente, que permite
ajustar los pesos y sesgos de la red.
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CAPÍTULO III: METODOLOGÍA

3.1 TIPO Y NIVEL DE INVESTIGACIÓN

La presente investigación se clasifica como aplicada o tecnológica, dado que este
tipo de estudios plantea problemas e hipótesis con el objetivo de solucionar cues-
tiones prácticas de la vida productiva de la sociedad. Se basa en conocimientos
teóricos obtenidos de investigaciones básicas o fundamentales, y su resultado es
la creación de un producto tecnológico (Paitán et al., 2014). Esto se refleja en el de-
sarrollo de este estudio, que utiliza el conocimiento en Deep Learning para diseñar
modelos capaces de reconocer expresiones faciales y la postura de la cabeza.

3.2 POBLACIÓN Y MUESTRA

3.2.1 Población

La población utilizada para el reconocimiento de expresiones faciales está confor-
mada por 35887 imágenes de expresiones faciales de rostros del dataset FER-2013
(Goodfellow et al., 2015).

La población utilizada para el reconocimiento de posición de cabeza está conforma-
da por 15678 imágenes de personas fotografiadas girando la cabeza, pertenecien-
tes al dataset Biwi Kinect Head Pose (Fanelli, Dantone, Gall, Fossati, y Van Gool,
2013).

3.2.2 Muestra

Para la muestra se utilizaron 35795 imágenes del dataset FER-2013 y 4000 del
dataset Biwi, ya que estas fueron las imágenes finales que se usaron para el entre-
namiento y evaluación de los modelos, luego del preprocesamiento de los datos.

3.3 INSTRUMENTOS

a) Google Colaboratory

Google Colaboratory, o Colab, permite programar y ejecutar Python en el na-
vegador sin necesidad de una configuración previa, con acceso gratuito a
recursos informáticos (GPU y TPU limitados) y facilidad para el trabajo co-
laborativo. Es útil para estudiantes, científicos de datos e investigadores de
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IA, ya que combina código ejecutable y cuadernos interactivos almacenados
en Google Drive. Colab soporta múltiples bibliotecas de Python y permite im-
portar datos desde diversas fuentes. Se puede integrar con otros frameworks
como Pytorch y Tensorflow, siendo ideal para desarrollar redes neuronales.
Se debe tener en cuenta que el plan gratuito tiene 15GB de VRAM, por lo que,
si se supera este límite, se tendrá que acceder a otros planes de pago, los
cuales tienen mayores recursos en cuanto a unidades informáticas, VRAM,
etc.

b) Pytorch

PyTorch es un framework de deep learning de código abierto, ampliamente
utilizado por científicos de datos e investigadores de deep learning debido a
su rendimiento, facilidad de uso y flexibilidad. PyTorch proporciona una amplia
gama de operaciones tensoriales, que están altamente optimizadas, permi-
tiendo su fácil uso para ejecutarse en CPUs, GPUs y TPUs. También apro-
vecha conceptos de Python como clases, estructuras y bucles condicionales,
permitiendo un enfoque orientado a objetos para el desarrollo de algoritmos
de deep learning. (Subramanian, 2018).

c) ONNX

Pytorch permite exportar los modelos de Deep Learning al formato ONNX
(Open Neural Network Exchange), el cual es una representación intermedia
ampliamente soportada por diversas librerías y frameworks de deep learning,
permitiendo entrenar un modelo en PyTorch y luego exportarlo en el formato
onnx para luego importarlo en otros entornos, como TensorFlow. De esta ma-
nera ONNX maximiza la flexibilidad, ya que no se necesitaría Pytorch para
poner en producción en otros entornos, incluso en navegadores web y IoT.
Sin embargo, la cantidad y tipo de operaciones soportadas por ONNX puede
ser limitada, aunque esto está en constante mejora.

d) Django

Es un framework web de código abierto y gratuito con una comunidad activa
y gran documentación, escrito en Python. Permite crear aplicaciones web de
manera fácil, rápida y con menos código, ya que cuenta con un gran ecosis-
tema de componentes listos para ser incorporados en cualquier proyecto.

e) Django Channels

Django Channels o simplemente canales es una extensión de Django que am-
plía sus capacidades, permitiendo a los proyectos gestionar no solo HTTP,
sino también la creación de aplicaciones en tiempo real utilizando WebSoc-
kets, los cuales permiten una comunicación bidireccional entre el cliente y el
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servidor, lo que posibilita el envío de actualizaciones al cliente sin necesidad
de solicitudes continuas.

f) WebRTC

WebRTC permite que las aplicaciones y sitios web intercambien datos entre
navegadores. Para ello, establece conexiones entre dos pares mediante la
interfaz RTCPeerConnection, los cuales no requieren controladores ni com-
plementos especiales y no necesitan ningún servidor intermediario. Una vez
establecida la conexión, se pueden agregar transmisiones multimedia y/o ca-
nales de datos a la conexión.

g) Arquitecturas CNN

• Resnet18

• Densenet

• Alexnet

h) Métricas

• Accuracy

• Precision

• Recall

• F1-score

3.4 PROCEDIMIENTOS

3.4.1 Preparación de los Datos

3.4.1.1 Obtención de Datos

• Expresiones Faciales: Se utilizó el dataset FER-2013, que fue creado por Pie-
rre Luc Carrier y Aaron Courville, fue desarrollado utilizando la API de bús-
queda de imágenes de Google para recopilar imágenes de rostros utilizan-
do palabras clave referentes a emociones. Se utilizó OpenCV para detectar
rostros, seguido de una verificación y corrección manual. Las imágenes re-
sultantes fueron redimensionadas a 48x48 píxeles y convertidas a escala de
grises. Mehdi Mirza e Ian Goodfellow ajustaron el conjunto de datos para el
concurso de la International Conference on Machine Learning (ICML 2013),
clasificando las emociones en siete categorías. El conjunto de datos final con-
tiene 35887 imágenes distribuidas entre las emociones de ira (angry), disgusto
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(disgust), miedo (fear), felicidad (happy), tristeza (sad), sorpresa (surprise) y
neutral (neutral) (Goodfellow et al., 2015).

• Postura de la Cabeza: Se empleó el dataset Biwi Kinect Head Pose, creado
por Gabriele Fanelli y su equipo de investigación, diseñado para estimar la
postura de la cabeza en tiempo real utilizando el dispositivo Kinect de Micro-
soft. El conjunto de datos incluye grabaciones de 20 personas, 4 de las cuales
fueron filmadas en dos ocasiones, mientras giraban la cabeza para cubrir un
amplio rango de ángulos. En total, el dataset contiene 15678 imágenes RGB
de 640x480 píxeles, acompañadas de anotaciones sobre la posición y rota-
ción de la cabeza en 3D (Fanelli et al., 2013).

Las imágenes para este dataset fueron etiquetadas manualmente en dos cla-
ses: front y no-front, siguiendo los criterios que se describen a continuación:

• front: Imágenes donde la cabeza está orientada frontalmente hacia la
cámara. Considerando un rango de -20º a 20º en el eje Pitch, de -45º a
45º en los ejes Yaw, y de -50º a 50º en los ejes Roll. Este rango solo se
clasifica como frontal si la mirada está orientada hacia la cámara.

• no_front: Imágenes en las que la cabeza no está orientada frontalmente
hacia la cámara, es decir, aquellas que no cumplen los criterios de la
clase front.

3.4.1.2 Preprocesamiento de Datos

• Limpieza de datos: En el caso del conjunto de datos FER-2013, se elimina-
ron 92 imágenes que no correspondían a sus categorías correctas o que no
representaban una expresión facial.

• Normalización: Todas las imágenes fueron normalizadas a valores entre 0 y
1 dividiendo los valores de los píxeles por 255. Esto contribuye a un entrena-
miento más rápido, y un mejor rendimiento y generalización del modelo.

• Redimensionamiento: En el conjunto de datos Biwi, no fue necesario redimen-
sionar las imágenes, ya que su tamaño era adecuado. No obstante, en el caso
del conjunto de datos FER-2013, fueron redimensionadas a 224x224 píxeles
para ser compatibles con las arquitecturas de Deep Learning utilizadas.

• Balanceo de clases: En el caso del dataset FER-2013, se calcularon los class
weights asignando un mayor peso a las clases minoritarias, lo que aumenta
su relevancia en la función de pérdida y reduce el riesgo de que el modelo
pase por alto estas clases. Esta estrategia impulsa al modelo a aprender me-
jor sobre las clases minoritarias, mejorando su sensibilidad para detectarlas.
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Para el dataset Biwi, se implementó la técnica de random undersampling, se-
leccionando aleatoriamente 2000 imágenes por clase con el fin de equilibrar
la cantidad de ejemplos entre las clases front y no_front.

3.4.2 División del Conjunto de Datos

Para llevar a cabo el entrenamiento y la evaluación de los modelos, se dividieron los
datasets FER-2013 y Biwi en proporciones de 80% para train, 10% para validation
y 10% para test.

3.4.3 Implementación de arquitecturas

Para el dataset FER-2013 y Biwi se implementaron 3 arquitecturas de redes neuro-
nales convolucionales: Resnet18, Densenet y Alexnet, las cuales se muestran en
la Tabla N° 3.1, la Tabla N° 3.2 y la Tabla N° 3.3, respectivamente.

3.4.4 Transfer Learning

Se descargaron los modelos preentrenados de las arquitecturas ResNet, DenseNet
y AlexNet, los cuales habían sido entrenados previamente con el dataset Image-
Net. Posteriormente, se utilizó la técnica de Transfer Learning, aprovechando los
pesos aprendidos en ImageNet como punto de partida para nuestros modelos. Es-
to permitió que los modelos mantuvieran conocimientos previos en la detección
de características generales de imágenes, facilitando el proceso de adaptación a
nuestros datasets específicos, FER-2013 y Biwi.

Además de la opción de congelar algunas capas y actualizar solo las finales, se
optó también por actualizar los pesos en todas las capas de cada arquitectura.
Esto permitió que el modelo ajustara sus parámetros completamente a las carac-
terísticas particulares de los nuevos datasets. De esta manera, el modelo no solo
retuvo los patrones útiles aprendidos en ImageNet, sino que también los adaptó
progresivamente, optimizando su precisión y sensibilidad en el nuevo contexto de
los datasets FER-2013 y Biwi.

3.4.5 Entrenamiento de los modelos

Los modelos se entrenaron utilizando el optimizador Adam y para el caso del da-
taset FER-2013, se usó class weights en la función de pérdida, y así compensar el
desbalance de clases, asignando más peso a las clases minoritarias.
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TABLA N° 3.1: Arquitectura del modelo
Resnet18

Resnet18

Capa Kernel size /
Stride / Padding

Conv 7x7 / 2x2 / 3x3
Maxpool 3x3 / 2x2 / 1x1
Conv 3x3 / 1x1 / 1x1
Conv 3x3 / 1x1 / 1x1
Conv 3x3 / 1x1 / 1x1
Conv 3x3 / 1x1 / 1x1
Conv 3x3 / 2x2 / 1x1
Conv 3x3 / 1x1 / 1x1
Conv 1x1 / 2x2
Conv 3x3 / 1x1 / 1x1
Conv 3x3 / 1x1 / 1x1
Conv 3x3 / 2x2 / 1x1
Conv 3x3 / 1x1 / 1x1
Conv 1x1 / 2x2
Conv 3x3 / 1x1 / 1x1
Conv 3x3 / 1x1 / 1x1
Conv 3x3 / 2x2 / 1x1
Conv 3x3 / 1x1 / 1x1
Conv 1x1 / 2x2
Conv 3x3 / 1x1 / 1x1
Conv 3x3 / 1x1 / 1x1

Fc linear Biwi: 2
FER-2013: 7

TABLA N° 3.2: Arquitectura del modelo DenseNet

DenseNet

Capa Kernel size /
Stride / Padding

Conv 7x7 / 2x2 / 3x3
Maxpool 3x3 / 2x2 / 1x1
Dense Block 1
Conv (1x1) 1x1 / 1x1 / 0x0
Conv (3x3) 3x3 / 1x1 / 1x1
Transition Layer 1
Conv 1x1 / 1x1 / 0x0
Maxpool 2x2 / 2x2 / 0x0
Dense Block 2
Conv (1x1) 1x1 / 1x1 / 0x0
Conv (3x3) 3x3 / 1x1 / 1x1
Transition Layer 2
Conv 1x1 / 1x1 / 0x0
Maxpool 2x2 / 2x2 / 0x0
Dense Block 3
Conv (1x1) 1x1 / 1x1 / 0x0
Conv (3x3) 3x3 / 1x1 / 1x1
Transition Layer 3
Conv 1x1 / 1x1 / 0x0
Maxpool 2x2 / 2x2 / 0x0
Dense Block 4
Conv (1x1) 1x1 / 1x1 / 0x0
Conv (3x3) 3x3 / 1x1 / 1x1

Fc linear Biwi: 2
FER-2013: 7

Durante el proceso de entrenamiento, se utilizaron las particiones de entrenamiento
(train) y validación del conjunto de datos (val), ajustando hiperparámetros clave
como la tasa de aprendizaje (learning rate), el tamaño de los lotes (batch size) y el
número de épocas, con el objetivo de obtener el modelo con el mejor rendimiento
posible.

Además, se implementaron técnicas de transfer learning para evaluar posibles me-
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TABLA N° 3.3: Arquitectura del modelo Alexnet

AlexNet
Capa Kernel size / Stride / Padding
Conv 11x11 / 4x4 / 2x2
Maxpool 3x3 / 2x2 / 0x0
Conv 5x5 / 1x1 / 2x2
Maxpool 3x3 / 2x2 / 0x0
Conv 3x3 / 1x1 / 1x1
Conv 3x3 / 1x1 / 1x1
Conv 3x3 / 1x1 / 1x1
Maxpool 3x3 / 2x2 / 0x0
Fc linear (4096)
Fc linear (4096)

Fc linear Biwi: 2 / FER-2013: 7

joras en los modelos, aprovechando el conocimiento adquirido de modelos preen-
trenados en grandes conjuntos de datos y adaptándolo a los conjuntos de datos
específicos utilizados en esta investigación.

3.4.6 Evaluación de los modelos

Después de completar el entrenamiento de cada modelo, se procedió a su evalua-
ción utilizando la partición de prueba (test), que no fue utilizada en el entrenamiento.
Las métricas para evaluar los modelos fueron F1-score macro para el reconoci-
miento de expresiones faciales y accuracy para la clasificación de la postura de la
cabeza.

3.4.7 Evaluación del funcionamiento de los modelos en tiempo real

Los modelos se exportaron al formato ONNX y luego se importaron utilizando la
librería ONNX Runtime para Python en la aplicación web.

La aplicación web fue desarrollada en Django, empleando Django Channels y WebRTC
para manejar la comunicación de audio y video en tiempo real. Se establecieron dos
tipos de usuarios: uno común, que puede transmitir y recibir video, y un administra-
dor con capacidades adicionales. Este administrador, además de transmitir y recibir
video, puede ver los resultados obtenidos de los modelos importados, correspon-
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dientes al reconocimiento de expresiones faciales y la postura de la cabeza a partir
de los frames de la cámara web de los usuarios (ver Anexo2).

Una vez seleccionado el mejor modelo, se llevó a cabo una prueba en tiempo real
con dos usuarios y un administrador (ver Anexo1). Durante esta fase, se evaluó
el funcionamiento del modelo en el reconocimiento de expresiones faciales y la
postura de la cabeza.

3.5 ANÁLISIS DE DATOS

FIGURA N° 3.1: Distribución de los dataset
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(a) Distribución del dataset FER-2013. Adaptado
de Goodfellow et al. (2015)
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(b) Distribución del dataset Biwi. Elaboración
propia

3.5.1 Reconocimiento de la postura de la cabeza

Para el reconocimiento de la postura de la cabeza, se utilizó el dataset Biwi, com-
puesto por 15678 imágenes etiquetadas en dos clases: front y no_front. Debido a
que la mayoría de las imágenes pertenecían a la clase no_front, y para evitar sesgo
hacia esta clase mayoritaria, se aplicó la técnica de random undersampling, selec-
cionando 2000 imágenes por clase. Este balance no solo evitó el sesgo, sino que
también redujo el tiempo y los recursos computacionales necesarios para el entre-
namiento, al limitar el número total de imágenes procesadas. En la Figura N° 3.1b
y la Tabla N° 3.4 se muestran los detalles de esta reducción, así como la división
del conjunto de datos en tres particiones: 80% para entrenamiento, 10% para va-
lidación y 10% para prueba.

Para el entrenamiento, se utilizó el optimizador Adam, ya que ofrece una conver-
gencia más rápida y estable en comparación con el Stochastic Gradient Descent
(SGD), el cual fue evaluado en pruebas preliminares, pero arrojó resultados menos
consistentes.

El desempeño de los modelos se evaluó utilizando accuracy, dado que las clases
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TABLA N° 3.4: Distribución de las imágenes del dataset Biwi

Etiqueta Total Train 80% Val 10% Test 10%
frontal 2000 1600 200 200
no_frontal 2000 1600 200 200
Total 4000 3200 400 400

estaban balanceadas, proporcionando así una medida general de las predicciones
correctas. Además, se generaron gráficos durante el entrenamiento para visualizar
el comportamiento de los modelos a lo largo de las épocas.

Por ejemplo, para la arquitectura Resnet18, la Figura N° 3.2 muestra la evolución
de los indicadores de rendimiento loss y accuracy por cada época con diferentes
hiperparámetros, como el learning rate y el batch size, sobre el conjunto de valida-
ción. En la Figura N° 3.2a, se observa que los valores de learning rate 0.01, 0.001
y 0.0001 mostraron un buen desempeño, lo que justificó su uso en pruebas poste-
riores. En la Figura N° 3.2b, se evalúan diferentes tamaños de batch size, donde
los valores de 16 y 64 ofrecieron un mejor rendimiento que el de 32, por lo que se
optó por utilizar un batch size de 16 para optimizar los recursos computacionales.

En la Tabla N° 3.5, se resumen los hiperparámetros utilizados para la comparativa
entre las arquitecturas CNN y sus indicadores en los datos de prueba (test). Los
resultados obtenidos, revelan que el mejor modelo en cada arquitectura se logró
mediante el uso de transfer learning con todas las capas descongeladas. Esto se
debe a que los modelos preentrenados ya reconocen características básicas como
bordes, texturas y formas, lo que facilita su adaptación con menos datos. Este en-
foque permitió que los modelos alcancen buenas métricas desde la primera época,
optimizando el rendimiento en menos tiempo y con menos recursos computaciona-
les.

Finalmente, en la Figura N° 3.3 se observa la evolución de los indicadores loss
y accuracy por cada época para el mejor modelo de cada arquitectura. Todas las
arquitecturas mostraron una evolución positiva desde las primeras épocas, sin in-
dicios de sobreajuste en las 20 épocas de entrenamiento. Las tres arquitecturas
lograron un accuracy superior al 96% con el uso de transfer learning. Sin embar-
go, Resnet18 demostró ser más eficiente en términos de consumo de recursos y
tiempo de entrenamiento, lo que lo convierte en la mejor opción para aplicaciones
en tiempo real, mientras que Densenet y Alexnet requirieron más recursos y tiem-
po de procesamiento, aspectos que deben considerarse al seleccionar un modelo
adecuado.
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FIGURA N° 3.2: Prueba de hiperparámetros para Resnet18 - Biwi

(a) Prueba de learning rates

(b) Prueba de batch size

3.5.2 Reconocimiento de expresiones faciales

Para el reconocimiento de expresiones faciales, se utilizó el conjunto de datos FER-
2013, que originalmente contenía 35887 imágenes etiquetadas en 7 clases: 8989

imágenes para happy, 6198 imágenes para neutral, 6077 imágenes para sad, 5121

imágenes para fear, 4953 imágenes para angry, 4002 imágenes para surprise y 547

imágenes para disgust. Durante la limpieza de datos, se descartaron 92 imágenes
que no correspondían a sus categorías correctas o que no representaban una ex-
presión facial. Como se muestra en la Tabla N° 3.6, los datos se particionaron en
proporciones del 80% para train, 10% para validation y 10% para test.

En la Figura N° 3.1a, se observa un desbalance en la cantidad de imágenes por
clase. Este desequilibrio, que podría afectar el rendimiento del clasificador, se ges-
tionó mediante la técnica de class weights, asignando mayores pesos a las clases
minoritarias en la función de pérdida, logrando que estas clases tomen mayor rele-
vancia. Los pesos asignados a cada clase fueron: 1.0360 para Angry, 9.3616 para
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TABLA N° 3.5: Indicadores de modelos aplicadas a Biwi

Arquit.
Hiperparámetros Indicadores

Ep. Lr Bch. Optim. Pesos Frz. Loss Acc.
Alexnet 20 0.1 16 Adam Aleatorio No 0.91126 0.5
Alexnet 20 0.01 16 Adam Aleatorio No 0.70106 0.5
Alexnet 20 0.001 16 Adam Aleatorio No 0.0.6932 0.5
Alexnet 20 0.0001 16 Adam Aleatorio No 0.21205 09475
Alexnet 20 0.001 16 Adam Imagenet No 0.69337 0.5
Alexnet 20 0.0001 16 Adam Imagenet No 0.10558 0.9625
Alexnet 20 0.00001 16 Adam Imagenet No 0.13933 0.96

Densenet 20 0.1 16 Adam Aleatorio No 0.222 0.905
Densenet 20 0.01 16 Adam Aleatorio No 0.40704 0.84
Densenet 20 0.001 16 Adam Aleatorio No 0.21579 0.91
Densenet 20 0.001 16 Adam Imagenet No 0.08385 0.98
Densenet 20 0.0001 16 Adam Imagenet No 0.0853 0.975
Densenet 20 0.00001 16 Adam Imagenet No 0.08984 0.9775

Resnet 20 0.01 16 Adam Aleatorio No 0.25197 0.915
Resnet 20 0.001 16 Adam Aleatorio No 0.1744 0.9475
Resnet 20 0.001 16 Adam Imagenet Si 0.4686 0.7875
Resnet 20 0.001 16 Adam Imagenet No 0.14264 0.9625
Resnet 20 0.0001 16 Adam Imagenet No 0.09009 0.985
Resnet 20 0.00001 16 Adam Imagenet No 0.1209 0.9625

TABLA N° 3.6: Distribución de las imágenes del dataset FER-2013

Etiqueta Total Train 80% Val 10% Test 10%
Happy 8971 7177 897 897
Neutral 6172 4938 617 617
Sad 6067 4853 607 607
Fear 5110 4088 511 511
Angry 4937 3950 493 494
Surprise 3992 3194 399 399
Disgust 546 437 55 54
Total 35795 28637 3579 3579

Disgust, 1.0007 para Fear, 0.5700 para Happy, 0.8285 para Neutral, 0.8428 pa-
ra Sad, y 1.2808 para Surprise. Estos pesos se calcularon de forma inversamente
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FIGURA N° 3.3: Métricas para las arquitecturas propuestas - Biwi

(a) Modelo Alexnet

(b) Modelo Densenet

(c) Modelo Resnet18

proporcional al número de muestras en cada clase, de manera que las clases con
menos muestras recibieran un mayor peso, y así compensar el desbalance en el
conjunto de datos durante el entrenamiento.

Fue necesario ajustar las dimensiones de las imágenes del conjunto de datos FER-
2013 de 48x48 a 224x224 píxeles, ya que el tamaño original era insuficiente para
arquitecturas como ResNet18, DenseNet y AlexNet, ya que estas redes cuentan
con capas convolucionales profundas, en las que las dimensiones de las imágenes
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se reducen progresivamente durante los procesos de convolución y pooling.

Al igual que en el conjunto de datos Biwi, en FER-2013 también se utilizó el op-
timizador Adam, debido a las ventajas mencionadas en la Subsección 3.5.1 en
comparación con otros optimizadores como SGD.

Para el entrenamiento y la evaluación de los modelos con el conjunto de datos
FER-2013, se utilizaron los indicadores loss y F1-score debido al desbalance de
clases. El F1-score es especialmente útil en escenarios desbalanceados, ya que
ofrece una medida equilibrada entre precisión (precision) y exhaustividad (recall),
lo que permite una evaluación más justa del desempeño en las clases minoritarias.

Para determinar los mejores hiperparámetros de learning rate y batch size durante
el entrenamiento del modelo de reconocimiento de expresiones faciales, se reali-
zaron múltiples experimentos para las arquitecturas: AlexNet, DenseNet y ResNet.
A continuación en la Figura N° 3.4 se muestran los resultados obtenidos con Den-
seNet.

FIGURA N° 3.4: Prueba de Hiperparámetros - DenseNet

(a) Learning rates

(b) Batch sizes
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En la Figura N° 3.4a, se observa el impacto de diferentes learning rates (0.1, 0.01,
0.001, 0.0001 y 1e-05) para loss y F1-score, donde se puede notar que con 0.1
no hay mejora para loss ni para F1 Score. Learning rates menores a 0.1 logran
resultados muy parecidos, por lo que conviene probarlos en diferentes modelos.

En la Figura N° 3.4b, se observan diferentes batch size: 16, 32 y 64, donde se
evidencia que los más pequeños, como 16, logran un menor loss y un mayor F1-
score, por lo que se eligió trabajar solo con un batch size de 16.

La Tabla N° 3.7 presenta los hiperparámetros y métricas obtenidas de los mode-
los basados en las arquitecturas CNN (AlexNet, DenseNet y ResNet) utilizando los
datos de prueba de FER-2013. Para cada arquitectura, se evalúan diversas confi-
guraciones de hiperparámetros, incluyendo el número de épocas (Ep), la tasa de
aprendizaje (Lr), el tamaño del batch (Bch), el optimizador utilizado (Adam), el ori-
gen de los pesos (aleatorios o preentrenados con ImageNet), y si las capas fueron
congeladas o no (Frz). Además, se presentan los indicadores de rendimiento de
cada modelo. Los mejores modelos para cada arquitectura, indicados en negrita,
muestran que el uso de un batch size y un learning rate adecuado alcanzaron me-
jores resultados.

Después de encontrar los hiperparámetros más adecuados para las tres arquitec-
turas (AlexNet, DenseNet y ResNet), se procedió a aplicar Transfer Learning uti-
lizando pesos preentrenados en ImageNet. El Transfer Learning tuvo un impacto
positivo en el rendimiento de los modelos DenseNet y ResNet. Sin embargo, en
el caso de AlexNet, los resultados no mostraron ninguna mejora significativa. La
Figura N° 3.5 muestra el progreso de las métricas de loss y F1 Score a lo largo de
las épocas para los mejores modelos de cada arquitectura.
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TABLA N° 3.7: Indicadores de modelos aplicadas a FER-2013

Arquit.
Hiperparámetros Indicadores

Ep. Lr Bch. Optim. Pesos Frz. Loss F1 S.
AlexNet 20 0.1 16 Adam Aleatorio No 1.94184 0.05726
AlexNet 20 0.01 16 Adam Aleatorio No 1.87909 0.05726
AlexNet 20 0.001 16 Adam Aleatorio No 1.89961 0.05726
AlexNet 20 0.0001 16 Adam Aleatorio No 1.41357 0.62660
AlexNet 20 0.00001 16 Adam Aleatorio No 1.16368 0.58304
AlexNet 30 0.000001 16 Adam Aleatorio No 1.67921 0.29762
AlexNet 20 0.001 16 Adam Imagenet No 1.91254 0.05726
AlexNet 20 0.0001 16 Adam Imagenet No 1.24802 0.60447
AlexNet 20 0.00001 16 Adam Imagenet No 1.23051 0.52739

DenseNet 20 0.1 16 Adam Aleatorio No 1.85545 0.05726
DenseNet 20 0.01 16 Adam Aleatorio No 1.09759 0.59556
DenseNet 20 0.001 16 Adam Aleatorio No 1.10036 0.59825
DenseNet 20 0.0001 16 Adam Aleatorio No 1.70392 0.62693
DenseNet 20 0.00001 16 Adam Aleatorio No 1.31060 0.57620
DenseNet 20 0.001 16 Adam Imagenet No 1.11745 0.60236
DenseNet 20 0.0001 16 Adam Imagenet No 1.30870 0.67177
DenseNet 20 0.00001 16 Adam Imagenet No 1.67867 0.65054

ResNet 20 0.1 16 Adam Aleatorio No 1.85399 0.05726
ResNet 20 0.01 16 Adam Aleatorio No 1.70253 0.57893
ResNet 20 0.001 16 Adam Aleatorio No 1.93880 0.58425
ResNet 20 0.0001 16 Adam Aleatorio No 1.20364 0.56769
ResNet 20 0.001 16 Adam Imagenet No 2.09195 0.61305
ResNet 20 0.0001 16 Adam Imagenet No 1.06724 0.64560
ResNet 20 0.00001 16 Adam Imagenet No 1.34648 0.60950
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FIGURA N° 3.5: Mejores modelos obtenidos - FER-2013

(a) AlexNet

(b) DenseNet

(c) ResNet

INGENIERÍA DE SISTEMAS E INFORMÁTICA

Bach. Diego Percca, Bach. Gabriela Velasquez

43



UNIVERSIDAD NACIONAL DE MOQUEGUA CAPÍTULO IV: RESULTADOS Y DISCUSIÓN

CAPÍTULO IV: RESULTADOS Y DISCUSIÓN

4.1 Reconocimiento de la postura de la cabeza

TABLA N° 4.1: Indicadores obtenidos por arquitectura, para dataset Biwi

Modelo Loss Accuracy
Resnet18 0.09009 0.985
Densenet 0.08385 0.98
Alexnet 0.10558 0.9625

En la Tabla N° 4.1, se presentan los indicadores evaluados en el conjunto de datos
de prueba para el mejor modelo seleccionado de cada arquitectura, tras haber ajus-
tado diversos hiperparámetros, como se detalla en la Tabla N° 3.5. Los resultados
muestran que ResNet18 alcanzó un accuracy del 98.5%, seguido de Densenet con
un 98%, y finalmente AlexNet con un 96.25%. En cuanto al loss, Densenet obtuvo
el valor más bajo con 0.08385, seguido de ResNet18 con 0.09009, y AlexNet con
0.10558.

Estos resultados sugieren que, aunque tanto ResNet18 como Densenet lograron
un alto rendimiento, la diferencia entre ellos es mínima. Sin embargo, se eligió Res-
Net18 como el mejor modelo debido a su mayor accuracy y al menor consumo de
memoria VRAM en comparación con Densenet, además de que al ser una arqui-
tectura más ligera, resulta ser un modelo de menor tamaño, tal como se evidencia
en la Tabla N° 4.2. Esto lo convierte en una opción más eficiente para aplicacio-
nes en tiempo real, donde la rapidez es esencial. Cabe destacar que, para el mejor
modelo por cada arquitectura, se utilizaron pesos preentrenados, los cuales fueron
ajustados en todas las capas del modelo. Este enfoque demostró ser beneficioso
desde las primeras épocas de entrenamiento, reduciendo la cantidad de épocas
necesarias y, por ende, el tiempo de entrenamiento.

TABLA N° 4.2: Tamaño de los mejores modelos en formato ONNX, para el reconocimiento de la
postura de la cabeza

Modelo Tamaño
Resnet18 42.6 MB
Densenet 101.9 MB

En la Figura N° 4.1, se muestra la matriz de confusión para el mejor modelo, Res-
Net18, sobre un total de 400 predicciones realizadas con el conjunto de datos de

INGENIERÍA DE SISTEMAS E INFORMÁTICA

Bach. Diego Percca, Bach. Gabriela Velasquez

44



UNIVERSIDAD NACIONAL DE MOQUEGUA CAPÍTULO IV: RESULTADOS Y DISCUSIÓN

prueba. El modelo presentó 8 predicciones incorrectas, de las cuales 2 imágenes
frontales fueron clasificadas como no frontales y 6 imágenes no frontales fueron
clasificadas como frontales.

La matriz de confusión indica que el modelo ofrece un alto rendimiento en la cla-
sificación de la postura de la cabeza. No obstante, se identificaron 6 predicciones
incorrectas en la clase no frontal, lo que podría ser problemático en aplicaciones
donde la detección precisa de posturas no frontales es crítica. Por otro lado, solo
2 imágenes frontales fueron mal clasificadas como no frontales, lo que destaca la
alta capacidad del modelo para capturar la postura frontal con precisión.

En conjunto, estos resultados sugieren que el modelo es confiable para el recono-
cimiento de la postura de la cabeza, como se ilustra en la Figura N° 4.2, donde se
muestran 15 imágenes aleatorias del conjunto de prueba con sus etiquetas y pre-
dicciones correspondientes. En este caso, todas las imágenes fueron clasificadas
correctamente. No obstante, sería beneficioso realizar ajustes adicionales para re-
ducir las predicciones incorrectas en la clase “no_front”. Esto podría implicar una
mayor afinación del modelo o el uso de un conjunto de datos más representativo
que capture mejor las variaciones en las posturas no frontales.

FIGURA N° 4.1: Matriz de confusión para el mejor modelo Resnet18
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FIGURA N° 4.2: Etiquetas vs predicciones de algunas imágenes aleatorias de dataset Biwi (test)

4.2 Reconocimiento de expresiones faciales

La tabla Tabla N° 4.3 presenta los indicadores de rendimiento obtenidos por las
arquitecturas ResNet18, DenseNet y AlexNet, evaluados con los datos de prueba
del dataset FER-2013. En los resultados, ResNet18 obtuvo un menor loss, con
un valor de 1.06724, no obstante, su F1-score fue de 64.56% siendo inferior al
de DenseNet, que alcanzó un 67.177%, aunque su loss fue ligeramente superior
a la de ResNet18, con un valor de 1.3087. Por lo tanto, el modelo basado en la
arquitectura DenseNet resultó el mejor entre los tres.

Sin embargo, para aplicaciones en tiempo real que requieren alta velocidad de
procesamiento o que operan en hardware limitado, el modelo ResNet es especial-
mente adecuado, por su menor tamaño en comparación con Densenet que tiene
una arquitectura más compleja, como se muestra en la Figura N° 4.4, permitien-
do un uso más eficiente de los recursos del sistema, lo que resulta en tiempos de
inferencia más rápidos.

TABLA N° 4.3: Indicadores obtenidos por arquitectura, para dataset FER-2013

Modelo Loss F1 Score
Resnet18 1.06724 0.6456
Densenet 1.3087 0.67177
Alexnet 1.41357 0.6266
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En contraste, AlexNet mostró el peor rendimiento, con un loss de 1.41357 y un F1-
score de 62.66%. Cabe destacar que AlexNet fue el único modelo que no mejoró
su rendimiento al aplicar transfer learning, a diferencia de ResNet18 y DenseNet,
que lograron mejoras significativas con esta técnica.

TABLA N° 4.4: Tamaño de los mejores modelos en formato ONNX, para el reconocimiento de
expresiones faciales

Modelo Tamaño
Resnet18 42.6 MB
Densenet 101 MB

Como se muestra en la Figura N° 4.3, el uso de class weight en el modelo Den-
seNet mejoró significativamente el rendimiento en la clasificación de expresiones
faciales, especialmente en clases menos representadas como disgust y fear. Esta
técnica ayudó a reducir la tasa de falsos negativos y falsos positivos, proporcio-
nando un enfoque más equilibrado, lo que se tradujo en un aumento en el número
de aciertos para estas clases en comparación con el estudio anterior considerado
como antecedente (Singh y Nasoz, 2020). Los resultados indican que el modelo fue
más efectivo al prestar atención a las categorías con menos ejemplos, logrando así
un rendimiento general más alto.

FIGURA N° 4.3: Matriz de confusión para el mejor modelo DenseNet
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En la Figura N° 4.4 se muestran 15 imágenes al azar del dataset FER-2013 (test),
donde se visualizan las etiquetas y las predicciones realizadas por el modelo. Evi-
denciando que al alcanzar un 67.177% de F1 Score, queda un 32.823% de error
que se refleja en las 3 imágenes clasificadas incorrectamente para las 15 imágenes
random.

FIGURA N° 4.4: Etiquetas vs predicciones de algunas imágenes aleatorias del dataset FER-2013
(test)

4.3 Prueba en tiempo real

En la Figura N° 4.5 se presentan los resultados obtenidos para el usuario adminis-
trador, que se conectó con dos usuarios. En la Figura N° 4.5a, el usuario 1 aparece
como “Front” con la expresión facial “Neutral”, mientras que el usuario 2 es clasi-
ficado como “No front”, con la expresión facial “Neutral”. En la Figura N° 4.5b, el
usuario 1 se mantiene como “Front” con la expresión facial “Neutral”, mientras que
el usuario 2 es etiquetado como “Front” con la expresión facial “Happy”. Por último,
en la Figura N° 4.5c, el usuario 1 es etiquetado como “No front” con la expresión
facial “Neutral”, mientras que el usuario 2 como “Front” y la expresión facial “Sad”.

Como se observa en la Figura N° 4.5, se logró mostrar correctamente las etiquetas
correspondientes. Cuando un usuario no está frontal a la cámara, se le asigna la
etiqueta “No front”, sin embargo, cuando un usuario está frontalmente a la cáma-
ra, se muestra la etiqueta “Front” en color azul. Para las expresiones faciales se
muestra la etiqueta en color rojo con la expresión facial detectada.
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FIGURA N° 4.5: Prueba de los modelos en tiempo real

(a) Prueba1 (b) Prueba2 (c) Prueba3

La hipótesis planteada se confirmó, ya que los modelos se integraron exitosamente
en la aplicación web de videoconferencia y las etiquetas se mostraron en tiempo
real, sin retrasos perceptibles. No obstante, se observaron casos en los que el sis-
tema etiquetaba como “no front” a pesar de que la cabeza del usuario1 estaba
orientada hacia la cámara. Este comportamiento contradice lo esperado, como se
muestra en la Figura N° 4.1, donde se preveía que la etiqueta “front” se asignara
con mayor precisión que “no front”. Esta inconsistencia puede deberse a la falta de
diversidad en el conjunto de datos, que podría beneficiarse de una mayor variabi-
lidad en cuanto a personas, fondos, ambientes e iluminación. Una alternativa para
mejorar la precisión del modelo sería enfocarse en analizar exclusivamente la ima-
gen de la cabeza, recortando los hombros y el fondo, lo que permitiría que el modelo
se centre en las características clave de la postura de la cabeza sin distracciones
externas, tal como se trabajó con el reconocimiento de expresiones faciales. En el
caso del reconocimiento de expresiones faciales, hubo una mayor facilidad para
reconocer las expresiones “happy” y “neutral”, mientras que las otras expresiones
fueron más difíciles de detectar.
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CONCLUSIONES

Para el reconocimiento de expresiones faciales, se aplicaron diversos modelos de
DL con el objetivo de determinar cuál ofrece el mejor F1-score y seleccionar el más
adecuado para su integración en un sistema de tiempo real. Al comparar las métri-
cas de F1-score de las técnicas empleadas, el modelo DenseNet alcanzó el mejor
resultado con un 67.177%. Este valor no superó el 70% como se tenía previsto en
la hipótesis, posiblemente debido al desbalance del conjunto de datos FER-2013
(a pesar del uso de class weights), al hecho de que las imágenes están en escala
de grises y tienen un tamaño reducido (48x48 píxeles), además de la dificultad de
clasificar imágenes muy similares que pertenecen a diferentes clases. A pesar de
estas limitaciones, el modelo DenseNet y Resnet18 obtuvieron resultados acepta-
bles.

Para el reconocimiento de la postura de la cabeza, también se aplicaron diver-
sos modelos de DL con el objetivo de determinar cuál ofrece el mejor accuracy.
Al comparar los indicadores accuracy y loss de las técnicas empleadas, el modelo
Resnet18 alcanzó el mayor accuracy con un 98.5%, superando el 90% como se
tenía previsto en la hipótesis.

El objetivo de integrar los modelos para la clasificación de la postura de la cabeza
y las expresiones faciales en tiempo real se logró exitosamente a través de una
aplicación web de videoconferencia, permitiendo la conexión de un administrador
y dos usuarios simultáneamente. La elección de los modelos resultó adecuada,
destacando la selección de ResNet18 sobre DenseNet, ya que, aunque ambas
arquitecturas mostraron un rendimiento similar, ResNet18 demostró ser más con-
veniente para la prueba en tiempo real por su ligereza y eficiencia. Esta decisión
facilitó la implementación en un entorno de videoconferencia, optimizando los re-
cursos y la experiencia de uso en tiempo real.
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RECOMENDACIONES

Debido al bajo F1-Score obtenido al clasificar expresiones faciales en el conjunto
de datos FER-2013, se recomienda experimentar con otros conjuntos de datos que
estén balanceados, sean de mayor tamaño y contengan imágenes a color.

Aunque para el dataset Biwi, Resnet18 fue suficiente para alcanzar un buen re-
sultado, existen muchas otras arquitecturas para probar según el dataset (calidad
y cantidad) y caso aplicado. Por ejemplo, puede buscarse minimizar los recursos
computacionales y se deba usar una arquitectura con una red más pequeña pu-
diendo ser ejecutada en la memoria disponible y/o se ejecute más rápido.

Se recomienda evaluar los recursos informáticos disponibles, ya que estos influyen
en la etapa de entrenamiento según las arquitecturas que se vayan a evaluar, por
ejemplo, en este estudio Densenet y Alexnet requirieron más recursos y tiempo de
ejecución que Resnet18.

Finalmente, así como se realizó en este estudio, se recomienda probar los resulta-
dos en una aplicación en tiempo real para validar que se obtengan los resultados
esperados en un entorno práctico. Aunque el modelo pueda mostrar métricas muy
favorables, es importante recordar que estas métricas se calculan en función del
conjunto de datos utilizado en las pruebas. En un escenario real, pueden surgir di-
versas complicaciones que no se manifiestan al trabajar únicamente con los datos
de entrenamiento y evaluación.
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ANEXO 2: DIAGRAMA DE FLUJO PARA PROCESAR Y CLASIFICAR LAS IMÁ-
GENES OBTENIDAS DE LA CÁMARA WEB DEL USUARIO
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