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RESUMEN
La radiacion solar en la actualidad es dafina, su exposicion prolongada trae consecuencias
irreversibles en los seres humanos esta a su vez es aprovechable como fuente de energia, de
ahi el proceso para predecir su comportamiento implementado un modelo que usa Deep
learning con datos de series de tiempo de la region Moquegua y Tacna. La técnica de
aumento de datos es fundamental para trabajar con modelos de aprendizaje profundo — Deep
Learning, por la necesidad de que manejan grandes cantidades de datos para el maximo
desarrollo del aprendizaje y esta al no estar disponible se generan inconvenientes de sub-
ajuste o sobreajuste, se propone la arquitectura LSTM — Memoria Corto-Largo Plazo, para
pronosticar series temporales de radiacion solar diaria. Entre las diferentes arquitecturas no
hibridas el LSTM de 4 capas produjo mejores resultados para la prediccion de series
temporales de radiacion solar diaria, y el aumento de datos de us6 para fortalecer los datos y
mejorar la prediccion del modelo. Se ha logrado implementar un modelo de prediccion de
radiacion solar basado en Deep Learning especificamente Long Short-Term Memory (LSTM)
con aumento de datos (DA+LSTM), el cual logra superar considerablemente al mismo
modelo sin aumento de datos (LSTM). De esta manera de acuerdo con el RMSE, el modelo
propuesto DA+LSTM alcanza en promedio un RMSE=0.0580 superando el RMSE=0.2688
del modelo sin aumento de datos (LSTM). Del mismo modo en términos porcentuales, de

acuerdo con el MAPE.

Palabras Clave: aumento de datos, deep learning, memoria a corto plazo, redes

neuronales, series de tiempo.



ABSTRACT
Solar radiation is currently harmful, its prolonged exposure brings irreversible consequences
in humans this in turn is usable as a source of energy, hence the process to predict its
behavior implemented a model that uses deep learning with time series data from the
Moquegua and Tacna region. The technique of data augmentation is fundamental to work
with deep learning models — Deep Learning, due to the need to handle large amounts of data
for the maximum development of learning and this not being available generate
inconveniences of underadjustment or overadjustment, the LSTM architecture is proposed —
Short-Long Term Memory, to forecast time series of daily solar radiation. Among the
different non-hybrid architectures the 4-layer LSTM produced better results for the prediction
of time series of daily solar radiation, and the increase in data was used to strengthen the data
and improve the prediction of the model. It has been possible to implement a solar radiation
prediction model based on Deep Learning specifically Long Short-Term Memory (LSTM)
with data augmentation (DA+LSTM), which manages to considerably surpass the same
model without data augmentation (LSTM). In this way, according to the RMSE, the proposed
DA+LSTM model reaches on average an RMSE=0.0580 exceeding the RMSE=0.2688 of the

model without data augmentation (LSTM). Similarly in percentage terms, according to ASM.

Key Words: data augmentation, deep learning, long shot-term memory, neural
network, times series.
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I.

Introduccion

1.1. Descripcion y Formulacion del Problema

En la presente investigacion se analizo las series de tiempo de radiacion solar
en el Sur del Peru, especificamente de la region Moquegua que pertenece al desierto
de Atacama en América del Sur. El estudio de las series de tiempo de radiacion solar
(Chaparro-Reyes et al., 2021) es importante debido a que la exposicion a la luz solar
natural o artificial, voluntaria o involuntaria, puede llegar a ser muy dafiina para la
piel humana. Muchas personas olvidan o ignoran que el cuerpo se esta enfrentando a
una de las fuentes de energia mas potentes de la naturaleza. La exposicion exagerada
a la radiacioén solar puede ser perjudicial para la salud. (Who, 2002) Tal y como
recoge la Organizacion Mundial de la Salud, las radiaciones solares ejercen un efecto
negativo para la salud, principalmente vinculadas a diversos tipos de cancer de piel,
envejecimiento prematuro de la piel, cataratas y otras enfermedades oculares. El
riesgo de padecer uno de estos problemas depende de los factores relacionados con la
tolerancia a la radiacion solar antes descrita. De alli que el prondstico de las series de
tiempo de radiacidn solar podria ayudar a las autoridades encargadas a tomar

decisiones oportunamente, asi como a la poblacion a tomar las medidas preventivas.

Asi, en este estudio se propuso el Deep Learning para el pronostico de series
de tiempo de radiacion solar a través de la implementacion de redes neuronales

recurrentes como Long Short Term Memory (LSTM) y Gated Recurrent Unit (GRU).

Por otro lado en las ultima décadas, el uso de las energias renovables (Park &
Allaby, 2017), se ha vuelto bastante importante para la reducir los efectos del cambio
climatico. Asi, el uso de estas energias obtenidas del sol, viento, biomasa y la energia

de las olas, es muy comun. En el trabajo sobre La prediccion de radiacion solar
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(Lorenz et al., 2017), es muy importante ya que puede producir por que la radiacién
ayudar a predecir la cantidad de energia que se puede producir en una planta de
generacion de energia solar es muy variable debido a los patrones climaticos

sindpticos y locales.

El aumento de datos (Adadi, 2021) se ha convertido en una tarea fundamental
en la implementacion de modelos de Deep Learning, por lo que este tipo de modelos
requieren grandes cantidades de datos para un entrenamiento adecuado y a menudo
hay poca disponibilidad de datos, esto puede llevar a problemas de desajuste o

sobreajuste (Flores, Tito-Chura, et al., 2021)

En este estudio se propone la implementacion de una arquitectura de Deep
Learning basada en redes neuronales recurrentes como Long Short-Term Memory
(LSTM) y el aumento de datos para pronosticar la radiacion solar en series de tiempo
diarias. Al existir suficiente cantidad de los datos recopilados u obtenidos, el
aumento de datos permitird enriquecer dichos datos y mejorar la precision de los

resultados del modelo.

La técnica de aumento de datos propuesta es una actualizacion de la
propuesta por (Flores, Tito-Chura, et al., 2021), y se basa en dos técnicas de aumento
de datos, time warping y jittering (Flores, Tito, et al., 2021) , que cominmente se
utilizan para la clasificacion de series de tiempo. Esta técnica de aumento de datos
tenia el problema de generar datos sintéticos repetidos cuando encontraba valores
repetidos en la serie de tiempo original, cuando se encontrd valores repetidos, y a su

vez esto podia conducir a sesgos en el entrenamiento del modelo.
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Figura 1. Problema en la generacion de datos sintéticos.

Problema en la generacion de datos sintéticos.
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La figura 1 muestra graficamente lo que se ha descrito. El problema se
corrigié agregando mas elementos para la estimacion de los datos sintéticos, es decir
un nuevo tamafio de ventana (W), que se utiliza cada vez que se presenta un par de
valores repetidos en la serie de tiempo, con los cuales los elementos alrededor del par
repetido se seleccionan y la desviacion estandar (SD) se utiliza para generar

diferentes elementos aleatorios, evitando asi que se generen datos sintéticos iguales.

Asimismo, la idea de utilizar una desviacion estandar local o movil en lugar
de una desviacion global se obtuvo de algunas técnicas de imputacion basada en
medias moviles (LANN)(Flores et al., 2019b), (SMA)(Flores et al., 2019a),
(EWMA)(Flores et al., 2019a) , lo que permiti6 evitar una alta dispersion en los

elementos sintéticos generados.
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1.2. Antecedentes

La prediccion de series de tiempo de la radiacion solar es un tema
ampliamente estudiado por la comunidad cientifica, asi a continuacion citamos
algunos trabajos.

Segun (Guermoui et al., 2018) implementan un modelo basado en regresion
en maquinas de soporte vectorial (SVM-R) para la prediccion de radiacion solar
global diaria (DGSR) en Argelia, basada en proporcion de insolacion como entrada.
para este propdsito se uso 2 afios de datos para la fase de entrenamiento del modelo
(2005 — 2006) y un afio para la fase de prueba (2007) teniendo como resultado un

RMSE de 1,59 MJ/m2.

(Reski et al., 2018) implementan MLP y RBF para predecir la serie de tiempo
de radiacion solar, se utiliza datos de 3 afios (2014 —2016), y un 50% de los datos se
utilizan para entrenamiento y el restante se utiliza para la fase de prueba del modelo,
los resultados de este modelo muestran que el RBF (RMSE= 0,83 MJ/m2/dia) es

mejor que el modelo MLP(RMSE= 1,01 MJ/m2/dia).

(Lubbe et al., 2020) proponen la prevision de la energia solar de series de
tiempo de radiacién a través de un proceso gaussiano, los resultados muestran que el

modelo alcanza un RMSE de 82,2 W/m2, lo cual es equivalente a 7,1020 MJ/m2/dia.

(Huynh et al., 2020) implementan un modelo basado en Deep Learning como
Long Short Term Memory, (LSTM), para este modelo se uso datos del 27 de
septiembre de 2017 al 30 de junio de 2019, los resultados que alcanza el modelo para

RMSE es de 32.086 W/m2 lo cual es equivalente a 2,8391 MJ/m2/dia

13



(Guijo-Rubio et al., 2020) evaltan el rendimiento de diferentes modelos de
redes neuronales en la prediccion de energia solar en series temporal de radiacion en
la ciudad de Toledo, Espafa, los modelos propuestos que constan de una nueva capa
de entrada llamada Unidad Sigmoidea (SU) y una capa de salida denominada Unidad
de Producto (PU) produjo los mejores resultados con un RMSE promedio de 51,82

W/m2 equivalente a 4,4772 MJ/m2/dia.

(Diagne et al., 2013) presentan una revision de diferentes técnicas utilizadas
para pronosticar la irradiancia solar como ARMA, ARIMA, CARDs, Redes

Neuronales Artificiales, Red Neuronal Wavelet.

(Fouilloy et al., 2018) analizan once técnicas estadisticas y de aprendizaje
automatico que se utilizan para pronosticar la radiacion solar. Los modelos
propuestos se comparan con la métrica Root Mean Squared Error (RMSE), de las
cuales las técnicas de media mévil autorregresiva y perceptron multicapa se destacan

como las mas eficientes.

(Lauret et al., 2015) proponen una comparacion de diferentes técnicas de
aprendizaje automatico supervisado, como redes neuronales, procesos gaussianos y
maquinas de soporte vectorial. Asimismo, se implementa una técnica autorregresiva
lineal simple. Los resultados muestran que las técnicas basadas en maquinas de

soporte vectorial (SVM) superan a la técnica lineal autorregresiva.

Para (Ruiz Cardenas et al., 2016), usan la arquitectura Deep Belief Network
(DBN), para prediccion de radiacion solar, indicando el nivel de profundidad que
posee esta arquitectura, como afecta la cantidad de capas y de neuronas en el

entrenamiento y los resultados obtenidos para poder predecir los valores deseados,
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con errores cercanos al 2 % y mayor rapidez para el entrenamiento, respecto a errores
obtenidos por métodos convencionales de entrenamiento neuronal, que se encuentran

por el 5% y que a su vez llevan largos periodos de entrenamiento.

(Parra Raffan et al., 2019) presentan un método hibrido para predecir una
curva de irradiacion solar diurna, bajo fendmenos meteoroldgicos extremos (Zonda,
Vientos del Norte, Sur), existente en la provincia de San Juan -Argentina. El método
propuesto se basa en una Red Neuronal Artificial (RNA) que se entrena con un
conjunto de datos filtrados por las variables ambientales que caracterizan los
fendmenos mencionados. Este es un método combinado entre los métodos de

aprendizaje estadistico y los métodos de prediccion numérica del tiempo.

(Rashid, 2019) emplea la tecnologia de redes neuronales fully-connected y
redes convolucionales, usando lenguaje de programacion Python, para la creacion de
dos modelos de Machine Learning que tratan de predecir la radiacion solar en una

ubicacion concreta o varias simultdneamente en una determinada superficie terrestre.

(Gonzales, 2020) en su estudio para predecir la irradiacion solar en elementos
fotovoltaicos en base a una cantidad de datos de irradiacion, con este trabajo
utilizando redes simples fully connected para estudiar el comportamiento de estos
datos en esa red, seguidamente el resultado obtenido se explora con la variante de
redes neuronales convolucionales que aprovechan esa informacion para determinar la

cantidad de irradiacion.

(Karim et al., 2017) demuestran que las redes neuronales totalmente

convolucionales (FCN) logran el rendimiento mas avanzado en la tarea de clasificar
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secuencias de series de tiempo. Las redes neuronales recurrentes de memoria a largo
plazo a corto plazo (LSTM RNN) para la clasificacion de series de tiempo. mejoran
significativamente el rendimiento de las redes totalmente convolucionales con un
aumento nominal en el tamafio del modelo y por lo tanto requieren un

preprocesamiento minimo del conjunto de datos.

(Husein & Chung, 2019) proponen un modelo de prondstico de irradiancia
solar por horas y dia que no depende de los datos historicos de irradiancia solar;
utiliza solo datos meteoroldgicos que estan a disposicion, el modelo desarrollado a
utilizado una red neuronal recurrente de memoria profunda a largo plazo a corto
plazo (LSTM-RNN).la cual se comparé con el enfoque de una red neuronal
feedforward (FFNN), que es un método con un historial probado de logros en el

prondstico de la irradiancia solar.

(Qing & Niu, 2018) a falta de disponibilidad de datos exactos de informacion
sobre irradiacion solar, proponen un método el cual se entrena mediante el uso de
redes de memoria larga a corto plazo (LSTM) teniendo en cuenta ciertos factores
como el clima, este modelo es comparado con el algoritmo de persistencia y la

regresion lineal para la prediccion de la irradiacion solar.

(Flores, Tito, et al., 2021) proponen la prediccion de la energia solar,
mediante series de tiempo de radiacion en la ciudad de Moquegua, Pert, utilizando
datos de 9 afios, de 2008 a 2016, los datos de entrenamiento corresponden a 8 afnos
(2008 a 2015) y los datos de prueba corresponden a los primeros seis meses de 2016.

Diferentes modelos basados en hibridos se experimentan con redes neuronales
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recurrentes, el mejor resultado fue alcanzado por el modelo de dos capas LSTM +
GRU, que obtuvo un RMSE promedio de 3.0279 MJ/m2/dia

Segun el autor hace referencia a una de las primeras aplicaciones de la técnica
de aprendizaje profundo para predecir series de tiempo para predecir la
contaminacion del aire (Freeman et al., 2018) se utilizaron técnicas de Deep Learning
para entrenar modelos para la prediccion de series temporales de contaminacion, y
para los datos faltantes en un cierto rango de datos se uso técnicas de imputacion de
datos que genero valores cercanos a los valores esperados en funcion de la temporada

y del tiempo.
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1.3. Objetivos
1.3.1. Objetivo General
¢ Implementar un modelo de prediccion de series de tiempo de radiacion solar
en el sur del Pert aplicando Deep Learning caso: Moquegua y Tacna.

1.3.2. Objetivos Especificos

e Implementar un modelo de prediccion de radiacion solar basado en Deep
Learning y Aumento de Datos.

e Comparar los resultados del modelo propuesto con otras técnicas de

Machine Learning.

1.4. Justificacion e Importancia

El presente estudio permitira analizar la precision de técnicas de Deep
Learning en la prediccion de series de tiempo de radiacion solar como las redes
neuronales recurrentes (LSTM), que en la region del sur del Pert se presenta con
mayor intensidad respecto a otros lugares del pais.

Asi mismo, los resultados de la prediccion de las series de tiempo en mencion
permitiran a la poblacion, tomar las medidas preventivas respectivas, asi como a las
autoridades competentes encargadas de la toma de decisiones.

II.  Marco Teorico
Bases teoricas sobre el tema de investigacion
2.1. Series de Tiempo

Una serie de tiempo es una serie de puntos de datos indexados en orden
cronoldgico. Mas comunmente, (Rios, 2008) una serie de tiempo es una secuencia
tomada en puntos sucesivos igualmente espaciados en el tiempo. Por lo tanto, es una

secuencia de datos de tiempo discreto. Ejemplos de series de tiempo son las
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temperaturas diarias, precipitacion diaria, alturas de las mareas ocednicas, las ventas

diarias, etc.

Las series de tiempo se trazan con mucha frecuencia a través de graficos de
lineas (Moritz et al., 2015). Las series temporales se utilizan en estadistica,
procesamiento de sefales, reconocimiento de patrones, econometria, finanzas
matematicas, prediccion del clima, prediccion de terremotos, electroencefalografia,
ingenieria de control, astronomia, ingenieria de comunicaciones y, en gran medida,
en cualquier dominio de la ciencia aplicada e ingenieria que implique mediciones

temporales (Villavicencio, 2010).

El estudio de series de tiempo comprende métodos para analizar datos de
series de tiempo con el fin de extraer estadisticas significativas y otras caracteristicas
de los datos. El pronoéstico de series de tiempo es el uso de un modelo para predecir
valores futuros basados en valores observados previamente. Si bien el analisis de
regresion a menudo se emplea para probar las teorias de que los valores actuales de
una o mas series de tiempo independientes afectan el valor actual de otra serie de
tiempo, este tipo de analisis de series de tiempo no se denomina "analisis de series de
tiempo", se centra en comparar valores de una sola serie de tiempo o varias series de
tiempo dependientes en diferentes puntos en el tiempo. El andlisis de series de
tiempo interrumpido es el andlisis de las intervenciones en una sola serie de tiempo.
Un primer contacto con series de tiempo se suele tener mediante un examen de datos
puesto en una grafica, que generalmente uno de los ejes es el tiempo, no obstante en
este tipo de exdmenes contiene dos enfoques, por un lado, existe el enfoque de la

importancia del tiempo el cual consiste en reconocer como lo que sucede hoy es
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2.2.

afectado por lo que paso ayer, o en general, en periodos pasados, o como lo que pasa
hoy afectara los eventos futuros (Metcalfe & Cowpertwait, 2009).
Deep Learning

Deep Learning es una componente que pertenece a Machine Learning, esta
inspirado en el funcionamiento del cerebro humano tanto como la estructura y la
funcion denominada redes neuronales artificiales (TensorFlow 2 Tutorial: Get
Started in Deep Learning With Tf.Keras, n.d.)

(Goodfellow et al., 2016) refiere a Deep Learning “como un enfoque
perteneciente a la Inteligencia Artificial, que destaca ese aprendizaje automatico de
gran potencia y flexible mediante la representacion del mundo real, a través de
conceptos jerarquicamente anidados, se trata entonces de formar conceptos
complejos mediante la extraccion y concatenacion de conceptos muy simples”, es asi
que para estos autores que definen el aprendizaje profundo como unico modo de
crear sistemas de inteligencias artificial que coexistan en los distintos campos en el
que vivimos.

Segun (Bellido & Schwarz, 2019) Deep learning esta basado en algoritmos y
técnicas de Machine Learning con ello desarrollar la mismas capacidad como la de
un ser humano, consta decir que se reflejaria el comportamiento del cerebro que es
capaz de reconocer imagenes, textos, clasificar patrones, estos son algoritmos que
funcionan en base a capas, es asi que Deep Learning simula el funcionamiento basico

del cerebro, que se desarrolla mediante las neuronas.
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Figura 2. Deep Learning, tipo de aprendizaje perteneciente a la Inteligencia

Artificial

Deep Learning, tipo de aprendizaje perteneciente a la Inteligencia Artificial

Deep learning Example:

Shallow ) .
. Example: Example:
Example: antoencoders

MLPs

Logistic Knowledge

regression bases

Representation learning

Machine learning

Nota. Adaptado de (Goodfellow et al., 2016) Diagrama de Venn, el cual muestra
como Deep Learning es un tipo de aprendizaje, que a su vez es un tipo de aprendizaje
automatico que se utiliza como parte de la Inteligencia Artificial- [A
2.2.1. RNN - Redes Neuronales Recurrentes
Son un tipo de Redes Neuronales, es de uso ampliamente para realizar el

proceso de analisis de secuencia, dicho de manera que la RNN esta disefiado para
extraer la informacion contextual mediante la definicion de las dependencias entre
varias marcas de tiempo. RNN esta conformado por n capas recurrentes sucesivas, y
estas se modelan secuencialmente para mapear las secuencias de otras secuencias.
RNN una de sus fortalezas es poder capturar los datos contextuales de la secuencia,

sin embargo, las sefiales contextuales en la estructura de la red son estables y se
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utilizan de manera efectiva para lograr el proceso de clasificacion de datos.
(Kumaraswamy, 2021)
Figura 3 Arquitectura del Modelo RNN.

Arquitectura del Modelo RNN.

Input layer Hidden layer

Output layer

Recurrent network

Nota: segin (Kumaraswamy, 2021) la caracteristica resaltante de la
RNN es que se introduce el concepto de recurrencia llamado estado oculto,
capa oculta (Hidden State, Hidden Layer), esto representa el argumento para la

proxima prediccion.

2.2.2. LSTM - Memoria a Largo Corto Plazo
La red neuronal LSTM es una red neuronal recurrente de tipica de Deep
learning modificada, la memoria de la entrada pasada es importante en el problema
de aprendizaje de secuencias, LSTM fue especialmente disefiado y modificado para
resolver el problema de la entrada pasada en el entrenamiento de largo
plazo(Kumaraswamy, 2021), LSTM puede mantener los valores y continuar con el
de gradiente, por lo tanto el problema del olvido se mitiga y la informacion esta
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disponible para el aprendizaje de secuencias largas en las series de tiempo
(Kumaraswamy, 2021), adicionar que LSTM mantiene un mejor rendimiento que
otras arquitecturas RNN, la arquitectura de una celda basica de un LSTM se muestra
en la siguiente Figura.

Figura 4. Arquitectura - LSTM

Arquitectura - LSTM

— 8 S T
.'/..-- --\-\-.
N s

Para la figura 2, la salida C; se puede calcular con la siguiente ecuacion:

ft = O-(Wf[h't—ll xt] + bf)

l,E = O-(Wl [ht—llxt] + bl)

Ct = tanh(Wc[ht_l, xt] + bc)
Ce = fiCioq + Gt

Del mismo modo, la salida se calcula con:

0 = o(W,[he—q,x¢] + by)
ht = Ottal’lh (Ct)

Donde:
e x; esel vector de entrada en el tiempo t.

e h;_; esel estado oculto anterior.
e f: i; y 0; son las compuertas de olvido, entrada y salida

respectivamente, que se calculan aplicando la funcion sigmoide o a las
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combinaciones lineales de h;_; y x¢, con los pesos de la matriz Wy ,
Wiy W, y los sesgos by, b; y b,,.

e C, es un candidato para la nueva memoria a largo plazo, aplicando la
funcion tangente hiperbolica tanh() a una combinacion lineal de
h:_1y x; con los pesos W, y el sesgo b..

e (, es el estado de la memoria a largo plazo actualizado, se calcula
utilizando la compuerta de olvido y la compuerta de entrada.

e h; es el nuevo estado oculto, se calcula aplicando la funcion tangente

hiperbdlica a C; y luego se multiplica por la compuerta de salida

(Moharm et al., 2020).

2.3. Data Augmentation — Aumento de Datos
El proceso de generar datos sintéticos a partir de datos existentes en un
repositorio se conoce como aumento de datos. Este proceso surgié como una
solucion al problema de sobreajuste que surgid en la implementacion de modelo de
clasificacion de imagenes debido a la escasez de datos (Fawzi et al.,

2016)(McLaughlin et al., 2015).

En series de tiempo, este tipo de técnicas han sido disefiados principalmente
para la clasificacion de series de tiempo. Sin embargo, para regresion de series de
tiempo es complicado encontrar propuestas debido a su poco estudio. Entre los
existentes para clasificacion de series de tiempo, se puede mencionar distorsion en el

tiempo, escalado, rotacion y jittering.
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Figura 5. Proceso de aumento de datos: Data Augmentation

Proceso de aumento de datos: Data Augmentation
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2.3.1. Pardametros
Los parametros de la técnica son: la serie temporal, el tamafio
del bloque sintético, el tamafio del sub-bloque y la precision.

e Serie temporal: son los valores originales con un numero insuficiente
de elementos para entrenar adecuadamente una red neuronal
recurrente.

e El tamafio del bloque sintético indica el nimero de elementos
sintéticos que se insertaran entre cada para de elementos en la serie

temporal original
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e El tamafio del sub-bloque: indica el tamafio maximo de cada sub-
bloque y en base al valor del tamafio del bloque, el nimero de
elementos sintéticos puede ser menor que el valor establecido para
este parametro.

2.3.2. Generacion de valores sintéticos lineales

Una vez establecidos los pardmetros de la técnica, se generan los valores
sintéticos de acuerdo al valor establecido para el pardmetro del tamafo de bloque
sintético. Los primeros valores sintéticos que se generaron son los lineales y se
distribuyen en cada bloque de acuerdo con el tamafio del sub-bloque estimado.

2.3.3. Generacion de valores sintéticos no lineales

Una vez que se han generado los valores sintéticos lineales, se generan los
valores sintéticos no lineales para completar los espacios que se ven en la seccion de
valores sintéticos lineales en la Fig. 5, estos valores se estiman a partir de nimeros
aleatorios entre el valor anterior y el siguiente de cada espacio. De tal forma que se
evite una alta dispersion de los datos. Este proceso se repite para cada par de
elementos de la serie original o de tiempo real.

La técnica propuesta por (Flores, Tito-Chura, et al., 2021) segtn la Figura 5,
considera dos pardmetros para la generacion de datos sintéticos, Estos corresponden
al tamafio del bloque (synthetic block size) y el tamafo del sub-bloque (sub block
size), de esta manera el primero define el total de elementos sintéticos que se
insertaran en cada par de valores, y el segundo sub bloque define los elementos
lineales a generarse entre los datos sintéticos, entonces surge el problema cuando se
presentan pares de elementos repetidos en la serie temporal, ya que al considerar
estos valores como un rango (min/max) para la generacion de nimeros aleatorios,

todos los valores sintéticos son iguales. Esto puede apreciarse en la Figura 6.
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En este trabajo, el problema descrito anteriormente se corrige, agregando un
parametro tamafo de ventana (w), que cada vez que se encuentran pares de
elementos alrededor del par de elementos repetidos este se incrementa, calculando
con ellos la desviacion estandar que se resta del primer valor repetido y sumando al
segundo valor repetido, para la generacion de diferentes elementos sintéticos

aleatorios. Los resultados de la propuesta se muestran en la Figura 6.

Figura 6. Resultados con la técnica de aumento de datos propuesta

Resultados con la técnica de aumento de datos propuesta

751 § N
7.0+ ’ )

65+ .
A — Original RV
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6.0 T & —— Updated DA Technique ‘

Nota: Comparacion de técnica de Data Augmentation.
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I11.

Método

3.1.

3.2.

3.3.

Tipo y Nivel de Investigacion
Tecnolégico - Aplicada (Naupas Paitan et al., 2014), segtin indica el autor “Es el
proceso de investigacion de las técnicas y de las tecnologias que se basan en los

resultados de las investigaciones basicas y de las investigaciones aplicadas”(p. 136).

Poblacion y Muestra

La poblacion es la totalidad de elementos de series de tiempo que fue
seleccionada y corresponde a un punto en la ciudad de Moquegua en Peru con las
siguientes coordenadas Latitud: . -17.898, Longitud -70,9358 , fue obtenido del
repositorio de la National Aeronautics and Space Administration (NASA), usando el
visor de acceso de energia (NASA POWER | Prediction Of Worldwide Energy
Resources, n.d.).

Las series temporales de los sensores térmicos infrarrojos descendentes se
expresan en KWh/dia.

Estos datos se actualizan diariamente y existen desde 1981 -01 -01, en este
trabajo, solo se utilizaron 5 afios para la fase de entrenamiento (2015 —2019) y un
afio para la fase de prueba (2020).

La muestra se realiza por conveniencia (Naupas Paitan et al., 2014)con la

intencion de cumplir los objetivos planteados.

Instrumentos
e Técnicas de Deep Learning
e Técnicas de Aumento de Datos
e Técnicas de Redes Neuronales
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3.4. Procedimientos

3.4.1.

3.4.2.

Imputacion de Series de Tiempo

En la serie de tiempo seleccionada, se encontraron dos (2) valores NA
o faltantes, y siendo las brechas cortas, se estimaron mediante una técnica
basada en medias moviles conocido como (LANN) (Flores et al., 2019b) que
simplemente promedia los dos valores mas cercanos al valor faltante (el

anterior y el siguiente).

Data Augmentation — Aumento de Datos

La técnica de aumento de datos se fundamenta en el uso de dos
técnicas principales: el time-warping (deformacion temporal) y el jittering. El
time-warping se utiliza para generar datos sintéticos entre cada par de valores
de la serie temporal, lo que permite extender su longitud. Por otro lado, el
jittering permite generar datos sintéticos no lineales. De esta manera, la
combinacion de ambas técnicas permite aumentar el tamano y la complejidad

de las series temporales de manera efectiva.

Parametros: serie temporal, tamafio del bloque sintetico, tamano del
subbloque y la precision.

los valores para los pardmetros son:

Tamano del bloque (block size) =11

Tamafio del sub-bloque (subblock size) = 4

Tamafo de la ventana (windows size)(w) = 2

La figura 7 muestra el algoritmo propuesto para el aumento de datos en este

trabajo.
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Figura 7. Técnica de aumento de datos propuesta

Técnica de aumento de datos propuesta
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La técnica propuesta por (Flores, Tito-Chura, et al., 2021) considera

dos parametros para la generacion de datos sintéticos, tamaiio del bloque y

tamafio de sub-bloque, el primero define el total de datos sintéticos a insertar

entre cada par de valores, y el segundo define los elementos lineales que se

generaran entre los datos sintéticos. Durante la generacion de datos sintéticos

se identificd que presentan pares de item repetidos en la serie de tiempo, ya
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3.4.3.

que al considerar estos valores como un rango (min/max) para la generacioén

de nimeros aleatorios, todos los valores sintéticos son iguales.

En el presente trabajo se corrige el problema descrito en el parrafo
anterior, agregando un nuevo pardmetro tamafio de ventana (w), que cada vez
que se encuentran pares de elementos repetidos, de acuerdo a este valor se
seleccionan w elementos alrededor del par de elementos repetidos, calculando
con ellos la desviacion estandar (sd) que se resta al primer valor repetido y se
suma al segundo valor repetido, para la generacion de diferentes items
sintéticos aleatorios.

La aplicacion de la técnica de aumento de datos a 1826 elementos da
como resultado 20076 elementos para la fase de entrenamiento.

De esta manera es importante destacar que 33 pares de elementos se
encontraron repetidos en los datos de entrenamiento, y estos fueron manejados

adecuadamente con la técnica de aumento de datos propuesta.

Normalizacion

Durante el trabajo con modelos de aprendizaje, conjuntamente con los
modelos de Deep Learning, es recomendable segtn los autores escalar los
valores originales de la serie de tiempo a valores mas pequefos, en este caso
segin (Huynh et al., 2020)(Deo & Wen, 2016) es recomendado una escala

entre 0 y 1, esto se logra mediante la siguiente ecuacion:
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N

0i — Onmin
Omax - Omin
Donde:
O, el valor escalado entre 0 y 1
0; el elemento vectorial que se va a escalar
Omin El elemenentoelemento mas pequefio del vector
Omax El elemento mas grande del vector

3.4.4. Implementacion de LSTM - Long Short-Term Memory

Las caracteristicas del modelo LSTM se detallan en la presente tabla.

Tabla 1. Modelo LSTM

Modelo LSTM

Modelo HyperParametros Valores
Hidden neurons 120
Epochs 100
Optimizer Adam

LSTM Drop rate 0.2
Activation function ReLu
Layer 1, Layer 2, (40, 40, 40, 40)
Layer 3, Layer 4
Batch size 40

3.4.5. Evaluacion del Modelo

Para la evaluacion de los resultados del modelo propuesto se realiza
mediante Error cuadratico medio (RMSE), distancia media cuadratica minima
(RRMSE) y porcentaje de media absoluta (MAPE), la siguiente ecuacion

permite el calculo correspondiente.

*,(Pi—0i)?

RMSE =
n
RMSE
RRMSE = ——— %100
Tan .
= . 0i
n =1
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0; — P)

i

1 n
MAPE = —2 £100
n i=1

Donde:

n numeros de valores predichos

Pi Vector de valores predichos

Oi Vector de valores observados (datos de prueba)

IV. Resultados

La siguiente tabla 2 muestra los resultados alcanzados por el modelo de la
propuesta (DA + LSTM) para prediccion en diferentes horizontes 30,90,180 y 366 dias,
estos se comparan con los resultados de la misma arquitectura (LSTM), pero sin aplicar

aumento de datos.

Tabla 2. Resultados del modelo propuesto

Resultados del modelo propuesto

Datos predichos

Modelo 30 90 180 366 AVG
LSTM
RMSE 0.2744 0.2886 0.2512 0.2611 0.2688
RRMSE 2.9005 3.0573 2.6216 2.6418  2.8053
MAPE 2.2833 2.4589 2.1105 2.0677  2.2298
DA+LSTM
RMSE 0.0598 0.0625 0.0556 0.0451 0.0580
RRMSE 0.6328 0.6622 0.5810 0.5478  0.6059
MAPE 0.4660 0.4946 0.4258 0.3928  0.4448
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Figura 8. Métricas del modelo propuesto a)RMSE b) RRMSE y c) MAPE

Métricas del modelo propuesto a)RMSE b) RRMSE y c) MAPE
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De acuerdo con la Tabla 2 y Figura 8, se aprecia la diferencia entre los resultados

del modelo propuesto DA+LSTM con respecto al no uso de aumento de datos.

La Figura 6, muestra como para diferentes métricas, el modelo propuesto DA+LSTM

supera clara y significativamente el modelo LSTM sin aumento de datos.

Con respecto al RRMSE segun (Huynh et al., 2020) y (Reski et al., 2018) si el
RRMSE es inferior al 10% el modelo se considera excelente para predecir series de
tiempo de radiacidn solar. Asi es importante mencionar que ambos modelos son
excelentes para la prediccion solar, pero la precision del modelo propuesto (DA+LSTM)

es superior a la precision del modelo sin aumento de datos (LSTM).
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Figura 9. Resultados del modelo LSTM sin y con aumento de datos

Resultados del modelo LSTM sin y con aumento de datos
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La Figura 9, muestra graficamente los valores predichos de 90 dias por los
modelos DA+LSTM y LSTM, mostrando como los valores predichos por el modelo
propuesto se ajustan mejor a los datos reales en comparacion con el modelo sin aumento

de datos.

V. Discusion de Resultados

En esta seccion, los resultados alcanzados con el modelo propuesto se comparan
con los resultados alcanzados con otros modelos del estado del arte.(Reski et al., 2018) si
el RRMSE es inferior al 10% el modelo, se considera excelente para predecir series de
tiempo de radiacion solar, sin embargo, es importante destacar que la precision del

modelo de propuesta es mayor.
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Tabla 3. Comparacion con los trabajos relacionados

Comparacion con los trabajos relacionados

Study Freq. Proposal Test items Metric Value
RBF
Dovilo et al. Diaria RMSE  3.6640
Dia MLP RMSE  3.9558
Khan et al. Dia BPNN 366 RMSE  9.8150
Deo et al. Dia W-SVM 180 RMSE  2.317
Guermoui et al. Dia SVM-R 366 RMSE  1.59
Khelifi et al. Dia RBF 548 RMSE  0.83
Khelifi et al. Dia MLP 548 RMSE 1.01
Huynh et al. Minuto LSTM 100 RMSE  2.8391
Lubbe et al. Hora Gaussian 175 RMSE  7.1020
Flores et al. Dia LSTM + GRU 180 RMSE  3.3338
Guijo-Rubio etal. Hora EANN 100 RMSE  4.4772
Fan et al. 10-min  SVM + PSO 1 MAE 0.850
Ali-Ou-Salah et al. Hora SVR 240 RRMSE 8.88
RMSE  0.1947
Proposal Day DA+LSTM 366 MAE 0.0385

RRMSE 0.6059

Nota. La tabla 3 muestra los resultados de otros estudios citados en el estado del arte,
técnicas para prediccion de series de tiempo de radiacion solar que estdn en MJ/m2 dia,
para ello el modelo propuesto muestra los resultados convertidos en KWh/m2 dia a
MJ/m2 dia, considerando que 1IKWh/m2 es igual a 3,6 MJ/m2, segun la RMSE(0.1947),
se puede ver que el modelo propuesto muestra un RMSE superior a los trabajos
relacionados que incluyen Support Vector Regression (SVR), Perceptron MultiLayer

(MLP), Long Short-Term Memory (LSTM), Radial Function Basis (RBF) entre otros.

Un trabajo relacionado (Fan et al.) presenta sus resultados en términos de Error

Absoluto Medio (MAE), y otro (Ali-Ou-Salah et al.) en términos de RMSE relativo
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(RRMSE). La propuesta al igual que los casos anteriores logra superarlos

significativamente.

Es importante resaltar que los trabajos propuestos en ningtn caso utilizan
aumento de datos, todos ellos experimentan con diferentes arquitecturas, modelos de
Machine Learning y Deep Learning. Destacando asi la importancia del aumento de datos

para la implementacién de modelos de regresion como el implementado en este estudio.

VI.  Conclusiones
6.1. Conclusion General
Se ha logrado implementar un modelo de prediccion de series de tiempo de
radiacion solar en el sur del Pert aplicando Deep Learning. Por temas de tiempo, la
pandemia Covid-19 y otros, solo se ha trabajado con datos de la ciudad de

Moquegua.

6.2. Conclusiones Especificas

Se ha logrado implementar un modelo de prediccion de radiacion solar
basado en Deep Learning especificamente Long Short-Term Memory (LSTM) con
aumento de datos (DA+LSTM), el cual logra superar considerablemente al mismo
modelo sin aumento de datos (LSTM). De esta manera de acuerdo con el RMSE, el
modelo propuesto DA+LSTM alcanza en promedio un RMSE=0.0580 superando el
RMSE=0.2688 del modelo sin aumento de datos (LSTM). Del mismo modo en

términos porcentuales, de acuerdo con el MAPE.

Se ha logrado comparar los resultados alcanzados por el modelo propuesto

con los resultados de otras técnicas propuestas en trabajos relacionados. Mostrando
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que los resultados alcanzados en este trabajo son superiores a estos, demostrando la
importancia del aumento de datos en series de tiempo de radiacion solar.

VII. Recomendaciones

Las recomendaciones que pueden realizarse a partir de los resultados alcanzados

en la presente investigacion son:

Experimentar con la técnica de aumento de datos propuesta y el modelo de Deep
Learning basado en Long Short-Term Memory (LSTM) con otras series de tiempo
meteoroldgicas como de otros contextos como el comercial, finanzas, educacion, salud y

otros.

Proponer nuevos estudios utilizando la técnica de aumento de datos propuesta
con arquitecturas hibridas de Deep Learning, por ejemplo, arquitecturas basadas en

LSTM+GRU, GRU+LSTM combinando diversos numeros de capas.

Experimentar con nuevas arquitecturas para datos secuenciales como la
arquitectura TRANSFORMER que hoy en dia se viene utilizando bastante en

procesamiento de lenguaje natural obteniendo mejores resultados que LSTM.
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IX.

Anexo
Codigo de Java Script Para la Técnica de Data Augmentation — Aumento de Datos

var s_block_size=6;

var prcsn=0;

var ts;//La serie de tiempo original

var block_size;//E1l tamafio del GAP a crear
var brks=0;

var posbrks;

var valbrks;

//For new version

var ma; //La media

var ds; //La desviacion estandar

function do_it()
{

posbrks=new Array();

valbrks=new Array();

block_size=parseInt(document.getElementById('size"').value);//E1l tamafio de
cada bloque a insertar

s_block_size=parseInt(document.getElementById( 'sbsize').value);//E1l tamafo
de cada bloque a insertar

prcsn=parselnt(document.getElementById( 'prcsn').value)

//Determinamos las posiciones a

getBrkPositions();

yts=document.getElementById("yts").value;

ts=yts.split("\n");//La serie original

generate _da();

}

function getBrkPositions()
{
brks=Math.floor(block_size/(s_block_size+1));//NUMERO DE breaks
batch=Math.floor((block size-brks)/(brks+1));//frees/n° bloques
resbatch=Math.floor((block size-brks)%(brks+1));//residuo frees/n° bloques
pos=batch;
resbrks=Math.floor(block size%(s block size+1));//residuo BREAKS
for(i=0;i<brks;i++)
{ if(resbrks==0)
{ //Todos los bloques son iguales
posbrks[i]=pos;
pos+=batch+1;//1 es por los break positions

}

else

{ //Los bloques no son iguales
add=0;
if(resbatch>0)

{ resbatch--;
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add=1;
}
posbrks[i]=pos+add;
pos+=batch+add+1;//E1l uno es por la posicion del break agregado

function generate_da()
{
da_vector=new Array();
prior=parseFloat(ts[@]);
next=parseFloat(ts[1]);
/*****************************/
//0Obtenemos la desviacion estandar de la serie de tiempo
ds=desvest();
ml=1; //pendiente uno->entre prior y prior-1

m2=1; //pendiente dos->entre next y next+l
/*****************************/

for(i=1;i<ts.length;i++)//Recorremos la serie de tiempo original
{ /*****************************/
//Aqui verificamos y recalculamos el prior y next si son iguales
if(prior==next)
{ //Verificamos si la pendiente es positiva o negativa del prior
como del next
if(i>1)//0Obviamos la pendiente si es el primer valor de la serie
de tiempo
{ //Calculamos la pendiente para prior
if(parseFloat(ts[i-1])-prior>0)
ml=1;
else
ml=-1;
}
//Calculamos la pendiente para next
if(next-parseFloat(i+2)>0)
m2=1;
else
m2=-1;
//
prior=prior+(ml*ds);
next=next+(m2*ds);
console.log("prior="+prior+", next="+next);

}

//Aqui termina...
/*****************************/

v=FfillGap(prior,next);
nv=v.length;
if(i<(ts.length-1))
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v.splice(nv-1,1);
v3=da_vector.concat(v);
da_vector=v3;
prior=next;
next=parseFloat(ts[i+1]);
}
//console.log(" "+da_vector);
//Imprimos los resultados
datosl=ts;
datos2=da_vector;
labels=['1','2','3"','4','5",'6"','7','8",'9","'10","'11",'12",'13","'14",'15",
'16','17','18','19','20"','21"','22"','23"','24"','25"','26"','27','28"','29"','30", '31
','32','33','34','35","'36",'37','38"','39",'40",'41','42",'43"','44"' ,'45",'46","
47','48','49','50','51','52",'53",'54"','55"' ,'56"','57','58"','59"','60"',"'61"','62"
,'63','64','65','66','67"','68",'69','70",'71",'72",'73",'74"','75"]
draw_graph(datosl,datos2,labels);
document.getElementById("ats").value=da_ vector;
//var ctx = document.getElementById('canvas').getContext('2d");
//window.myLine = new Chart(ctx, config);

}

function fillGap(prior,next)
{
b=0;
//Completamos los valores del vector valbrks en los posbrks
factor=(next-prior)/(brks+l);
factor=parseFloat(factor.toFixed(prcsn));
priorval=prior;
for(a=0;a<brks;a++)
{ valbrks[a]=priorval+factor;
priorval+=factor;
}
vector=new Array();
vector.push(prior);
//Recorremos cada par de elementos del vector posbrks
ppos=-1;//Posicion del prior - esta fuera de los elementos a generar
npos=posbrks[0];//Posicion del next
siz=npos-(ppos+1);//siz INICIAL
priorval=prior;//Valor del prior local
nextval=valbrks[@]; //Valor del next local
for(z=1;z<=(brks+1);z++)
{ //0Obtenemos los datos aumentados para el siz calculado
for(y=1;y<=siz;y++)//Genera siz aleatorios entre los mismos priorval
and nextval
{ num=getRnd(priorval,nextval);
vector.push(num);//Agregamos el valor aleatorio obtenido
}
vector.push(nextval);
priorval=nextval;
if(npos<posbrks[posbrks.length-1])
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nextval=valbrks[z];
ppos=npos;
npos=posbrks[z];
siz=npos- (ppos+1);

else

{ ppos=npos;
npos=block_size;//La posicién del next value
nextval=next;
siz=npos-(ppos+1);

}

return vector;

¥
function getRnd(prior,next)
{ p=1
switch(prcsn)
{
case 1:
p=10;
break;
case 2:
p=100;
break;
case 3:
p=1000;
break;
case 4:
p=10000;
break;
}
prior=prior*p;
next=next*p;
min=prior;
max=next;
if(prior>next)
{ min=next;
max=prior;
}
num=Math.floor(Math.random()*(max-min+1)+min);
num=(num/p).toFixed(prcsn);
return num;

function mean()
{ s=0;
for(i=1;i<ts.length;i++)//Recorremos la serie de tiempo original
s+=parseFloat(ts[i]);
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return s/ts.length;

}
function desvest()
{ s=0;
ma=mean();
for(i=1;i<ts.length;i++)//Recorremos la serie de tiempo original
s+=Math.pow(Math.abs(parseFloat(ts[i])-ma),2);
return Math.sqrt(s/ts.length);
}
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