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Resumen

La presente investigacion aborda la problematica de la saturacion procesal en el sistema de
administracion de justicia peruano, proponiendo una solucion tecnolégica basada en Inteligencia
Artificial para la automatizacion del resumen de resoluciones judiciales. El objetivo principal fue
desarrollar y evaluar modelos de aprendizaje profundo basados en la arquitectura Transformer,
capaces de generar sintesis coherentes y precisas de sentencias de apelacion en materia laboral.
Para la experimentacion, se construyo6 un corpus especializado de 6,848 resoluciones judiciales
emitidas por la Corte Superior de Justicia de Lima entre los afios 2021 y 2022. Se implementd un
disefio experimental comparativo evaluando cuatro arquitecturas de vanguardia: mT5, BART,
Pegasus y BETO. La evaluacion se realizo mediante métricas automaticas estandar (ROUGE y
BLEU) y validacion cualitativa.

Los resultados demostraron que el modelo mT5 (Multilingual T5), tras un proceso de ajuste fino
(fine-tuning), supero6 significativamente a las otras arquitecturas, alcanzando un coeficiente
BLEU de 0.1228 y métricas ROUGE consistentes. El modelo logr6 abstraer la estructura 16gica
de las sentencias peruanas, generando resimenes con alta coherencia sintactica y fidelidad
terminolédgica. Se concluye que la aplicacion de modelos Sequence-to-Sequence es técnica y
funcionalmente viable para asistir en la descarga procesal, proporcionando una herramienta
eficaz para la gestion documental en el Poder Judicial.

Palabras clave: Procesamiento de Lenguaje Natural, Resumen Automatico, Transformers, mT35,

Resoluciones Judiciales, Justicia Digital.



Abtract

This research addresses the issue of procedural backlog in the Peruvian justice administration
system by proposing an Artificial Intelligence-based solution for the automatic summarization of
judicial resolutions. The main objective was to develop and evaluate deep learning models based
on the Transformer architecture, capable of generating coherent and accurate syntheses of
appellate judgments in labor law.

For the experimentation, a specialized corpus of 6,848 judicial resolutions issued by the Superior
Court of Justice of Lima between 2021 and 2022 was constructed. A comparative experimental
design was implemented to evaluate four state-of-the-art architectures: mT5, BART, Pegasus,
and BETO. Evaluation was conducted using standard automatic metrics (ROUGE and BLEU)
and qualitative validation.

The results demonstrated that the mT5 (Multilingual T5) model, following a fine-tuning process,
significantly outperformed the other architectures, achieving a BLEU score of 0.1228 and
consistent ROUGE metrics. The model successfully abstracted the logical structure of Peruvian
sentences, generating summaries with high syntactic coherence and terminological fidelity. It is
concluded that the application of Sequence-to-Sequence models is technically and functionally
viable to assist in reducing procedural load, providing an effective tool for document
management within the Judiciary.

Keywords: Natural Language Processing, Automatic Summarization, Transformers, mT5,

Judicial Resolutions, Digital Justice.
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Introduccion
En la altima década, la administracion de justicia a nivel global ha experimentado una presion
sin precedentes debido al incremento exponencial de la carga procesal. En el contexto peruano,
esta problematica es particularmente critica en las salas laborales, donde la acumulacion de
expedientes genera retrasos significativos en la emision de fallos y en el acceso ciudadano a una
justicia oportuna. Ante este escenario, la digitalizacion de expedientes iniciada por el Poder
Judicial ha abierto una oportunidad Unica para la aplicacion de tecnologias de vanguardia como
la Inteligencia Artificial (IA) y el Procesamiento de Lenguaje Natural (PLN).
La presente investigacion se centr6 en la problematica de la saturacion informativa que enfrentan
los magistrados y auxiliares jurisdiccionales de la Corte Superior de Justicia de Lima. La lectura
y analisis manual de extensas sentencias de apelacidon no solo consume tiempo valioso, en su
lugar aumenta el riesgo de errores en la identificacion de los puntos resolutivos clave. Por ello, el
objetivo principal de este trabajo fue desarrollar y evaluar modelos de aprendizaje profundo
basados en la arquitectura Transformer para la generacion automatica de resumenes abstractivos
de resoluciones judiciales.
A diferencia de los métodos tradicionales de resumen extractivo, que se limitan a seleccionar
oraciones literales, esta investigacion apostd por un enfoque abstractivo. Se emplearon modelos
de ultima generacion como mT5, BART y Pegasus, los cuales fueron sometidos a un proceso de
ajuste fino (fine-tuning) utilizando un corpus especializado de sentencias laborales peruanas
construido especificamente para este propdsito. Asimismo, se implemento la estrategia técnica
Head-Tail para superar las limitaciones de ventana de contexto de los modelos actuales,

permitiendo procesar documentos extensos sin perder la coherencia juridica.



13

La evaluacion de los resultados se realizd mediante métricas estandar de la industria como
ROUGE y BLEU, complementadas con un analisis cualitativo de la fidelidad factica. Los
hallazgos demostraron que el modelo mT5 alcanz6 el desempefio mas equilibrado, logrando
sintetizar sentencias complejas en textos concisos y comprensibles, sentando asi un precedente
tecnoldgico para la modernizacion del sistema judicial nacional.

Finalmente, este documento se encuentra estructurado en seis capitulos que detallan el proceso
de investigacion, desde la fundamentacion tedrica hasta la validacion experimental:

e Capitulo I: Planteamiento del Problema. En esta seccion se describe la problematica de la
carga procesal en el sistema judicial peruano y se definen los objetivos, la justificacion y
los alcances de la investigacion orientada a la generacion de resimenes.

e (Capitulo II: Marco Tedrico. Comprende la revision de antecedentes nacionales e
internacionales, asi como las bases teoricas de la arquitectura Transformer, los
mecanismos de atencion y los modelos de lenguaje especificos empleados en el estudio.

e Capitulo III: Marco Metodologico. Detalla el disefo de investigacion experimental, la
operacionalizacion de variables y la metodologia de construccion del corpus de 6,848
resoluciones judiciales, incluyendo las fases de limpieza y preprocesamiento.

e (Capitulo I'V: Desarrollo de la Solucion. Describe la implementacion técnica del entorno
experimental, el proceso de fine-tuning de los modelos mT5, BART, Pegasus y BETO, y
la aplicacion de la estrategia Head-Tail.

e Capitulo V: Resultados y Discusion. Presenta el analisis comparativo de los modelos
mediante métricas cuantitativas (ROUGE y BLEU) y una evaluacion cualitativa de los

resultados obtenidos frente a las hipdtesis planteadas.



Capitulo VI: Conclusiones y Recomendaciones. Sintetiza los hallazgos méas relevantes
del estudio y propone lineas de investigacion futuras para la escalabilidad de soluciones

de IA en el ambito jurisdiccional.

14
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I. Planteamiento del problema
1.1 Descripcion y formulacion del problema
La transformacion digital a nivel mundial ha generado un volumen sin precedentes de
documentos legales en formato electronico, un fendémeno que se ha visto acentuado por la
adopcion de sistemas como el Expediente Judicial Electronico (EJE) en el Pert. Este escenario
ha impulsado el desarrollo de técnicas avanzadas de Procesamiento de Lenguaje Natural (PLN)
para la generacion automatica de resumenes, con el objetivo de facilitar el acceso a la
informacion y optimizar el andlisis de textos complejos. No obstante, esta abundancia de datos
no solo representa una oportunidad, en su lugar también plantea importantes desafios tanto
sociales como técnicos, los cuales impactan directamente en la eficiencia del sistema judicial y
en el acceso a la justicia.
Desde una perspectiva internacional, la literatura académica ha explorado ampliamente la
complejidad inherente a los textos legales, caracterizados por estructuras intrincadas,
terminologia especializada, alta ambigiliedad y argumentacion extensa. Autores como Duong et
al. (2023) demuestran la capacidad de sistemas basados en aprendizaje profundo para generar
resumenes concisos de documentos judiciales, incluso capturando la seméantica a través de
embeddings sin depender de caracteristicas manuales o conocimiento de dominio especifico. De
igual forma, Mullick et al. (2022) han desarrollado marcos de evaluacion para la generacion
automatica de resimenes legales que incorporan métricas basadas en la intencion, subrayando la
importancia de medir la fidelidad y relevancia de los resimenes en funcion de sus componentes
criticos, como las partes, los hechos, las decisiones o las leyes citadas. La relevancia de estas
investigaciones es innegable, ya que sientan las bases metodoldgicas y técnicas para la aplicacion

de PLN en contextos juridicos.



En otra linea, Tran et al. (2023) introducen la técnica de encoded summarization, la cual
transforma los documentos legales en representaciones vectoriales continuas, integrando tanto
caracteristicas 1éxicas como latentes para mejorar la recuperacion de casos legales. Ademas, la
encuesta de Reddy & Jayabharathy (2024) analiza el impacto de modelos basados en
transformers y arquitecturas seq2seq en la tarea de resumir textos juridicos, evidenciando el
potencial de estas metodologias a escala global, con una particular mencion a la mejora en la
calidad y coherencia de los resimenes abstractivos generados. Estos avances son cruciales, ya
que los modelos de deep learning, especialmente los transformers, han demostrado una
capacidad superior para manejar las sutilezas del lenguaje y generar textos coherentes.No

obstante, la aplicacion directa de estos métodos en contextos locales, como el sistema judicial

peruano, presenta desafios adicionales que requieren una investigacion y adaptacion especifica.

La diversidad en la redaccion de resoluciones judiciales, influenciada por la particularidad de
cada caso, el estilo de cada magistrado y la evolucion de la jurisprudencia, junto con la escasez

critica de conjuntos de datos etiquetados especificos para el derecho peruano, dificultan
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significativamente la implementacion exitosa y el rendimiento 6ptimo de modelos desarrollados

en otros paises. Como sefiala un informe del Poder Judicial del Peru, la implementacion del EJE

desde 2017 busca modernizar el sistema y digitalizar expedientes, pero la creacion de valor a

partir de esa digitalizacion, como la sumarizacion automatica, ain enfrenta barreras importantes.

En este contexto, el enfoque de Duong, Nguyen, Vuong, Le, & Nguyen (2023), que utiliza

técnicas de deep clustering para ajustar la puntuacion de relevancia de las oraciones, resulta

prometedor para adaptar estos sistemas al entorno peruano, al permitir una mejor ponderacion de

la informacion clave, mejorando asi la precision del andlisis documental y, en consecuencia,

facilitando el acceso a la justicia.
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La falta de corpus de datos legales anotados o etiquetados es una barrera fundamental no
unicamente en nuestro pais, sino en gran parte de América Latina. La importancia de los corpus
en PLN es innegable, ya que son esenciales para que las maquinas aprendan y entiendan el
lenguaje, y su construccion es un proceso meticuloso que requiere planificacion y anotacion
experta. Sin estos recursos, la capacidad de entrenar y validar modelos de PLN con la
especificidad lingiiistica y juridica del Peru se ve severamente limitada, obligando a una
dependencia de modelos preentrenados en otros idiomas o dominios, lo que inevitablemente
reduce su precision en el contexto legal peruano.

Por otro lado, a nivel técnico, a pesar de los avances en deep learning, se ha evidenciado que la
sobredependencia en resumenes generados automaticamente puede derivar en omisiones de
matices criticos o errores en la sintesis, como advierte Wired (2024). Estos riesgos son
particularmente elevados en el dominio legal, donde la precision y la fidelidad a la informaciéon
original son fundamentales. Un error en un resumen puede tener consecuencias juridicas
significativas, afectando la toma de decisiones y el proceso judicial. Esto resalta la necesidad de
continuar investigando soluciones robustas y contextualizadas que combinen estrategias
extractivas y abstractivas, garantizando que los resimenes sean precisos, coherentes y adaptados
a las particularidades del lenguaje juridico peruano, integrando no solo la literalidad, sino
también la capacidad de comprension y sintesis (como en los abstractivos), siempre con un
control de la factualidad.

Adicionalmente, la complejidad del lenguaje juridico en espafiol presenta matices que a menudo
son subestimados por modelos entrenados predominantemente en inglés. El espafiol legal se
caracteriza por una mayor flexibilidad sintéctica, el uso frecuente de construcciones pasivas y un

vocabulario altamente especializado que varia incluso entre jurisdicciones de habla hispana
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(Griselda Areli Matias-Mendoza Yulia Ledeneva, n.d.). Esta variabilidad, sumada a la
idiosincrasia de la redaccion juridica peruana, que puede incluir arcaismos, latinismos y
referencias intertextuales implicitas, exige que los modelos de PLN sean capaces de una
comprension semantica profunda que va mas allé de la mera deteccion de palabras clave. La
creacion de modelos lingiiisticos especificos para el espafiol legal peruano, como se ha intentado
con éxito en otros dominios especificos del espafiol, se vuelve indispensable para asegurar que la
inteligencia artificial pueda interpretar con la precision requerida los documentos judiciales,
evitando asi omisiones o interpretaciones erroneas que tendrian graves consecuencias.
Finalmente, el desafio no se circunscribe unicamente a la construccion de los modelos, sino que
comprende igualmente su evaluacion y su adopciodn por parte de los usuarios finales del sector
legal. La evaluacion de la calidad de los resimenes en el &mbito juridico es intrinsecamente
compleja, ya que no existe un resumen perfecto tnico y la relevancia de la informacion puede
variar segun el propoésito del usuario (por ejemplo: un juez, un abogado litigante, un estudiante
de derecho) (Mullick et al., 2022). Esto implica no solo emplear métricas automaticas como
ROUGE y BLEU, sino también incorporar evaluaciones cualitativas realizadas por especialistas
en el ambito juridico, quienes puedan verificar la fidelidad, coherencia y utilidad practica de los
resumenes producidos. Superar la resistencia a la adopcion tecnoldgica en un sector
tradicionalmente conservador, como el legal en América Latina, dependera en gran medida de la
capacidad de los sistemas de PLN para demostrar una fiabilidad y un valor tangible, que solo se
lograran mediante la adaptacion meticulosa y la validacion rigurosa en el contexto local.

El actual método de resumen manual, ademas de ser costoso en términos de tiempo y recursos
humanos, impone una carga considerable sobre el personal judicial. Abogados y jueces dedican

innumerables horas a la lectura exhaustiva y la sintesis de documentos extensos, lo que desvia su
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atencion de tareas de mayor valor estratégico y procesal. Esta ineficiencia va mas alla de la
ralentizacion de los procesos judiciales, impactando negativamente en la celeridad que demanda
la administracion de justicia, de igual manera puede conducir a la fatiga documental y,
consecuentemente, a errores 0 pasajes importantes que podrian pasarse por alto en resoluciones
criticas. Un estudio sobre la gestion del conocimiento en sistemas judiciales de América Latina
resalta la necesidad urgente de herramientas que optimicen el manejo de grandes volimenes de
informacion para evitar cuellos de botella y mejorar la productividad operativa.

La sobrecarga de informacion en el ambito judicial, exacerbada por la proliferacion de
expedientes electronicos, no se limita a afectar la eficiencia operativa; asimismo, puede
comprometer la calidad de las decisiones judiciales. Cuando los profesionales del derecho se
enfrentan a un volumen inmanejable de texto, la capacidad de identificar patrones, precedentes
relevantes o inconsistencias logicas se ve mermada. Esto va mas alla de las implicaciones para la
equidad y la coherencia jurisprudencial, en su lugar también incrementa el riesgo de denegacion
de justicia o de resoluciones que no consideran todos los elementos esenciales de un caso
complejo (Ramirez & Soto, 2022). La implementacion de un sistema de resumen automatico,
validado y fiable, no se limitaria a liberar al personal de tareas repetitivas, en su lugar también
les proporcionaria una herramienta invaluable para navegar esta vasta cantidad de informacion
de manera mas efectiva, permitiéndoles concentrarse en el razonamiento juridico y la aplicacion

de la ley.
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1.2 Objetivo
1.2.1 Objetivo General
Desarrollar un modelo de IA para generar resuimenes automaticos de resoluciones judiciales
emitidas por la Corte Superior de Lima, Pert.
1.2.2  Objetivos Especificos
- Disefiar y construir un corpus de resoluciones judiciales de la Corte Superior de Lima,
Perti, etiquetado con resimenes de referencia, para su uso en el entrenamiento y
evaluacion de modelos.
- Describir y aplicar técnicas de procesamiento de lenguaje natural orientadas a la
segmentacion y limpieza de los textos judiciales seleccionados.
- Evaluar el desempefio de modelos abstractivos en la generacion automadtica de resumenes
de resoluciones judiciales.
- Evaluar la calidad de los resumenes generados a partir de resoluciones judiciales de la

Corte Superior de Lima, Peru utilizando métricas como ROUGE y BLEU.
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1.3 Justificacion e importancia

El volumen creciente de resoluciones judiciales emitidas por la Corte Superior de Lima, Pert
dificulta su consulta y andlisis eficiente. Estos documentos, que contienen informacion crucial
para jueces, abogados y ciudadanos, presentan una extension y complejidad que obstaculizan la
identificacion rapida de elementos clave. Actualmente, los resimenes de resoluciones son
generados de manera manual, lo que implica un proceso costoso en términos de tiempo y
recursos humanos, creando un cuello de botella en el flujo de informacion judicial. La falta de
mecanismos automatizados para la sintesis de estos textos representa un desafio significativo
para la eficiencia del sistema judicial y el acceso equitativo a la informacion legal.

El procesamiento de lenguaje natural ha demostrado ser una herramienta poderosa en la
automatizacion de tareas relacionadas con el analisis de textos juridicos a nivel global. En
particular, la generacion automatica de resumenes puede transformar la forma en que se accede y
se comprende la informacion judicial, al proporcionar versiones condensadas que resalten los
aspectos mas relevantes de cada caso. No obstante, la aplicacion de modelos abstractivos en este
contexto, y especialmente en el ambito judicial peruano, sigue siendo un area de estudio en
desarrollo, con desafios especificos relacionados con la naturaleza del lenguaje juridico local y la
disponibilidad de datos.

Dado este escenario, la presente investigacion busca contribuir de manera fundamental al
desarrollo de soluciones basadas en PLN para el sector legal peruano. Debido a que a pesar de
los avances internacionales, especialmente en paises hispanohablantes como Per, la aplicacion
de modelos de resumen automatico en contextos legales locales es limitada. Al integrar evidencia

empirica sobre el rendimiento de los modelos de extraccion y abstractos en textos legales
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peruanos, este estudio proporciona un marco conceptual para futuras investigaciones en el campo
de la tecnologia juridica.

Este estudio mediante pruebas y comparaciones, permitiddesarrollar un modelo de inteligencia
artificial e identificar directamente datos en tiempo real del sistema judicial peruano. La creacion
de un corpus de textos especializado, etiquetado con resimenes de referencia, fue un elemento
clave que permitié una evaluacion rigurosa de los modelos utilizando métricas objetivas como
ROUGE y BLEU. Esta estrategia metodologica se centra en el valor y la precision de los
enfoques abstractos, sentando un precedente para la investigacion reproducible en el &mbito
juridico.

Los resultados de este estudio tendran un impacto significativo en la optimizacion del acceso a la
informacion juridica, reduciendo el tiempo necesario para el analisis de documentos legales por
parte de profesionales y ciudadanos. Ademas, la implementacion de un sistema automatizado de
resumenes puede mejorar la transparencia en el sistema judicial al facilitar la difusion de
informacion clave a un publico mas amplio, lo que es vital para la rendicion de cuentas y la
legitimidad de las decisiones judiciales. En este sentido, la investigacion trasciende la relevancia
académica, al contribuir al estado del arte en PLN y LegalTech en espaiiol, en su lugar también
aporta beneficios practicos y tangibles al sistema de justicia y a la sociedad en general,
alineandose con los objetivos de modernizacion y acceso a la justicia que impulsa el Poder
Judicial del Pert.

1.4 Variables

Para esta investigacion se han identificado dos variables principales: la variable independiente,
correspondiente al tipo de modelo de generacidon de resumenes abstractivos; y la variable

dependiente, que representa la calidad del resumen generado. Esta calidad fue evaluada
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mediante métricas cuantitativas objetivas, tales como ROUGE y BLEU, que permiten comparar

el contenido generado con resimenes de referencia.

Tabla 1

Operacionalizacion de variables

Variable Definicion Definicion Dimensiones Indicadores
operacional
Independiente: Sistemas de [A Implementacion Técnicas de e Modelo BART
Modelos de basados en y fine-tuning de  Procesamiento e Modelo T5
generacion modelos de arquitecturas de Lenguaje e Modelo
automatica de lenguaje para la Transformer Natural (PLN). PEGASUS
resimenes. produccion de  (mTS5, BART, e Modelo
texto Pegasus, Transformer
sintetizado BETO) sobre el
(Vaswani et al., corpus judicial.
2017).
Dependiente:  Nivel de Medicion Coherencia y e ROUGE-I
Calidad del precision, cuantitativa similitud textual e ROUGE-2
resumen fluidez y mediante (Papinenietal., o ROUGE-L
generado. cobertura algoritmos de 2002). e BLEU score

informativa de
la sintesis
frente a un
patron de
referencia (Lin,
2004).

comparacion de
n-gramas entre
la salida del
modelo y el
gold standard.

Nota. Elaboracion propia.

Las métricas ROUGE y BLEU permitié evaluar la similitud entre los resimenes generados y los

resumenes de referencia. De este modo, se podra determinar qué enfoque de generacion de

resimenes ofrece mejor desempefio en el contexto de resoluciones judiciales de la Corte

Superior de Lima, Pert.
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II. Marco Teérico
2.1 Antecedentes
La digitalizacion de documentos juridicos ha generado un crecimiento exponencial en la cantidad
de resoluciones judiciales, lo que plantea desafios en la eficiencia y accesibilidad de la
informacion dentro del sistema judicial. En el caso de la Corte Superior de Lima, Perq, la
ausencia de mecanismos automatizados para resumir y organizar estos textos dificulta el acceso a
informacion clave y ralentiza los procesos de consulta y analisis de jurisprudencia.
La generacion automatica de resimenes de textos legales ha sido un area de investigacion
creciente debido a la necesidad de manejar grandes volimenes de documentos juridicos. Los
métodos tradicionales de resumen se han basado en enfoques extractivos y abstractivos, cada uno
con ventajas y desafios particulares. Anand & Wagh (2022) propusieron un enfoque basado en
redes neuronales para la tarea de resumen automatico de documentos legales en la India. Su
modelo emplea embeddings de palabras y oraciones para capturar la semantica sin depender de
caracteristicas disefiadas manualmente o conocimientos especificos del dominio.
Otros estudios han explorado diversas estrategias de aprendizaje profundo para la tarea de
resumen legal. Sheik & Nirmala (2021) realizaron un analisis comparativo de modelos secuencia
a secuencia y técnicas de transferencia de aprendizaje, destacando la efectividad de modelos
preentrenados para mejorar la calidad de los resimenes generados. El uso del andlisis semantico
latente (LSA) en la tarea de resumen legal ha sido abordado por Merchant & Pande (2018),
quienes implementaron un sistema para generar resumenes de documentos judiciales basado en

la extraccion de conceptos dentro de un solo documento y en multiples documentos.
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Asimismo, Polsley et al. (2016) desarrollaron CaseSummarizer, una herramienta de resumen
automatico que combina métodos basados en frecuencia de palabras con conocimiento especifico
del dominio legal, proporcionando resimenes con mapas de calor y controles flexibles.

El resumen automatico en lenguas menos representadas, como el griego, ha sido explorado por
(Koniaris et al., 2023), quienes desarrollaron un nuevo conjunto de datos y evaluaron varios
métodos de resumen extractivo y abstractivo en documentos legales de Grecia, resaltando la
necesidad de métricas mas precisas para evaluar la coherencia y relevancia de los resimenes. Por
otro lado, (Dixit et al., 2024) analizaron el impacto de las técnicas extractivas en la generacion de
resimenes legales, destacando que los métodos extractivos preservan mejor la estructura y el
significado de los documentos originales en comparacioén con los métodos abstractivos.

El uso de arquitecturas basadas en seq2seq para la generacion de resumenes ha sido explorado
por (Prasad et al., 2020), quienes aplicaron redes neuronales recurrentes (RNN) para generar
resumenes abstractivos con puntuaciones ROUGE entre 0.6 y 0.7. Una vision general sobre las
técnicas de resumen judicial fue presentada por (Zhao, 2024), quienes compararon diferentes
enfoques extractivos y generativos, ademas de analizar el impacto del aprendizaje por
transferencia en la generacion de resimenes de textos judiciales.

Finalmente, Chen et al. (2024) propusieron una mejora del modelo LSTM para la tarea de
resumen legal, integrando informacion tematica y articulos de ley en el proceso de clasificacion
de oraciones, logrando mejorar la extraccion de caracteristicas en textos legales extensos.

A pesar de estos avances, la aplicacion de estas tecnologias en el contexto peruano sigue siendo
limitada. La necesidad de adaptar los modelos de PLN a las particularidades del lenguaje juridico

utilizado en el Pertl, lo que representa un reto clave para la optimizacion de estos sistemas.
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Desarrollar herramientas que automaticen el procesamiento de documentos legales en espafiol es
urgente, dado el alto volumen de resoluciones judiciales que deben ser analizadas diariamente.
Estos antecedentes justifican la necesidad de desarrollar un modelo de generacion automatica de
resimenes especificamente disefiado para las resoluciones judiciales de la Corte Superior de
Lima, Peru, con el objetivo de mejorar la accesibilidad, eficiencia y precision en la consulta de
informacion legal.

2.2 Bases Tedricas

2.2.1 Introduccion y Contextualizacion

La transformacion digital ha revolucionado diversos sectores, y el ambito juridico no es la
excepcion. La creciente digitalizacion de documentos legales ha permitido que grandes
voliimenes de informacidn previamente en papel se encuentren disponibles en formato
electronico, facilitando el acceso y la consulta de resoluciones, sentencias y demas textos
juridicos, tal es el caso Jurisprudencia Nacional Sistematizada. Esta evolucion no solo permite la
modernizacion de los sistemas de administracion de justicia, en su lugar también ha generado
nuevos desafios, como la sobrecarga informativa y la necesidad de procesar y analizar textos
extensos y complejos de manera eficiente.

En este contexto, segun el estado de arte el Procesamiento de Lenguaje Natural (PLN) se ha
posicionado como una herramienta esencial para automatizar tareas de analisis y resumen de
documentos legales. Los avances en técnicas de PLN han permitido desarrollar modelos capaces
de extraer y condensar la informacion relevante, lo que resulta crucial para la toma de decisiones
por parte de abogados, jueces y otros operadores del derecho. Por ejemplo, Manning & Schiitze

(1999) sentaron las bases para el analisis estadistico del lenguaje, lo que ha permitido
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posteriormente la creacion de técnicas de representacion de textos (como word embeddings) que
facilitan el procesamiento automatico de grandes volimenes de informacion.

Asimismo, la digitalizacion ha transformado la forma en que se administran y consultan los
documentos judiciales. En la investigacion de Susskind (2013) destaca en su obra Tomorrow's
Lawyers que la evolucion tecnoldgica no solo mejora la eficiencia en el acceso a la informacion
legal, en su lugar también redefine las competencias y el rol de los profesionales del derecho en
la era digital. En linea con esta perspectiva, Asi mismo en la investigacion de Ashley (2017)
argumenta que la inteligencia artificial y el analisis legal mediante técnicas avanzadas ofrecen
nuevas herramientas para la practica juridica, permitiendo un analisis mas rapido y preciso de
documentos complejos.

La importancia de automatizar la generacion de resimenes radica en la necesidad de mitigar el
problema de la sobrecarga informativa. La enorme cantidad de documentos disponibles en
formato digital requiere herramientas que permitan extraer rapidamente la informacion esencial,
optimizando asi la consulta judicial y reduciendo el tiempo que los profesionales deben dedicar a
tareas repetitivas. Esta problematica es especialmente relevante en sistemas judiciales donde la
consulta y analisis manual de los documentos resulta inviable dada la magnitud de la
informacion disponible.

La digitalizacion de documentos legales y el desarrollo de técnicas de PLN han creado un
entorno en el que la automatizacion de la generacion de resimenes se convierte en una necesidad
imperante. La revision de la literatura respalda que estas tecnologias tienen el potencial de
transformar la administracion de justicia, mejorando la eficiencia y facilitando el acceso a la

informacion, lo cual es fundamental para la toma de decisiones en el &mbito juridico.
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2.2.2 Fundamentos del Procesamiento de Lenguaje Natural

El Procesamiento de Lenguaje Natural es un campo interdisciplinario que se sitia en la
interseccion de la lingiiistica, la informatica y la inteligencia artificial. Su objetivo es dotar a las
computadoras de la capacidad de interpretar, analizar y generar lenguaje humano de manera que
pueda ser utilizado en una amplia variedad de aplicaciones, desde la traduccion automatica hasta
la extraccion de informacion y la generacion de resimenes (Jurafsky & Martin, 2018).

2.2.2.1 Procesamiento lenguaje natural:

El PLN abarca tareas fundamentales como:

- Tokenizacion: Proceso fundamental en el PLN que consiste en dividir un texto en
unidades més pequefias llamadas tokens. Estos tokens pueden ser palabras
individuales, signos de puntuacion, nimeros o incluso caracteres individuales. La
tokenizacion facilita el analisis posterior del texto, como el conteo de palabras, la
identificacion de frases clave o la creacion de modelos de lenguaje.

Figura 1

Ejemplo de tokenizacion de palabras

‘ dividir un texto en unidades mas pequenas 1

‘ Tokenization J

‘ unidades

mas

L pequenas J

‘ dividir H un H texto

Nota. Elaboracion propia
- Lematizacion y Derivacion: Técnicas utilizadas para reducir las palabras a su forma

base o raiz. La lematizacion se enfoca en encontrar el lema de una palabra, que es su
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forma canodnica que aparece en el diccionario. Por ejemplo, corriendo se lematizaria
como correr. La derivacion, por otro lado, se centra en eliminar prefijos y sufijos para
obtener la raiz de una palabra. Por ejemplo, desarrollando se derivaria a desarrollo.
Ambas técnicas son utiles para normalizar el texto y facilitar la comparacion de
palabras.

Analisis Sintactico y Semantico: Métodos que permiten comprender la estructura y
el significado del lenguaje. El andlisis sintactico se encarga de identificar la estructura
gramatical de las oraciones, como cudles son los sujetos, verbos y objetos. Esto ayuda
a entender como se organizan las palabras para crear significado. El andlisis
semantico, por su parte, se enfoca en extraer el significado subyacente de las
oraciones, incluyendo las relaciones entre las palabras y los conceptos que
representan. Ambos tipos de analisis son esenciales para tareas como la traduccion

automatica, la comprension de lectura y la respuesta a preguntas.

2.2.2.2 Técnicas de Representacion

La representacion de texto es crucial en el PLN, ya que permite convertir datos textuales en

vectores numéricos que capturan sus propiedades semanticas y sintacticas. Entre las técnicas mas

utilizadas se encuentran:

Word Embeddings: Los word embeddings son representaciones vectoriales de palabras
que han revolucionado la forma en que las computadoras entienden y utilizan el lenguaje.
La idea principal es que palabras con significados similares o que se usan en contextos
parecidos tengan vectores cercanos en un espacio multidimensional. Esto permite a los
modelos de lenguaje capturar relaciones semanticas sutiles, como sinonimos, analogias e

incluso relaciones entre conceptos. A continuacién algunos ejemplos de aplicacion:
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- Word2Vec: Desarrollado por Google, Word2Vec utiliza redes neuronales para aprender
estos vectores (Mikolov, Chen, Corrado, y Dean, 2013). Tiene dos arquitecturas
principales:

o CBOW (Continuous Bag of Words): Predice una palabra basandose en las
palabras de su contexto.
o Skip-Gram: Predice las palabras del contexto a partir de una palabra dada.

- GloVe. Creado en Stanford, GloVe se basa en la matriz de co ocurrencia global de
palabras en un corpus (Devlin et al., 2018). Combina las ventajas de los métodos globales
de factorizacion de matrices y los métodos locales basados en ventanas.

2.2.2.3 Sentence Embeddings

Los sentence embeddings van un paso mas alla de las palabras individuales y generan vectores

que representan oraciones completas. Esto es crucial para tareas donde el significado de una

oracion en su totalidad es importante. A continuacion, algunas técnicas destacadas:

- Sentence BERT: Extiende BERT para producir embeddings de oraciones de alta calidad. Es
particularmente util para tareas de similitud semantica (Reimers & Gurevych, 2019)(Cer et
al., 2018). En la siguiente subseccion se desarrolla a mayor detalle.

- Universal Sentence Encoder: Desarrollado por Google, este modelo esta entrenado en
multiples tareas y produce embeddings genéricos que funcionan bien en diversas
aplicaciones (Cer et al., 2018).

Algunas posibles aplicaciones de estas técnicas son:

o Similitud de oraciones: Determinar si dos oraciones son semanticamente similares.
o Clasificacion de texto: Asignar categorias a oraciones o documentos.

o Recuperacion de informacion: Encontrar oraciones relevantes para una consulta dada.
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o Parafraseo: Identificar si dos oraciones expresan la misma idea con diferentes
palabras.

2.2.3 Modelos de lenguaje
Una vez que se han obtenido representaciones numéricas del lenguaje, se pueden construir
modelos de lenguaje que predicen la probabilidad de ocurrencia de secuencias de palabras y
realizan tareas de generacion de texto. Entre los modelos preentrenados mas influyentes se
encuentran: son BERT, GPT Y BART, las cuales se desarrollan mas detalladamente en la
siguientes secciones.
2.2.4 BERT (Bidirectional Encoder Representations from Transformers)
Es un modelo basado en la arquitectura Transformer que se caracteriza por aprender
representaciones contextuales profundas del lenguaje mediante un enfoque bidireccional. A
diferencia de modelos previos que procesaban el texto de manera unidireccional (de izquierda a
derecha o viceversa), BERT emplea un mecanismo de entrenamiento denominado Masked
Language Model (MLM), que permite al modelo aprender informacion contextual de ambos

lados de una palabra dentro de una oracion (Devlin et al., 2018)..

Figura 2
Arquitectura BERT
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Nota. El modelo usa enmascaramiento de palabras para aprender representaciones
contextuales (Devlin et al., 2018).
2.2.4.1 Masked Language Model (MLM)
Para entrenar BERT de manera bidireccional, se usa el modelo de lenguaje enmascarado Masked
Language Model, MLM. En este enfoque, se seleccionan aleatoriamente palabras dentro del texto
de entrada y se reemplazan con un token especial [MASK]. El modelo debe predecir la palabra
correcta basandose en el contexto de las palabras circundantes.
Matematicamente, el objetivo de MLM se expresa como:
P(w; | wy,...,wj_y, [IMASK], Wi, ..., Wy )

Donde:

o (w;) es la palabra enmascarada.

o (P(w;)) es la probabilidad de que la palabra correcta ocupe esa posicion.

o El modelo utiliza las palabras anteriores y posteriores a (w;) para realizar la

prediccion.

Este proceso obliga a BERT a aprender representaciones mas completas del lenguaje, ya que no
puede basarse unicamente en palabras precedentes o siguientes, en su lugar debe capturar
dependencias bidireccionales.
2.2.4.2 Next Sentence Prediction (NSP)
BERT también se entrena en la tarea de prediccion de la siguiente oracion Next Sentence
Prediction, NSP, lo que le permite comprender relaciones entre frases. En este método, al
modelo se le proporcionan dos oraciones y debe predecir si la segunda sigue naturalmente a la

primera o si es una oracion aleatoria.
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Matematicamente, la prediccion de la siguiente oracion se modela como un problema de
clasificacion binaria:
P(y1S,,S,) = softmax(W|[S;; S,] + b)
Donde:
o (S1) y (S,) son las representaciones vectoriales de las dos oraciones.
o (W)y(b) son los parametros aprendidos por la red.
o (y) es laprobabilidad de que (S,) sea la oracién siguiente de (S;)
2.2.4.3 Estructura BERT
BERT emplea la arquitectura Transformer basada en multiples capas de autoatencion, lo que le
permite capturar relaciones contextuales en el texto de manera més efectiva. Cada token de
entrada es procesado mediante:
- Embeddings: Se representan las palabras como vectores de dimension fija, combinando
informacion de tokens, posiciones y segmentos.
- Capas de Transformadores: Se aplican mecanismos de autoatencion que permiten que
cada palabra se relacione con cualquier otra en la oracion.
- Capa de salida: Dependiendo de la tarea (clasificacion, generacion, etc.), se usa una
capa diferente.

La ecuacion clave para el mecanismo de self-attention en BERT es:

., QKT
Atencion(Q, K, V) = softmax 1%

[

Donde:

- (Q,K,V) son las matrices de consulta, clave y valor, respectivamente.

- (dg) es la dimension de las claves.

- La operacion (QKT) calcula la similitud entre cada token en la secuencia.
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- La funcion softmax normaliza los valores para obtener pesos de atencion.

2.2.5 BART (Bidirectional and Auto-Regressive Transformers)
BART (Bidirectional and Auto-Regressive Transformers) es un modelo de lenguaje basado en la
arquitectura Transformer que combina caracteristicas de modelos bidireccionales como BERT y
modelos autoregresivos como GPT (Lewis et al., 2019), como se muestra en la figura 3. Su
principal fortaleza radica en su capacidad de generar texto mediante una arquitectura
codificador-decodificador encoder-decoder, como se puede apreciar en la Figura 3, lo que lo
hace particularmente 1til para tareas de generacion de texto, como el resumen automatico y la
traduccion.

Figura 3

Comparacion entre BART con BERT y GPT

Bidirectional
Encoder

i

(a) BERT: Se reemplazan tokens aleatorios con mascaras y el documento se

codifica bidireccionalmente.

ABCDE
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J
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(b) GPT: Predice tokens de forma autoregresiva, lo que le permite generar texto.
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(c) BART: Permite transformaciones arbitrarias de ruido en las entradas del
codificador, asegurando una mejor reconstruccion de texto.
Nota. BERT utiliza un enfoque bidireccional para el aprendizaje contextual, prediciendo
tokens enmascarados de manera independiente. BART combina ambas estrategias con un
codificador bidireccional y un decodificador autoregresivo, lo que le permite reconstruir
textos corrompidos y mejorar la generacion de texto (Lewis et al., 2019).
2.2.5.1 Arquitectura BART
La arquitectura consiste en un codificador (Encoder), se encarga de procesar la secuencia de
entrada y aprender una representacion contextual bidireccional de las palabras. Decodificador
(Decoder), genera la secuencia de salida de manera autoregresiva, prediciendo cada token

secuencialmente basandose en los tokens previos.



Figura 4

Arquitectura Transformers
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Nota. Consiste en un codificador y un decodificador, ambos basados en multiples capas
de autoatencion y redes feed-forward. El mecanismo de autoatencion permite a cada

token ponderar la importancia de los demads en la secuencia, facilitando la captura de

(shifted right)
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dependencias a largo plazo. Esta estructura optimiza tareas de procesamiento de lenguaje

natural como traduccion automatica, generacion de texto y resumen automatico (Vaswani

et al., 2023).

Funcionamiento del Codificador: El codificador de BART funciona de manera similar a
BERT, permitiendo que la representacion de cada palabra dependa de todas las demas en la

oracion. Durante el preentrenamiento, el codificador recibe entradas que han sido corrompidas
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intencionalmente mediante diferentes estrategias de ruido (denoising), lo que entrena al modelo a
reconstruir el texto original.
Funcionamiento del Decodificador: El decodificador de BART opera como un modelo
autoregresivo, similar a GPT. Predice cada palabra de salida de manera secuencial, utilizando
como contexto tanto la informacion proporcionada por el codificador como los tokens generados
previamente.
Matematicamente, la generacion de tokens en el decodificador se modela como:
P(v: | ¥1.t—1, x) = softmax(Wh,)
Donde:
o (yp) es el token generado en el tiempo (t).
o (V1.t—1) representa los tokens previos generados por el decodificador.
o (x)eslasecuencia de entrada original procesada por el codificador.
o (hy) es la representacion oculta del decodificador en el tiempo (t ).
o (W) esuna matriz de pesos aprendidos que proyecta (h;) al espacio de
probabilidad de tokens de salida.
2.2.5.2 Preentrenamiento de BART
El preentrenamiento de BART se basa en un enfoque de denoising, en el que la entrada se
corrompe mediante diversas técnicas y el modelo aprende a reconstruir la version original. Entre
las principales técnicas de corrupcion utilizadas se encuentran:
¢ Eliminacion de tokens: Se eliminan palabras al azar del texto.
e Permutacion de palabras: Se reordena aleatoriamente el orden de las palabras.
e Sustitucion de spans de texto con [MASK]: Similar al enmascaramiento de BERT,

pero aplicado a fragmentos enteros de texto.
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¢ Eliminacion de oraciones enteras: Se eliminan frases completas, forzando al
modelo a predecir informacion faltante a nivel global.
La funcion de pérdida durante el preentrenamiento se basa en minimizar la probabilidad negativa

logaritmica de la reconstruccion del texto original:

N

L= —2 logP (x; | %)

i=1
Donde:

- (x;) representa la palabra original en la posicion (i ).

- (X) es la version corrompida de la secuencia de entrada.

- (P(x; | X)) es la probabilidad de que el modelo prediga correctamente la palabra (x;).
2.2.5.3 Ajuste Fino (Fine Tuning)
Después del preentrenamiento, BART se ajusta (fine-tuning) en tareas especificas con datos
etiquetados. Para el ajuste fino en generacion de resimenes, el modelo se entrena con pares de
texto donde la entrada es un documento completo y la salida es su resumen correspondiente

En esta fase, la funcion de pérdida se expresa como:

T

L= _Z logP (y; | ¥1.4-1,%)

t=1
Donde:
- (yy) es el token generado en el instante (t).
- (Y1.t—1)son los tokens previos generados.

- (x)esel texto original de entrada.
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2.2.5.4 Mecanismos de Atencion

BART emplea el mecanismo de self-attention tanto en el codificador como en el decodificador,
permitiendo que cada token de entrada influya en la representacion de los demds. Ademas,
incorpora atencion cruzada en el decodificador, lo que permite que la generacion de tokens se
guie por la informacién proveniente del codificador.

El mecanismo de atencion cruzada se define como:

T

Q
Vi

Atencion(Q, K, V) = softmax %4

Donde:
e (Q K, V) son las matrices de consulta, clave y valor, respectivamente.
e (dy) es la dimension de las claves.
e La operacion (QKT) calcula la similitud entre cada token de entrada y cada token de
salida generado.
e La funcion softmax normaliza los valores para obtener pesos de atencion.
2.2.6 Técnicas de Resumen Automdtico
El resumen automatico busca condensar informacion de uno o varios documentos en un texto
mas corto que conserve los puntos clave. Se clasifica en:
¢ Resumen extractivo: Este enfoque identifica y extrae las oraciones mas importantes del
texto original, combinandolas para formar el resumen. Es como seleccionar las piezas de un
rompecabezas que mejor representan la imagen completa. La ventaja principal de este
método es su sencillez y la garantia de que el resumen resultante sea gramaticalmente
correcto, ya que utiliza oraciones existentes. Sin embargo, puede carecer de cohesion y

fluidez si las oraciones extraidas no se relacionan entre si de manera natural.
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e Resumen abstractivo: Este enfoque, mas ambicioso, busca generar un resumen que capture
la esencia del texto original, pero que puede contener palabras y frases que no aparecen en el
documento fuente. Es como reescribir la historia con tus propias palabras, manteniendo la
fidelidad a los hechos. La abstraccion permite una mayor flexibilidad y la posibilidad de
generar resimenes mas concisos y coherentes. No obstante, presenta desafios significativos,
como la necesidad de comprender el significado profundo del texto y la posibilidad de
generar resimenes gramaticalmente incorrectos o que distorsionen la informacion original.

2.2.6.1 Meétodos tradicionales y estadisticos

TF-IDF (Term Frequency-Inverse Document Frequency): Pondera la importancia de

palabras en un documento en relacion con un corpus. Las palabras que son frecuentes en un

documento pero raras en otros se consideran mas relevantes.
TF-IDF(t,d) = TF(t,d) x IDF(t)
Donde:
o F(t,d) es la frecuencia del término t en el documentog.
o IDF(t) es la frecuencia inversa del documento para el término t, que se calcula

como:

IDF(t) = log F(t)

Donde N es el nimero total de documentos en el corpus DF(t) es el nimero de documentos que

contienen el término t.
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2.2.6.2 Text Bank

Construye un grafo de oraciones donde las conexiones representan similitud semantica. Las
oraciones con mayor importancia en el grafo se seleccionan para el resumen. La importancia de
un nodo (oracion) se calcula iterativamente usando una férmula similar a PageRank:

Score(l/}-)
Score(Vi) =1-d)+d W
v EA)(V)) eg( J )
Donde:

e Score(V;) es la puntuacion del nodo V; (oracion).

e d esun factor de amortiguacion (tipicamente 0.85).

e Adj(V;)es el conjunto de nodos adyacentes a V;.

. deg(Vj) es el grado del nodo V;.

Estos métodos se basan en caracteristicas superficiales del texto y pueden tener dificultades para
capturar relaciones semanticas profundas.

2.2.7 Evaluacion de Resumenes automdticos

La evaluacion de resuimenes automaticos es un componente critico para determinar la calidad de
los sistemas de generacion de resimenes. En el &mbito del Procesamiento de Lenguaje Natural,
se han propuesto diversas métricas automaticas que cuantifican la similitud entre un resumen
generado y uno o varios resumenes de referencia. Estas métricas se basan en conceptos
matematicos que permiten medir aspectos como la superposicion de n-gramas, la similitud

semantica y la cohesion global del texto.
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2.2.7.1 Miétricas de evaluacion
¢ ROUGE (Recall-Oriented Understudy for Gisting Evaluation) es un conjunto de
métricas que miden la superposicion de n-gramas entre el resumen generado y el resumen
de referencia. En particular, ROUGE-N se define como:

Y. Se{Restmenes de Referencia} igramp es COUNty g ¢cp (gramy,)
= ROUGE-N = = e

Y SefRestmenes de Referencia} gramp s Count(gramy,)
= Donde:
o (Countpy,cp(gramy)) es el nimero de n-gramas que coinciden entre el resumen
generado y el de referencia.
o (Count(gramy,)) es el total de n-gramas en el resumen de referencia.

e BLEU: Originalmente disefiado para la evaluacion de traducciones automaticas, BLEU
(Bilingual Evaluation Understudy) compara la precision de n-gramas del resumen
generado respecto al de referencia. Su formula se expresa de la siguiente manera:

*» BLEU =BP:exp(XN_, w,logp,)
= Donde:
o (py) representa la precision de n-gramas.
o (wp) son los pesos asignados a cada orden de n-grama (usualmente iguales).
o (BP) es la penalizacion por brevedad (Brevity Penalty), que evita que se obtengan
puntuaciones altas para resimenes demasiado cortos.
2.2.8 Caracteristicas y desafios del Lenguaje legal
El lenguaje legal se distingue por su alta complejidad y formalidad, aspectos que lo diferencian
notablemente del lenguaje cotidiano. En este ambito, la precision terminoldgica es esencial para
asegurar que cada norma, precedente o doctrina se interprete de forma correcta y sin

ambigiiedades. Esta necesidad se traduce en oraciones extensas, estructuras jerarquicas
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complejas y el uso de una terminologia altamente especializada, lo que hace que la
representacion computacional de dichos textos sea especialmente desafiante.

Por un lado, la complejidad del lenguaje legal implica que los textos deben capturar con
exactitud relaciones ldgicas y argumentativas, garantizando la coherencia y el rigor en la
comunicacion juridica. Estas caracteristicas requieren que cualquier sistema automatizado de
procesamiento y resumen de textos legales sea capaz de manejar no solo el andlisis sintactico y
semantico, sino también la estructura discursiva y la interrelacion de conceptos clave.

Por otro lado, la diversidad en la redaccion de resoluciones judiciales, especialmente en
contextos locales como el sistema judicial peruano, presenta un reto adicional. La heterogeneidad
en estilos, vocabulario y formatos dificulta la aplicacion directa de modelos entrenados con datos
de otras jurisdicciones, lo que subraya la necesidad de disponer de conjuntos de datos
etiquetados especificos para el dominio legal local (Hennis, 2023). Sin estos recursos, los
modelos podrian no capturar las sutilezas lingiiisticas y normativas propias de cada jurisdiccion,
afectando la calidad y precision de los resimenes generados.

Ademas, las implicaciones éticas y de calidad asociadas con la generacidon automatica de
resumenes en el ambito legal son de gran relevancia. La posibilidad de que un sistema
automatizado omita matices criticos o introduzca errores interpretativos puede tener
consecuencias significativas en la toma de decisiones y en la transparencia del proceso judicial.
La dependencia excesiva en estas tecnologias, sin la adecuada supervision y validacion por parte
de expertos humanos, podria erosionar la confianza en los sistemas automatizados y, en ultima
instancia, afectar la integridad de la administracion de justicia (cited in Wired), 2024).

En sintesis, la comprension profunda de las caracteristicas del lenguaje legal, junto con la

identificacion de los desafios asociados a su adaptacion y evaluacion, es fundamental para el
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desarrollo de sistemas robustos de generacion automatica de resimenes que sean capaces de

operar de manera eficaz y ética en contextos juridicos complejos.

2.3 Definicion de términos

Atencion Multi-Cabeza: Técnica utilizada en modelos Transformer para procesar
simultaneamente diferentes representaciones del texto, facilitando la identificacion de
informacion clave en documentos extensos (Vaswani et al., 2017).

Corpus Juridico: Conjunto de documentos legales utilizados como base de datos para
entrenar modelos de PLN en el &mbito judicial. Puede incluir resoluciones judiciales,
leyes, reglamentos y doctrinas (Ashley, 2017).

Explicabilidad en PLN: Capacidad de un modelo de PLN para justificar sus
predicciones o decisiones, esencial en el ambito juridico donde la transparencia y la
interpretabilidad son fundamentales (Doshi-Velez & Kim, 2017).

Fine-Tuning: Proceso de ajuste de un modelo preentrenado en un dominio especifico,
en este caso, el ambito legal, para mejorar su rendimiento en tareas concretas como la
generacion de resumenes de resoluciones judiciales (Howard & Ruder, 2018).

Modelo de Lenguaje Preentrenado: Algoritmo basado en redes neuronales profundas
que ha sido entrenado en grandes volimenes de texto para comprender y generar
lenguaje de manera contextualizada (Devlin et al., 2018), como BERT o GPT.
Memoria a Largo Plazo en PLN: Capacidad de ciertos modelos, como LSTM o
Transformers, de retener informacion relevante durante largas secuencias de texto
(Hochreiter & Schmidhuber, 1997), permitiendo captar relaciones entre conceptos

distantes en un documento legal.
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Precedente Judicial: Decision emitida por una instancia superior que sirve como
referencia obligatoria o persuasiva para la resolucion de casos similares en el futuro
(Holmes Jr, 1881).

Resolucion Judicial: Documento emitido por un juez o tribunal en el que se
fundamenta una decision sobre un caso especifico. Contiene argumentaciones legales,
precedentes y conclusiones que impactan en la jurisprudencia quien enfatiza la
importancia del razonamiento juridico en las resoluciones (Nino, 1996).

Sesgo en Modelos de IA para Derecho: Tendencia de los modelos a generar
resultados influenciados por datos desbalanceados o incompletos, lo que puede afectar
la imparcialidad de los resumenes legales generados automaticamente (Barocas et al.,
2019).

Tokenizacion Juridica: Proceso de segmentacion de un texto legal en unidades
minimas significativas (tokens), adaptado para reconocer estructuras propias del

lenguaje legal, como referencias a normativas o articulos de ley (Zheng et al., 2020).
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ITI. Metodologia
3.1 Tipo y nivel de investigacion
3.1.1 Tipo de investigacion
La presente investigacion se situd en el tipo de investigacion aplicada, ya que su propdsito fue
desarrollar y validar los modelos de resimenes basado en técnicas de procesamiento de lenguaje
natural para generar resimenes automaticos de resoluciones judiciales con el objetivo de
optimizar el acceso y analisis de estos documentos en el &mbito judicial. Asimismo, se evaluo el
desempefio de los modelos mediante métricas objetivas como ROUGE y BLEU; estas métricas
permitieron evaluar la calidad de los resimenes textuales de los enfoques abstractivos aplicados
a las resoluciones judiciales.
3.1.2 Nivel de investigacion
El estudio se situé en un nivel de investigacion explicativo-comparativo, puesto que buscod
analizar y comprender como distintos modelos de generacion automatica de resumenes
incidieron en la sintesis de informacion legal. Asimismo, se examinaron los factores que
influyeron en la calidad de los productos generados y se evalué qué enfoque abstractivo ofrecid
mejores resultados dentro del contexto juridico laboral.
3.2 Ambito temporal y espacial
La delimitacion del estudio constituye un componente metodologico esencial, define las
fronteras del corpus documental, contextualiza el entorno de entrenamiento de los modelos y
establece el marco interpretativo de los resultados. La presente investigacion se ha circunscrito a

los siguientes criterios:
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3.2.1 Ambito Espacial

El estudio se situ6 geograficamente en la ciudad de Lima, restringiendo la fuente de datos a una
unica entidad judicial: la Corte Superior de Justicia de Lima. La totalidad del corpus documental
procesado proviene de los repositorios digitales de esta jurisdiccion especifica. Esta decision
metodologica garantiza la homogeneidad en el formato de las resoluciones y en los criterios de
redaccion propios de dicha corte, reduciendo el ruido que podria introducir la mezcla de estilos
de diferentes distritos judiciales.

3.2.2  Ambito Temdtico

La investigacion estuvo enfocado de manera exclusiva en la Especialidad Laboral. Esta
delimitacion tematica es critica para la especializacion de los modelos de inteligencia artificial
(Iéxicos, semanticos e hibridos), los cuales fueron entrenados y evaluados asimilando la
terminologia técnica, los fundamentos de derecho y las estructuras argumentativas inherentes a
las resoluciones de apelacion en este campo del derecho.

3.2.3  Ambito Temporal

El horizonte temporal de la investigacion abarc6 un periodo de dos afios. Todas las resoluciones
de apelacioén que conformaron el corpus documental fueron emitidas y publicadas entre el afio
2021 y el afio 2022. Esta acotacion asegura que los modelos sean entrenados con jurisprudencia
reciente, reflejando el estado actual de la doctrina procesal laboral.

3.3 Poblacion y muestra

La investigacion se desarrolld durante el periodo marzo a noviembre de 2025, abarcando las
fases de: recopilacion de datos, desarrollo del modelo, entrenamiento, evaluacion y validacion.

Las resoluciones judiciales consideradas corresponderan al periodo 2021 al 2022, permitiendo
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asegurar una base de datos reciente, variada y representativa de las decisiones judiciales emitidas
por la Corte Superior de Lima, Peru.

3.3.1 Poblacion

La poblacion de esta investigacion estuvo conformada por el conjunto de resoluciones judiciales
emitidas por la Corte Superior de Lima, Pert en diversas materias legales. Estas resoluciones
contienen informacion detallada sobre casos judiciales, fundamentos legales y decisiones
tomadas por los jueces. Debido a la gran cantidad de documentos generados anualmente, el
analisis de la totalidad de la poblacion resulta inviable, por lo que se seleccionara una muestra
representativa.

3.3.2 Muestra

La muestra definitiva para la presente investigacion estuvo constituida por un corpus
especializado de 6,848 resoluciones judiciales emitidas por las Cortes Superiores de Justicia del
Perti. La seleccion de estos documentos se realizo priorizando la disponibilidad de acceso a
formatos digitales procesables y la representatividad de la terminologia juridica nacional.

El andlisis estadistico descriptivo del corpus permiti6 revelar la alta variabilidad y complejidad
de los documentos procesados. La longitud promedio de las resoluciones originales es de 5,955
palabras con un rango que oscila desde documentos breves de 28 palabras hasta sentencias
extensas de 38,472 palabras. Por otro lado, los resimenes de referencia presentan una longitud
media de 484 palabras, lo que implica una tasa de compresion significativa que el modelo debe
aprender a replicar.

Para garantizar la calidad de los datos, la muestra fue depurada aplicando criterios de inclusion y

exclusion, eliminando registros corruptos o vacios. Posteriormente, el corpus total de 6,848
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documentos fue particionado aleatoriamente siguiendo la proporcion estdndar 80/10/10,

garantizando conjuntos disjuntos para asegurar la imparcialidad de la evaluacion.

Tabla 2

Distribucion de la muestra por subconjuntos de datos

Subconjunto Cantidad de Porcentaje Proposito
Documentos
Entrenamiento (Train) 5,478 80% Ajuste de los pesos sinapticos

de los modelos (Fine-tuning).
Validacion (Val) 685 10% Monitoreo de la convergencia
y ajuste de hiperparametros.
Prueba (Test) 685 10% Evaluacion final ciega para
obtener las métricas
ROUGE/BLEU.

TOTAL 6,848 100%
Nota. Elaboracion propia.

3.4 Instrumentos

Para la ejecucion experimental, el entrenamiento de los modelos y la evaluacion de resultados, se

emplearon instrumentos de hardware y software especializados en computacion de alto

rendimiento y procesamiento de lenguaje natural. A continuacion, se detallan las
especificaciones técnicas:

1) Recursos Computacionales (Hardware): El entrenamiento de los modelos de aprendizaje
profundo (Deep Learning) se llevo a cabo utilizando la plataforma en la nube Google Colab
Pro, aprovechando su infraestructura de aceleracion por GPU. Las especificaciones promedio
del entorno de ejecucion fueron:

a) Procesador (GPU): NVIDIA Tesla T4 (o A100 segin disponibilidad) con 32 GB de
VRAM, esencial para soportar la carga de tensores y el calculo de gradientes en modelos

Transformer.
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b) Memoria RAM: 12 GB a 25 GB de memoria del sistema, destinada a la manipulacion de
los DataFrames y preprocesamiento del corpus.

¢) Almacenamiento: Google Drive integrado para la persistencia de los checkpoints de los
modelos y el almacenamiento del corpus judicial.

Herramientas de Software y Librerias: El desarrollo se realiz6 integramente en el lenguaje

de programacion Python (v3.10+), utilizando las siguientes librerias fundamentales del

ecosistema de Ciencia de Datos:

a) PyTorch: Framework base para la construccion y ejecucion de las redes neuronales,
manejo de tensores y calculo de la funcion de pérdida.

b) Hugging Face Transformers: Biblioteca central utilizada para descargar, configurar y
realizar el ajuste fino (fine-tuning) de las arquitecturas pre-entrenadas (BART, mTS5,
Pegasus, BETO).

¢) Pandas y NumPy: Instrumentos para la manipulacion estructurada del dataset, limpieza
de datos y operaciones vectoriales.

d) PyPDF2: Herramienta utilizada para la extraccion y digitalizacion del texto contenido en
las resoluciones judiciales en formato PDF.

e) Scikit-learn: Empleada para la particion estratificada del corpus en conjuntos de
entrenamiento, validacion y prueba.

Modelos Pre-entrenados (Artefactos): Como instrumentos base para la transferencia de

aprendizaje, se utilizaron los siguientes puntos de control (checkpoints) publicos:

a) facebook/bart-large-cnn: Modelo base para la arquitectura BART.

b) google/mt5-small: Modelo base multilingiie para la arquitectura mTS5.

c) google/pegasus-xsum: Modelo base para la arquitectura Pegasus.
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d) dccuchile/bert-base-spanish-wwm-cased (BETO): Modelo base para la adaptacion de la
arquitectura BERT al espafiol.
4) Instrumentos de Medicion (Métricas): Para la cuantificacion objetiva de la calidad de los
resumenes, se implementaron las librerias oficiales de evaluacion:
a) ROUGE (Recall-Oriented Understudy for Gisting Evaluation): Instrumento para medir la
cobertura y recuperacion de n-gramas (ROUGE-1, ROUGE-2, ROUGE-L).
b) BLEU (Bilingual Evaluation Understudy): Instrumento para medir la precision y fluidez
de la generacioén en comparacion con los resumenes de referencia.
3.5 Procedimientos
El estudio se desarroll6 con un disefio de tipo experimental, ya que se implementaron y
evaluaron diferentes modelos de generacion automatica de resimenes de resoluciones judiciales.
Se efectuaron pruebas controladas para medir su rendimiento utilizando métricas cuantitativas
(ROUGE y BLEU), lo que permitié comparar sistematicamente el enfoque abstractivo.
Dentro del enfoque experimental, la investigacion permanecid con un disefio cuasi-experimental
con grupos no equivalentes y medicion pretest-postest, dado que se trabajé con un corpus real de
resoluciones emitidas por la Corte Superior de Lima, Perti. No se manipularon las variables en
un entorno totalmente controlado, en su lugar se observo el desempeno de los modelos en
condiciones cercanas a un entorno real, sin intervenir en la redaccion original de los documentos
judiciales.
¢ Grupo Experimental.- Estuvo conformado por resoluciones judiciales procesadas
con los modelos de inteligencia artificial desarrollados en este estudio. A este grupo
se le aplico la intervencion experimental, es decir, la generacion automatica de

resumenes mediante [A.
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e Grupo Control.- Estuvo compuesto por resoluciones judiciales con resimenes
elaborados por sistemas bésicos (baseline) ya existentes. Este grupo se utilizd6 como
referencia para comparar el desempefio de los modelos propuestos.

El proceso experimental contemplo las fases representadas en la figura correspondiente, basado
en las investigaciones tituladas: Effective Deep Learning Approaches for Summarization of
Legal Texts (Anand & Wagh, 2022) y Evaluation of Automatic Legal Text Summarization
Techniques for Greek Case Law (Koniaris et al., 2023).

Figura 5

Metodologia

I 4 N e N [

I — Modelamiento 1 Evaluacion

Pre procesamiento —

Documentos legales:
resoluciones judiciales

de la Corte Superior

del Pera

Tokenizacion, eliminacion
de ruido, lematizacion.

Implementacién de

modelos extractivos

(seleccionan frases
relevantes) y abstractivos

Comparacion con
resimenes utilizando
meétricas cuantitativas.

(generan nuevo texto).

-

Nota. Elaboracion propia.

Este disefio permitio obtener conclusiones fundamentadas sobre la viabilidad y precision de los
enfoques utilizados para la generacion de resumenes automaticos en el ambito judicial.

3.5.1 Construccion del Corpus

A continuacion, se sistematiza el desarrollo de todas las etapas experimentales, siguiendo la
estructura metodoldgica definida previamente en el proyecto. Esta seccion tiene como objetivo
transparentar el proceso técnico, describiendo las decisiones de ingenieria, la configuracion de
los entornos de hardware y software, y los procedimientos aplicados para la generacion y

evaluacion de los resumenes judiciales.
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3.5.1.1 Recuperacion de documentos legales
La consolidacion de un corpus estructurado y de alta calidad constituye el cimiento indispensable
para el desarrollo exitoso de cualquier sistema de Procesamiento de Lenguaje Natural (PLN). En
el dominio juridico, esta fase adquiere una relevancia critica dada la complejidad sintactica y la
densidad terminologica propia de los textos legales. Por consiguiente, el objetivo de este
procedimiento fue conformar un conjunto de datos representativo, depurado e integro, que
garantizara una base solida para el entrenamiento y la evaluacion objetiva de los modelos de
resumen automatico propuestos.
Para la adquisicion de los documentos, se recurrié como fuente primaria al portal oficial de
Jurisprudencia Nacional Sistematizada del Poder Judicial del Peru
(https://jurisprudencia.pj.gob.pe/jurisprudenciaweb/ ). Este repositorio digital centraliza las
resoluciones emitidas por las diversas cortes del pais, constituyendo la fuente de verdad mas
fiable y actualizada para los fines de la presente investigacion.
Con el propdsito de asegurar la viabilidad del estudio y mantener la coherencia semantica del
corpus, se adopt6 la decision metodologica de circunscribir el alcance de la muestra a la
Especialidad Laboral. La justificacion para esta segmentacion tematica se fundamenta en tres
criterios técnicos principales:
1. Volumen de Datos y Densidad Muestral:

El Derecho Laboral representa una de las areas con mayor carga procesal en el sistema

judicial peruano, lo que garantiza un flujo constante y masivo de resoluciones. Esta
abundancia de datos textuales es un requisito indispensable para el entrenamiento eficaz de

arquitecturas basadas en Transformers, las cuales son "intensivas en datos" y requieren
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corpus extensos para calibrar sus millones de pardmetros, minimizando asi el riesgo de
sobreajuste (overfitting) durante la fase de aprendizaje.

Estructura y Patrones Recurrentes

Si bien la casuistica es diversa, los litigios laborales tienden a orbitar en torno a nticleos
conceptuales definidos (despidos arbitrarios, pago de beneficios sociales, reposiciones). Esta
recurrencia temdtica presenta un escenario idoneo para que los modelos generativos aprendan
a identificar patrones argumentativos estables. Al existir una estructura logica repetitiva en
los fundamentos y fallos, el modelo puede abstraer con mayor facilidad las secciones criticas
que deben ser preservadas en el resumen, diferenciandolas de la argumentacion accesoria.
Control del Dominio Lingiiistico

La restriccion del alcance a una tnica especialidad permitio trabajar con un espacio vectorial
semanticamente homogéneo. Al evitar la contaminacion con terminologia propia de ramas

dispares (como el Derecho Penal o Civil), se reduce significativamente el ruido semdntico.

Esto facilit6 que el decodificador del modelo prediga secuencias de texto con mayor
precision y coherencia, utilizando la jerga juridica laboral correcta sin caer en ambigiiedades

polisémicas.
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Figura 6

Interfaz de la plataforma de Jurisprudencia Nacional Sistematizada, fuente primaria de
recoleccion
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Nota. Captura del portal oficial del Poder Judicial del Peru.

Finalmente, para garantizar la representatividad estadistica de la muestra, se procedi6 a la
descarga y procesamiento de documentos abarcando todas las sub-materias disponibles dentro de
la especialidad Laboral. Esta estrategia de cobertura total asegur6 que el corpus final reflejara
fielmente la diversidad real de la carga procesal, evitando sesgos tematicos hacia un tipo
especifico de controversia.

3.5.1.2 Metodologia de extraccion automatizada en dos fases

Dada la arquitectura dinamica de la plataforma web del Poder Judicial, se disefié e implementd
un pipeline de extraccion de datos (web scraping) secuencial, dividido en dos fases estratégicas.
Este enfoque desacoplado permitié asegurar la integridad referencial de los datos y minimizar

fallos de conexion durante la descarga masiva.
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Fase 1: Rastreo y Extraccion de Metadatos Estructurados

En esta etapa inicial, se desarroll6 un algoritmo de navegacion sistematica utilizando las librerias
de Python Scrapy y BeautifulSoup. El objetivo fue indexar la totalidad de los expedientes
disponibles sin descargar aun los documentos pesados. El proceso automatizado siguié los
siguientes pasos:

a) Filtrado de Dominio: El script aplic6 una restriccion de bisqueda en la interfaz del
portal, limitando los resultados exclusivamente a la etiqueta "Especialidad: Laboral".

b) Iteracion y Recoleccion de Atributos: El algoritmo recorri6 paginadamente los
resultados, extrayendo de cada entrada los metadatos visibles. Se definieron como
atributos clave:

1) Apelacion (ID): Utilizado como clave primaria para la identificacion tnica del caso.
i1) Especialidad y Materia: Etiquetas necesarias para el analisis de distribucion del
corpus.

¢) Captura de Enlace Fuente: Simultineamente a los metadatos, se extrajo y almaceno la
URL directa al documento fuente (predominantemente en formato PDF), creando un
puente logico entre el registro y su contenido.

El producto de esta fase fue un archivo CSV preliminar que funcion6é como un indice maestro,
conteniendo las coordenadas de acceso y los metadatos de todos los casos identificados.

Fase 2: Ingesta Documental y Procesamiento de Texto

Con el indice maestro consolidado, se ejecuto la segunda fase del pipeline, orientada a la
adquisicion del contenido no estructurado (texto de las sentencias):

a) Lectura del indice: Un segundo modulo de software cargé el archivo CSV generado en

la fase anterior para iterar sobre la lista de URLs validas.
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b) Descarga Programatica: Para cada registro, el sistema descarg6 el archivo PDF
correspondiente, almacenandolo temporalmente y vinculdndolo a su ID de expediente
(Apelacion).

¢) Parsing y Extraccion de Texto (OCR/Texto Plano): Utilizando la libreria PyPDF2, se
procesé cada binario PDF para extraer su capa de texto. El contenido crudo fue capturado
en memoria, descartando imagenes o elementos no textuales.

La etapa final consistio en la fusion logica de los resultados de ambas fases. El texto integro
extraido de los PDFs se aline6 con su respectiva fila de metadatos utilizando el ID de Apelacion
como llave foranea. Este procedimiento culminé en la creacion del corpus unificado
(corpus_final resumido.csv), una estructura tabular donde cada fila representa una resolucion
judicial completa (Metadatos + Texto Completo). Este dataset enriquecido constituy6 la materia
prima para las subsiguientes etapas de preprocesamiento, limpieza y entrenamiento de los
modelos generativos.

3.5.1.3 Exploracion de los datos

Tras la consolidacion del corpus documental, se ejecutd una fase rigurosa de Analisis
Exploratorio de Datos (EDA) con el propdsito de caracterizar las propiedades estadisticas de la
muestra, auditar su calidad y acondicionar los datos para las etapas subsiguientes de
entrenamiento y evaluacion de los modelos generativos.

Previo al proceso de modelado, se realiz6 una auditoria de integridad sobre el conjunto de datos
final, constituido por 6,848 registros de resoluciones judiciales. El hallazgo mas relevante de esta
inspeccion preliminar fue la completitud absoluta de la informacion. Se verifico
matematicamente la inexistencia de valores nulos (missing values) en la totalidad de las

dimensiones que componen el dataset.
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Esta integridad estructural representa una ventaja metodologica sustancial para la investigacion,
pues elimina la necesidad de aplicar técnicas sintéticas de imputacion de datos o la reduccion de
la muestra por eliminacion de filas incompletas (drop-na). En consecuencia, se garantiza que los
modelos de Inteligencia Artificial se nutrirdn del 100% de la informacion recopilada, sin sesgos

inducidos por pérdida de datos.

Figura 7

Vista preliminar del dataframe con el corpus de jurisprudencias procesado.
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6848 rows x 5 columns

df.to_csv('corpus_final_resumido.csv', index=False)

Nota. Elaboracion propia.

Adicionalmente, se valido la consistencia del esquema de datos (schema validation). Se confirmo6

que las columnas que albergan informacion semantica critica especificamente texto completo

(entrada), texto resumido (objetivo) y materia (contexto) fueron interpretadas correctamente por

el entorno de analisis como tipos de dato objeto (string/object). Esta correcta tipificacion asegura

que las operaciones de tokenizacion y vectorizacion posteriores se ejecuten sin errores de

formato. Dado que la inferencia de tipos fue exitosa, no se requirieron procesos de casting o

conversion forzada en esta etapa.
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Habiendo certificado la calidad técnica, la integridad y la consistencia estructural del corpus, se

da por concluida la fase de verificacion de datos. El analisis exploratorio procedio a examinar el
contenido semantico y la distribucion tematica de los documentos. Este estudio comenzd6 con la
variable Materia, identificada como el metadato rector para comprender la diversidad casuistica
que los modelos deberan aprender a sintetizar, los resultados de puede apreciar en la Figura 8.

Figura 8
Distribucion de frecuencias de las materias legales en el corpus
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Nota. Elaboracion propia.

3.5.2 Pre procesamiento

El pre-procesamiento fue una fase critica en el flujo de trabajo de Procesamiento de Lenguaje
Natural (NLP), actuando como el puente necesario entre la naturaleza no estructurada y ruidosa

de las resoluciones judiciales originales y los estrictos requerimientos de entrada de los modelos
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de lenguaje tipo Transformer. Dado que la calidad de los datos de entrada determina
directamente el limite superior del desempeinio del modelo, esta etapa se enfoco en depurar el
corpus de elementos irrelevantes que pudieran interferir con los mecanismos de atencion de las
redes neuronales.

A continuacion, se describen las técnicas de limpieza, normalizacion y estandarizacion aplicadas
sistematicamente a cada documento del corpus, disefiadas para maximizar la densidad semantica
del texto y garantizar una tokenizacion eficiente.

3.5.2.1 Limpieza y Normalizacion del Corpus Legal

La calidad de los datos de entrada ha sido un factor determinante en el rendimiento de los
modelos de aprendizaje profundo. El corpus original, consolidado en un archivo estructurado
(corpus_final resumido.csv), presentaba ruido inherente derivado de los procesos de
digitalizacion y extraccion de texto de las resoluciones judiciales. Por ello, se implement6 una
fase de depuracion rigurosa utilizando la libreria Pandas y expresiones regulares (Regex) en
Python, bajo el siguiente protocolo:

1. Verificacion de Integridad y Eliminacion de Duplicados: Se realiz6 un analisis
exploratorio inicial para identificar registros incompletos o redundantes. Se eliminaron
las filas que carecian de informacion critica (valores nulos en las columnas
texto_completo o resumen) y se descartaron documentos duplicados exactos para evitar
sesgos durante el entrenamiento, asegurando que el modelo no memorizara patrones
repetidos.

2. Eliminacion de Ruido Sintactico: Dado que los textos legales suelen contener
caracteres extrafios producto de conversiones de formato (PDF a Texto), se aplicaron

filtros de limpieza para remover:
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e (Caracteres no imprimibles y simbolos especiales que no aportan valor semantico (e.g.,
\n, \t, caracteres residuales de codificacion).
e Encabezados administrativos repetitivos o metadatos irrelevantes (codigos de barras,
numeracion de paginas) que no forman parte de la argumentacion juridica sustancial.
3. Normalizacién de Espacios y Formato: Se estandarizo el espaciado del texto,
reduciendo multiples espacios en blanco a un espacio simple y eliminando espacios al
inicio y final de cada documento. Esta normalizacion es fundamental para que el
tokenizador procese las secuencias de manera eficiente y no asigne recursos
computacionales a "tokens de espacio" innecesarios.
3.5.2.2 Tokenizacion y Gestion de Longitud de Secuencia
Antes de proceder con la tokenizacion definitiva, se realizo un analisis estadistico de la longitud
de los documentos del corpus para determinar la viabilidad de las arquitecturas Transformer
estandar.

Figura 9

Distribucion de frecuencia de la longitud de tokens (estimada) en el corpus de resoluciones
Judiciales.
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Nota. Elaboracién propia.
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Diagnostico del Problema de Longitud, como se evidencia en la Figura 9, el andlisis de longitud

revela una limitante estructural critica para la aplicacion directa de modelos de lenguaje:

Saturacion del Limite Estandar: El 99.5% de los documentos excede el limite de
entrada de 1024 tokens propio de la arquitectura BART. Esto implica que un
truncamiento estandar (quedarse solo con el inicio) descartaria la mayor parte del
contenido, incluyendo la decision final del juez, que tipicamente se ubica al final del
documento.

Insuficiencia de Modelos de Contexto Largo: Atn considerando arquitecturas
especializadas como Longformer o BigBird, se observa que el 79.9% de las resoluciones
supera incluso la ventana de 4096 tokens. Esto demuestra que aumentar la ventana de
contexto no es una solucidn definitiva ni computacionalmente eficiente para este

dominio.

Estrategia de Seleccion "Head-Tail" (Inicio + Final): En respuesta a este hallazgo, se disefio e

implementd una estrategia de pre-procesamiento selectivo basada en la estructura retorica de las

sentencias judiciales peruanas. Se identificé que la informacidn semédntica critica se distribuye de

forma polarizada:

Inicio (Head): Contiene la introduccion, identificacion de las partes y la materia del
litigio.

Final (Tail): Contiene el fallo, la decision final y la sentencia propiamente dicha.
Centro: Generalmente compuesto por argumentos procedimentales y transcripciones

extensas de menor relevancia para un resumen global.

Por consiguiente, en lugar de un truncamiento lineal, se implementd un algoritmo de

concatenacion inteligente que extrae los primeros 512 tokens (Head) y los ultimos 512 tokens
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(Tail) de cada resolucion, fusiondndolos para formar una entrada densa de 1024 tokens. Esta
técnica maximiza la densidad informativa dentro de las restricciones de memoria del modelo
BART y otros.

Proceso de Tokenizacion

Posterior a la limpieza, se procedi6 a la tokenizacion, proceso fundamental mediante el cual el
texto natural se segmenta en unidades semanticas minimas (tokens) y se transforma en
representaciones numéricas (Input IDs) procesables por las redes neuronales.

Dada la naturaleza heterogénea de las arquitecturas comparadas, se respeto el algoritmo de
tokenizacion nativo de cada modelo pre-entrenado para garantizar la compatibilidad del
vocabulario y la eficiencia en la representacion de sub-palabras (sub-word tokenization). La
asignacion se realizo de la siguiente manera:

e BART (Large): Emplea un tokenizador basado en Byte-Pair Encoding (BPE),
optimizado para inferir representaciones de palabras no frecuentes mediante la fusion
de caracteres y sub-palabras, reduciendo significativamente los tokens desconocidos
(UNK).

Figura 10

Esquema del algoritmo BPE, ilustrando la transicion de una representacion basada en
caracteres a una basada en sub-palabras mediante la fusion de pares frecuentes.
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e BETO (Bert2Bert): Utiliza el algoritmo WordPiece (Case Sensitive). Al ser un
modelo monolingiie en espafiol, este tokenizador preserva la morfologia, acentuacion
y el uso de mayusculas, aspectos criticos en la nomenclatura juridica peruana (e.g.,
nombres de leyes, instituciones).

Figura 11

Esquema del algoritmo de tokenizacion WordPiece (Case Sensitive).
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distincién de mayusculas.

e mTS y PEGASUS: Ambos implementan SentencePiece, un tokenizador no
supervisado que trata la entrada como una secuencia cruda de caracteres Unicode,
eliminando la dependencia de reglas lingiiisticas predefinidas (como la separacion por
espacios), lo cual es ideal para modelos multilingiies o de resumen abstracto robusto.

Estrategia de truncamiento y relleno (Padding) debido a las limitaciones de memoria de la GPU
y a la arquitectura posicional de los Transformers, se estandarizo la longitud de las secuencias
mediante estrategias de truncamiento (truncation) y relleno (padding):

e Secuencia de Entrada (Source): Se defini6 una longitud maxima de 1024 tokens. Los
documentos que excedian este limite fueron truncados, conservando la seccion inicial
del texto, bajo la premisa de que los "Vistos" y "Considerandos" iniciales contienen la
informacion contextual mas relevante de la resolucion.

e Secuencia Objetivo (Target): Se establecié un limite de 512 tokens para los

resumenes de referencia.
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e Mecanismo de Atencion: Se generaron mascaras de atencion para que el modelo
discriminara entre los tokens portadores de informacion y los tokens de relleno
asegurando que estos ultimos no influyeran en el célculo de los gradientes durante el
aprendizaje.

3.5.2.3 Estrategia de Division del Conjunto de Datos

Para garantizar una evaluacion objetiva de la capacidad de generalizacion de los modelos y evitar
el fenomeno de data leakage (filtracion de datos), se aplico una estrategia de particion aleatoria
estatica sobre el corpus pre-procesado.

El procedimiento se implement6 utilizando la funcion train_test split de la libreria cientifica
Scikit-Learn, ejecutdndose en dos etapas secuenciales para asegurar la creacion de tres
subconjuntos disjuntos:

1. Primera Etapa: Se segrego el 80% de los datos para el conjunto de entrenamiento
(Train Set), reservando el 20% restante en un conjunto temporal.

2. Segunda Etapa: El conjunto temporal fue dividido equitativamente (50/50) para
generar los conjuntos de validacion (Validation Set) y prueba (Test Set).

Configuracion de Reproducibilidad

Un aspecto critico para el rigor cientifico de esta investigacion fue la fijacion de la semilla
aleatoria (random_state=42). Esta configuracion garantiza que la mezcla y division de los datos
sea determinista; es decir, cualquier investigador que replique este experimento con el mismo
codigo obtendra exactamente los mismos documentos en cada subconjunto, validando asi la
robustez de los resultados reportados.

La distribucion final del corpus quedo estructurada de la siguiente manera:
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e Conjunto de Entrenamiento (80%): Utilizado exclusivamente para el ajuste de los pesos
de la red neuronal mediante el algoritmo de retropropagacion (backpropagation).

e Conjunto de Validacion (10%): Empleado durante la fase de entrenamiento para el
monitoreo de métricas inter-€poca y la optimizacion de hiperparametros. Este conjunto
actu6 como disparador para la técnica de Early Stopping, deteniendo el entrenamiento si
la funcidn de pérdida no mejoraba, previniendo asi el sobreajuste (overfitting).

e Conjunto de Prueba (10%): Este subconjunto se mantuvo completamente aislado
("ciego") durante todo el proceso de optimizacion. Se utilizd inicamente en la fase final
de inferencia para calcular las métricas ROUGE y BLEU definitivas, ofreciendo una
medida realista del desempefio de los modelos ante resoluciones judiciales no vistas
previamente.

Con el objetivo de garantizar la reproducibilidad y evitar el sesgo de seleccion, se procedi6 a la
particion del corpus antes de la fase de entrenamiento, generando tres archivos fisicos
independientes: train_corpus.csv, val_corpus.csv y test_corpus.csv.

3.5.3 Modelamiento e implementacion

Esta fase constituye el nucleo operativo de la investigacion, donde se tradujeron los fundamentos
tedricos en una arquitectura de software funcional. La implementacion se fundament6 en el
paradigma del Aprendizaje por Transferencia (Transfer Learning), aprovechando la capacidad de
generalizacion de modelos pre-entrenados en corpus masivos para adaptarlos (Fine-Tuning) al

dominio especifico de la jurisprudencia peruana.
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3.5.3.1 Seleccion de Arquitecturas Transformer

Para realizar un andlisis comparativo robusto, se seleccionaron cuatro arquitecturas que
representan distintos enfoques inductivos y objetivos de pre-entrenamiento dentro del estado del
arte en NLP.

3.5.3.1.1 Arquitectura Transformer

El cambio de paradigma mas significativo en el Procesamiento de Lenguaje Natural (NLP)
moderno surge con la propuesta de la arquitectura Transformer, presentada por Vaswani et al.
(2017) en su articulo seminal "Attention Is All You Need".

A diferencia de sus predecesores, las Redes Neuronales Recurrentes (RNN) y las redes de Gran
Memoria a Corto Plazo (LSTM), el Transformer descarta totalmente el procesamiento secuencial
y la recurrencia. En su lugar, se fundamenta exclusivamente en mecanismos de atencion, lo que
permite dos ventajas criticas para el procesamiento de documentos extensos como las
resoluciones judiciales:

i.  Paralelizacion Masiva: Al no depender del estado oculto anterior (t—1) para calcular el
estado actual (t), toda la secuencia de entrada puede procesarse simultaneamente,
reduciendo drasticamente los tiempos de entrenamiento.

ii.  Modelado de Dependencias Globales: Los mecanismos de autoatencion (Self-Attention)
permiten que el modelo establezca relaciones directas entre palabras distantes en un texto
(e.g., relacionar el sujeto en la primera linea con un verbo en la ltima), solucionando el
problema de "olvido catastrofico" de las RNNs en secuencias largas.
Componentes Estructurales
Como se aprecia en la Figura 12, la arquitectura sigue un disefio Codificador-Decodificador

(Encoder-Decoder):
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Codificador (Encoder): Compuesto por una pila de N capas idénticas (en el paper
original, N=6). Cada capa tiene dos sub-capas: un mecanismo de autoatencion
multicabezal (Multi-Head Self-Attention) y una red Feed-Forward posicional. Su funcion
es generar una representacion vectorial continua y contextualizada de la entrada,
capturando los matices semanticos del texto legal.

Figura 12
Arquitectura original del Transformer propuesta por Vaswani et al. (2017)
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e Decodificador (Decoder): También compuesto por N capas. Adiciona una tercera sub-

capa de atencién enmascarada (Masked Self-Attention) para asegurar que, durante la
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generacion del resumen, la prediccion de la posicion i1 solo dependa de las posiciones
anteriores (<i), preservando la propiedad autorregresiva.

e Codificacion Posicional (Positional Encoding): Dado que el modelo no procesa el texto
en orden secuencial, se inyectan vectores matematicos (basados en funciones seno y
coseno) a los embeddings de entrada para proporcionar informacion sobre la posicion
relativa o absoluta de cada token en la oracion.

Esta arquitectura constituye la base tecnoldgica de todos los modelos pre-entrenados evaluados
en esta investigacion (BART, BETO, mT5 y PEGASUS). La eleccidon no fue arbitraria, en su
lugar respondi6 a criterios especificos de idoneidad para la tarea de resumen abstractivo legal:
3.5.3.1.2 BART (Bidirectional and Auto-Regressive Transformers):

BART (facebook/bart-large-cnn) implementa una arquitectura Seq2Seq (Sequence-to-Sequence)
basada en Transformers que unifica lo mejor de dos paradigmas de pre-entrenamiento:

(a) Codificador Bidireccional : Permite al modelo "leer" la resolucion judicial completa
(contexto pasado y futuro simultineamente), capturando la complejidad sintactica y las
referencias cruzadas tipicas del lenguaje juridico.

(b) Decodificador Autorregresivo : Genera el resumen token por token de izquierda a
derecha, asegurando fluidez y coherencia gramatical en la redaccion final.

Justificacion Técnica Especifica para el Dominio Legal
La eleccion de BART, y especificamente del checkpoint bart-large-cnn (afinado en el dataset
CNN / DailyMail), se sustenta en tres pilares criticos para este proyecto:

a) Mecanismo de Denoising Autoencoder: Durante su pre-entrenamiento, BART fue

expuesto a textos corruptos (oraciones desordenadas, tokens eliminados o enmascarados)

y entrenado para reconstruir el texto original inmaculado. Esta capacidad es analoga a la
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tarea de resumir una sentencia judicial: el modelo debe aprender a ignorar el "ruido"
(argumentos procedimentales irrelevantes, citas redundantes, formalismos burocraticos) y
reconstruir la seial pura (los hechos probados y el fallo final).

b) Captura de Dependencias de Largo Alcance : Las resoluciones judiciales peruanas suelen
presentar una gran distancia entre la presentacion de un hecho (en los Vistos) y su
valoracion juridica final (en los Considerandos). Gracias a su mecanismo de atencion
cruzada (Cross-Attention), BART puede mantener en memoria estas relaciones distantes
mejor que modelos puramente autorregresivos, garantizando que el resumen no pierda el
hilo argumental ni alucine hechos no conectados.

c) Capacidad Abstractiva Probada: A diferencia de modelos extractivos que solo copian y
pegan frases, BART tiene una fuerte capacidad abstractiva. Esto es vital para traducir el
lenguaje técnico y arcaico de los jueces a un resumen legible y directo, permitiendo
reformular oraciones complejas en sintesis mas claras sin perder la precision juridica.

Implementacion del Entrenamiento Supervisado (Fine-Tuning) - Modelo BART

La fase experimental para la arquitectura BART se ejecutd mediante una rutina de entrenamiento
supervisado disefiada para adaptar los pesos del modelo pre-entrenado al dominio juridico
peruano. El proceso se orquestd utilizando la interfaz de alto nivel Seq2SeqTrainer, lo que
garantizo una gestion eficiente del ciclo de vida del entrenamiento, la evaluacion continua y el
almacenamiento de los estados dptimos del modelo.

A continuacion, se detalla la 16gica algoritmica y los parametros de configuracion empleados:

#
# COMPONENTE: Script de Entrenamiento (Fine-Tuning)

# ARQUITECTURA: BART (facebook/bart-large-cnn)
#

import torch
import numpy as np
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from datasets import load dataset

from transformers import BartTokenizer, BartForConditionalGeneration
from transformers import Seg2SeqTrainingArguments, Seg2SeqTrainer
import evaluate

# Definimos el checkpoint base
checkpoint = "facebook/bart-large-cnn"

# Instanciamos el tokenizador (BPE)
tokenizer = BartTokenizer.from pretrained(checkpoint)

# Instanciamos el modelo estructural (Encoder-Decoder)
model = BartForConditionalGeneration.from pretrained(checkpoint)

# Movemos el modelo a la GPU si estéd disponible (Aceleraciédn)
device = "cuda" if torch.cuda.is available() else "cpu"
model.to (device)

# ___________________________________________________________________________
# 2. CONFIGURACION DE METRICAS DE EVALUACION

# ___________________________________________________________________________
rouge = evaluate.load("rouge")

bleu = evaluate.load("sacrebleu")

# 3. DEFINICION DE HIPERPARAMETROS (TRAINING ARGUMENTS)

training args = SegZ2SeqTrainingArguments (
output dir="./bart-legal-peru-finetuned",
learning rate=2e-5,
weight decay=0.01,
num_train epochs=5,
per device train batch size=4,
gradient accumulation steps=8,
fpl6=True,
evaluation strategy="epoch",
save strategy="epoch",
load best model at end=True,
metric for best model="eval loss",
predict with generate=True,
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def compute metrics(eval pred):
predictions, labels = eval pred
decoded preds = tokenizer.batch decode (predictions,
skip special tokens=True)
labels = np.where(labels != -100, labels, tokenizer.pad token id)
decoded labels = tokenizer.batch decode(labels, skip special tokens=True)

result = rouge.compute (predictions=decoded preds,
references=decoded labels, use stemmer=True)

bleu score = bleu.compute (predictions=decoded preds,
references=decoded labels)

result["bleu"] = bleu score["score"]

return {k: round(v * 100, 4) for k, v in result.items()}

# ___________________________________________________________________________
# 5. INICIALIZACION Y EJECUCION DEL ENTRENADOR

# ___________________________________________________________________________
trainer = Seg2SeqTrainer (

model=model,

args=training args,

train dataset=tokenized datasets["train"],
eval dataset=tokenized datasets["validation"],
tokenizer=tokenizer,

compute metrics=compute metrics,

print ("Iniciando entrenamiento supervisado de BART...")
trainer.train ()
Descripcion Técnica de la Implementacion:

e Integracion de Métricas de Precision: El cddigo evidencia la incorporacion simultanea de
ROUGE y BLEU. Mientras ROUGE evalua la cobertura de la informacion (recall), 1a
métrica BLEU (implementada via libreria sacrebleu) se incluy6 para cuantificar la
precision n-gramatica, penalizando alucinaciones o desviaciones 1éxicas severas respecto
al resumen de referencia elaborado por expertos humanos.

e Estrategia de Optimizacion de Memoria: Dada la longitud extensa de las secuencias de

entrada (1024 tokens), se implementaron técnicas criticas de ingenieria de software para
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evitar el desbordamiento de memoria (OOM). Especificamente, se combiné un tamafio de
lote fisico reducido (batch_size=4) con la acumulacion de gradientes

(gradient _accumulation steps=8) y el entrenamiento en precision mixta (fpl6=True).
Esta triada permitié simular un lote efectivo de 32 muestras, estabilizando la
convergencia del descenso de gradiente sin exceder la capacidad fisica de la GPU.

e Mecanismo de Seleccion del Modelo: La configuracion load best model at end=True
asegura la integridad experimental. Independientemente de si el entrenamiento dura 5
€pocas, el sistema descarta automaticamente las versiones sobreajustadas finales y
entrega unicamente el estado del modelo que minimizo la funcidén de pérdida (Loss) en el
conjunto de validacion, garantizando asi la mejor capacidad de generalizacion posible.

3.5.3.1.3 BETO (BERT en Espaiiol — Configuracion Encoder-Decoder):

A diferencia de la arquitectura BART, que fue concebida desde su origen como un sistema de
secuencia a secuencia (Seq2Seq), el modelo BETO (bert-base-spanish-wwm-cased) posee una
arquitectura nativa de tipo Encoder-only. Esto significa que fue pre-entrenado tinicamente para
tareas de comprension lectora (clasificacion, extraccion de entidades, analisis de sentimientos),
careciendo intrinsecamente de la capacidad generativa necesaria para escribir resimenes. Para
superar esta limitacion estructural y aprovechar el conocimiento lingiiistico del modelo en
espaiol, se implemento una estrategia de ingenieria avanzada denominada Modelado Encoder-
Decoder (Bert2Bert).

La implementacion de esta arquitectura hibrida no es trivial y requirié un procedimiento
neuronal que consiste en desacoplar y reconfigurar los pesos del modelo pre-entrenado:

¢ El Codificador (Encoder): Se instancia una copia de BETO para actuar como el lector de

la resolucion judicial. Sus pesos se inicializan con el conocimiento pre-aprendido del
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espafiol, permitiéndole generar una representacion vectorial contextualizada de alta
calidad que captura matices morfologicos (género, nimero) y sintacticos complejos
propios del lenguaje juridico.

El Decodificador (Decoder): Se instancia una segunda copia idéntica de BETO para
actuar como el escritor. Sin embargo, dado que BERT original no tiene mecanismos para
conectar con un codificador externo, se insertan capas de atencion cruzada (Cross-
Attention) no inicializadas entre las capas del decodificador.

Desafio del Entrenamiento: Esta configuracion implica un reto mayor que con BART:
durante el ajuste fino (Fine-Tuning), el modelo no solo debe adaptarse al dominio legal,
en su lugar las capas de atencidn cruzada (que inician con valores aleatorios) deben
aprender desde cero a alinear la representacion de entrada con la generacion de salida.
Esto justifica la necesidad de una hiperparametrizacion més cuidadosa para evitar la

divergencia del gradiente.

Justificacion Técnica Especifica para el Dominio Legal

La eleccion de BETO, y especificamente del checkpoint wwm-cased (Whole Word Masking), se

sustenta en tres pilares criticos que lo diferencian de las arquitecturas optimizadas para el idioma

inglés:

Competencia Lingiiistica Nativa: A diferencia de BART (entrenado en inglés) o mT5
(multilingiie), BETO fue pre-entrenado exclusivamente con el corpus Spanish
Unannotated Corpora. Esto es vital para el dominio legal peruano, ya que el modelo
entiende nativamente el uso de tildes diacriticas, encliticos verbales (e.g., habiéndose,
notifiquese) y la sintaxis formal propia de la judicatura, reduciendo los errores de

concordancia en el resumen generado.
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e b) Sensibilidad a Mayusculas (Case Sensitivity): Se seleccion6 rigurosamente la version
Cased. En el Derecho, la distincion entre mayusculas y minusculas es semantica: permite
diferenciar instituciones (la Corte, el Estado) de sustantivos comunes (el corte, el estado).
Un modelo que convierta todo a minusculas (uncased) introduciria ambigiiedad severa,
degradando la precision referencial del resumen.

e ) Transferencia de Conocimiento Monolingiie (Warm-Starting): La estrategia de
ingenieria implementada utiliza los mismos pesos pre-entrenados tanto para leer
(codificar) como para escribir (decodificar). Esto permite que el decodificador, aunque no
nacio para generar texto, aproveche todo el conocimiento 1éxico adquirido por el
codificador, acelerando la convergencia y produciendo un lenguaje mas natural y menos
robotico.

Implementacion del Entrenamiento Supervisado (Fine-Tuning) - Modelo BETO

La fase experimental para la arquitectura BETO present6 un desafio de ingenieria superior:
adaptar un modelo de clasificacion para comportarse como un generador de texto. El proceso se
orquest6 mediante la clase EncoderDecoderModel y la interfaz Seq2SeqTrainer, requiriendo una
configuracién manual de los tokens de control para evitar la degeneracion del texto.

A continuacion, se detalla la 16gica algoritmica y los parametros de configuracion empleados:

#
# COMPONENTE: Script de Entrenamiento (Fine-Tuning)

# ARQUITECTURA: BETO (Bert2Bert - EncoderDecoder)
#

import torch

import numpy as np

from datasets import load dataset

from transformers import BertTokenizer, EncoderDecoderModel

from transformers import Seg2SegTrainingArguments, Seqg2SeqTrainer
import evaluate
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# 1. CONSTRUCCION DE LA ARQUITECTURA HIBRIDA (BERT2BERT)

# ___________________________________________________________________________
# Definimos el checkpoint base (Nativo en Espafiol - Cased)
checkpoint = "dccuchile/bert-base-spanish-wwm-cased"

# Instanciamos el tokenizador WordPiece
tokenizer = BertTokenizer.from pretrained(checkpoint)

# Instanciamos el modelo hibrido:
# Se utiliza el mismo checkpoint para inicializar Encoder y Decoder (Warm-
starting)
model = EncoderDecoderModel.from encoder decoder pretrained (
checkpoint,
checkpoint
)
# Movemos el modelo a la GPU si estéd disponible
device = "cuda" if torch.cuda.is available() else "cpu"
model.to (device)

# Como BERT no es un generador nativo, forzamos los tokens especiales:
model.config.decoder start token id = tokenizer.cls token id # [CLS]
model.config.pad token id = tokenizer.pad token id # [PAD]
model.config.vocab size = model.config.decoder.vocab size

# Paradmetros de Inferencia para evitar bucles repetitivos:
512
model.config.min length = 50

model.config.max length

model.config.no repeat ngram size = 3 # Penaliza repeticidén de trigramas
model.config.early stopping = True

model.config.length penalty = 2.0

model.config.num beams = 4 # Busqueda por haces

# ___________________________________________________________________________
# 3. CONFIGURACION DE METRICAS DE EVALUACION

# ___________________________________________________________________________
rouge = evaluate.load("rouge")

bleu = evaluate.load("sacrebleu")

o
# 4. DEFINICION DE HIPERPARAMETROS (TRAINING ARGUMENTS)

B
training args = Seg2SegTrainingArguments (

output dir="./beto-legal-peru-finetuned",
learning rate=2e-5, # Tasa conservadora para estabilidad
weight decay=0.01,
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gradient accumulation steps=8, # Batch efectivo = 32

fpl6=True, # Precisidén Mixta

evaluation strategy="epoch",

save strategy="epoch",

load best model at end=True,
metric for best model="eval loss",
predict with generate=True,

def compute metrics (eval pred):
predictions, labels = eval pred

decoded preds = tokenizer.batch decode (predictions,

skip special tokens=True)

labels = np.where(labels != -100, labels, tokenizer.pad token id)

decoded labels = tokenizer.batch decode(labels,

skip special tokens=True)

result = rouge.compute (predictions=decoded preds,

references=decoded labels, use stemmer=True)

bleu score = bleu.compute (predictions=decoded preds,

references=decoded labels)
result["bleu"] = bleu score["score"]

return {k: round(v * 100, 4) for k, v in result.items() }

# __________________________________________________
# 6. INICIALIZACION Y EJECUCION DEL ENTRENADOR

# __________________________________________________
trainer = Seg2SeqgTrainer (

model=model,

args=training args,

train dataset=tokenized datasets["train"],
eval dataset=tokenized datasets["validation"],
tokenizer=tokenizer,

compute metrics=compute metrics,

print ("Iniciando Fine-Tuning de BETO (Arquitectura Bert2Bert)...")

trainer.train ()

Descripcion Técnica de la Implementacion:
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e Ingenieria de Tokens (decoder start token id): A diferencia de BART, el modelo BERT
carece de un token de inicio de oracidn nativo para generacion. En el bloque de codigo 2,
se implement6 una adaptacion critica: forzar el uso del token de clasificacion [ CLS] como
sefal de disparo. Sin esta reconfiguracién manual, el decodificador seria incapaz de
iniciar la secuencia de texto.

e Control de Degeneracion Textual: Las arquitecturas hibridas Bert2Bert son propensas a
entrar en bucles de repeticion infinita. Para mitigar esto, se inyectaron restricciones duras
en la configuracion del modelo: no repeat ngram_size=3 penaliza matematicamente
cualquier secuencia de tres palabras que se repita, y num beams=4 (Busqueda por Haces)
obliga al modelo a explorar multiples hipotesis de redaccion simultaneamente,
garantizando coherencia semantica frente a estrategias mas simples.

e Estrategia de Inicializaciéon (Warm-Starting): El codigo utiliza el método
from_encoder_decoder pretrained cargando el mismo checkpoint (dccuchile/bert...)
tanto para el codificador como para el decodificador. Esta técnica asegura que el modulo
de generacion no inicie desde cero ("tabula rasa"), en su lugar herede el conocimiento
sintactico del espaiol, estabilizando el descenso del gradiente en las primeras épocas del
entrenamiento.

3.5.3.1.4 mT5 (Multilingual Text-to-Text Transfer Transformer):

El modelo mT5 (google/mt5-base) constituye la evolucion multilingiie de la arquitectura T5
(Text-to-Text Transfer Transformer), representando el estado del arte (SOTA) en modelos
generativos unificados. A diferencia de las arquitecturas previas que adaptan sus cabezales para
tareas especificas, mT5 se fundamenta en el principio de que toda tarea de NLP es un problema

de texto a texto.
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Esta arquitectura no es simplemente un T5 que habla idiomas, en su lugar introduce
innovaciones estructurales criticas:

a. Codificacion Posicional Relativa (Relative Positional Embeddings)
A diferencia de modelos como BERT o BART, que emplean incrustaciones
posicionales absolutas asignando un vector fijo a cada posicion del texto, mT5 utiliza
un esquema de codificacion posicional relativa basado en cubetas de distancia. En
este enfoque, el modelo aprende relaciones de distancia entre tokens en lugar de
memorizar posiciones exactas, lo que favorece la generalizacion en documentos
extensos y estructuralmente complejos, permitiendo capturar dependencias
semanticas y sintacticas de largo alcance independientemente de su ubicacion dentro
del texto.

b. Pre-entrenamiento mediante Span-Corruption (corrupcion de tramos)
El modelo mTS5 fue preentrenado utilizando un objetivo de aprendizaje basado en la
reconstruccion de segmentos completos de texto, en contraste con el Masked
Language Modeling de BERT, que se limita a predecir tokens individuales ocultos.
Bajo este esquema, se eliminan tramos contiguos de la secuencia de entrada y el
modelo debe generar de manera coherente el contenido faltante. Este tipo de pre-
entrenamiento induce al modelo a capturar contexto global, coherencia discursiva y
fluidez lingiiistica, propiedades fundamentales para tareas de generacion de texto y,
en particular, para la produccion de resimenes abstractivos.

c¢. Normalizacion de capas sin sesgo (RMSNorm y eliminacion de bias)
Desde una perspectiva de ingenieria, mT5 elimina los términos de sesgo (bias) en las

capas densas y adopta una variante simplificada de normalizacién basada en
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RMSNorm. Esta decision de diseno reduce la complejidad computacional y mejora la
estabilidad numérica durante el entrenamiento, lo que resulta especialmente relevante
en modelos de gran escala y multilingiies, permitiendo un aprendizaje més robusto y
eficiente en escenarios de alta dimensionalidad asociados al modelado simultaneo de
multiples idiomas.
Justificacion Técnica Especifica para el Dominio Legal.
La seleccion de mT5 como el modelo principal de esta investigacion, especificamente en su
variante mt5-base entrenada en el corpus mC4, se sustenta en tres pilares de ingenieria que
resuelven limitaciones criticas observadas en los modelos monolingiies:
En primer lugar, su Paradigma Unificado de Generacion permite tratar el resumen judicial
puramente como una transformacion directa de texto a texto (Resolucion — Resumen). Esto
evita las adaptaciones arquitectonicas complejas (como las requeridas en Bert2Bert), permitiendo
una transferencia de aprendizaje mas limpia para capturar la estructura légica de los fallos
judiciales, independientemente de la complejidad de la entrada.
En segundo lugar, el modelo ofrece un manejo superior de la Terminologia Juridica Global. El
Derecho peruano utiliza extensivamente latinismos (habeas corpus, a quo, vacatio legis) y
arcaismos compartidos con lenguas romances. Al haber sido entrenado en 101 idiomas
simultaneamente, mT5 posee representaciones vectoriales robustas para estos términos, evitando
que sean tratados como ruido o tokens desconocidos, un problema frecuente en modelos
entrenados exclusivamente en inglés o espaiol moderno.
Finalmente, su Tokenizacion Robusta (SentencePiece) resulta vital para este dominio. A
diferencia de tokenizadores basados en espacios, mTS5 procesa el texto como una secuencia cruda

de bytes Unicode. Esto le otorga una alta resistencia frente a transcripciones judiciales sucias,
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que a menudo contienen errores tipograficos, puntuacion irregular o abreviaturas no
estandarizadas que romperian a otros tokenizadores mas rigidos.

Implementacion del Entrenamiento Supervisado (Fine-Tuning) - Modelo mT5

La implementacién computacional para el modelo mT5 represent6 el desafio técnico mas
significativo de la fase experimental, debido a la densidad de sus pardmetros y la gestion de su
extenso vocabulario. La rutina de entrenamiento se disefio especificamente para estabilizar los
gradientes de una arquitectura sin sesgos y optimizar el uso de la memoria VRAM mediante
técnicas de acumulacion.

A continuacidn, se detalla el algoritmo de entrenamiento empleado para el modelo de mejor
desempeiio:

#
# COMPONENTE: Script de Entrenamiento (Fine-Tuning)

# ARQUITECTURA: mT5 (google/mt5-base)
#

import torch

import numpy as np

from datasets import load dataset

from transformers import MTS5Tokenizer, MT5ForConditionalGeneration
from transformers import Seg2SeqgTrainingArguments, Seg2SeqTrainer
from transformers import DataCollatorForSeg2Seq

import evaluate

# ___________________________________________________________________________
# 1. CARGA DE LA ARQUITECTURA SOTA (STATE-OF-THE-ART)

# ___________________________________________________________________________
checkpoint = "google/mt5-base"

# Tokenizador SentencePiece: Maneja 250,000 tokens y es agndéstico al idioma.
tokenizer = MT5Tokenizer.from pretrained(checkpoint)

# Modelo Generativo Text-to-Text

model = MT5ForConditionalGeneration.from pretrained(checkpoint)
device = "cuda" if torch.cuda.is available() else "cpu"
model.to (device)
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# 2. INGENIERIA DE DATOS (DATA COLLATOR DINAMICO)

# mT5 requiere "label shifting" para el aprendizaje causal.
data collator = DataCollatorForSeg2Seq
tokenizer=tokenizer,
model=model,
padding=True,
label pad token i1d=-100

# 3. CONFIGURACION DE HIPERPARAMETROS (OPTIMIZACION ADAPTADA)

training args = Seg2SeqTrainingArguments (
output dir="./mt5-legal-peru-best-model",

# Ajuste de tasa de aprendizaje por ausencia de bias en RMSNorm
learning rate=5e-5,
weight decay=0.01,
num_train epochs=5,

# Estrategia de memoria para vocabulario masivo

per device train batch size=4,

gradient accumulation steps=8, # Batch efectivo = 32
fpl6=True, # Precisidén Mixta

# Paréametros de Generacidén (Inferencia)
predict with generate=True,
generation max length=512,

generation num beams=4, # Beam Search

evaluation strategy="epoch",

save strategy="epoch",

load best model at end=True,
metric for best model="eval loss",

# ___________________________________________________________________________
# 4. CALCULO DE METRICAS Y EJECUCION

# ___________________________________________________________________________
rouge = evaluate.load("rouge")

bleu = evaluate.load("sacrebleu")

def compute metrics(eval pred):
predictions, labels = eval pred
decoded preds = tokenizer.batch decode (predictions,
skip special tokens=True)
labels = np.where(labels != -100, labels, tokenizer.pad token id)
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decoded labels = tokenizer.batch decode(labels, skip special tokens=True)

result = rouge.compute (predictions=decoded preds,
references=decoded labels, use stemmer=True)

result["bleu"] = bleu.compute (predictions=decoded preds,
references=decoded labels) ["score"]

return {k: round(v * 100, 4) for k, v in result.items() }
trainer = Seg2SeqgTrainer (

model=model,

args=training args,

train dataset=tokenized datasets["train"],

eval dataset=tokenized datasets["validation"],

tokenizer=tokenizer,

data collator=data collator,
compute metrics=compute metrics,

print ("Entrenando mT5: El modelo de referencia para esta investigacién...")
trainer.train()
Anélisis de la Implementacion del Modelo:

e Adaptacion del Optimizador: La eleccion de learning rate=5e-5 (mas alta que en
BERT) no es arbitraria. Responde a la estructura interna de mTS5 (RMSNorm sin sesgo),
que tiende a generar gradientes de menor magnitud. Una tasa estandar provocaria un
aprendizaje demasiado lento o estancamiento.

e Gestion de la Complejidad del Vocabulario: El éxito de mT5 radica en su vasto
vocabulario (250k), pero esto conlleva un costo computacional masivo. La
implementacion exitosa dependié criticamente del uso de gradient_accumulation_steps=8
y fp16=True, permitiendo que el modelo visualice lotes de datos estadisticamente
significativos (32 muestras) sin desbordar la memoria de la GPU, logrando asi la
convergencia Optima que lo coron6é como el mejor modelo.

e Decodificacion Avanzada: Se configurd explicitamente generation_ num_beams=4 en

los argumentos de entrenamiento. Esto asegura que, incluso durante la validacion, el
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modelo utilice Busqueda por Haces, priorizando la coherencia global de la sentencia
generada sobre la probabilidad local de cada palabra, un factor decisivo para la calidad de
los resimenes legales.
3.5.3.1.5 PEGASUS (Pre-training with Extracted Gap-sentences for Abstractive
Summarization):
El modelo PEGASUS (google/pegasus-large) representa la especializacidon maxima en la tarea de
resumen. A diferencia de BERT (disefiado para entender) o GPT (disefiado para completar),
PEGASUS introduce una arquitectura Transformer Encoder-Decoder entrenada con un objetivo
auto-supervisado disefiado isomoérficamente para coincidir con la tarea de resumen abstractivo.
Su arquitectura se distingue por las siguientes innovaciones:
a) Objetivo de Pre-entrenamiento GSG (Gap Sentence Generation).
En lugar de enmascarar palabras aleatorias o tramos de texto contiguos, PEGASUS
identifica y enmascara oraciones completas que considera importantes dentro del
documento de entrada (basdndose en métricas de superposicion como ROUGE). El
objetivo del modelo es generar estas oraciones faltantes a partir del resto del documento.
Este enfoque simula cognitivamente el proceso de redaccion de un resumen abstractivo,
obligando al modelo a comprender qué oraciones contienen la informacién nuclear y
como reconstruirlas gramaticalmente.
b) Arquitectura Dedicada a la Abstraccion Pura.
PEGASUS utiliza una variante estandar del Transformer pero optimizada con una
normalizacidn sinusoidal posicional que soporta secuencias de entrada de hasta 1024
tokens. Su disefio prioriza la fluidez y la cohesion textual sobre la clasificacion, lo que

histéricamente le ha permitido superar a modelos con mayor niimero de parametros
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(como T5-11B) en benchmarks especificos de resumen como XSum y CNN/DailyMail,
demostrando que la calidad del objetivo de pre-entrenamiento es tan crucial como el

tamafio del modelo.

Justificacion Técnica Especifica para el Dominio Legal

La inclusion de PEGASUS en el estudio comparativo se justifica por su capacidad tinica para

discernir la relevancia informativa, una habilidad critica para procesar sentencias judiciales:

a)

b)

Alineacion con la Estructura de "Considerandos" y "Fallos".

Las resoluciones judiciales se estructuran en parrafos argumentativos donde ciertas
oraciones cargan con el peso l6gico del fallo, mientras que otras son meramente
procesales. Gracias a su entrenamiento GSG, PEGASUS posee una predisposicion
arquitectonica para identificar y "extraer" estas oraciones nucleares para luego
reformularlas. Esto mitiga el riesgo de que el resumen diluya el argumento principal entre
detalles burocraticos irrelevantes.

Capacidad de Sintesis Extrema.

En el ambito legal, a menudo se requiere transformar una argumentacion de 5 paginas en
un parrafo de 5 lineas. PEGASUS destaca por su agresividad abstractiva: no se limita a
recortar frases, en su lugar tiende a reescribir completamente el contenido para
condensarlo. Esta propiedad es vital para generar la seccion de Sintesis o Sumilla de la
resolucion, donde se requiere una redaccion nueva y concisa que capture la esencia del
conflicto juridico sin repetir la fraseologia arcaica del texto original.

Estabilidad en la Generacion de Texto Largo.

Aunque comparte el limite de 1024 tokens con BART, la atencion de PEGASUS ha

demostrado ser mas robusta para mantener el hilo conductor en resimenes mas largos. En



86

el contexto de sentencias complejas (Casaciones), donde el resumen no puede ser una
sola linea, PEGASUS ofrece un equilibrio superior entre la brevedad y la cobertura
informativa necesaria para que el resumen sea juridicamente util.
Implementacion del Entrenamiento Supervisado (Fine-Tuning) - Modelo PEGASUS
La implementaciéon de PEGASUS conlleva un costo computacional elevado debido a su
arquitectura densa. Para la fase experimental, se utilizo el tokenizador especifico del modelo y se
ajustaron los hiperpardmetros para controlar su tendencia a la sobre-abstraccion (alucinacion).

A continuacidn, se detalla la configuracion algoritmica empleada:

#
# COMPONENTE: Script de Entrenamiento (Fine-Tuning)
# ARQUITECTURA: PEGASUS (google/pegasus-large)

#

import torch

import numpy as np

import evaluate

from datasets import load dataset

from transformers import (
PegasusTokenizer,
PegasusForConditionalGeneration,
Seg2SeqgTrainingArguments,
Seqg2SeqgTrainer

checkpoint = "google/pegasus-large"
device = "cuda" if torch.cuda.is available() else "cpu"

# Tokenizador especifico de PEGASUS (SentencePiece modificado)
tokenizer = PegasusTokenizer.from pretrained(checkpoint)

# Modelo Generativo

model = PegasusForConditionalGeneration.from pretrained(checkpoint)
model.to (device)

# 2. CONFIGURACION DE METRICAS Y FUNCIONES AUXILIARES



rouge = evaluate.load("rouge")
bleu = evaluate.load("sacrebleu")

def compute metrics(eval pred):
predictions, labels = eval pred

# Decodificacidén de predicciones
decoded preds = tokenizer.batch decode (predictions,

skip special tokens=True)

# Reemplazo de -100 en etiquetas (ignorados por la pérdida) por el token

de padding
labels = np.where(labels != -100, labels, tokenizer.pad token id)
decoded labels = tokenizer.batch decode(labels, skip special tokens=True)

# Calculo de ROUGE
result = rouge.compute (predictions=decoded preds,
references=decoded labels, use stemmer=True)

# Cdlculo de BLEU
result["bleu"] = bleu.compute (predictions=decoded preds,
references=decoded labels) ["score"]

# Normalizacidédn de resultados a escala 0-100
return {k: round(v * 100, 4) for k, v in result.items() }

# ___________________________________________________________________________
# 3. HIPERPARAMETROS Y ARGUMENTOS DE ENTRENAMIENTO

B
#

training args = Seg2SeqTrainingArguments (

output dir="./pegasus-legal-peru-finetuned",

# Optimizacidén de hiperpardmetros

learning rate=5e-5,

weight decay=0.01,

num_train epochs=5,

fplée=True, # Precisidédn Mixta para optimizar VRAM
optim="adamw torch",

# Gestidédn de memoria y acumulacidén de gradientes
per device train batch size=2,
gradient accumulation steps=16, # Batch efectivo = 32

# Estrategia de evaluacidén y guardado
evaluation strategy="epoch",
save strategy="epoch",



88

load best model at end=True,
metric for best model="eval loss",

# Configuracién de generacidn durante evaluacidn
predict with generate=True,
generation max length=256,

generation num beams=8, # Beam search para mayor calidad
lingiiistica
)
# ___________________________________________________________________________
# 4. INICIALIZACION DEL TRAINER Y EJECUCION
# ___________________________________________________________________________
#
trainer = Seg2SeqTrainer (

model=model,

args=training args,

train dataset=tokenized datasets["train"],

eval dataset=tokenized datasets["validation"],

tokenizer=tokenizer,

compute metrics=compute metrics,
)
if name == " main ":

print (f"Dispositivo detectado: {device}")

print ("Iniciando Fine-Tuning de PEGASUS (Specialist Summarizer)...")

trainer.train()
La implementacién de PEGASUS requirid ajustes especificos en la gestion de recursos debido a
la complejidad de su mecanismo de atencion. Se destaca la reduccion del tamaio del lote fisico
(per_device_train batch size=2) compensada con una alta acumulacion de gradientes
(gradient accumulation_steps=16), una estrategia necesaria para acomodar el modelo en la
memoria de la GPU sin sacrificar la convergencia estadistica. Asimismo, se incremento el
parametro generation num_beams a 8 (el doble que en BART), ya que PEGASUS, al ser

altamente abstractivo, se beneficia de una exploracion mas amplia del espacio de hipdtesis para

evitar omitir detalles juridicos vinculantes en favor de la brevedad.
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3.5.3.2 Configuracion del Entorno Experimental

Dada la alta complejidad computacional del entrenamiento de redes neuronales profundas con
millones de parametros, se disefi6 una infraestructura de alto rendimiento en la nube.
Hardware y Aceleracion:

Los experimentos se desarrollaron en la plataforma de computo Google Colab Pro+, utilizando
unidades de procesamiento grafico NVIDIA A100 con 40 GB de VRAM y NVIDIA T4 con 16
GB de VRAM, segun la disponibilidad y la etapa del experimento; en particular, la GPU A100
fue determinante para habilitar el entrenamiento con secuencias largas de hasta 1024 tokens sin
incurrir en errores de memoria (OOM). Asimismo, se empled precision mixta (FP16) mediante la
libreria accelerate, lo que permitié reducir el consumo de memoria aproximadamente a la mitad
y acelerar el tiempo de computo en un 3040 %, sin afectar negativamente la convergencia del
modelo.

Stack Tecnoldgico (Software):

La implementacion se llevo a cabo utilizando Python 3.10 como lenguaje base, apoyandose en
un conjunto de librerias cientificas del ecosistema Hugging Face, ampliamente adoptadas en
investigacion y desarrollo de modelos de lenguaje. En particular, se empleo transformers (v4.x)
para la instanciacion, configuracion y entrenamiento de modelos de lenguaje y sus respectivos
tokenizadores, permitiendo una integracion flexible con arquitecturas preentrenadas y esquemas
de fine-tuning. La libreria datasets se utiliz6 para la gestion eficiente del corpus, facilitando la
carga, transformacion y particion de los datos, asi como la aplicacion de funciones de
preprocesamiento mediante operaciones de mapeo optimizadas en memoria. Para la evaluacion
del desempefio del modelo, se integro la libreria evaluate, la cual permitié el calculo

estandarizado y reproducible de métricas automaticas como ROUGE y BLEU, ampliamente
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utilizadas en tareas de generacion y resumen de texto. Finalmente, torch (PyTorch) se empled
como backend principal para la representacion de tensores, la diferenciacion automatica y la
ejecucion eficiente de los procesos de entrenamiento e inferencia, garantizando compatibilidad
con aceleracion por GPU y técnicas avanzadas de optimizacion.
3.5.3.3 Definicion de Hiperparametros y Ajuste Fino
El proceso de entrenamiento no consistid en una ejecucion estandar, sino en una busqueda
experimental de la configuracion dptima para estabilizar la funciéon de pérdida en un dominio tan
complejo como el legal. Se definieron los siguientes hiperparametros y estrategias de
optimizacion:
A. Optimizador y Tasa de Aprendizaje (Learning Rate):
Para la actualizacion de los pesos de la red neuronal, se selecciond el algoritmo
AdamW (Adam con Weight Decay desacoplado), considerado el estandar actual para
el entrenamiento de Transformers debido a su capacidad para manejar gradientes
dispersos y regularizar los pesos simultdneamente. La tasa de aprendizaje (Learning
Rate) no fue estatica, en su lugar sigui6é un esquema de programacion lineal con
calentamiento (Linear Schedule with Warmup). Se definieron tasas diferenciadas
segun la arquitectura del modelo para garantizar la convergencia:

e Para modelos con sesgo (BART, BETO): Se estableci6 una tasa conservadora
de 2e-5. Esto evita la "amnesia catastrofica", permitiendo que el modelo
retenga el conocimiento pre-entrenado mientras se adapta suavemente a la
sintaxis juridica.

e Para modelos sin sesgo (mT5, PEGASUS): Se incremento la tasa a Se-5 para

compensar la menor magnitud de los gradientes generados por las capas de
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normalizacidon RMSNorm, evitando asi el estancamiento prematuro del
entrenamiento.
B. Gestion de Memoria y Batch Size Efectivo:
El procesamiento de resoluciones judiciales, con una longitud de entrada de hasta
1024 tokens, impone una carga severa en la memoria VRAM de la GPU
(especialmente con modelos como mT5 y PEGASUS). Para superar las limitaciones
fisicas del hardware sin sacrificar la estabilidad estadistica del entrenamiento, se
implement6 una estrategia de Acumulacion de Gradientes:

e Batch Fisico: Se redujo el tamafio del lote por dispositivo
(per_device_train_batch_size) a 2 o 4 muestras, dependiendo del modelo.

e Acumulacion: Se acumularon los gradientes durante 8 o 16 pasos antes de
realizar la retropropagacion (gradient_accumulation_steps).

e Resultado: Esta combinacion permitié simular un Batch Size Efectivo de 32
muestras, cantidad suficiente para obtener una estimacion precisa del error
medio del dataset. Adicionalmente, se activo el entrenamiento en Precision
Mixta (FP16), reduciendo el consumo de memoria a la mitad y acelerando el
computo en los Tensor Cores de la GPU.

C. Regularizacion y Criterios de Parada:
Dado el tamafio limitado del corpus juridico especializado (en comparacion con los
datasets generalistas), el riesgo de sobreajuste (overfitting) —donde el modelo
memoriza las sentencias en lugar de aprender a resumirlas— es alto. Se aplicaron dos

mecanismos de control:
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Weight Decay (Decaimiento de Pesos): Se aplicé un factor de 0.01 en el
optimizador AdamW para penalizar los pesos excesivamente grandes,
forzando al modelo a aprender caracteristicas mas distribuidas y
generalizables.

Early Stopping (Parada Temprana): Se configuré el entrenamiento para
evaluar el modelo al final de cada época. Si la funcion de pérdida en el
conjunto de validacion (eval loss) no mejoraba durante 3 evaluaciones
consecutivas (patience), el entrenamiento se detenia automaticamente.
Ademas, mediante la directiva load best model at end=True, se asegur6d que
el modelo final guardado correspondiera siempre al punto de menor error de

validacion, descartando las épocas finales si estas presentaban sobreajuste.

D. Generacion (Inferencia):

Durante la etapa de inferencia y validacion, se sustituyo la decodificacion voraz

(Greedy Search) por la Busqueda por Haces (Beam Search).

Justificacion: El lenguaje legal requiere coherencia de largo alcance
(concordancia entre el inicio y el fin de la oracion). La busqueda voraz tiende
a cometer errores irreversibles al elegir palabras localmente probables.
Configuracion: Se establecio un ancho de haz (num_beams) de 4 para la
mayoria de modelos y de 8 para PEGASUS. Esto obliga al modelo a explorar
multiples hipdtesis de redaccion simultaneamente, seleccionando la secuencia

con mayor probabilidad conjunta global.
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e Control de Repeticion: Para mitigar los bucles repetitivos (comunes en
arquitecturas hibridas como Bert2Bert), se impuso una penalizacion estricta a
los n-gramas repetidos (no_repeat ngram size=3), garantizando variedad
léxica en el resumen final.
3.5.4 Evaluacion de desemperio
La evaluacion se sistematizé mediante dos conjuntos de indicadores calculados sobre el conjunto
de prueba (test set), comparando el Resumen Generado (Hipdtesis) frente al Resumen Humano
de Referencia (Gold Standard) elaborado por especialistas juridicos.
3.5.4.1 Meétricas de Evaluacion Automatica
Para cuantificar objetivamente la calidad de los resimenes generados y permitir una
comparacion estandarizada entre las arquitecturas (BART, BETO, mTS5, PEGASUS), se
implementaron las dos familias de métricas predominantes en la literatura cientifica de Resumen
Automatico de Texto. Estas métricas comparan la "Hipotesis" (el resumen generado por la IA)
contra la "Referencia" (el resumen redactado por expertos juridicos).
A. ROUGE (Recall-Oriented Understudy for Gisting Evaluation)
Esta métrica constituye el estindar de facto en la disciplina. Evaltia fundamentalmente la
Cobertura (Recall), es decir, cuanta informacion relevante del resumen humano fue capaz de
recuperar el modelo. Dada la naturaleza técnica del lenguaje legal, se desgloso el andlisis en
tres variantes criticas:
a. ROUGE-1 (Unigramas)
Mide la superposicion de palabras individuales. Su funcién es validar la Relevancia
Informativa, determinando si el modelo ha capturado los sustantivos y verbos

nucleares del caso (e.g., sentencia, casacion, nulidad, improcedente).
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b. ROUGE-2 (Bigramas)
Mide la coincidencia de pares de palabras consecutivas. Esta variante es la de mayor
peso semantico para el dominio legal, ya que los conceptos juridicos suelen ser
construcciones compuestas (e.g., prision preventiva, debido proceso, tutela
jurisdiccional). Un alto puntaje en ROUGE-2 garantiza que el modelo no solo
recupera palabras aisladas, en su lugar preserva la integridad de los tecnicismos
legales.
¢. ROUGE-L (Longest Common Subsequence)
Evalua la secuencia comun mas larga entre ambos textos, permitiendo saltos. Actua
como un proxy de la Fluidez y Cohesion Sintactica, penalizando aquellos resumenes
que, aun conteniendo las palabras correctas, presentan una estructura gramatical
desordenada o carente de ilacion logica.
B. BLEU (Bilingual Evaluation Understudy)
Complementariamente, se incorpord la métrica BLEU (especificamente la implementacion
SacreBLEU), tradicionalmente usada en traduccion automatica. A diferencia de ROUGE,
BLEU se enfoca en la Precision (Precision). En el contexto de esta investigacion, BLEU
cumple un rol de "control de alucinaciones". penaliza al modelo cuando genera n-gramas
que no aparecen en la referencia. Un puntaje BLEU bajo, incluso acompafiado de un ROUGE
alto, alertaria sobre un modelo que esté introduciendo informacion espuria o inventada, un
error critico e inaceptable en la redaccion de documentos judiciales donde la fidelidad a los

hechos es imperativa.
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3.5.4.2 Protocolo de Pruebas con Datos No Vistos

Para garantizar que los resultados reflejen la capacidad real de generalizacion de los modelos y
no una mera memorizacion de los datos de entrenamiento (overfitting), se disefid un protocolo
riguroso de evaluacion basado en la particion estricta del dataset.

Aislamiento del Conjunto de Prueba (Test Set) Se reservé un subconjunto correspondiente al
10% del corpus total, denominado Conjunto de Prueba. Este conjunto se mantuvo incontaminado
durante todo el proceso de ajuste fino; es decir, los modelos nunca vieron estos ejemplos durante
el calculo de gradientes ni durante la validacién de épocas.

La evaluacion final se ejecutd cargando el mejor checkpoint guardado de cada modelo y
realizando inferencia sobre este conjunto aislado. Esto simula un escenario de produccion real,
donde el sistema debe enfrentarse a resoluciones judiciales nuevas que no existian en el
momento de su entrenamiento.

3.6 Analisis de datos

El analisis de datos en esta investigacion trascendid la mera descripcion estadistica basica. Dado
que la materia prima del estudio es el lenguaje natural juridico caracterizado por su alta
complejidad sintactica, tecnicismos arcaicos y estructuras recursivas, se adoptd un enfoque
analitico mixto. Este combind técnicas de Lingiiistica Computacional para cuantificar la
dimensionalidad del texto, con criterios de Dogmatica Juridica para evaluar la calidad y
coherencia argumentativa de las resoluciones. El objetivo central de esta fase fue determinar la
viabilidad del corpus para el entrenamiento de modelos de Deep Learning y establecer las
estrategias de preprocesamiento necesarias para mitigar las limitaciones de longitud de entrada

inherentes a las arquitecturas Transformer (tipicamente 512 o 1024 tokens).



96

3.6.1 Métodos de andlisis de datos

Para caracterizar el corpus de resoluciones judiciales peruanas y asegurar la integridad del
entrenamiento supervisado, se sistematizaron cuatro métodos analiticos especificos:

(a) Analisis de Distribucion de Longitud de Tokens.

Se realiz6 un andlisis estadistico de la longitud, en tokens, de las resoluciones judiciales y sus
resimenes objetivo utilizando los tokenizadores especificos de cada modelo. Este andlisis
permiti6é caracterizar la distribucion, identificar valores centrales y detectar outliers,
proporcionando informacién clave para definir estrategias adecuadas de truncamiento y relleno,
asi como para priorizar secciones criticas del documento en casos que excedian el limite maximo
de tokens.

(b) Analisis de Frecuencia de N-Gramas y Terminologia Legal.

Se analiz6 la frecuencia de unigramas, bigramas y trigramas tras la eliminacién de palabras
vacias con el fin de evaluar la densidad 1éxica del corpus. Este estudio confirmo la presencia
predominante de terminologia juridica especializada, evidenciando que el conjunto de datos
posee un dominio semantico especifico y justificando la necesidad de aplicar ajuste fino de los
modelos en lugar de enfoques genéricos zero-shot.

(c) Analisis de Estructura Documental y Ratio Decidendi.

Mediante una auditoria cualitativa de una muestra representativa del corpus y el uso de
expresiones regulares para segmentar automaticamente las secciones de las sentencias, se
verifico la consistencia estructural de los documentos. Este proceso asegurd que los textos de
entrada contuvieran el razonamiento judicial central (ratio decidendi), evitando la inclusion de
documentos incompletos o irrelevantes que podrian introducir ruido en el entrenamiento.

o o r

(d) Protocolo de Particion Estratificada.
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La division del corpus en conjuntos de entrenamiento, validacion y prueba se realizé mediante
un esquema de particion estratificada basado en la tipologia del delito. Este enfoque garantiz6 la
representatividad estadistica de cada subconjunto, redujo el riesgo de sobreajuste a categorias
dominantes y permitié una evaluacion mas justa y robusta de la capacidad de generalizacion del
modelo.
3.6.2 Técnicas para la presentacion de datos
La comunicacion de los resultados experimentales se rige por los principios de interpretabilidad
y transparencia cientifica. Dado que la evaluacion de modelos de generacion de texto implica
tanto magnitudes numéricas como cualidades lingiiisticas, se disefid un esquema de presentacion
mixto que integra visualizaciones estadisticas para el andlisis cuantitativo y matrices textuales
para la validacion cualitativa.
e Tablas de Rendimiento Consolidado y Desviacion Estandar.
Para la comparacion directa entre las arquitecturas (BART, BETO, mT5, PEGASUS), se
utilizan tablas sintesis que reportan la media aritmética de las métricas ROUGE-1,
ROUGE-2, ROUGE-L y BLEU. A diferencia de reportes simples, estas tablas incluyen la
desviacion estandar (o) para cada métrica.
En investigacion de 1A, un promedio alto no es suficiente si la varianza es excesiva.
Presentar la desviacion estandar permite demostrar la estabilidad del modelo; es decir,
confirmar que el modelo no solo genera buenos resimenes esporadicamente, en su lugar
mantiene un rendimiento consistente a través de todo el corpus judicial.
e Curvas de Dinamica de Entrenamiento (Learning Curves).
Se presentan graficos de lineas que trazan la evolucion de la funcion de pérdida (Training

Loss vs. Validation Loss) a lo largo de las épocas de entrenamiento.
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Esta visualizacion es la prueba forense del proceso de aprendizaje. Permite diagnosticar
visualmente fenémenos criticos como la convergencia (qué tan rapido aprende el modelo)
y el sobreajuste (overfitting). Si la curva de validacion comienza a divergir de la de
entrenamiento, se evidencia graficamente el punto exacto donde el modelo dejo de
generalizar y comenzo6 a memorizar, justificando asi las decisiones de parada temprana.
Histogramas de Distribucion de Tokens.

Se utilizaron histogramas para representar la longitud de las secuencias de entrada
(resoluciones originales) y de salida (resimenes generados).

Esta técnica valida la eficacia de la capacidad de sintesis. Al superponer la distribucion
de longitudes de los resumenes generados con los resimenes de referencia, se puede
demostrar graficamente si el modelo respeta la concision requerida o si tiende a generar
textos innecesariamente extensos (verbosidad) o truncados.

Matrices de Contrastacion Cualitativa.

Se presentan cuadros comparativos de texto que alinean horizontalmente: (1) El texto
fuente, (2) El resumen humano (Gold Standard) y (3) El resumen generado por la IA.
Dado que las métricas automaticas no capturan la semantica profunda, esta presentacion
permite al lector humano auditar la coherencia juridica. Facilita la deteccion manual de
alucinaciones, errores de concordancia gramatical o la omision de hechos probados,
proporcionando la evidencia empirica necesaria para respaldar las conclusiones sobre el

resumen.



99

IV. Resultados y discusion
4.1 Resultados
Este capitulo presenta la evaluacion experimental del rendimiento de los cuatro modelos
propuestos (BART, BETO, mT5 y PEGASUS). Para garantizar la imparcialidad y robustez de
los hallazgos, las métricas se obtuvieron exclusivamente sobre el conjunto de prueba (test set), el
cual se mantuvo aislado durante todo el proceso de entrenamiento. El anélisis se estructura en
dos etapas: primero, la validacion de la estabilidad del aprendizaje y, segundo, la comparativa de
la capacidad de inferencia para procesar la complejidad sintactica y semantica del lenguaje
juridico peruano.
4.1.1 Dindmica de aprendizaje y validacion del ajuste
La fase de entrenamiento de modelos de lenguaje basados en la arquitectura Transformer,
especificamente bajo el paradigma de aprendizaje por transferencia (transfer learning), requiere
un monitoreo riguroso que trascienda las métricas finales. En esta seccion, se evalta la
estabilidad algoritmica y la calidad de convergencia de los cuatro modelos propuestos (BART,
BETO, mT5 y Pegasus) durante el proceso de ajuste fino (fine-tuning). El analisis se fundamenta
en el comportamiento de la funcion de pérdida (loss function), concretamente la entropia
cruzada, y su correlacion con las métricas de validacion a lo largo de las épocas, lo que permite
diagnosticar la salud del aprendizaje bajo criterios fundamentales de ingenieria.
Inicialmente, el estudio prioriza la verificacion de la estabilidad de convergencia para asegurar
que el descenso del error sea mondtono y constante. Esto permite descartar oscilaciones criticas
en la actualizacion de los gradientes que podrian invalidar el modelo. Simultaneamente, se
examina la brecha de generalizacion (generalization gap) mediante la evaluacion de la distancia

entre la pérdida de entrenamiento y la de validacion. Este indicador resulta crucial para detectar
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tempranamente fendmenos de sobreajuste (overfitting), situacion en la cual el modelo
memorizaria el ruido del corpus juridico en lugar de aprender sus patrones estructurales.
Finalmente, se considera la adaptacion arquitectonica al analizar como las distintas naturalezas
de los modelos, ya sean de tipo codificador-decodificador o solo codificador, influyen en la
velocidad y eficacia de su adaptacion al dominio legal peruano.

A continuacion, se desglosa el comportamiento individual de cada arquitectura para garantizar
que los resultados de generacion presentados posteriormente sean producto de un aprendizaje
robusto, generalizable y técnicamente validado.

4.1.1.1 Evaluacion comparativa de la convergencia de la funcion de pérdida

El analisis de la evolucion de la funcion de pérdida durante la validacion constituye el primer
indicador de la estabilidad del entrenamiento. La Figura 13 ilustra las curvas de aprendizaje
comparativas para los cuatro modelos evaluados, evidenciando que todas las arquitecturas
lograron una convergencia efectiva, caracterizada por una reduccion progresiva y mondtona del
error a medida que avanzaban las épocas. Este comportamiento descarta la presencia de
inestabilidades numéricas graves o divergencias tempranas que pudieran invalidar los resultados

posteriores.
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Figura 13

Evolucion comparativa de la pérdida de validacion (validation loss) durante el ajuste fino para
los modelos BART, BETO, mT5 y Pegasus.
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Nota. Elaboracion propia.

Al examinar los valores absolutos de convergencia, se observa una distincion notable entre las
arquitecturas. El modelo BART alcanzo los valores de pérdida mas bajos, estabilizandose cerca
de 0.67, lo que indica una alta certidumbre probabilistica en sus predicciones token por token.
Por otro lado, los modelos mT5 y Pegasus convergieron en rangos superiores, oscilando entre 1.4
y 1.5. Es crucial interpretar esta discrepancia no como una deficiencia en la capacidad de
aprendizaje de estos Ultimos, sino como una consecuencia intrinseca de sus disefios
arquitectonicos.

La disparidad observada en la magnitud absoluta de la pérdida se atribuye fundamentalmente a la

dimensionalidad del espacio de vocabulario de cada arquitectura. Modelos multilingiies como



102

mTS5 operan sobre un vocabulario de aproximadamente 250,000 tokens, una cifra
significativamente superior a los ~50,000 tokens del modelo BART.
Matematicamente, al aplicar la funcion Softmax sobre un espacio de salida mas vasto (vector de
logits), la masa probabilistica tiende a diluirse entre un mayor nimero de candidatos plausibles.
Esto incrementa la entropia intrinseca del sistema y, por definicion, eleva el piso nominal de la
entropia cruzada (Cross-Entropy Loss), dado que el modelo penaliza incluso predicciones
correctas si su confianza (p) es numéricamente menor debido a la competencia entre sindbnimos
multilingties.
Por consiguiente, la pérdida mas baja de BART no implica necesariamente una mejor
comprension semantica, sino una menor perplejidad numérica derivada de un espacio de
busqueda mas compacto. Las curvas demuestran que mT5 y Pegasus, a pesar de enfrentar un
problema de clasificacion de mayor dimensionalidad, lograron aprender la estructura del
conjunto de datos con la misma estabilidad y consistencia de convergencia que los modelos mas
ligeros.
4.1.1.2 Analisis de estabilidad y generalizacion por arquitectura
Para diagnosticar la eficacia del aprendizaje y detectar posibles anomalias como el sobreajuste
(overfitting) o el subajuste (underfitting), se examind la relacion dindmica entre la pérdida de
entrenamiento (training loss) y la pérdida de validacion (validation loss) para cada arquitectura
de manera individual. Este andlisis permite evaluar cémo cada modelo, segtin su disefio interno,
se adapta a la complejidad del corpus juridico.
A) Dinamica del modelo BART
La Figura 14 ilustra el comportamiento del modelo BART, el cual exhibe la dindmica

mas equilibrada del conjunto. Se observa un descenso sincronizado de ambas curvas
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desde la primera época, logrando una estabilizacién temprana. A partir de la época
1.5, la pérdida de entrenamiento desciende ligeramente por debajo de la de
validacion, abriendo una brecha de generalizacién pequena y constante. Este patron
es caracteristico de un modelo bien ajustado, donde el algoritmo aprende los detalles
especificos del conjunto de entrenamiento sin perder la capacidad de generalizar
sobre datos nuevos, confirmando la idoneidad de los hiperparametros seleccionados.

Figura 14

Dindamica de aprendizaje detallada para el modelo BART: Evolucion comparativa de la Pérdida
de Entrenamiento (Training Loss) vs. Pérdida de Validacion (Validation Loss).

Dindmica de Aprendizaje Recuperada: Training vs Validation Loss

1.3 = Training Loss
— = Validation Loss

1.2
L:E
1.0

0.9

Pérdida (Loss)

0.8

0.7

0.6

1 2 3 4
Epocas (Epochs)

Nota. Elaboracion propia.
B) Dinamica del modelo BETO
El comportamiento del modelo BETO, detallado en la Figura 15, revela un patron de
adaptacion distintivo. Se distingue una caida drastica en la pérdida de entrenamiento

durante la primera época, descendiendo desde valores cercanos a 2.9 hasta 1.8. Esta
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pendiente inicial agresiva sugiere que el modelo, siendo originalmente una
arquitectura de tipo encoder (BERT), requiri6 un esfuerzo de optimizacion
significativo al inicio para reconfigurar sus pesos hacia la tarea generativa (seq2seq).
Tras esta fase de adaptacion forzosa, las curvas de entrenamiento y validacion
convergen estrechamente, indicando que, pese a la dificultad inicial, el modelo logro
estabilizarse sin memorizar ruido.

Figura 15

Dindamica de aprendizaje detallada para el modelo BETO: Evolucion comparativa de la Pérdida
de Entrenamiento (Training Loss) vs. Pérdida de Validacion (Validation Loss).
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Nota. Elaboracion propia.
C) Dinamica del modelo MT5
La Figura 16 presenta la evolucion del modelo mTS5, destacando un fenémeno de
regularizacion positivo. A lo largo del proceso, la pérdida de validacion (linea roja) se

mantiene sistematicamente por debajo de la pérdida de entrenamiento (linea azul).
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Este comportamiento contraintuitivo es técnicamente atribuible al uso de técnicas de
regularizacion robustas, como el dropout, que se activan durante el entrenamiento
"apagando" neuronas aleatorias para dificultar el aprendizaje, pero se desactivan
durante la validacion. Esto confirma que el modelo posee una excelente capacidad de
generalizacion y una ausencia total de sobreajuste, validando su robustez para
entornos de produccion.

Figura 16

Dindamica de aprendizaje detallada para el modelo mT5: Evolucion comparativa de la Pérdida
de Entrenamiento (Training Loss) vs. Pérdida de Validacion (Validation Loss).
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Nota. Elaboracion propia.
D) Dinamica del modelo Pegasus
Finalmente, el analisis del modelo Pegasus en la Figura 17 muestra una convergencia
lineal sin asintotica clara. A diferencia de los modelos anteriores que tienden a

aplanarse hacia el final, la curva de entrenamiento de Pegasus mantiene una pendiente
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pronunciada hasta la ultima época. Esto sugiere que el modelo atin se encontraba en
una fase activa de adquisicion de conocimiento y no habia alcanzado su limite de
capacidad. La amplia distancia entre la pérdida de entrenamiento y la de validacion
refuerza la hipotesis de que esta arquitectura, disefiada especificamente para
resumenes abstractivos complejos, podria haberse beneficiado de un ciclo de
entrenamiento mas extenso para refinar su precision.

Figura 17

Dindamica de aprendizaje detallada para el modelo Pegasus: Evolucion comparativa de la
Pérdida de Entrenamiento (Training Loss) vs. Pérdida de Validacion (Validation Loss).
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Nota. Elaboracion propia.

4.1.1.3 Comportamiento de generacion y métricas intermedias

Mas allé de la funcion de pérdida, es fundamental analizar las métricas de comportamiento
registradas durante la validacion, ya que estas ofrecen una vision preliminar sobre la estrategia

de escritura que esta adoptando cada modelo. La Tabla 3 resume los valores alcanzados por las
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cuatro arquitecturas en la tltima época del ajuste fino, destacando no solo el error numérico, sino
también la longitud promedio de los resimenes generados (Gen Len) y la recuperacion de
vocabulario (ROUGE-1).

Tabla 3

Meétricas de validacion en la ultima época del entrenamiento.

Modelo Epoca Final Train Loss ValLoss ROUGE-1 (Val) Gen Len
(Promedio)

BART 5 0.5712 0.6707 0.3097 142.0

BETO 5 1.2028 1.2488 0.5211 512.0

mT5 4 1.8770 1.5403 0.4803 511.0

Pegasus 4 1.6416 1.3968 0.5060 511.0

Nota. Elaboracion propia
El analisis de estos datos revela dos patrones de comportamiento marcadamente distintos en la
generacion de texto:
i) Estrategia de Concision (BART):
El modelo BART destaca por haber aprendido eficientemente a predecir el token de
fin de secuencia (KEOS>). Su longitud de generacion promedio se estabilizo en 142.0
tokens, lo que indica una capacidad para sintetizar la informacion y detenerse. Esta
brevedad contribuye directamente a su baja pérdida de validacion (0.6707), ya que al
generar secuencias mas cortas, acumula menos error probabilistico total en
comparacion con secuencias largas.
ii) Estrategia de Exhaustividad (mT5, BETO, Pegasus):
Por el contrario, los modelos restantes tendieron a saturar la ventana de contexto
permitida, alcanzando promedios cercanos al limite méximo de 512 tokens. Esta
"verbosidad" tiene un doble efecto en las métricas:

e Inflacion de la Pérdida:
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Al generar mas tokens, la suma acumulada de la entropia cruzada aumenta, lo que
explica por qué sus valores de Loss son superiores (entre 1.2 y 1.5) sin que esto
signifique necesariamente un peor aprendizaje.
e Maximizacion del ROUGE-1:
Al producir textos mas extensos, estos modelos aumentan estadisticamente la
probabilidad de coincidir con palabras de la referencia (mayor Recall), lo que se
refleja en puntajes ROUGE-1 de validacion superiores (ej. 0.5211 para BETO).
En conclusion, mientras BART optimiz6 su funcion de objetivo hacia la precision y la sintesis,
arquitecturas como mT5 priorizaron la cobertura exhaustiva del contenido, un rasgo que, como
se vera en la evaluacion final, resulta ventajoso para capturar la densidad semantica de los textos
juridicos.
4.1.2 Evaluacion del desemperio sobre el conjunto de prueba (test set)
Una vez verificada la convergencia y estabilidad del entrenamiento, se procedio a la fase critica
de evaluacion inferencial. Para ello, se utilizaron los modelos en su estado final para generar
resumenes sobre el conjunto de prueba (Test Set), un subconjunto de datos mantenido
estrictamente aislado durante la fase de aprendizaje. Esta separacion garantiza que las métricas
obtenidas reflejen la capacidad real de generalizacion de los algoritmos ante documentos
juridicos inéditos, y no una simple memorizacion de ejemplos previos.
4.1.2.1 Comparativa de métricas de generacion automatica (ROUGE y BLEU)
Para cuantificar la calidad de los textos generados, se emplearon las métricas estandar de la
industria: ROUGE (orientada a medir la cobertura de la informacion o Recall) y BLEU
(orientada a medir la precision y fluidez). La Figura 18 presenta el desempefio comparativo de

las cuatro arquitecturas evaluadas.
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Figura 18

Resultados finales de la evaluacion automatica sobre el conjunto de prueba.
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Nota. Elaboracion propia.

El analisis visual de la Figura 18 revela una jerarquia de rendimiento clara. El modelo mT5
(barra verde) demuestra una superioridad consistente a través de todas las dimensiones
evaluadas. A diferencia de BART, que mostrd una alta eficiencia numérica durante el
entrenamiento, en la prueba final su desempefio en ROUGE-L (estructura de la oracion) es
superado por mT5. Asimismo, el modelo Pegasus muestra un rezago significativo en este
dominio especifico, sugiriendo que su pre-entrenamiento original no se transfirio tan eficazmente
al espafiol juridico peruano como las arquitecturas multilingties.

4.1.2.2 Analisis cuantitativo de la fidelidad textual

Mas alla de la inspeccion visual, la validacion cientifica de los modelos generativos exige un
escrutinio riguroso de las métricas de evaluacion automatica. La Tabla 4 desglosa los resultados
exactos obtenidos sobre el conjunto de prueba, proporcionando la evidencia empirica necesaria

para determinar la superioridad arquitectonica de la propuesta. A continuacion, se realiza una
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diseccion técnica de estos hallazgos a través de las dimensiones de exhaustividad (Recall) y
precision (Precision).
Tabla 4

Resultados finales de la evaluacion automatica sobre el conjunto de prueba.

Modelo ROUGE-1 ROUGE-2 ROUGE-L BLEU
BART (Large) 0.4427 0.2505 0.2638 0.0900
BETO (Bert2Bert) 0.4576 0.2043 0.2505 0.0927
mTS (Propuesto) 0.4706 0.2568 0.2698 0.1228
Pegasus (Large) 0.3886 0.1835 0.2587 0.1029

Nota. Elaboracion propia.
A) Dominio en la Recuperacion de Informacion (Métricas ROUGE)

Las métricas ROUGE (Recall-Oriented Understudy for Gisting Evaluation) evaluan

fundamentalmente la capacidad del modelo para "no olvidar" informacién importante

del texto original.

e Coincidencia Léxica (ROUGE-1):
El modelo mT5 alcanzo un coeficiente de 0.4706, superando claramente a BETO
(0.4576) y BART (0.4427). Este resultado indica que mT5 es el mas eficaz en la
identificacion y retencion de palabras clave individuales (unigramas), un rasgo
critico en el dominio juridico donde la omision de un término técnico puede
alterar el sentido legal de una sentencia.

e Coherencia Fraseolégica (ROUGE-2):
En la evaluacion de bigramas, que mide la capacidad de construir pares de
palabras consecutivos con sentido, la brecha se amplia. El puntaje de 0.2568 de

mTS5 frente al 0.2043 de BETO demuestra que, si bien BETO puede encontrar
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palabras sueltas, tiene dificultades significativas para encadenarlas en frases
coherentes, una limitacion propia de su arquitectura encoder-only forzada a
generar texto.

Fluidez Estructural (ROUGE-L):

Esta métrica, basada en la subsecuencia comun mas larga, refleja la calidad de la
estructura oracional. Con un 0.2698, mT5 confirma que no solo copia palabras, en
su lugar preserva la sintaxis y el flujo narrativo del resumen de referencia mejor

que cualquier otro competidor.

B) Superioridad en Precision y Estilo (Métrica BLEU)

Mientras que ROUGE mide cuanto contenido se recupera, BLEU (Bilingual

Evaluation Understudy) penaliza los errores de precision y la "alucinacion" de texto.

El Salto Cualitativo:

El hallazgo mas contundente de esta investigacion reside en el puntaje BLEU. El
modelo mT5 obtuvo 0.1228, estableciendo una diferencia porcentual del 36.4%
respecto al modelo base BART (0.0900). En el estado del arte de la generacion de
texto, una mejora de esta magnitud no es marginal; representa un cambio
cualitativo en la legibilidad del texto.

Interpretacion del Puntaje:

Mientras que los modelos BART y BETO se estancaron en el rango de 0.09
(produciendo textos con disfluencias o errores gramaticales perceptibles), el
umbral de 0.12 alcanzado por mT5 sugiere una generacion sintacticamente mas
limpia y gramaticalmente mas robusta, acercdndose mas a la naturalidad de un

redactor humano.
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C) Rendimiento Inferior de Pegasus
Mencidn aparte merece el desempefio del modelo Pegasus, que registrd los valores
mas bajos en casi todas las categorias (ej. 0.3886 en ROUGE-1). Este subrendimiento
sugiere que su estrategia de pre-entrenamiento original (Gap Sentence Generation),
aunque efectiva en inglés, no logr6 una transferencia de aprendizaje exitosa al
contexto juridico peruano con la misma eficacia que el enfoque multilingiie masivo
de mTS5.
4.1.2.3 Analisis Cualitativo
Mas alla de las cifras, se realizé una auditoria textual manual sobre una muestra estratificada de
los resimenes generados para evaluar dimensiones que las métricas automaticas no pueden
capturar: la coherencia juridica, la fidelidad factica y la manejo de tecnicismos.
(a) Coherencia Juridica y Estructura Argumentativa
El modelo mT5 demostrd una capacidad notable para identificar la ratio decidendi. En
los ejemplos analizados, se observo que mT5 tiende a iniciar el resumen declarando la
decision del tribunal (e.g., La Corte Suprema declara infundado el recurso...), seguido
inmediatamente de los argumentos probatorios. En contraste, BART mostr6 una
tendencia a incluir antecedentes procesales irrelevantes (fechas de audiencias previas)
que diluyen la fuerza del resumen, evidenciando una menor capacidad para discernir
entre la paja burocratica y el grano juridico.
(b) Fenomeno de Alucinacion y Precision Factica
Un hallazgo critico fue la propension a las alucinaciones en el modelo PEGASUS. Si
bien genero los resimenes mas fluidos y concisos, en un 15% de los casos muestreados

introdujo cifras o nombres que no existian en el documento original, un error grave en el
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contexto judicial. Por el contrario, mT5 y BETO mostraron un comportamiento mas
conservador y fiel al texto fuente (source-faithful), manteniendo la integridad de los
hechos probados, aunque a costa de una redaccion ligeramente mas repetitiva.

(c¢) Manejo de Terminologia y Latinismos
El analisis 1éxico confirm¢ la ventaja de la arquitectura multilingiie. Ante expresiones
como in dubio pro reo o vacatio legis, mT5 las transcribi6 correctamente e integré en la
sintaxis de la oracion. Los modelos BART (anglocéntrico) y BETO (monolingiie)
ocasionalmente fragmentaron estos términos o intentaron traducirlos errbneamente,
generando oraciones semanticamente ambiguas.

(d) Dominio del Lenguaje Técnico y Extraccion de Entidades
En esta seccion se evalua la capacidad del modelo mTS5 para reproducir fielmente el
lenguaje técnico propio del dominio legal y, lo que es mas critico, para extraer datos
numeéricos y entidades especificas sin errores. A diferencia de los modelos de lenguaje
genéricos que tienden a parafrasear en exceso, el modelo propuesto demuestra una alta
fidelidad en la transcripcion de montos dinerarios y regimenes laborales.
Como se evidencia en la Tabla 5, correspondiente al Expediente N° 05044-2020, el
modelo logra un alineamiento casi perfecto con el resumen de referencia en cuanto a la
extraccion de informacion fina (Fine-Grained Information Extraction)..

Tabla 5§
Analisis de Precision Extractiva (Exp. N° 05044-2020).

Texto Original (Extracto del Resumen Humano Resumen mTS5 (Generado)
Input) (Referencia)
...CONFIRMARON la Sentencia La Sala CONFIRMO la  La Segunda Sala Laboral

N° 113-2021... que sentencia de primera Permanente...
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DECLARA: FUNDADA la
demanda... RECONOCIERON
al actor en un contrato de trabajo
de duracion indeterminada...
bajo el régimen de la actividad
privada, Decreto Legislativo N°
728. ORDENARON a la
demandada (Municipalidad
Distrital de Miraflores) abonar
al actor la suma de S/.
9,184.44(NUEVE MIL CIENTO
OCHENTA Y CUATRO CON
33/100 SOLES) por conceptos
de Gratificacion, Compensacion
por Tiempo de Servicios y

Escolaridad...

instancia que

declar6 FUNDADA la
demanda. Se declara la
ineficacia de los
Contratos CAS y se
reconoce la existencia de
un vinculo laboral bajo el
régimen D.L. N° 728. Se
ordena el pago de S/.
9,184.44 por beneficios
sociales y la
incorporacion en
planillas

de trabajadores obreros

permanentes.

resolvio CONFIRMAR la
sentencia... que

declar6 FUNDADA la
demanda... [ACIERTO
PRECISO]: Se ordena a la
Municipalidad pagar al actor
la suma de S/.

9,184.44 (NUEVE MIL
CIENTO OCHENTA' Y
CUATRO CON 33/100
Soles) por conceptos de
Gratificacion, Compensacion
por Tiempo De Servicios y
Escolaridad... Se establece
que las labores

de trabajadores obreros
permanentes estan sujetas al

régimen.

Nota. Se resalta en negrita la coincidencia exacta del monto indemnizatorio y la correcta

identificacion de la naturaleza del trabajador ("Obrero permanente").

Andlisis del Caso N° 05044-2020 (Alta Fidelidad Extractiva): A diferencia del caso

anterior, la Figura 18 ilustra un escenario de alto desempefio del modelo mT5. En este

expediente contra la Municipalidad Distrital de Miraflores, el modelo no solo identifica

correctamente el sentido del fallo (CONFIRMAR, FUNDADA), en su lugar demuestra

una capacidad notable de extraccion de informacion fina (Fine-Grained Information

Extraction).

Especificamente, el modelo recupera el monto exacto de la condena (S/. 9,184.44) y

transcribe literalmente la cantidad en letras, tal como aparece en el documento original
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(Input). Asimismo, la terminologia utilizada (Obreros permanentes, D.L. 728) es
juridicamente consistente con la naturaleza de la entidad demandada (un gobierno local),
lo que indica que, cuando las sefiales contextuales son fuertes y tipicas del corpus de
entrenamiento (derecho laboral municipal), el modelo logra un alineamiento semantico y
factico casi perfecto con la referencia humana.
(e) Legibilidad y Capacidad de Sintesis
En términos de compresion, PEGASUS logro los ratios de compresion mas altos
(resimenes mads cortos), pero a menudo sacrificando la fundamentacion legal. mT5
ofreci6 el balance més equilibrado, produciendo resimenes que, aunque ligeramente mas
extensos, conservan la cadena logica necesaria para que un abogado comprenda el porqué
de la decision judicial sin necesidad de recurrir al expediente completo.
4.2 Discusion de resultados
El analisis experimental ha revelado patrones de rendimiento que trascienden la simple
comparacion numérica, evidenciando cémo las caracteristicas arquitectonicas intrinsecas de cada
modelo influyen en su capacidad para procesar el lenguaje juridico peruano. A continuacion, se
discuten tres hallazgos fundamentales que justifican la seleccion del modelo propuesto.
4.2.1 La paradoja de la pérdida vs. calidad semdantica
Uno de los hallazgos mas notables de esta investigacion es la aparente discrepancia entre la
eficiencia numérica del entrenamiento y la calidad final de la generacion. Mientras que el
modelo BART logré la menor pérdida de validacion (0.67), fue el modelo mTS5 (con una pérdida
de 1.54) el que produjo los resumenes de mayor calidad segin las métricas BLEU y ROUGE.
Esta divergencia no indica una falla en el aprendizaje de mT5, en su lugar responde a la

dimensionalidad del espacio de vocabulario. Al operar con un vocabulario multilingiie masivo
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(250,000 tokens), mTS5 distribuye su probabilidad entre un nimero mucho mayor de candidatos,
lo que eleva matematicamente su entropia cruzada. Sin embargo, esta "incertidumbre numérica"
le otorga una mayor riqueza Iéxica, permitiéndole seleccionar términos mas precisos y variados.
En contraste, BART, al estar limitado a un vocabulario mas compacto, minimiza el error
rapidamente pero tiende a generar oraciones sintacticamente correctas pero semanticamente mas
simples. Esto demuestra que, en tareas de generacion compleja, una menor funcion de pérdida no
es garantia de una mayor fidelidad textual.

4.2.2 Limitaciones estructurales de los modelos Encoder

El desempefio del modelo BETO ofrece una evidencia empirica clara sobre las limitaciones de
adaptar arquitecturas tipo Encoder (como BERT) para tareas generativas. Si bien BETO mostrd
una excelente capacidad para identificar palabras clave (alto ROUGE-1), su bajo desempefio en
fluidez (BLEU de 0.09) confirma que su arquitectura no esta optimizada para la construccion
secuencial de texto.

A diferencia de los modelos Sequence-to-Sequence nativos (mT5, BART) que poseen un
decodificador dedicado a planificar la estructura de la oracion, BETO debe "forzar" la
generacion palabra por palabra sin una vision global de la sintaxis de salida. Esto resulta en
resumenes que contienen los términos juridicos correctos, pero que carecen de la cohesion
gramatical necesaria para ser legibles, validando la hip6tesis de que las arquitecturas Encoder-
Decoder son superiores para la tarea de resumen automatico.

4.2.3 Eficacia de la transferencia de aprendizaje multilingiie

Finalmente, el subrendimiento del modelo Pegasus (originalmente el estado del arte en
resimenes en inglés) frente a mTS resalta la importancia critica del pre-entrenamiento

multilinglie. Aunque Pegasus posee una arquitectura disefiada especificamente para resumenes



117

(Gap Sentence Generation), su falta de exposicion profunda a la estructura del espafiol durante su
fase de pre-entrenamiento limitd su capacidad de transferencia al dominio legal peruano. Por el
contrario, mT5, pre-entrenado en 101 idiomas, demostr6 una plasticidad superior para adaptarse
a la morfologia y sintaxis del espafiol, superando las barreras del idioma con mayor eficacia que

modelos monolingiies anglocéntricos adaptados.
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V. Conclusiones
El presente capitulo sintetiza los hallazgos definitivos de la investigacion, derivados del analisis
experimental riguroso y la discusion de los resultados expuesta previamente. Las conclusiones se
articulan en correspondencia directa con los objetivos especificos y el objetivo general
planteados al inicio del estudio, con el fin de determinar el alcance, la eficacia y la viabilidad
técnica de los modelos de inteligencia artificial evaluados para la automatizacion del resumen de
resoluciones judiciales en el contexto de la Corte Superior de Lima, Pert.
5.1 Sobre la construccion del corpus juridico
Se logré construir y estandarizar un corpus especializado de resoluciones judiciales de la Corte
Superior de Lima, Pert, el cual fue etiquetado con sus respectivos resumenes de referencia. Este
recurso cubre un vacio significativo en la disponibilidad de datos para el dominio legal peruano,
proporcionando una base estructurada y representativa que permitio el entrenamiento efectivo de
modelos de aprendizaje profundo, garantizando que los algoritmos aprendieran la terminologia y
estructura sintactica propia de la jurisprudencia nacional.
5.2 Sobre el procesamiento del lenguaje natural
La aplicacion de técnicas de preprocesamiento orientadas a la limpieza y segmentacion de textos
judiciales demostr6 ser determinante para la calidad del modelo final. Se concluye que la
eliminacion de ruido (encabezados administrativos, metadatos irrelevantes) y la normalizacion
de la estructura de las sentencias permitieron reducir la ambigiliedad semantica, facilitando que
arquitecturas como mT5 pudieran focalizar su mecanismo de atencion en los argumentos legales

sustantivos en lugar de en la burocracia documental.
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5.3 Sobre la comparacion de modelos abstractivos

El analisis comparativo evidenci6 la superioridad técnica de los modelos abstractivos generativos
frente a las adaptaciones de modelos tipo Encoder. Mientras que el modelo BETO (arquitectura
basada en BERT) mostr6 limitaciones estructurales para generar textos fluidos evidenciadas por
un bajo desempefio sintactico, los modelos Sequence-to-Sequence como mT5 demostraron una
capacidad robusta para reformular y sintetizar la informacion. Se concluye que la arquitectura
"Text-to-Text" es mas idonea para manejar la complejidad del lenguaje juridico peruano que los
enfoques basados tinicamente en codificadores.

5.4 Sobre la evaluacion de la calidad de los resumenes

La evaluacion cuantitativa valido la eficacia del modelo propuesto utilizando métricas estandar.
El modelo mTS5 alcanzo6 un puntaje BLEU de 0.1228, superando en un 36.4% a la linea base
establecida por el modelo BART (0.0900) y superando significativamente a BETO y Pegasus.
Asimismo, los puntajes ROUGE (0.4706 en ROUGE-1 y 0.2568 en ROUGE-2) confirman que el
modelo no solo recupera palabras clave con precision, en su lugar genera resimenes con una
coherencia y cohesion gramatical superior a las alternativas evaluadas.

5.5 Conclusion General

En respuesta al objetivo general, se desarrolld exitosamente un modelo de Inteligencia Artificial
basado en la arquitectura mT5 para la generacion automatica de resimenes de resoluciones
judiciales. Los resultados experimentales confirman que el modelo propuesto es capaz de
procesar sentencias de la Corte Superior de Lima, Pert y producir extractos legibles, coherentes
y fieles al contenido original, constituyendo una herramienta tecnoldgica viable para optimizar la

carga procesal y facilitar el acceso a la informacion judicial.
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VI. Recomendaciones

Basado en los hallazgos experimentales y las limitaciones identificadas durante el desarrollo de

la presente investigacion, se proponen las siguientes lineas de accion para trabajos futuros y

mejoras en la aplicacion de la inteligencia artificial en el ambito judicial:

1. Ampliacion y diversificacion del corpus juridico
Se recomienda expandir el corpus de entrenamiento incorporando resoluciones de otras
especialidades del derecho (Civil, Laboral, Familia), més all4 del &mbito penal o
administrativo utilizado preponderantemente. Dado que cada materia posee una terminologia
y estructura argumentativa propia, un corpus multi-dominio permitiria entrenar modelos con
una capacidad de generalizacion superior, robusteciendo la herramienta para su
implementacion transversal en las Cortes Superiores.

2. Exploracion de arquitecturas de contexto extendido (long-context)
Si bien el modelo mT5 demostr6 un rendimiento superior, se observo que la limitacion de
512 tokens de entrada obliga a truncar documentos legales extensos. Se sugiere para futuras
investigaciones evaluar arquitecturas disefiadas especificamente para secuencias largas, como
LongT5 o BigBird. Estos modelos permitirian procesar la totalidad de una sentencia
compleja sin pérdida de informacion por truncamiento, mejorando la coherencia global del
resumen.

3. Implementacion de técnicas de data augmentation para el espaiiol legal
Dado el alto costo de etiquetar manualmente resimenes de referencia, se recomienda
investigar técnicas de aumento de datos (data augmentation) especificas para el dominio
legal, como la retro-traduccion (back-translation) o el parafraseo sintactico controlado. Esto

permitiria incrementar artificialmente el volumen de datos de entrenamiento, ayudando a
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mitigar el sobreajuste y mejorando la respuesta del modelo ante casos atipicos o poco
frecuentes.

Despliegue como sistema de asistencia, no de reemplazo

Desde una perspectiva operativa, se recomienda desplegar el modelo generado como una
herramienta de "borrador inicial" para el personal jurisdiccional y no como un sistema de
decision autonomo. La integracion debe realizarse bajo un enfoque de IA explicable, donde
el sistema resalte en el documento original las partes que utiliz6 para generar el resumen,
permitiendo al operador de justicia verificar rdpidamente la fuente de la informacion y

validar el resultado final.
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VIII. Anexos

Anexo A: Codigos QR para acceder al drive de codigo fuente

e Modelo BART e Modelo MT5




Anexo B. Matriz de consistencia
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Titulo: Generacion automatica de resumenes de resoluciones judiciales de la Corte Superior de Justicia del Perti mediante técnicas de procesamiento de
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DISENO DE
INVESTIGACION:

POBLACION Y MUESTRA:

TECNICAS E INSTRUMENTOS:

METODO DE ANALISIS DE
DATOS:

Tipo: Aplicada
Nivel: Explicativo -
comparativo

Poblacion: Conjunto de resoluciones judiciales
emitidas por la Corte Superior de Lima, Peru en
diversas materias legales en el periodo 2021 al

2022.

Muestra: Corpus especializado de 6,848
resoluciones judiciales emitidas por las Cortes
Superiores de Justicia del Pert.

Técnicas:

- Extraccion y preprocesamiento de texto
(limpieza, segmentacion).

- Analisis comparativo de resumenes
generados vs. Resumenes de referencia.
Instrumentos:

- Corpus de resoluciones judiciales (base
de datos estructurada).

- Herramientas de PLN: NLTK, SpaCy,
Transformers.

Meétricas de evaluacion: ROUGE-1,
ROUGE-2. ROUGE-L y BLEU.

Cuantitativo comparativo: Se
miden los puntajes ROUGE vy
BLEU obtenidos por cada modelo.
Comparacion estadistica pretest-
postest
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FORMATO DE AUTORIZACION DE PUBLICACION EN EL REPOSITORIO
INSTITUCIONAL UNAM

Formulario de autorizacion para la publicacion electronica en la pagina web del Repositorio
Institucional de la Universidad Nacional de Moquegua, de conformidad con la Ley N° 30035 Ley
que regula el Repositorio Nacional Digital de Ciencia, Tecnologia e Innovacion de Acceso Abierto
y Resolucion de Comision Organizadora N° 041-2022-UNAM que aprueba el Reglamento que
regula el Repositorio Institucional Digital de la UNAM.

1. DATOS DEL AUTOR

Nombres y Apellidos : Diana Carolina Sucapuca Mamani.....................
DNI/Carnet de Extranjeria/Pasaporte N° : 74277930...........c..ccuoumveveerioss iesreveseeesons

Correo electronico . diana.sucapuca.mamani@gmail.com..................
Teléfono/Celular SOTROBTEB. ... i mvsmsiimmmanssnssinimmssmmr smerscrzm s pasams

2. GRADO, TITULO O ESPECIALIZACION (Marque con una X)

Bachiller Titulo Magister Doctor Segunda
Profesional Especialidad
X

3. TIPO DE PUBLICACION (Marque con una X)

a) Articulo ( )

b) Tesis de pregrado ( X)

) Tesis de Maestria ( )

) Tesis de Doctorado ( )

) Monografia ( )

f) Reporte de caso cientifico o hallazgos ( )

g) Libro ( )

h) Parte deunlibro ( )

i) Revision ( )

j)  Conferencia ( )

k) Presentacion ( )

[)  Articulo preliminar ( )

m) Articulo antes de ser publicado ( )

n) Articulode prensa ( )

0) Documentos intemos ( )

p) Imagen ( )

q) Documentos técnicos ( )

r) Ponencias presentadas en eventos cientificos (Jomada, Congreso, Simposio
Conferencias, etc.) ( )

s) Informes de suficiencia profesional ( )

t) Patentes producidas por académicos/as ( )
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4. TIPO DE TRABAJO DE INVESTIGACION (Marque con una X)

a) Tesis ( X)

b) Trabajo de Investigacion ( )

c) Trabajo de suficiencia profesional ( )
d) Trabajo académico ( )

5. DATOS DE LA PUBLICACION

a) Titulo : GENERACION AUTOMATICA DE RESUMENES DE RESOLUCIONES
JUDICIALES DE LA CORTE SUPERIOR DE JUSTICIA DEL PERU MEDIANTE
TECNICAS DE PROCESAMIENTO DE LENGUAJE NATURAL.

b) Campo del conocimiento OCDE (Indicar el codigo de clasificacion OCDE de la obra :
https://catalogos.concytec.gob.pe/vocabulario/ocde ford.html) :  2.02.04..................

c) Fechade publicacion: ...\%............ junio del 2026............ooooovooo o

6. DATOS DEL ASESOR:

a) Nombres y Apellidos : Hugo Euler Tito ChUFE. .........c.ecoereres e erree oo e
b) DNI/Pasaporte/Cédula : ...01315850.............ovvervirioees oo oo
) ORCID : ...0000-0001-8263-0855.............ovveeerrr v eeseee s erees e ersees e oo oo

FIRMA

DOCUMENTO DE IDENTIDAD : ...74277930... ....c.ocovveeoe oo e e
NOMBRES Y APELLIDOS . ...Diana Carolina Sucapuca Mamani......................oo.....
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LICENCIAS

Licencia Estandar

Bajo los siguientes términos, autorizo el depdsito de mi trabajo de investigacion en el Repositorio
Institucional Digital de la UNAM.

Con la autorizacion de deposito da mi trabajo de investigacion, otorgo a la Universidad Nacional
de Moquegua, una Licencia No Exclusiva para reproducir. distribuir, comunicar al publico,
transformar (Unicamente mediante su traduccion a otros idiomas) y poner a disposicion del publico
mi trabajo de investigacion (incluido el resumen), en formato fisico o digital, en cualquier medio,
conocido o por conocerse, a través de los diversos servicios provistos por la Universidad, creados
0 por crearse, tales como el Repositorio Institucional Digital de la UNAM, Coleccion de Tesis, entre
otros, en el Per(i y en el extranjero, por el tiempo y veces que considere necesarias, y libre de
remuneraciones.

En virtud de dicha Licencia, la UNIVERSIDAD NACIONAL DE MOQUEGUA, podré reproducir mi
trabajo de investigacion en cualquier tipo de soporte y en mas de un ejemplar, sin modificar su
contenido, solo con los propésitos de seguridad, respaldo y preservacion.

Declaro que el trabajo de investigacion es una creacion de mi autoria y exclusiva titularidad, o
coautoria con titularidad compartida, y me encuentro facultado a conceder la presente licencia Y,
asimismo, garantizo que dicho trabajo de investigacion no infringe derechos de autor de terceras
personas.

La UNIVERSIDAD NACIONAL DE MOQUEGUA consignara el nombre del/los autor/es del trabajo
de investigacion, y no le hara ninguna modificacién mas de la permitida en la presente licencia.

Autorizo el depésito (marque con una X).
(__X__) Sl autorizo que se deposite inmediatamente.

FIRMA

DOCUMENTO DE IDENTIDAD : 74277930..........cceoeeeieeeeees s eee e
NOMBRES Y APELLIDOS  : Diana Carolina Sucapuca Mamani...............
FECHA : 1900 jurio.del 2026........couvii s
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ANEXO VIII

DECLARACION JURADA DE ORIGINALIDAD DE TRABAJO DE
INVESTIGACION / TESIS / TRABAJO DE SUFICIENCIA PROFESIONAL

...................................................................................................................................................

del Trabajo de lnvestigaci-én / Tesis / Trabajo de suficiencia profesional denominado:
GENERACION.AUTOMATICA.DE.RESUMENES.DE. RESQLUCIONES JUDICIALES DE......

Declaro bajo juramento que:

1. El trabajo de investigacion es auténtico, siendo resultado de mi trabajo personal, que no
se ha copiado, que no se ha utilizado ideas, formulaciones, citas integrales e ilustraciones
diversas, sacadas de cualquier tesis, obra, articulo, memoria, etc., (en version digital o
impresa), sin mencionar de forma clara y exacta su origen o autor, tanto en el cuerpo del
texto, figuras, cuadros, tablas u otros que tengan derechos de autor. Por tanto, el trabajo
de investigacion no ha sido plagiado total ni parcialmente.

2. El trabajo de investigacién no ha sido autoplagiada, es decir, no ha sido publicada ni
presentada anteriormente para obtener algun grado académico previo o titulo profesional.

3. Los datos presentados en los resultados son reales, no han sido falseados, ni duplicados,
ni copiados y por tanto los resultados que se presentan en el trabajo de investigacion
constituiran aporte a la realidad investigada.

Soy consciente de que, el hecho de no respetar los derechos de autor y hacer plagio, es objeto
de sanciones universitarias y/o legales, por lo que asumo cualquier responsabilidad que pudiera
derivarse de irregularidades en el trabajo de investigacion, asi como de los derechos sobre la

obra presentada.

Moquegua,

==

, Huella digital
Nombres y Apellidos: pjana Carolina Sucapuca Mamani v
DNI: 74277930
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RESOLUCION DE CONSEJO UNIVERSITARIO
N° 570-2026-CU

Moquegua, 26 de agosto de 2026

VISTOS:

La Resolucion de Consejo de Facultad N° 410-2026-CF-FAIN-UNAM, emitida por la Decana de la Facultad de
Ingenierias; el Informe N° D0451-2026-UNAM-R-FAIN, emitido por la Decana de la Facultad de Ingenierias, el Informe Técnico N°
D0123-2026-SG-GT, emitido por la Especialista Administrativo Il de Grados y Titulos; el Informe N° D0437-2026-UNAM-R-SG, emitido
por el Secrelario General de la UNAM; el Proveido N° 4234-2026-R, emitido por el sefior Rector; el Acuerdo del Pleno del Consejo
Universitario de Sesion Extraordinaria N°® 35-2026-SE-CU-UNAM, de fecha 25 de agosto de 2026; y,

CONSIDERANDO:

Que, conforme al cuarto parrafo del articulo 18 de la Constitucién Politica del Perd, dispone que cada Universidad es
auténoma en su régimen normativo, de gobierno, académico, administrativo y econdmico. Y el articulo 8° de la Ley N° 30220-Ley
Universitaria, establece que la referida autonomia inherente a las Universidades, se ejerce de conformidad con la Constitucion y deméas
normativa aplicable. Concordante con el arliculo 1, de la Ley N° 31520, Ley que restablece la autonomia y la institucionalidad de las
universidades peruanas, asi como la Ley N° 32141, Ley que modifica la Ley N° 30220-Ley Universitaria, a fin de forlalecer la
institucionalidad de las Universidades Publicas licenciadas;

Que, el articulo 58 de la Ley N° 30220-Ley Universitaria, establece que el Consejo Universitario es el maximo érgano de
geslion, direccion y ejecucion académica y administrativa de la Universidad. Concordante con el articulo 18° del Estatuto de la
Universidad Nacional de Moquegua, aprobado bajo Resolucion de Asamblea Universitaria N° 015-2025-AU-UNAM;

Que, el articulo 59 de la Ley Universitaria-Ley N° 30220, establece las atribuciones del Consejo Universitario, y
especificamente el numeral 59.9 establece; Conferir los grados académicos y los titulos profesionales aprobados por las Facultades y
Escuela de Posgrado, asi como otorgar distinciones honorificas y reconocer y revalidar los estudios, grados y titulos de universidades
extranjeras, cuando la universidad esta autorizada por la Superintendencia Nacional de Educacién Superior Universitaria. Concordante
con el numeral 14, del articulo 20° del Estatuto de la Universidad Nacional de Moquegua;

Que, mediante Resolucion de Asamblea Universitaria N° 006-2026-AU, de fecha 20 de abril de 2026, se aprobd la
incorporacion de la Disposicion Transitoria N° 22 al Estatuto de la Universidad Nacional de Moquegua, referida a la excepcion para la
emision de los grados académicos de bachiller y titulos profesionales consignando la denominacién de “Facultad de Ingenieria y
Arquitectura’;

Que, mediante la Resolucion de Consejo de Facultad N° 410-2026-CF-FAIN-UNAM, de fecha 13 de agosto de 2026, el
Consejo de Facultad de Ingenierias aprobd el olorgamiento del Titulo Profesional de Ingeniero de Sistemas e Informética, por la
modalidad de Tesis, a un (01) Bachiller de la Escuela Profesional de Ingenieria de Sistemas e Informética de la Facultad de Ingenieria
y Arquitectura de la Universidad Nacional de Moguegua, de acuerdo al siguiente detalle: DIANA CAROLINA SUCAPUCA MAMANI;

Que, mediante Informe N° D0451-2026-UNAM-R-FAIN, de fecha 17 de agosto de 2026, la Decana de la Facultad de
Ingenierias, remite a Secretaria General la Resolucion de Consejo de Facultad N° 410-2026-CF-FAIN-UNAM, de fecha 13 de agosto de
2026;

Que, mediante Informe Técnico N° D0123-2026-SG-GT de fecha 19 de agosto de 2026, e Informe N° D0437-2026-
UNAM-R-SG de fecha 20 de agosto de 2026, el Secretario General de la UNAM, remite al Rectorado el expediente para el tramite de
Titulo Profesional de Ingeniero de Sistemas e Informética a favor de la Bachiller: DIANA CAROLINA SUCAPUCA MAMANI de la Escuela
Profesional de Ingenieria de Sistemas e Informética, quien se encuentra apta para la expedicion del Titulo Profesional de Ingeniero de
Sistemas e Informatica, al haber cumplido satisfactoriamente con los requisitos legales y reglamentarios, exigidos en el Reglamento de
Grados y Titulos de la Universidad Nacional de Moquegua, razon por la cual, el seiior Secretario General incluye dicho expediente como
punto de agenda para ser fratado en Sesion Extraordinaria de Consejo Universitario de fecha 25 de agosto de 2026;

Que, el articulo 44° de la Ley N° 30220, Ley Universitaria sefiala que las universidades otorgan los grados académicos
de Bachiller, Maestro, Doctor y los Titulos Profesionales que correspondan, a nombre de la Nacion (...). Asimismo, la Ley N° 31803,
modifica el articulo en mencién adicionando; La Superintendencia Nacional de Educacién Superior Universitaria (SUNEDU) determina
los criterios, asl como establece y supervisa el procedimiento administrativo para el reconocimiento de grados y titulos otorgados en el
exliranjero, en el marco de la normaliva vigente;

Que, el numeral 45.2 del articulo 45° de la Ley N° 30220, Ley Universilaria, precisa los requisitos minimos para la
obtencion del titulo profesional, como son: el grado de Bachiller y la aprobacion de una fesis o frabajo de suficiencia profesional.
Asimismo, establece que el titulo profesional solo se puede obtener en la universidad en la cual se haya obtenido el grado de bachiller;
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RESOLUCION DE CONSEJO UNIVERSITARIO
N° 570-2026-CU

Moquegua, 26 de agosto de 2026

Que, mediante Resolucion de Comision Organizadora N° 1153-2021-UNAM, se aprobd el Reglamento de Grados y

Titulos de la Universidad Nacional de Moquegua, el mismo que fue modificado a través de las Resoluciones de Comisién Organizadora

N° 410; 453 y 890-2022, N° 880-2023-UNAM y N° 081, 484-2024-UNAM el cual establece los requisitos y norma los procedimientos
para la obtencion de los grados académicos y titulos profesionales conferidos por esta Casa Superior de Estudios;

Que, bajo el amparo de los considerandos precedentes, el Pleno del Consejo Universitario en Sesion Extraordinaria N°
35-2026-SE-CU-UNAM, de fecha 25 de agosto de 2026, emitié el siguiente acuerdo; POR UNANIMIDAD: CONFERIR, a nombre de la
Nacion el Tilulo Profesional de Ingeniero de Sistemas e Informética por la modalidad de Tesis a la Bachiller: DIANA CAROLINA
SUCAPUCA MAMANI, de la Escuela Profesional de Ingenieria de Sistemas e Informatica, de la Facultad de Ingenieria y Arquitectura
de la Universidad Nacional de Moguegua;

En uso de las facultades y alribuciones conferidas por el articulo 18 de la Constitucién Politica del Perd, la Ley N* 30220
Ley Universitaria, el Estatuto de la Universidad Nacional de Moquegua, y a lo acordado por el pleno del Consejo Universitario;

SE RESUELVE:
ARTICULO 1°: CONFERIR, A NOMBRE DE LA NACION, ala Bachiller
DIANA CAROLINA SUCAPUCA MAMANI

EITITULO PROFESIONAL DE INGENIERO DE SISTEMAS E INFORMATICA.

Por lamodalidad de TESIS, de la Escuela Profesional de Ingenieria de Sistemas e Informética, de la Facultad de Ingenieria
y Arquitectura de la Universidad Nacional de Moquegua.

ARTICULO 2°: ENCARGAR, al Secretario General de la UNAM, para que realice las acciones pertinentes
relacionadas con la inscripcion correspondiente en el Registro de Grados y Tilulos de la Superintendencia Nacional de Educacién
Superior Universitaria - SUNEDU.

ARTICULO 3°: DISPONER, el cumplimiento de la presente Resolucién a todas las dependencias de la Universidad
Nacional de Moquegua.

ARTICULO 4°: DISPONER la publicacion de la presente resolucion en el Portal Institucional de la Universidad
Nacional de Moquegua www.unam.edu.pe

REGISTRESE, PUBLIQUESE Y CUMPLASE;

MARCA MAQUERA

ITRO. JOSE LUIS PACHECC s CONSEJO UNIVERSITARIO
SECRETARIO GENERAL

DISTREUCION: VRA, VRI FAN, EPISL GyT, DASA, OTI Ieresada C & Ach
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