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RESUMEN 

 

En el presente trabajo de investigación se tiene como objetivo la evaluación de 

modelos predictivos basado en machine learning para pronosticar la violencia física 

contra la mujer en la Provincia de Ilo. Se tomó en consideración los registros en hojas HIS 

como instrumento de recojo de datos de los establecimientos de salud en toda la ciudad de 

Ilo del año 2021 y 2022. Dicha información permitió realizar la evaluación de modelos 

predictivos con diferentes algoritmos de Machine Learning, y de esta manera definir cuál 

de ellos tiene una mejor precisión en la predicción de la violencia física contra la mujer. 

Determinando que el algoritmo más eficiente en predicción es Random Forest con 0.9354 

de F1 Score, seguido por Naive Bayes con 0.9340 de F1 Score. 

 

Palabras clave: machine learning, predicción, violencia física contra la mujer, 

evaluación, F1 Score. 
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ABSTRACT 

 

The objective of this research is to evaluate predictive models based on machine 

learning to predict physical violence against women in the province of Ilo. The records in 

HIS sheets were taken into consideration as an instrument for data collection from health 

facilities throughout the city of Ilo for the years 2021 and 2022. This information allowed 

the evaluation of predictive models with different Machine Learning algorithms, and thus 

define which of them has a better accuracy in predicting physical violence against women. 

It was determined that the most efficient algorithm in prediction is Random Forest with 

0.9354 F1 Score, followed by Decision Trees with 0.9340 F1 Score. 

 

Keywords: machine learning, prediction, physical violence against women, 

evaluation, F1 Score. 
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Introducción 

La violencia contra la mujer es un fenómeno que ocurre desde la antigüedad, con 

todo el avance ya sea político, ambiental y tecnológico no se llega a erradicar en su 

totalidad, y como una ficha de dominó la violencia hacia la mujer desencadena una serie 

eventos desafortunados que no solo afecta a ella sino a las personas más cercanas en su 

entorno social y familiar. Por ello con el presente trabajo de investigación se plantea 

evaluar modelos predictivos basado en Machine Learning para pronosticar la violencia 

física contra la mujer en la Provincia de Ilo, y de esta manera contribuir de manera 

favorable en la reducción de la violencia contra la mujer futura. 

La provincia de Ilo cuenta con la dirección de Red de Salud Ilo, el cual es un 

órgano desconcentrado de la Dirección Regional de Salud Moquegua, cuya 

responsabilidad es asegurar una adecuada prestación de servicios de salud a la población 

de su ámbito(Dirección Regional de Salud Moquegua, 2008). Para esta investigación se 

tomará en consideración las hojas HIS específicamente en referencia a los problemas 

relacionados con violencia de los establecimientos de salud situados en diferentes zonas 

centralizadas de la ciudad de Ilo registradas durante el año 2021 y 2022, entre estos datos 

se encuentra la modalidad de violencia física, psicológica y puntos claves para los factores 

identificados en la violencia contra la mujer. En otro ámbito, el estado de arte de la 

investigación enfocado en la disciplina de Machine Learning nos propone diversos 

algoritmos y métodos abarcados para la predicción de violencia contra la mujer en 

diferentes Países. 

De esta manera, se realizó la evaluación de diferentes modelos de machine 

learning para subsidiar el problema planteado y asegurar resultados óptimos, las cuales 

serán detalladas y explicadas en los resultados y conclusiones. 
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El presente informe de investigación consta de cuatro partes principales los cuales 

son: Introducción, marco teórico, metodología, resultados y conclusiones. 
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I. Planteamiento del Problema 

1.1 Descripción y Formulación del Problema 

• Descripción de la realidad problemática 

La violencia contra la mujer es un fenómeno global en diversos sectores 

sociales y afecta no solo a las mujeres sino también a las personas directamente 

relacionadas con la víctima como niños, familiares y amigos. Esto puede afectar la 

salud de una persona y causar daños graves a largo plazo a los niños que han crecido 

en familias disfuncionales como esta. 

Las Naciones Unidas definen la violencia contra la mujer como cualquier acto 

de violencia de género que resulte en, o pueda resultar en, daño o sufrimiento físico, 

sexual o mental a la mujer, incluyendo amenazas de tales actos, coerción o privación 

arbitraria de libertad, ya sea en la vida pública o privada (World Health Organization, 

2021). 

En el Perú la violencia contra la mujer se ha mantenido en cifras alarmantes 

estableciendolo como un problema que se debe abordar urgentemente  y ello se ve 

reflejado en el documento brindado por el comité estadistico interinstitucional de la 

criminalidad Rafael et al. (2021)  conformado por diferentes entidades importantes 

para la recabacion de información referente al feminicidio y violencia contra la mujer 

a nivel nacional del año 2020 en el cual establece que , de un total de 97 926 victimas 

de violencia contra la mujer el 47,7% fueron por violencia psicologica y/o verbal, 

39,1% por violencia fisica y 13,2% por violencia sexual. Esta cifra ha ido aumentando 

para el año 2021 en el cual según expresa el Programa Nacional AURORA (2021), 

140 833 victimas de violencia contra la mujer el 45% fueron por violencia psicologica 



17 
 

y/o verbal, 39,9% por violencia fisica y 15,1% por violencia sexual. Con ello se puede 

resaltar un incremento del 30,47% entre el año 2020 y 2021 un porcentaje de aumento 

preocupante. 

En los últimos años el Departamento de Moquegua ha reflejado un nivel muy 

alto respecto a la violencia contra la mujer en las tres formas principales mencionadas 

anteriormente como son violencia a psicológica y/o verbal, violencia física y sexual. 

El Programa Nacional AURORA (2020) ha reflejado que, de una población total de 

174 863 en el Departamento de Moquegua, 762 mujeres han sido víctimas de 

violencia, en lo cual esta cifra ha ido en aumento para el año 2021 que se reportaron 1 

350 casos de violencia contra la mujer en el Departamento de Moquegua (Programa 

Nacional AURORA, 2021). 

Actualmente de lo que va de Enero a Marzo de 2022 ya se han sido atendidos 

126 casos de violencia contra la mujer en la Provincia de Ilo, si bien los metodos 

establecidos frente a estos casos son de apoyo frente a la violencia ya ejercida es 

necesario contar con diferentes herramientas para la prevencion del mismo(Programa 

Nacional AURORA, 2022). 

Se ha visto necesario enfocarse en una modalidad especifica en la violencia 

contra la mujer que se ha mantenido constante desde 2015-2020 pero ha ido 

aumentando en el año 2021 y es la violencia fisica. Según el informe principal 

ENDES 2020 del Instituto Nacional de Estadística e Informática (2021) la violencia 

fisica a tenido una baja minima de 10% quedando en 27,1% a nivel nacional en lo que 

respecta del año 2009 a 2020 que fue su ultimo censo demografico de salud familiar a 

comparacion de la violencia psicologica y/o verbal que bajo un 23% y considerandose 

en 50,1% a nivel nacional en el mismo periodo de tiempo, y esto ha tenido un cambio 
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considerable en el informe estadistico del Programa Nacional Aurora en el que resalta 

que la violencia psicologica se disminuyó actualmente en un 45% en comparacion a la 

violencia fisica que aumentó a un 39,9% durante el perido Enero-Diciembre de 

2021(Programa Nacional AURORA, 2021). 

Frente a todo ello se ha visto necesario realizar una evaluación de modelos 

predictivos empleando técnicas de machine learning para el pronóstico de la violencia 

física contra la mujer y así determinar la conducta futura frente a este fenómeno grave 

que afecta a diferentes Países. Esta investigación se llevará a cabo en la Provincia de 

Ilo considerando que en la actualidad no se cuenta con un modelo predictivo que 

contribuya a la prevención de la violencia física contra la mujer, y se analizará los 

registros de hojas HIS en los establecimientos de salud de la Provincia de Ilo, esto 

tomando en cuenta que el Instituto Nacional de Estadística e Informática (2021) 

refleja en la Encuesta Demográfica y de Salud Familiar 2020 que el 83,9% de mujeres 

víctimas de violencia recurren a una comisaría en busca de ayuda y como tal según la 

ley N° 30364 expresa que la entidad policial tiene la obligación de proceder de 

manera que garantice la protección y bienestar de la víctima con una evaluación 

médica, informe legal médico, protección, atención, denuncia y procedimientos 

legales(Peruano PODER LEGISLATIVO & Presidente La República, 2015). La 

atención medica es realizada en el establecimiento de salud más cercano a la 

comisaria donde se hace la denuncia por ello se ha considerado obtener los registros 

de estas entidades.  

En base a ello se considera que con un modelo predictivo se puede brindar un 

aporte importante para el riesgo de violencia física futura. 
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• Formulación del problema 

• Interrogante General 

A partir de datos de entrada, ¿se podrá evaluar modelos predictivos basados 

en técnicas de machine learning para pronosticar la violencia física contra la mujer 

en la Provincia de Ilo? 

• Interrogantes Específicos 

1. ¿Cuáles son los factores más influyentes en los modelos predictivos que explica 

la violencia física contra la mujer en la Provincia de Ilo? 

2. Un modelo predictivo basado en técnicas de machine learning ¿podrá predecir la 

violencia física contra la mujer en la Provincia de Ilo? 

3. ¿Es posible precisar el modelo más eficaz a partir del desarrollo y aplicación 

comparativa del mismo para la predicción de la violencia física contra la mujer 

en la Provincia de Ilo? 

1.2 Objetivos 

• Objetivo General 

Evaluar modelos predictivos empleando técnicas de machine learning para 

pronosticar la violencia física contra la mujer en la Provincia de Ilo. 

• Objetivos Específicos 

1. Determinar los factores más influyentes en los modelos predictivos que 

expliquen la violencia física contra la mujer en la Provincia de Ilo. 

2. Construir un modelo predictivo basado en técnicas de machine learning para la 

predicción de la violencia física contra la mujer en la Provincia de Ilo 
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3. Aplicar métricas de evaluación para precisar el modelo más óptimo que permita 

la predicción de la violencia física contra la mujer en la Provincia de Ilo. 

1.3 Justificación e Importancia 

La violencia contra la mujer es un delito de gravedad que da pie a la opresión en 

la cual se ve sometida la mujer, ello afecta en todos los aspectos de su vida y trae como 

consecuencia la falta de autonomía y baja productividad sin la capacidad de cuidar por 

sí mismas y/o de sus hijos, conllevando a mantener una pésima calidad de vida. 

Con lo expuesto se considera de vital importancia realizar una evaluación y 

predicción de la violencia física contra la mujer en la provincia de Ilo, tomando en 

cuenta que no se cuenta actualmente con un modelo predictivo fiable que permita 

predecir el comportamiento violento futuro al que se podría encontrar expuesta una 

mujer y el cual se encuentra en una delgada brecha del feminicidio, evitar ello es 

fundamental para la seguridad de la mujer. 

1.4 Hipótesis 

• Hipótesis General 

El modelo predictivo construido con técnicas de machine learning predice 

considerablemente la violencia física contra la mujer en la Provincia de Ilo. 

• Hipótesis Especificas 

1. La determinación de los factores más influyentes contribuye a predecir 

considerablemente la violencia física contra la mujer en la Provincia de Ilo. 

2. Un modelo predictivo, basado en técnicas de machine learning, puede predecir 

considerablemente la violencia física contra la mujer en la Provincia de Ilo. 
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3. El resultado de la comparación de modelos predictivos, basados en técnicas de 

machine learning, determina el modelo más significativo para predecir la 

violencia física contra la mujer en la Provincia de Ilo. 

1.5 Variables 

• Variable Independiente 

“Modelo predictivo empleando técnicas de Machine Learning” 

Para el presente proyecto se emplea técnicas de Machine Learning como 

variables independientes esto debido a la capacidad para identificar patrones 

complejos en los datos y generar modelos predictivos basados en múltiples 

características, para este caso nos basamos en el modelo ecológico propuesto por 

(Heise, 1998) que permite establecer una relación de los factores en base a la 

modalidad de violencia en cada víctima. 

 

Las técnicas utilizadas permitirán automatizar la detección de violencia física a 

través del análisis de diferentes variables, ya que estos pueden manejar datos tanto 

numéricos como categóricos, permitiendo la creación de modelos robustos y 

generalizables que maximicen la precisión en la predicción de eventos de violencia 

física. 

• Variable Dependiente 

“Violencia Física contra la mujer” 

La variable dependiente seleccionada es la Violencia Física contra la mujer, la 

cual está categorizada como 'SI' o 'NO' en el conjunto de datos. Esta variable es crítica 

ya que representa el evento que el modelo intenta predecir. La clasificación binaria de 
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esta variable facilita la aplicación de algoritmos de clasificación supervisada. Dada la 

importancia social y la naturaleza sensible del problema, es vital que el modelo 

minimice tanto los falsos positivos como los falsos negativos, para no clasificar 

incorrectamente a mujeres que no han sufrido violencia, ni omitir casos reales y 

realice una predicción eficiente en la predicción de violencia física contra la mujer. 

Esto justifica el uso de métricas como la precisión, el recall, y el F1-score, entre otros 

en la evaluación del modelo. 
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II. Marco Teórico 

2.1 Antecedentes 

En el estudio realizado por Saboya et al. (2019) presentaron el articulo 

“Predictive Model Based on Machine Learning for the Detection of Physically 

Mistreated Women in the Peruvian Scope” Donde es motivo de estudio la elaboración 

de un modelo predictivo que permita el reconocimiento de la futura mujer físicamente 

maltratada, en el cual utilizaron tres modelos de aprendizaje supervisado, Random 

Forest, Clasificación con Arboles de Decision y Clasificación con Arboles adicionales, 

dichos modelos fueron utilizados para comprobar los resultados y seleccionar el de 

mejor rendimiento. En cuanto a los resultados se llegó a determinar que el mejor 

modelo fue Random Forest con un 64% en la métrica de F1 Score como segundo mejor 

modelo se considera Clasificación de Arboles adicionales con un F1 Score de 50% y 

por último el modelo de Clasificación de Arboles de decisión con un F1 Score de 48%. 

El método que se utilizó en la investigación de Timaran-Pereira et al. (2017) en 

el artículo “Aplicación de los árboles de decisión en la identificación de patrones de 

lesiones fatales por causa externa en el municipio de Pasto, Colombia” presentan la 

detección de patrones delictivos con técnicas de minería de datos para el cual se 

construyó un modelo de clasificación basado en arboles de decisión utilizando el 

algoritmo J48 de la herramienta Weka, que permitió descubrir patrones de las muertes 

externas con una precisión del 82% lo cual fue considerado aceptable, confiable y 

eficiente para la clasificación de nuevos casos como homicidios entre otros. 

Considerando el estudio de Amusa et al. (2020), en el artículo “Predicting the 

Vulnerability of Women to Intimate Partner Violence in South Africa: Evidence from 
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Tree-based Machine Learning Techniques” presentan la construcción de un modelo 

predictivo que clasifique de forma eficiente la probabilidad de que ocurra violencia 

contra la mujer. Tomando en cuenta los factores asociados, y la relación de agresor-

victima, construyendo un modelo basado en arboles de decisión, Random forest, 

aumento de gradiente y modelo convencional LR para predecir la concurrencia de 

violencia a la mujer. Llegando a la conclusión de que los modelos con mejor desempeño 

en la predicción fueron Arboles de Decisión y Random Forest por sobre los demás 

modelos, y con ello tomando en consideración un modelo de clasificación interpretable 

para la identificación de factores, prefirieron Arboles de decisión sobre Random Forest.  

La investigación realizada por Tamilarasi & Rani (2020) denominada 

“Diagnosis of Crime Rate against Women using k-fold Cross Validation through 

Machine Learning” en el cual realizaron una evaluación de la eficacia y aplicación de 

los algoritmos como KNN, arboles de decisión, Naive Bayes y arboles de clasificación 

y regresión para el análisis de datos de las numerosas denuncias de violencia contra la 

mujer, llegando a la conclusión de que entre la evaluación y comparación de la 

eficiencia de todos los algoritmos ya mencionados es KNN con un F1 Score de 30% el 

cual destaca por sobre los demás considerándolo el algoritmo más eficiente para la 

predicción del tipo de crimen que ocurre periódicamente en la India. 

El estudio realizado por Al-Taleb & Saeed (2019) en el artículo “A study on 

application of data mining techniques in crime forecasting” presentaron modelos 

predictivos con los algoritmos de minería de datos tales como Support Vector Machine 

(SVM) y Naive Bayes para determinar los patrones delictivos y la categoría de delitos 

que es probable que ocurra, llegando a la conclusión que el clasificador Naive Bayes 
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supera ligeramente al algoritmo SVM en eficacia para la predicción de patrones 

delictivos con un 75% de F1 Score. 

El estudio de Cumbicus-Pineda et al. (2021)titulado “Data Mining to Determine 

the Causes of Gender-Based Violence against Women in Ecuador” tiene como objetivo 

determinar las causas de violencia contra la mujer, en el cual utilizaron algoritmos como 

arboles de decisión (J48), redes neuronales, KNN y Random Forest en el cual 

obtuvieron como resultado que el algoritmos de KNN fue el mejor clasificador para los 

datos de forma global mientras Random Forest se tuvo una mejor precisión de 

clasificación. 

La investigación realizada por Rodríguez-Rodríguez et al. (2020)denominado 

“Modeling and forecasting gender-based violence through machine learning techniques” 

en el cual desean pronosticar la violencia de genero para interferir su incidencia futura 

para ellos utilizaron algoritmos como Random Forest, KNN, Regresión lineal y Support 

Vector Machine (SVM) llegando a la conclusión de que el algoritmo Random Forest 

ofrece una mejor precisión del modelo en una aproximado de 6 meses de anticipación. 

2.2 Bases Teóricas 

A. Violencia contra la Mujer 

World Health Organization (2021) define la violencia contra la mujer como 

“todo acto de violencia de género que resulte, o pueda tener como resultado un daño 

físico, sexual o psicológico para la mujer, inclusive las amenazas de tales actos, la 

coacción o la privación arbitraria de libertad, tanto si se producen en la vida pública 

como en la privada”. 
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B. Tipos de Violencia 

• Violencia Sexual: Cualquier acto que agrede contra el cuerpo y/o sexualidad de la 

víctima y que por lo mismo atente contra su libertad, dignidad e integridad física 

(Olivares et al., 2011). 

• Violencia Física: Agresiones físicas dirigidas al cuerpo de la víctima por parte del 

agresor causando daños temporales o permanentes (Olivares et al., 2011). 

• Violencia Emocional/Psicológica: Todo tipo de acto que produzca desvalorización, 

sufrimiento o agresión psicológica, el cual no se limita a insultos o gritos sino a 

humillaciones hacia la víctima (Olivares et al., 2011). 

C. Modelo Ecológico 

El modelo ecológico propuesto por Heise (1998) estudia factores que actúan 

en diferentes ámbitos: individual, familiar, comunicativo y sociocultural; este modelo 

consiste en la interacción que se realiza en factores de distinto nivel. El cual explica 

que no es solo un factor casual sino una interacción de diferentes factores en distintos 

niveles en la violencia a la mujer. Por ello se tomará el enfoque en los siguientes 

factores tomando como base el modelo ecológico: 

o Factores individuales: Se enfoca al conjunto de hechos y situaciones que 

intervienen en el desarrollo de un individuo en un punto determinado de su vida. 

o Factores socioculturales: Es un agregado de relaciones sociales entre individuos 

que comparten una misma cultura e interactúan entre sí, con el cual conforman 

una sociedad. 
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o Factores familiares: Hace relación a los primeros patrones en el comportamiento 

de una persona, la familia aporta considerablemente en la desarrollo emocional y 

actitudinal de una niña. 

o Factores comunicativos: Se referencia en relación en el aislamiento social y 

familiar de las mujeres y en formar parte de grupos violentos. 

D. Machine Learning 

Kotsiantis (2007) argumenta que el aprendizaje supervisado consiste en 

encontrar algoritmos de razonamiento a partir de ejemplos externos para generar 

hipótesis que luego predicen casos futuros. 

El método de aprendizaje supervisado construye modelos predictivos 

probando una gran cantidad de ejemplos de entrenamiento, cada ejemplo de 

entrenamiento tiene una etiqueta que indica su salida. Los algoritmos de aprendizaje 

supervisado incluyen regresión lineal, regresión logística, Random Forest, Support 

Vector Machine Neural Network Artificial, Decision Tree, k-Nearest Neighbors entre 

otros (Kotsiantis, 2007). 

E. Técnicas de Machine Learning 

• Decision Trees 

Los árboles de decisión son populares porque tienen una representación 

sencilla de problemas con un número finito (y a ser posible reducido) de clases. 

Además, son modelos comprensibles y proposicionales, se puntualizan en que un 

árbol de decisión es una estructura en la cual cada nodo interno significa una prueba 

sobre uno o varios atributos, donde cada rama representa una salida de la prueba y 

los nodos hojas representan clases (Hernández et al., 2005). 
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Para cada nodo, el algoritmo evalúa cada característica y elige la que 

maximiza la reducción de impureza en los subconjuntos resultantes. Las métricas 

más comunes para evaluar esta impureza son: 

o Entropía (para ganancia de información): La entropía mide la impureza de 

un conjunto de datos. Para un conjunto S con c clases, la entropía se define 

como: 

H(S)=−i=1∑cpilog2(pi) 

     Donde Pi  es la proporción de ejemplos en la clase i. 

o Gini Impurity: La impureza de Gini es otra medida de impureza. Para un 

conjunto S con c clases, se define como: 

Gini(S)=1−i=1∑cpi2 

     Donde Pi es la proporción de ejemplos en la clase i. 

o Ganancia de Información (Information Gain): La ganancia de información 

es la reducción en la impureza (entropía) después de dividir el conjunto de 

datos. Si se divide un conjunto S en subconjuntos S1 S2 basados en una 

característica, la ganancia de información es: 

Gain (S, A) = H(S)−i=1∑k∣S∣∣Si∣H(Si) 

Donde A es la característica utilizada para la división, y Si son los 

subconjuntos resultantes de la división. 

o Reducción de Gini: Similar a la ganancia de información, la reducción de Gini 

mide cuánto reduce la impureza de Gini al realizar una división: 

ΔGini (S, A) = Gini(S)−i=1∑k∣S∣∣Si∣Gini (Si) 

     Donde Si son los subconjuntos tras la división por la característica A. 
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o Criterio de división: En cada nodo, el algoritmo selecciona la característica A 

y el valor de corte v que maximiza la ganancia de información o la reducción de 

Gini. 

o Determinación de hojas: Las hojas del árbol contienen las predicciones 

finales. Cuando un nodo no puede ser dividido de manera que aumente 

significativamente la ganancia de información (o reduzca la impureza de Gini), 

se detiene la partición, y el nodo se convierte en una hoja, asignando la clase 

más frecuente en ese nodo. 

Este proceso se repite en cada nodo del árbol, seleccionando en cada paso la 

característica que maximiza la ganancia de información o la reducción de Gini, 

hasta que se cumplen las condiciones de parada(Quinlan, 1986). 

  Nota. Adaptado de (Lucidchart, 2024). 

  

Figura 1 

Árbol de Decision Simple 
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• Naive Bayes 

Una de las características primordiales de los métodos bayesianos es el uso 

de distribuciones de probabilidad para cuantificar incertidumbre de los datos que se 

desea modelar. Estos métodos proporcionan una metodología práctica para la 

inferencia y predicción y, en última instancia, para tomar decisiones que involucran 

cantidades inciertas (Hernández et al., 2005). 

El clasificador Naive Bayes según expresa Mccallum & Nigam, (1998) se 

basa en el Teorema de Bayes y asume que todas las características son 

independientes entre sí (condicionalmente independientes dado la clase). La fórmula 

general del teorema de Bayes es: 

P(C∣X) = 
P(X∣C)⋅P(C)P(X)  

donde: 

P(C∣X): Probabilidad de que la instancia X pertenezca a la clase C 

(posterior). 

P(X∣C): Probabilidad de observar X dado que la clase es C (verosimilitud). 

P(C): Probabilidad previa de la clase C (prior). 

P(X): Probabilidad total de X (constante para todas las clases, puede omitirse 

en clasificación). 

El clasificador Naive Bayes toma decisiones sobre la clase más probable 

dado un conjunto de características X= {x1, x2, …, xn} Dado que asume 

independencia condicional entre las características, la verosimilitud P(X∣C) se 

descompone en el producto de probabilidades individuales: 

P(X∣C) =P(x1∣C) ⋅P(x2∣C) ⋅…⋅P(xn∣C) 
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Así, la fórmula para la probabilidad de que una instancia pertenezca a la 

clase CCC se convierte en: 

P(C∣X) ∝ P(C) ⋅ i = ∏ P(xi ∣ C)n𝑖=1  

Pasos en la predicción con Naive Bayes: 

• Calcular la probabilidad previa P(C) para cada clase. 

• Calcular la verosimilitud P(Xi∣C) para cada característica xi dado cada clase C. 

• Calcular el producto P(C)⋅∏P(Xi∣C) para cada clase. 

• Seleccionar la clase que maximice P(C∣X). 

Variantes de Naive Bayes 

Gaussiano Naive Bayes: Se asume que las características siguen una 

distribución normal. La verosimilitud P(Xi∣C) para cada característica continua se 

calcula como: 

P(xi ∣ C) = 1√2𝜋𝜎2∁ exp (− (𝑥𝑖 −  𝜇∁)2𝜎2∁ 2) 

Donde μC  y σ2C  son la media y varianza de la característica xi en la clase 

C. 

Multinomial Naive Bayes: Utilizado para datos de conteo como texto. La 

verosimilitud es: 

P( xi ∣ C ) = Ni, C∑ Ni′, ∁ 

Donde Ni, C  es el número de veces que el atributo i aparece en la clase C, y 

el denominador es la suma de todos los atributos en la clase C. 
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Bernoulli Naive Bayes: Asume que las características son binarias, por lo 

que la verosimilitud se calcula como: P( xi ∣ C ) =  𝑝∁𝑥𝑖 . (1 − 𝑝∁)1−𝑥𝑖 
Donde pC  es la probabilidad de que la característica sea 1 en la clase C. 

   Nota. Adaptado de (Mccallum & Nigam, 1998). 

 

 

  

Figura 2 

Diagrama Naive Bayes 



33 
 

• K-Nearest Neighbors (KNN) 

El método de clasificación basado en k-Nearest Neighbors se basa en el 

hecho de que los atributos de los datos la entrada x es la misma que la especificada, 

su entorno pertenece al mismo que la clase más común de vecinos más cercano 

(Zapata-Tapasco et al., 2014). 

Paso a paso del algoritmo: 

o Distancia entre puntos: El KNN se basa en la noción de distancia para 

determinar los vecinos más cercanos. La métrica de distancia más común es la 

distancia euclidiana. Para dos puntos X= (x1, x2, …, xn) y Y= (y1, y2, …, 

yn), la distancia euclidiana está dada por: d(X, Y) = √(𝑥1 − 𝑦1)2 + (𝑥2 − 𝑦2)2 + ⋯ +  (𝑥𝑛 − 𝑦𝑛)2 

o Selección de los k vecinos más cercanos: Dada una instancia XXX no 

etiquetada, el algoritmo busca los k puntos más cercanos en el conjunto de 

entrenamiento utilizando una de las métricas de distancia mencionadas. Los 

vecinos más cercanos son aquellos que minimizan d (X, Y). 

o Asignación de clase (para clasificación): 

El algoritmo asigna a X la clase mayoritaria entre sus k vecinos más cercanos. 

La predicción se realiza mediante votación de mayoría: 

𝑦̂ = arg 𝑚𝑎𝑥⏟𝑐 ∑ 1(𝑦𝑖 = 𝑐)𝑘
𝑖=1  

donde 1(yi=c) es una función indicadora que toma el valor 1 si el 

vecino i pertenece a la clase c, y 0 en caso contrario. 
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o Asignación de valor (para regresión): 

En el caso de problemas de regresión, el valor predicho es el promedio de los 

valores de los k vecinos más cercanos: 

𝑦̂ =  1𝑘 ∑ 𝑦𝑖𝑘
𝑖=1  

o Parámetro k: El valor de k afecta significativamente el rendimiento de KNN. 

Un k pequeño puede resultar en un modelo ruidoso (alta varianza), mientras 

que un k grande puede generar predicciones más estables, pero menos 

sensibles a los detalles locales (alta tendencia). 

o Normalización de los datos: Debido a que KNN utiliza distancias, es 

importante normalizar o escalar las características para que todas tengan el 

mismo rango, especialmente si tienen unidades diferentes o escalas muy 

distintas(Aha et al., 1991). 

          Nota. Adaptado de (Aha et al., 1991) 

Figura 3 

Algoritmo K-Nearest Neighbors 
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• Random Forest 

Breiman (2001) define un bosque aleatorio como un clasificador formado 

por un conjunto de árboles clasificadores, es un método de aprendizaje supervisado 

que genera múltiples árboles de decisión sobre el conjunto de datos de 

entrenamiento: los resultados obtenidos se combinan para obtener un modelo más 

robusto que los resultados de cada árbol por separado. 

La predicción final de un Random Forest depende del tipo de problema: 

o Clasificación: La predicción final es la clase más votada por todos los árboles. 

y^=mode(T1(x), T2(x), …, TB(x)) 

donde y ^ es la predicción final, Ti(x) es la predicción del i-ésimo 

árbol, y B es el número total de árboles. 

o Regresión: La predicción final es el promedio de las predicciones individuales 

de los árboles. 

𝑦̂ =  1𝐵 ∑ 𝑇𝑖(𝑥)𝐵
𝑖=1  

donde Ti(x) es la predicción del i-ésimo árbol para la instancia x. 

Pasos clave del algoritmo Random Forest: 

o Muestreo por Bootstrap: Se selecciona aleatoriamente, con reemplazo, un 

subconjunto de ejemplos de entrenamiento para cada árbol. Este proceso es 

conocido como bagging. 

o Selección aleatoria de características: Para cada nodo del árbol de decisión, 

se selecciona un subconjunto aleatorio de características, y la división se 

realiza en función de la mejor característica de ese subconjunto. Esto introduce 

una mayor diversidad en los árboles y reduce la correlación entre ellos. 
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o Construcción de árboles: Cada árbol de decisión se construye utilizando el 

subconjunto de datos de entrenamiento y el subconjunto de características, 

siguiendo el algoritmo estándar de árboles de decisión. 

o Agregación de predicciones: 

Para problemas de clasificación: se toma el voto mayoritario entre los 

árboles. 

Para problemas de regresión: se toma el promedio de las predicciones 

de todos los árboles. 

Fórmulas matemáticas clave: 

Entropía (para clasificación): 

H(S) = − ∑ 𝑝𝑖 log2(𝑝𝑖)𝑘
𝑖=1  

donde pi es la proporción de instancias de la clase i en el nodo S, y k 

es el número de clases. 

Índice de Gini (para clasificación): 

Gini(S) = 1 − ∑ 𝑃𝑖2𝑘
𝑖=1  

donde pi es la proporción de la clase i en el nodo S. 

Error cuadrático medio (para regresión):  

MSE =  1𝑛 ∑(𝑦𝑖 −  𝑦𝑖̂)2𝑛
𝑖=1  

donde yi  es el valor real, 𝑦𝑖̂ es la predicción del modelo, y n es el 

número de instancias(Rokach, 2010). 
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       Nota. Adaptado de (Breiman, 2001). 

F. Métricas de Evaluación del Modelo 

• Matriz de confusión 

Según Kotsiantis (2007) la matriz de confusión es una herramienta que 

ayuda a visualizar que tan bien se comporta un modelo esto determinado en 4 

cuadrantes que informa en que se equivocó el modelo. 

• Curva ROC 

Es una herramienta grafica que se utiliza para evaluar el rendimiento del 

modelo, la curva de ROC muestra cómo cambia el rendimiento del modelo en base 

al cambio de umbral de decisión(Kotsiantis, 2007). 

• F1 Score 

Es una métrica que obtiene el promedio armonioso de la precisión y la 

sensibilidad, lo cual infiere que encuentra un equilibrio entre ambas métricas, dicha 

métrica da más importancia a los FP y FN (Kotsiantis, 2007). 

Figura 4 

Diagrama Random Forest 
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• MCC 

Coeficiente de correlación de Matthews es una métrica que evalúa la calidad 

de un modelo de clasificación binaria, es confiable en clases desbalanceadas ya que 

ofrece una medida más equilibrada del modelo (Kotsiantis, 2007). 

G. Técnica SMOTE 

Es una técnica utilizada para resolver el problema del desequilibrio de clases 

en conjuntos de datos clasificados. La idea principal de SMOTE es generar nuevas 

instancias sintéticas para algunas categorías en lugar de simplemente copiar instancias 

existentes. 

El proceso de SMOTE según lo detalla Chawla et al., (2002b) sigue unos 

pasos específicos como la selección aleatoria de un punto minoritario luego realiza la 

búsqueda de los K-vecinos más cercanos y por último una interpolación lineal, se 

muestra la formula general de SMOTE a continuación: 

xsynt = xi + λ×(xi′−xi), λ∈ [0,1] 

Esta fórmula garantiza que los puntos sintéticos estén distribuidos 

aleatoriamente en la vecindad de los puntos originales minoritarios, contribuyendo a 

un aumento balanceado de la clase minoritaria 

Nota. Adaptado de (Chawla et al., 2002). 

Figura 5 

Técnica SMOTE 
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H. Label Encoding 

Según se lo especificado por (Alakh, 2024) , es una técnica utilizada en el 

procesamiento de datos para convertir etiquetas categóricas en valores numéricos 

utilizados por algoritmos de aprendizaje automático, esto permite asignar a cada 

categoría un numero entero único, esto se puede describir como una función de mapeo 

según se expresa en la siguiente formula: 

f:C→Z 

donde f(Ci)= i es el índice correspondiente a la categoría Ci y Z es el conjunto 

de números enteros. 

Nota. Adaptado de (Alakh, 2024). 

 

  

Figura 6 

Técnica Label Encoding 
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I. One-Hot Encoding 

Es una técnica de codificación que se utiliza para convertir datos categóricos 

en un formato que pueda ser interpretado por algoritmos de aprendizaje automático. A 

diferencia de la Label Encoding, que asigna números enteros a categorías, la 

codificación One-Hot crea columnas binarias separadas para cada categoría (Alakh, 

2024). 

One Hot Encoding crea una representación binaria para cada categoría, 

transformando un valor categórico Ci en un vector de longitud n (el número total de 

categorías). La representación se puede expresar como: 

OHE (ci) = [0, 0, ...,1, ..., 0] 

      Nota. Adaptado de (Alakh, 2024). 

J. Validación Cruzada 

En lugar de evaluar un modelo solo con una partición de datos el cual 

comprende de entrenamiento y prueba, la validación implementa múltiples particiones 

para proporcionar una estimación más robusta del rendimiento del modelo 

(Mohammed & Kora, 2023). 

Figura 7 

Técnica One-Hot-Encoding 
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2.3 Definición de Términos 

A. Modelo Predictivo 

Es un modelo de datos, basado en estadísticas inferenciales, que se utiliza para 

predecir la respuesta a una promoción de marketing directo. El modelo predictivo 

utiliza estadísticas para predecir los resultados (Arimetrics, 2022). 

B. Violencia 

“El uso intencional de la fuerza o el poder físico, de hecho, o como amenaza, 

contra uno mismo, otra persona o un grupo o comunidad, que cause o tenga muchas 

probabilidades de causar lesiones, muerte, daños psicológicos, trastornos del 

desarrollo o privaciones” (World Health Organization, 2021). 

C. ROC: Características Operativas Del Receptor. 

D. SVM: Support Vector Machine. 

E. KNN: k-Nearest Neighbors o k-Vecinos más cercanos. 

F. RF: Random Forest 

G. NB: Naive Bayes 

H. Hoja HIS: Hojas clínicas utilizadas por los establecimientos de Salud del Perú 

I. Item R456: Característica de Violencia Física y psicológica 

J. P.S: Puesto de Salud. 

K. C.S: Centro de Salud. 

L. Feature Importances: Características importantes. 
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III. Metodología 

3.1 Tipo y Nivel de Investigación 

La presente investigación se considera del tipo aplicada ya que se utilizarán 

conocimientos de machine learning para el logro del objetivo de la investigación(Vargas 

Cordero Zoila Rosa, 2009), el nivel de investigación se considera explicativo por las 

hipótesis planteadas que se desean verificar empíricamente(Fidias G. Arias, 2012). 

3.2 Ámbito Temporal y Espacial 

La presente investigación es realizada a partir de los registros en hojas HIS entre 

el año 2021 y 2022 esto se delimita a los establecimientos de salud de la provincia de 

Ilo. 

3.3 Población y Muestra 

• Población 

Se toma en consideración a la población de un total de 1280 registros de 

violencia contra la mujer extraído de los registros de hojas HIS de los 

establecimientos de salud de la provincia de Ilo. 

• Muestra 

La muestra utilizada está conformada por una muestra censal, por lo tanto, se 

tomará el total de la población referenciada en la sección anterior. 

3.4 Instrumentos 

• Registro de hojas HIS sobre violencia contra la mujer en la Provincia de Ilo, 

información que se recolectará en una base de datos. 

• Análisis de información de archivo de la Base de Datos para analizar atributos 

asociados a la violencia contra la mujer en la Provincia de Ilo. 
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• Realización de los modelos predictivos bajo el lenguaje de Python. 

3.5 Procedimientos 

Los procedimientos de la presente investigación serán basados en la 

metodología CRISP-DM el cual según (Sngular, 2021) en el artículo de Azevedo y 

Santos llegaron a la conclusión de que dicha metodología es la más completa, ya que 

tomará en consideración el entorno de negocio de los resultados, así mismo se ha 

establecido que es la más utilizada el cual cuenta con 6 fases (Martinez-Plumed et al., 

2021). 

• Comprensión del Negocio 

o Establecer los objetivos de negocio. 

o Evaluar la situación actual. 

• Comprensión de los Datos 

o Ejecutar procesos de captura de datos. 

o Realizar tareas de exploración de datos. 

o Gestionar la calidad de los datos. 

• Preparación de los Datos 

o Realizar tareas de limpieza de datos. 

o Construir un juego de datos apto para ser usado. 

• Modelado 

o Seleccionar las técnicas de modelado más adecuadas para nuestros datos y 

objetivos. 

o Fijar una estrategia de verificación de la calidad del modelo. 

o Construir un modelo a partir de la aplicación de las técnicas seleccionadas. 
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o Ajustar el modelo evaluando su fiabilidad y su impacto en los objetivos 

anteriormente establecidos. 

• Evaluación 

o Evaluar el modelo o modelos generados hasta el momento. 

o Revisar todo el proceso que nos ha llevado hasta este punto. 

• Despliegue 

o Diseñar un plan de despliegue de modelos y conocimiento sobre nuestra 

organización. 

o Realizar seguimiento y mantenimiento de la parte más operativa del 

despliegue. 

3.6 Análisis de Datos 

El análisis de los datos se realizará en base a la metodología, para lo cual se 

determinará las características con mayor influencia en la predicción de la violencia 

física contra la mujer, en base a ello se podrá obtener los resultados de cada modelo 

seleccionado previamente. 
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IV. Resultados y Discusión 

• Resultados 

Acto seguido se presenta los resultados de los procedimientos ejecutados en base 

a las fases de la metodología CRISP – DM. 

4.1 Comprensión del Negocio 

El objetivo de aplicación de Machine Learning es la evaluación de modelos 

predictivos para pronosticar la violencia física contra la mujer en la Provincia de 

Ilo, en base a ello se tomará los registros de las hojas HIS de los establecimientos 

de salud que pertenecen a la Red de Salud Ilo, esta entidad maneja un sistema de 

registro de las atenciones que se brinda a los pacientes en todos los 

establecimientos de salud de la provincia, la atención por la cual los pacientes 

acuden a estos establecimientos son distintas de acuerdo al malestar, para este caso 

nos vamos a enfocar únicamente en la violencia psicológica y física que está 

determinada por el Ítem R456 atendida en los establecimientos de salud de la 

Provincia de Ilo, los cuales son: 

• P.S. LOS ANGELES 

• P.S. EL ALGARROBAL 

• P.S. VARADERO 

• P.S. 18 DE MAYO 

• P.S. PACOCHA 

• C.S. PAMPA INALAMBRICA 

• HOSPITAL ILO 

• C.S. JHON F. KENNEDY 
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• C.S. ALTO ILO 

• C.S. MIRAMAR 

• C.S MENTAL COMUNITARIO ILO 

Con los resultados de las predicciones se podrá ayudar en la determinación 

de la violencia física futura en la Provincia de Ilo 

4.2 Comprensión de los Datos 

Para la comprensión de los datos se debe realizar una serie de procesos 

para el análisis correcto de cada variable y como ello puede incurrir en el modelo a 

utilizar de machine learning. 

• Recolección de los Datos Inicial: 

Para la recolección de datos fue adquirida en un solo archivo de Excel 

el cual fue convertido a tipo “CSV” para la lectura en Python como se muestra 

en la Figura 8 

 

• Descripción de los Datos: 

En esta sección se realizó la examinación de los datos respecto a sus 

características principales, tipo de datos, cantidad de datos y variables 

presentes. La descripción de cada variable se podrá apreciar en la tabla 1. 

Figura 8 

Datos no procesados del Ítem R456 
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Tabla 1 

Descripción de data del Ítem R456 

Item Variable Cantidad 
Tipo de 

dato 
Descripción 

0 Id_Cita 1280 int64 Código único de cita 

1 Anio 1280 int64 Año de atención 

2 Mes 1280 int64 Mes de atención 

3 Dia 1280 int64 Dia de atención 

4 Fecha_Atencion 1280 object Fecha completa de 

atención 

5 Lote 1280 object Lote de la hoja HIS 

6 Num_Pag 1280 int64 Numero de página de 

hoja HIS 

7 Num_Reg 1280 int64 Numero de registro de 

hoja HIS 

8 Id_Ups 1280 int64 Código único de 

unidad productora de 

servicios 

9 Descripcion_Ups 1280 object Nombre de la unidad 

productora de 

servicios 

10 Descripcion_Sector 1280 object Sector regional 

11 Descripcion_Disa 1280 object Región 

12 Descripcion_Red 1280 object Provincia 

13 Descripcion_MicroRed 1280 object Ciudad 

14 Codigo_Unico 1280 int64 Código único de 

establecimiento 

15 Nombre_Establecimiento 1280 object Nombre 

16 Abrev_Tipo_Doc_Paciente 1280 object Tipo de documento 
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17 Numero_Documento_Paciente 788 object Documento de 

paciente 

18 Estado_Civil 1280 object Estado civil 

19 Apellido_Paterno_Paciente 0 float64 Apellido paterno 

20 Apellido_Materno_Paciente 0 float64 Apellido materno 

21 Nombres_Paciente 0 float64 Nombre de paciente 

22 Fecha_Nacimiento_Paciente 1280 object Fecha de nacimiento 

23 Genero 1280 object Genero 

24 Id_Etnia 1280 int64 Código único de etnia 

25 Descripcion_Etnia 1280 object Etnia 

26 Historia_Clinica 0 float64 Código de historia 

clínica 

27 Ficha_Familiar 0 float64 Ficha familiar 

28 Id_Financiador 1280 int64 Código único de 

financiador 

29 Descripcion_Financiador 1280 object Tipo de financiador 

30 Zona_Sector 1280 object Sector de 

establecimiento 

31 Descripcion_Pais 1280 object País de origen 

32 Estado_Migrante 1280 object Migrante 

33 Nivel_Educativo 1280 object Nivel educativo 

34 Abrev_Tipo_Doc_Personal 0 float64 Tipo de documento de 

personal 

35 Numero_Documento_Personal 0 float64 Documento de 

personal 

36 Apellido_Paterno_Personal 0 float64 Apellido paterno de 

personal 

37 Apellido_Materno_Personal 0 float64 Apellido materno de 

personal 

38 Nombres_Personal 0 float64 Nombre de personal 
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39 Fecha_Nacimiento_Personal 0 float64 Fecha de nacimiento 

de personal 

40 Id_Condicion 0 float64 Código único de 

condición 

41 Descripcion_Condicion 0 float64 Nombre de condición 

42 Id_Profesion 0 float64 Profesión de personal 

43 Descripcion_Profesion 0 float64 Descripción de 

profesión de personal 

44 Id_Colegio 0 float64 Código de colegio 

45 Descripcion_Colegio 0 float64 Nombre de colegio 

46 Numero_Colegiatura 0 float64 Nombre de 

colegiatura 

47 Abrev_Tipo_Doc_Registrador 0 float64 Tipo de documento de 

registrador 

48 Numero_Documento_Registrador 0 float64 Numero de 

documento de 

registrador 

49 Apellido_Paterno_Registrador 0 float64 Apellido paterno de 

registrador 

50 Apellido_Materno_Registrador 0 float64 Apellido materno de 

registrador 

51 Nombres_Registrador 0 float64 Nombre de registrador 

52 Fecha_Nacimiento_Registrador 0 float64 Fecha de nacimiento 

de registrador 

53 Id_Condicion_Establecimiento 1280 object Código de 

establecimiento 

54 Id_Condicion_Servicio 1280 object Código de servicio 

55 Edad_Reg 1280 int64 Edad de paciente 

56 Tipo_Edad 1280 object Tipo de edad de 

paciente 

57 Anio_Actual_Paciente 1280 int64 Año actual de paciente 
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58 Mes_Actual_Paciente 1280 int64 Mes actual de paciente 

59 Dia_Actual_Paciente 1280 int64 Dia actual de paciente 

60 Estado_Laboral 1280 object Estado laboral de 

paciente 

61 Id_Turno 1280 object Turno de atención 

62 Codigo_Item 1280 object Código de tipo de 

atención 

63 Descripcion_Item 1280 object Tipo de atención al 

paciente 

64 Violencia_Fisica 1280 object Diagnóstico de 

violencia física 

65 Tipo_Diagnostico 1280 object Tipo de diagnostico 

66 Exp_ViolenciaF_Infancia 1280 object Experiencia de 

violencia física en 

infancia 

67 Valor_Lab 71 object Valor de laboratorio 

68 Peso 389 float64 Peso de paciente 

69 Talla 389 float64 Talla de paciente 

70 Hemoglobina 26 float64 Hemoglobina de 

paciente 

71 Perimetro_Abdominal 306 float64 Perímetro abdominal 

de paciente 

72 Perimetro_Cefalico 22 float64 Perímetro cefálico de 

paciente 

73 Cant_Hijos 1280 int64 Cantidad de hijos del 

paciente 

74 Descripcion_Otra_Condicion 0 float64 Descripción de otra 

condición 

75 Fecha_Ultima_Regla 11 object Fecha de ultima regla 

de paciente 
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76 Fecha_Solicitud_Hb 0 float64 Fecha de solicitud de 

hemoglobina de 

paciente 

77 Fecha_Resultado_Hb 0 float64 Fecha de resultado de 

hemoglobina de 

paciente 

78 Fecha_Registro 1280 object Fecha de registro de 

hoja HIS 

79 Fecha_Modificacion 230 object Fecha de modificación 

de hoja HIS 

Nota. Data es propiedad de la Red de Salud Ilo. 
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• Verificación de la Calidad de los Datos: 

En la verificación de la calidad de los datos se llegó a identificar datos 

faltantes, valores atípicos o datos inconsistentes de igual forma se identificó 

datos redundantes o con dependencia entre diferentes características una de 

otra, para ello se visualizó los datos únicos de cada columna con la función 

“Unique” como se muestra en la figura 9. 

Nota. Información única de cada columna. 

De igual forma, se realizó modificación a las variables y sus 

datos para una mejor visualización de la data, esto no alteró la data de 

forma brusca ya que solo se realizó cambio de espacios por guiones, 

reemplazo de abreviaciones por su nombre completo en variables 

categóricas para un mejor entendimiento de la data. 

  

Figura 9 

Visualización de datos únicos de cada columna 
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4.3 Preparación de los Datos 

En este apartado se identificó datos faltantes, valores atípicos e 

inconsistencias, para ello se empezó descartando variables con datos de un valor 

único en todos los registros, variables de fechas y aquellos con pocos registros, se 

muestra código de proceso en la Figura 10. 

        Nota. Se eliminó en total 44 variables inconsistentes. 

A continuación, en esta sección se realizó la verificación de columnas con 

dependencia entre si lo cual podría afectar en el rendimiento del modelo. Según 

(Baru, 2019) la redundancia en los datos que están repitiendo la información 

puede provocar un sobreajuste en el modelo, se muestra en la figura 11 las 

variables redundantes que se eliminó. 

Figura 10 

Eliminación de variables según verificación de calidad de los datos 
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Se inicio la transformación de datos realizando la creación de una nueva 

característica en base a la recurrencia de atención de un paciente por violencia 

psicológica o física esto a partir de la revisión de la columna de 

“Numero_Documento_Paciente” creando la nueva columna de “Numero 

Atenciones” con ello se elimina la columna de “Numero_Documento_Paciente” 

ya que al tener un numero único de paciente no es informativo para el modelo y 

brinda un riesgo de sobreajuste, esto al ser eliminado brinda mejores resultados al 

modelo. 

De igual forma se ejecutó una técnica de preprocesamiento llamado Label 

Encoding para convertir variables con datos categóricos a numéricos para los 

casos que tienen datos como “SI” y “NO” se cambian por 1 y 0, en las variables 

categóricas que tienen más de dos características se aplica el método One-Hot 

Encoding el cual también ha permitido agrandar las columnas con las que se 

contaba, pasando de 22 columnas iniciales a 57 columnas después de aplicar dicho 

Figura 11 

Identificación de variables redundantes 
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método, se muestra la selección de variables que quedan en la data para su 

entrenamiento y prueba. 

 

Item Nombre Variable 
Tipo 
de 

Dato 

Cantida
d de 

Datos 
1 Anio int64 832 
2 Cant_Hijos int64 832 
3 Descripcion_Etnia_AIMARA int64 832 
4 Descripcion_Etnia_MESTIZO int64 832 
5 Descripcion_Etnia_OTRO int64 832 
6 Descripcion_Etnia_QUECHUAS int64 832 
7 Descripcion_Financiador_ESSALUD int64 832 
8 Descripcion_Financiador_EXONERADO int64 832 
9 Descripcion_Financiador_OTROS int64 832 

10 Descripcion_Financiador_S.I.S int64 832 
11 Descripcion_Financiador_USUARIO int64 832 
12 Descripcion_Pais_COLOMBIA int64 832 
13 Descripcion_Pais_PERU int64 832 
14 Descripcion_Pais_VENEZUELA int64 832 
15 Descripcion_Ups_ATENCION_EN_SALUD_FAMILI

AR_Y_COMUNITARIA 
int64 832 

16 Descripcion_Ups_ENFERMERIA int64 832 
17 Descripcion_Ups_MEDICINA_GENERAL int64 832 
18 Descripcion_Ups_NUTRICION int64 832 
19 Descripcion_Ups_OBSTETRICIA int64 832 
20 Descripcion_Ups_PLANIFICACION_FAMILIAR int64 832 
21 Descripcion_Ups_PSICOLOGIA int64 832 
22 Descripcion_Ups_SERVICIOS_SOCIAL int64 832 
23 Edad_Reg int64 832 
24 Estado_Civil_CASADO int64 832 
25 Estado_Civil_DIVORCIADO int64 832 
26 Estado_Civil_SOLTERO int64 832 
27 Estado_Civil_VIUDO int64 832 
28 Estado_Laboral int64 832 
29 Estado_Migrante int64 832 
30 Exp_ViolenciaF_Infancia int64 832 
31 Id_Condicion_Establecimiento_CONTINUADOR int64 832 
32 Id_Condicion_Establecimiento_NUEVO int64 832 
33 Id_Condicion_Establecimiento_REINGRESO int64 832 
34 Id_Condicion_Servicio_CONTINUADOR int64 832 
35 Id_Condicion_Servicio_NUEVO int64 832 
36 Id_Condicion_Servicio_REINGRESO int64 832 
37 Id_Turno_MAÑANA int64 832 



56 
 

38 Id_Turno_NOCHE int64 832 
39 Id_Turno_TARDE int64 832 
40 Nivel_Educativo_Educacion_Tecnica int64 832 
41 Nivel_Educativo_Educacion_Universitaria int64 832 
42 Nivel_Educativo_Estudios_Postgrado int64 832 
43 Nivel_Educativo_Nivel_Primaria int64 832 
44 Nivel_Educativo_Nivel_Secundaria int64 832 
45 Numero_Atenciones int64 832 
46 Tipo_Diagnostico_DEFINITIVO int64 832 
47 Tipo_Diagnostico_PRESUNTIVO int64 832 
48 Tipo_Diagnostico_REPETIDO int64 832 
49 Violencia_Fisica int64 832 
50 Zona_Sector_18_DE_MAYO int64 832 
51 Zona_Sector_ALTO_ILO int64 832 
52 Zona_Sector_EL_ALGARROBAL int64 832 
53 Zona_Sector_JHON_F._KENNEDY int64 832 
54 Zona_Sector_LOS_ANGELES int64 832 
55 Zona_Sector_MIRAMAR int64 832 
56 Zona_Sector_PACOCHA int64 832 
57 Zona_Sector_PAMPA_INALAMBRICA int64 832 
58 Zona_Sector_VARADERO int64 832 

 

Una vez realizada la transformación de las variables se identifica la 

cantidad tanto de pacientes que sufrieron violencia física como los pacientes que 

no sufrieron violencia física este último detectado por pacientes que solo han 

sufrido violencia psicológica, en la figura 12 se muestra la cantidad por cada tipo. 

    Nota. Cantidad total de cada clase. 

Se realizó la división del conjunto de datos para entrenamiento y prueba, 

validación. De la data se dividió 80% para entrenamiento y 20% para prueba, esta 

división se mantuvo para todos los modelos utilizados. 

Figura 12 

Muestra de cantidad en variable dependiente 
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Con el conjunto de datos de entrenamiento se puede enseñar al modelo de 

Machine Learning a relacionar e identificar patrones para con ello realizar una 

predicción en datos similares a los que se brinda en el entrenamiento, esto puede 

permitir que al momento de evaluar el rendimiento del modelo en los datos de 

prueba sea más preciso y brinde una predicción optima en valores reales fuera del 

conjunto de entrenamiento. 

Según la figura 5 colocada anteriormente estaba presentado clases 

desbalanceadas para ello en el momento de realizar la división de entrenamiento y 

prueba se aplicó el método “Smote” para balancear las clases generando datos 

sintéticos para la clase minoritaria esto solamente para los datos de entrenamiento, 

al utilizar la técnica de “Smote” que está basado en Oversampling se busca 

balancear los datos de entrenamiento aumentando data sintética en la clase 

minoritaria esto con el fin de mantener toda la información posible considerando 

que nuestros datos en general no son de proporción mayor, al utilizar alguna 

técnica basado en undersampling se perdería información lo cual podría afectar en 

la capacidad del modelo para generalizar, normalmente se utilizaría en datos 

grandes para disminuir el tiempo de entrenamiento, en nuestro caso no se contiene 

datos grandes y se considera mas viable utilizar el método “Smote” basado en 

oversampling. 

Con datos balanceados en cada clase se podrá mejorar la capacidad de 

generalización, mejorar las métricas de rendimiento y evitar el sobreajuste, en la 
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figura 13 se muestra el proceso de aplicación del método Smote en los datos de 

entrenamiento. 

       Nota. Aplicación del método Smote después de la división de entrenamiento y 

prueba. 

  

Figura 13 

Aplicación de Smote en datos de entrenamiento 
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4.4 Modelado 

a. Selección de los Algoritmos de Machine Learning 

Tras una revisión detallada de antecedentes referente al tema de 

investigación, se seleccionó 4 algoritmos que demostraron un desempeño 

superior en múltiples artículos académicos revisados. 

Se seleccionaron los siguientes algoritmos: 

• K Nearest Neighbors: Este algoritmo fue destacado en los artículos de 

Tamilarasi & Rani, 2020 y Cumbicus-Pineda et al., 2021 en los cuales 

mostró resultados más óptimos a comparación de los demás algoritmos. 

• Random Forest: Según Saboya et al., 2019 y Rodríguez-Rodríguez et al., 

2020, este algoritmo mostró ser particularmente más eficiente y preciso a 

comparación de los demás algoritmos utilizados en ambos artículos. 

• Naive Bayes: Este algoritmo fue elegido a comparación de otros por su 

mayor precisión en los resultados obtenidos, como se evidenció en el trabajo 

de Al-Taleb & Saeed, 2019. 

• Decision Trees: Finalmente este algoritmo fue considerado por su gran 

desempeño tal como se verifica en la investigación de Timaran-Pereira et al., 

2017 y .Amusa et al., 2020. 

La selección de estos 4 algoritmos se justifica por su desempeño 

destacado en las evaluaciones y su alineación con los objetivos específicos del 

presente trabajo de investigación. 
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b. Selección de Métricas de Evaluación 

Las métricas de evaluación a utilizar son 4 ya que se busca evaluar el 

rendimiento de cada modelo con los conjuntos de prueba, estas fueron definidas 

en una función para ser llamadas en cada modelo a utilizar de igual forma con 

un gráfico representativo, las métricas a utilizar son las siguientes. 

• Matriz de Confusión 

    Nota. Matriz de Confusión en conjunto con Accuracy 

• Curva ROC 

    Nota. Curva ROC y su AUC 

Figura 14 

Función de la Matriz de Confusión 

Figura 15 

Función de Curva ROC 
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• F1 Score 

Nota. F1 Score en conjunto con AUC Score 

• MCC 

Nota. MCC en representación con su grafica. 

c. Set de Prueba 

Los datos de entrenamiento y prueba fueron definidos en la fase de 

preparación de datos aplicando la técnica de Smote para crear data sintética en el 

Figura 16 

Función de F1 Score 

Figura 17 

Función de MCC 
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conjunto de entrenamiento sin alterar los datos de prueba lo cual se puede 

verificar en la figura 13. 

d. Creación del Modelo 

a. Algoritmo de K-Nearest Neighbors 

i. Construcción del Modelo 

En la construcción del modelo se entrenó los datos utilizando la 

librería Sklearn y los módulos para el algoritmo de K Nearest Neighbors 

como se puede observar en la figura 18. 

       Nota. Se personalizó el algoritmo KNN 

ii. Predicción del Algoritmo 

Se realizó las predicciones del algoritmo con el modelo entrenado 

en el conjunto de prueba. 

 

iii. Evaluación del Modelo 

Para la evaluación del modelo se llamó a las funciones de cada 

métrica a utilizar y así interpretar los resultados del modelo empleado. 

Figura 18 

Código del Algoritmo KNN 

Figura 19 

Predicción de Probabilidades KNN 
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Figura 20 

Ejecutar Función de Métricas para KNN 

Figura 21 

Matriz de Confusión KNN 
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Figura 23 

Curva ROC KNN 

Figura 22 

F1 Score KNN 
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Tabla 2 

Resumen Evaluación KNN 

 

 

 

 

 

 

 

Según se verifica en la aplicación de las métricas de evaluación, se 

obtuvo en la matriz de confusión 15 falsos negativos y 9 falsos positivos, se 

realizará ajuste de Hiperparametros para bajar estos valores en la matriz de 

confusión, se observa que en las demás métricas se obtiene un valor óptimo 

Resumen K Nearest Neighbors 

Falso Positivos 9 

Falso Negativos 15 

Accuracy 0.8562874251497006 

Curva ROC 0.9248917748917749 

F1 Score 0.8620689655172413 

MCC 0.7142889740706924 

Figura 24 

Gráfico MCC de KNN 
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considerando los objetivos de la investigación de igual forma se realizará 

las verificaciones para mejorar el modelo y obtener mejores resultados. 

b. Algoritmo Random Forest 

i. Construcción del Modelo 

Para la construcción del modelo se utilizó la Liberia de Sklearn y 

los módulos de Random Forest como se puede visualizar en la figura 25 

 Nota. Se personalizó algoritmo de RF 

ii. Predicción del Algoritmo 

Se realizó las predicciones del algoritmo con el modelo entrenado 

en el conjunto de prueba. 

            

iii. Evaluación del Modelo 

Para la evaluación del modelo se llamó a las funciones de cada 

métrica a utilizar y así interpretar los resultados del modelo empleado. 

 

  

Figura 25 

Código de Random Forest 

Figura 26 

Predicción de Probabilidades RF 
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Figura 28 

Ejecución de Función de Métricas para RF 

Figura 27 

Matriz de Confusión RF 
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Figura 30 

Curva ROC RF 

Figura 29 

F1 Score RF 
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 Tabla 3 

Resumen de Evaluación RF 

 

 

 

 

 

 

 
 

Se realiza el análisis de los resultados obtenidos, a pesar de tener 

más del 90% en los resultados de las métricas esto se evalúa para realizar 

unos ajustes del modelo y obtener mejores resultados en la matriz de 

confusión. 

Resumen 
Random 
Forest 

Falso Positivos 4 

Falso Negativos 4 

Accuracy 0.9520958083832335 

Curva ROC 0.9796536796536797 

F1 Score 0.9555555555555556 

MCC 0.9036075036075036 

Figura 31 

Gráfico MCC de RF 
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c. Algoritmo Naive Bayes 

i. Construcción del Modelo 

Como se especificó en los algoritmos anteriores se utilizará la 

librería de Sklearn y el módulo de Naive Bayes el cual se muestra en la 

figura 32. 

       Nota. Se personalizó algoritmo de NB 

ii. Predicción del Algoritmo 

Se realizó las predicciones del algoritmo con el modelo entrenado 

en el conjunto de prueba. 

   

iii. Evaluación del Modelo 

Para la evaluación del modelo se llamó a las funciones de cada 

métrica a utilizar y así interpretar los resultados del modelo empleado. 

  

Figura 32 

Código del Algoritmo NB 

Figura 33 

Predicción de Probabilidades NB 
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Figura 35 

Ejecución de las métricas para NB 

Figura 34 

Matriz de Confusión NB 
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Figura 37 

Curva ROC NB 

Figura 36 

F1 Score NB 
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Tabla 4 

Resumen de Evaluación NB 

 

 

 

 

 

 

   

 

Se realiza el análisis de los resultados de las métricas ejecutadas 

para establecer ajustes en el modelo y obtener mejores resultados. 

  

Resumen Naive Bayes 

Falso Positivos 3 

Falso Negativos 8 

Accuracy 0.9341317365269461 

Curva ROC 0.9763347763347763 

F1 Score 0.9371428571428572 

MCC 0.8696438886007516 

Figura 38 

Gráfico MCC de NB 
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d. Algoritmo Decision Trees 

i. Construcción del Modelo 

Para la construcción del modelo se utilizó la librería Sklearn y el 

módulo para el algoritmo de Decision Trees como se puede observar en la 

figura 39 

Nota. Se personalizó el algoritmo DT 

ii. Predicción del Algoritmo 

Se realizó las predicciones del algoritmo con el modelo entrenado 

en el conjunto de prueba. 

          

iii. Evaluación del Modelo 

Se realiza la ejecución de las métricas declaradas anteriormente, 

con ello se realiza la evaluación de los resultados obtenidos. 

  

Figura 39 

Código del Algoritmo DT 

Figura 40 

Predicción de Probabilidades DT 
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Figura 42 

Ejecutar Función de Métricas DT 

Figura 41 

Matriz de Confusión DT 
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Figura 44 

Curva ROC DT 

Figura 43 

F1 Score DT 
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Tabla 5 

Resumen de Evaluación DT 

 

 

 

 

 

 

 

Se realiza el análisis de los resultados de las métricas 

ejecutadas para establecer ajustes en el modelo y obtener mejores 

resultados en la siguiente sección. 

 

Resumen Decision Trees 

Falso Positivos 7 

Falso Negativos 5 

Accuracy 0.9281437125748503 

Curva ROC 0.926046176046176 

F1 Score 0.9340659340659341 

MCC 0.8553888526855987 

Figura 45 

Gráfico MCC DT 
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e. Ajustes de Parámetros (Hiperparametros) 

En esta sección se realizará el ajuste de Hiperparametros a las técnicas de 

Machine Learning ya seleccionadas, como se verificó en la sección anterior se 

ejecutó cada modelo con la forma predeterminada del algoritmo, con los ajustes 

de Hiperparametros nos permitirá adecuar cantidades precisas para el 

entrenamiento del modelo, cada algoritmo cuenta con ajustes específicos que 

ayudarán a optimizar el rendimiento del modelo, adicionando a ello se utilizará 

el método de validación cruzada el cual nos permitirá obtener una estimación 

más precisa. 

a. Algoritmo K-Nearest Neighbors Optimizado 

i. Ajuste de Hiperparametros en el Modelo 

Se realiza el ajuste de Hiperparametros para el algoritmo de K 

Nearest Neighbors. 

 

Figura 46 

Ajuste de Hiperparametros KNN 
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Los ajustes realizados para el modelo de KNN son los siguientes: 

Pipeline: Es definido para escalar automáticamente las 

características y en base a ello aplicar el modelo de KNN en un solo paso, 

de esta forma los datos son procesados de forma óptima antes de hacer 

predicciones. 

knn__n_neighbors: Se especifica el número de vecinos que el 

algoritmo va a considerar. 

knn__weights: Es el peso que se asigna a los vecinos, que todos 

tengan el mismo peso y considerar a los más cercanos con más peso que los 

lejanos. 

knn__metric: Define la métrica de distancia a utilizar para calcular 

la cercanía en cada punto. 

ii. Predicción del Modelo 

Se ejecuta la predicción del modelo entrenado a los datos de prueba. 

 

iii. Evaluación del Modelo 

Se ejecutó las métricas predefinidas al modelo K Nearest Neighbors 

optimizado. 

 

Figura 47 

Ejecución de Predicción KNN optimizado 



80 
 

 

 

 

Figura 49 

Evaluación de KNN Optimizado 

Figura 48 

Matriz de Confusión KNN Optimizado 

Figura 50 

Curva ROC KNN Optimizado 
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Figura 52 

F1 Score KNN Optimizado 

Figura 51 

Gráfico MCC de KNN Optimizado 
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Tabla 6 

Resumen de Evaluación KNN Optimizado 

 

Los resultados obtenidos en el modelo de K Nearest 

Neighbors Optimizado presentan mayor precisión y exactitud que en 

la ejecución del modelo predeterminado, la matriz de confusión ha 

presentado ligeros cambios, para estos casos se considera que una 

menor cantidad de falso negativo para el objetivo planteado evitan 

tener consecuencias graves a comparación de los falsos positivos más 

que nada en la sección de salud como lo es la violencia física, para 

esta situación la no detección de eventos importantes puede ser 

mucho más peligroso(Mohammed & Kora, 2023). 

 

  

Resumen 
K Nearest 

Neighbors 

K Nearest 

Neighbors 

Optimizado 

Falso Positivo 9 9 

Falso Negativo 15 5 

Accuracy 0.8562874251497006 0.91616766467065 

Curva ROC 0.9248917748917749 0.96746031746031 

F1 Score 0.8620689655172413 0.92391304347826 

MCC 0.7142889740706924 0.83165163960615 
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iv. Interpretación del Modelo 

Para la interpretación del modelo se mostrará las características más 

influyentes para KNN Optimizado en la figura 53 

Nota. Se verifica que la característica más influyente es 
Exp_ViolenciaF_Infancia. 

  

Figura 53 

Feature Importances KNN Optimizado 
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b. Algoritmo Random Forest Optimizado 

i. Ajuste de Hiperparametros en el Modelo 

Se realiza el ajuste de Hiperparametros para el algoritmo de 

Random Forest. 

 

Los ajustes realizados para el modelo de RF son los siguientes: 

n_estimators: Numero de árboles en el bosque, para este caso se 

evalúa 3 opciones. 

max_depth: Profundidad máxima de los árboles, para este caso 

limita los niveles que puede tener un árbol, esto ayuda para controlar la 

complejidad del modelo y evitar un sobreajuste, se evalúa 3 niveles. 

min_samples_split: Número mínimo de muestras para dividir un 

nodo, se evalúa 3 divisiones mínimas. 

Figura 54 

Ajuste de Hiperparametros RF Optimizado 
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min_samples_leaf: Número mínimo de muestras necesarias en una 

hoja, esto que los árboles se ramifiquen demasiado, para este caso se probó 

3 casos mínimos de muestras. 

max_features: Considera el número máximo de características que 

el modelo va a considerar para la división en cada nodo, para este caso se 

consideró “sqrt” y “log2” para el total de características. 

class_weight: Controla el peso para cada clase en función de la 

prevalencia en este caso se consideró los dos tipos de ajustes para el 

balance y consideración de peso en variable. 

criterion: Se utiliza para ajustar la calidad de una división en el 

nodo de un árbol. 

Bootstrap: Con este ajuste va a controlar si se utiliza el muestreo 

con reemplazo para construir los árboles. 

ii. Predicción del Modelo 

Se ejecuta la predicción del modelo entrenado a los datos de prueba. 

 

  

Figura 55 

Ejecución de Predicción RF Optimizado 
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iii. Evaluación del Modelo 

Se ejecutó las métricas predefinidas al modelo Random Forest optimizado. 

 

 

 

  

Figura 56 

Evaluación de RF Optimizado 

Figura 57 

Matriz de Confusión RF Optimizado 
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Figura 59 

Curva ROC RF Optimizado 

Figura 58 

F1 Score RF Optimizado 
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Figura 7 

Resumen RF Optimizado 

 

 

 

 

 

 

 

 

 

Según los resultados obtenidos para el modelo de Random Forest 

Optimizados se puede llegar a verificar que en cada métrica se obtuvo 

resultados ligeramente por debajo del modelo sin optimizar esto realizado 

Resumen Random Forest 
Random Forest 

Optimizado 

Falso Positivo 4 9 

Falso Negativo 4 3 

Accuracy 0.95209580838323 0.92814371257485 

Curva ROC 0.98621933621933 0.98369408369408 

F1 Score 0.95555555555555 0.93548387096774 

MCC 0.90360750360750 0.8568605457233 

Figura 60 

Gráfico MCC de RF Optimizado 
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con el objetivo de disminuir los FN en la predicción del modelo ya que es 

importante considerar un modelo que logre capturar mas casos positivos en 

situaciones de riesgo. 

iv. Interpretación del Modelo 

Para la interpretación del modelo se mostrará las características más 

influyentes para RF Optimizado en la figura 61. 

Nota. Se verifica que la característica más influyente es 

Exp_ViolenciaF_Infancia. 

 

 

Figura 61 

Feature Importances RF Optimizado 
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c. Algoritmo Naive Bayes Optimizado 

i. Ajuste de Hiperparametros en el Modelo 

Se realiza el ajuste de Hiperparametros para el algoritmo de Naive Bayes. 

 

Los ajustes realizados para el modelo de NB solo fueron dos y son 

los siguientes: 

Alpha: Parámetro de suavización en este caso es un monto mínimo 

lo cual permite evitar problemas de probabilidades cero. 

Fit_prior: Permite ajustar las probabilidades del conocimiento 

previo de las clases, para este modelo se considerará en 2 probabilidades. 

ii. Predicción del Modelo 

Se ejecuta la predicción del modelo entrenado a los datos de prueba. 

  

Figura 62 

Ajuste de Hiperparametros NB 
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iii. Evaluación del Modelo 

Se ejecutó las métricas predefinidas al modelo Naive Bayes optimizado. 

 

 

  

Figura 63 

Ejecución de Predicción NB optimizado 

Figura 64 

Evaluación de NB Optimizado 

Figura 65 

Matriz de Confusión NB Optimizado 
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Figura 67 

Curva ROC NB Optimizado 

Figura 66 

F1 Score NB Optimizado 
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Tabla 8 

Resumen de Evaluación NB Optimizado 

 

 

 

 

 

 

 

 

 

    

 

Resumen Naive Bayes 
Naive Bayes 

Optimizado 

Falso Positivo 3 7 

Falso Negativo 8 5 

Accuracy 0.93413173652694 0.92814371257485 

Curva ROC 0.97633477633477 0.97590187590187 

F1 Score 0.93714285714285 0.93406593406593 

MCC 0.86964388860075 0.85538885268559 

Figura 68 

Gráfico MCC NB Optimizado 
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Los resultados obtenidos a partir del ajuste del modelo Naive Bayes 

se verifica que se tiene una ligera disminución en los resultados de cada 

métrica, sin embargo, la disminución de los FN es más considerable en el 

modelo optimizado lo cual ayuda en la determinación de más casos 

positivos. 

iv. Interpretación del Modelo 

Para la interpretación del modelo se mostrará las características más 

influyentes para NB Optimizado en la figura 69. 

Nota. Se verifica que la característica más influyente es 
Exp_ViolenciaF_Infancia 

Figura 69 

Feature Importances NB Optimizado 
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d. Algoritmo Decision Trees Optimizado 

i. Ajuste de Hiperparametros en el Modelo 

Se realiza el ajuste de Hiperparametros para el algoritmo de 

Decision Trees. 

        

Los ajustes realizados para el modelo de DT comparte similitud 

con Random Forest a excepción de Hiperparametros específicos para 

Decision Trees los cuales son: 

max_leaf_nodes: Número máximo de hojas en el árbol. 

splitter: Método para dividir los nodos. 

  

Figura 70 

Ajuste de Hiperparametros DT 
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ii. Predicción del Modelo 

Se ejecuta la predicción del modelo entrenado a los datos de prueba. 

 

iii. Evaluación del Modelo 

Se ejecutó las métricas predefinidas al modelo Decision Trees optimizado. 

 

 

Figura 71 

Ejecución de Predicción DT optimizado 

Figura 72 

Evaluación de DT Optimizado 

Figura 73 

Matriz de Confusión DT Optimizado 
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Figura 75 

Curva ROC DT Optimizado 

Figura 74 

F1 Score DT Optimizado 
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Tabla 9 

Resumen de Evaluación DT Optimizado 

 

 

 

 

 

 

 

 

 

 

    

Según lo revisado en los resultados obtenidos del modelo Decision 

Trees optimizado, se han obtenido una Curva ROC más optima a 

Resumen Decision Trees 
Decision Trees 

Optimizado 

Falso Positivo 7 10 

Falso Negativo 5 4 

Accuracy 0.92814371257485 0.91616766467065 

Curva ROC 0.9260461760461 0.96479076479076 

F1 Score 0.93406593406593 0.92473118279569 

MCC 0.85538885268559 0.83256173248925 

Figura 76 

Grafica MCC de DT Optimizado 
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comparación del modelo sin ajuste, de igual forma la matriz de confusión 

tuvo una reducción considerable logrando disminuir los FN, se considerará 

el modelo optimizado como el resultado final para Decision Trees. 

iv. Interpretación del Modelo 

Para la interpretación del modelo se mostrará las características más 

influyentes para DT Optimizado en la figura 77. 

 Nota. Se verifica que la característica más influyente es 
Exp_ViolenciaF_Infancia. 

  

Figura 77 

Feature Importances DT Optimizado 



100 
 

4.5 Evaluación 

a. Evaluación de los Modelos 

Una vez realizado los modelos con los algoritmos de K Nearest 

Neighbors, Random Forest, Naive Bayes, Decision Trees. Se podrá 

determinar el modelo más optimo que cumple con los objetivos planteados 

de la presente investigación, para ello se detallará los resultados de los 

modelos seleccionados en la tabla 10. 

Tabla 10 

Comparativa de los Resultados de las Técnicas Utilizadas 

Nota. En esta tabla se puede visualizar la validación de cada modelo en base a las 
métricas utilizadas en el cual se determina que el algoritmo de Random Forest es el 
más optimo. 

 

 

  

Resumen FP FN Accuracy Curva ROC F1 Score MCC 

K Nearest 

Neighbors 

Optimizado 

9 5 0.91616 0.96746 0.92391 0.83165 

Random Forest 

Optimizado 
9 3 0.92814 0.98369 0.93548 0.85686 

Naive Bayes 

Optimizado 
7 5 0.92814 0.97590 0.93406 0.85538 

Decision Trees 

Optimizado 
10 4 0.91616 0.96479 0.92473 0.83256 
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Nota. Se identifica las características importantes en base al modelo más optimo 
determinado el cual es Random Forest. 

4.6 Despliegue 

El despliegue no es una fase a considerar para cumplir con los objetivos 

planteados, ya que se tiene como propósito evaluar los modelos predictivos 

empleando técnicas de Machine Learning para pronosticar la violencia física 

contra la mujer en la provincia de Ilo, sin embargo, se puede evaluar como un paso 

a tomar en cuenta para futuras investigaciones o implementaciones en el cual 

consideren poner en práctica las conclusiones obtenidas de la presente 

investigación. 

Figura 78 

Feature Importances en base a Random Forest 
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• Discusión 

Se realiza la verificación de los resultados alcanzados en comparación con los 

resultados obtenidos en otros modelos de nuestro antecedente, En cada uno han 

determinado el modelo más óptimo para su investigación. 

Tabla 11 

Comparación con Antecedentes 

 

 

 

 

 

 

 

 

 

 
 

El modelo propuesto en este proyecto, basado en Random Forest, logró un F1 

Score de 0.9354, lo cual es significativamente superior al rendimiento de los demás 

estudios presentados. Este resultado destaca que el modelo desarrollado es altamente 

eficaz en la predicción de la violencia física contra la mujer, superando ampliamente los 

valores observados en trabajos como los de Saboya et al., (2019) (0.6420) y Rodríguez-

Rodríguez et al., (2020) (0.6389), quienes también utilizaron Random Forest. Esto 

sugiere que, aunque Random Forest es un modelo robusto en diferentes contextos, los 

Item Autor Modelo Optimo F1 Score 

1 Saboya et al. Random Forest 0.6420 

2 Timaran-Pereira et al. Decision Trees 0.8235 

3 Amusa et al. Decision Trees 0.465 

4 Tamilarasi & Rani K Nearest Neighbors 0.3003 

5 Al-Taleb & Saeed Naive Bayes 0.7536 

7 Cumbicus-Pineda et al. K Nearest Neighbors 0.4578 

8 Rodríguez-Rodríguez et al. Random Forest 0.6389 

9 Investigación Propuesta Random Forest 0.9354 
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ajustes realizados en los Hiperparámetros y la preparación de los datos en esta 

investigación han mejorado su rendimiento. 

Otros modelos como Decision Trees utilizados por Timaran-Pereira et al., 

(2017) (0.8235) y Amusa et al., (2020) (0.465), y Naive Bayes aplicado por Al-Taleb & 

Saeed, (2019) (0.7536), muestran un buen desempeño, pero no alcanzan los niveles de 

precisión del modelo más optimo del presente proyecto. De igual forma con el modelo 

de K Nearest Neighbors aplicado por Tamilarasi & Rani, (2020) (0.3003) y Cumbicus-

Pineda et al., (2021) (0.4578) se puede identificar valores considerablemente bajos a 

comparación de los demás modelos, lo cual determina que el modelo más optimo 

seleccionado por la presente investigación demuestra ser más efectivo, la diferencia en 

el rendimiento pueden atribuirse a la correcta selección y ajuste del algoritmo, así como 

a una adecuada preparación y balanceo de los datos, incluyendo la aplicación de 

técnicas como SMOTE para manejar el desbalance de clases. 

V. Conclusiones 

A lo largo del presente trabajo de investigación, se plantearon tanto un objetivo 

general como tres objetivos específicos relacionados con la predicción de la violencia 

física contra la mujer en la provincia de Ilo, mediante el uso de técnica de machine 

learning. A continuación, se exponen las conclusiones en base al cumplimiento de dichos 

objetivos. 
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1. Conclusión General 

Se logró evaluar modelos predictivos empleando técnicas de 

machine learning para pronosticar considerablemente la violencia física 

contra la mujer en la Provincia de Ilo. 

A través de la evaluación de varios algoritmos de clasificación, 

como Random Forest, K Nearest Neighbors, Naive Bayes y Decision 

Trees, se lograron identificar modelos capaces de predecir de manera 

efectiva este fenómeno. Los resultados obtenidos, especialmente con el 

modelo de Random Forest, muestran que es posible generar predicciones 

con altos niveles de precisión y con un F1 Score destacado, lo que justifica 

el uso de técnica de machine learning para este tipo de problemas sociales. 

2. Conclusiones Especificas 

2.1 Se consiguió determinar los factores más influyentes en los modelos 

predictivos que contribuyó considerablemente en la predicción de la 

violencia física contra la mujer en la Provincia de Ilo. 

Para esta primera conclusión especifica se utilizó el modelo de 

Random Forest para analizar la importancia de las variables en la 

predicción. 

El análisis de Feature Importance permitió identificar las 

variables que tienen mayor impacto en la predicción de la violencia 

física, entre los factores más influyentes destacan: 
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• Exp_ViolenciaF_Infancia: Esta variable fue la más significativa, 

con un valor de 0.133533, lo que sugiere que es uno de los 

principales factores que predicen la violencia física en la adultez. 

• Estado_Migrante: Con una importancia de 0.037126, esta variable 

indica que la condición de migrante es un factor relevante para 

predecir la violencia física contra la mujer. 

• Descripción_Ups_PSICOLOGIA: Con un valor de 0.035976, esta 

variable, relacionada con el acceso o necesidad de servicios 

psicológicos, también demostró ser un factor determinante en la 

ocurrencia de violencia física. 

• Otros factores como Id_Condicion_Servicio_NUEVO, 

Nivel_Educativo_Nivel_Secundaria, y 

Estado_Civil_DIVORCIADO también aportaron información 

valiosa para entender mejor las dinámicas detrás de este fenómeno. 

Este análisis permitió no solo construir un modelo predictivo 

más preciso, sino también identificar claramente las características 

claves que explican la violencia física contra la mujer en la Provincia 

de Ilo, cumpliendo así con el primer objetivo específico de la 

investigación. 

2.2 Se llevó a cabo la construcción de un modelo predictivo basado en 

técnicas de machine learning que predijo considerablemente la 

violencia física contra la mujer en la provincia de Ilo. 
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En base a esta segunda conclusión especifica se construyeron 

varios modelos, siendo el modelo basado en Random Forest el que 

mostró el mejor rendimiento. El modelo fue entrenado utilizando un 

conjunto de datos que fue previamente procesado y balanceado 

mediante distintas técnicas. Además, se aplicaron técnicas de ajuste de 

Hiperparámetros para optimizar el rendimiento del modelo. 

2.3 El resultado de la comparación de modelos predictivos determinó el 

modelo más significativo para predecir la violencia física contra la 

mujer en la provincia de Ilo. 

Esta última conclusión especifica se logró mediante el uso de 

diversas métricas de evaluación, como el F1 Score, Accuracy, Curva 

ROC y MCC. Estas métricas fueron aplicadas a todos los modelos 

desarrollados, lo que permitió identificar que el modelo Random Forest 

es el más adecuado, logrando un F1 Score de 0.9354, el cual supera 

ampliamente a otros modelos evaluados. Este resultado asegura que el 

modelo propuesto es capaz de realizar predicciones con alta precisión. 
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VI. Recomendaciones 

Las recomendaciones que se puede realizar a partir de los resultados obtenidos en 

la investigación son las siguientes: 

Realizar más ajustes iterativos en los Hiperparametros de cada modelo para 

mejorar la predicción en base a la matriz de confusión. 

A partir de las características más influyentes se podría agregar más características 

relevantes ya sea añadiendo nuevas características o la creación de características en base 

a las existentes, de igual forma se podría aplicar técnicas de selección de características 

más avanzadas, esto con el fin de optimizar el modelo. 

Con la determinación del modelo más optimo en esta investigación se podría 

profundizar más complementándolo con otros algoritmos para lograr un modelo 

ensamblado que permita aprovechar la utilidad de los algoritmos y crear un modelo más 

robusto. 

Por último, se recomienda en un futuro realizar la implementación del modelo en 

un entorno de producción para que pueda predecir en tiempo real, esto permitirá que se 

pueda monitorear su rendimiento y realizar los ajustes con datos nuevos. 
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VIII. Anexos 

   

   Nota. Data de Red de Salud Ilo 

  

Figura 79 

Determinación de Feature Importances 

Figura 80 

Excel con la data de violencia física y psicológica 
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• Evidencia del Tramite Realizado para la obtención de Datos. 

  
Figura 81 

Documento de solicitud de Información 
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• Código Fuente de los Algoritmos de Machine Learning 

o K-Nearest Neighbors Optimizado 

from sklearn.model_selection import GridSearchCV, StratifiedKFold 

from sklearn.preprocessing import StandardScaler 

from sklearn.pipeline import Pipeline 

from sklearn.metrics import make_scorer, f1_score, recall_score, 

precision_score 

from sklearn.inspection import permutation_importance 

 

# Definir el pipeline 

pipeline = Pipeline([ 

    ('scaler', StandardScaler()),  # Escalado de características 

    ('knn', KNeighborsClassifier()) 

]) 

 

# Define parameter grid for GridSearch 

param_grid = { 

    'knn__n_neighbors': np.arange(1, 30), 

    'knn__weights': ['uniform', 'distance'], 

    'knn__metric': ['euclidean', 'manhattan', 'minkowski'] 

} 

# Configurar la validación cruzada estratificada 

cv = StratifiedKFold(n_splits=5, shuffle=True, random_state=42) 

 

# Instanciar GridSearchCV 

knn_cv = GridSearchCV( 

    estimator=pipeline, 

    param_grid=param_grid, 

    cv=cv, 

    n_jobs=-1, 

    verbose=2 

) 

# Ajustar el modelo con los datos de entrenamiento 

knn_cv.fit(X_train_smote, y_train_smote) 

 

# Predecir las probabilidades en el conjunto de prueba 

y_pred_knn_tuned_prob = knn_cv.predict_proba(X_test) 

threshold = 0.4 # Establecer un umbral más bajo para la clase 

positiva 

y_pred_knn_tuned_threshold = (y_pred_knn_tuned_prob[:, 1] >= 

threshold).astype(int) 

# Evaluar resultados 

print('KNN best parameters:', knn_cv.best_params_) 
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o Random Forest Optimizado 

from sklearn.model_selection import RandomizedSearchCV 

from sklearn.ensemble import RandomForestClassifier 

 

# Definir el modelo 

rf = RandomForestClassifier(random_state=42) 

# Definir la grid de hiperparámetros para RandomizedSearch 

param_grid_rf = { 

    'n_estimators': [100, 200, 300], 

    'max_depth': [10, 20, 30], 

    'min_samples_split': [10, 20, 30], 

    'min_samples_leaf': [5, 7, 10], 

    'max_features': ['sqrt', 'log2'], 

    'class_weight': ['balanced', {0: 1, 1: 2}], 

    'criterion': ['gini', 'entropy'], 

    'bootstrap': [True, False] 

} 

# Configurar la validación cruzada estratificada 

skf = StratifiedKFold(n_splits=5) 

 

# Configurar RandomizedSearchCV 

rf_random_grid = RandomizedSearchCV( 

    estimator=rf, 

    param_distributions=param_grid_rf, 

    cv=skf, 

    n_jobs=-1, 

    verbose=2 

) 

 

# Entrenar el modelo 

rf_random_grid.fit(X_train_smote, y_train_smote) 

 

# Hacer predicciones 

y_pred_rf_tuned_prob = rf_random_grid.predict_proba(X_test) 

 

threshold = 0.4  # Ajustar el umbral para la clase positiva 

y_pred_adjusted = (y_pred_rf_tuned_prob[:, 1] >= 

threshold).astype(int) 

 

# Evaluar los resultados 

print('Random Forest - Best Parameters: ', 

rf_random_grid.best_estimator_) 
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o Naive Bayes Optimizado 

from sklearn.naive_bayes import BernoulliNB 

 

# Ajuste de hiperparámetros con una cuadrícula ampliada 

param_grid = { 

    'alpha': [0.0001, 0.001], 

    'fit_prior': [True, False] 

} 

 

# Instanciar el modelo Bernoulli Naive Bayes 

nb = BernoulliNB() 

 

nb_cv = GridSearchCV(estimator=nb, param_grid=param_grid, cv=5, 

n_jobs=-1, verbose=2) 

nb_cv.fit(X_train_smote, y_train_smote) 

 

# Obtener las probabilidades 

y_pred_nb_tuned_prob = nb_cv.predict_proba(X_test) 

 

# Ajustar el umbral 

threshold = 0.2 

y_pred_adjusted = (y_pred_nb_tuned_prob[:, 1] >= 

threshold).astype(int) 

 

# Imprimir los mejores parámetros y usar `y_pred_adjusted` para 

análisis adicionales. 

print('Naive Bayes - Best Parameters: ', nb_cv.best_params_) 
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o Decision Trees Optimizado 

from sklearn.tree import DecisionTreeClassifier 

 

# Ajuste de hiperparámetros 

param_grid = { 

    'max_depth': [None, 10, 20, 30], 

    'min_samples_split': [5, 10, 20, 30], 

    'min_samples_leaf': [2, 4, 6], 

    'max_features': ['sqrt', 'log2', 0.9], 

    'criterion': ['gini', 'entropy'], 

    'splitter': ['best', 'random'], 

    'max_leaf_nodes': [10, 20, 30] 

} 

 

# Instanciar el modelo con class_weight ajustado 

dt = DecisionTreeClassifier(random_state=42, 

class_weight='balanced') 

 

# GridSearchCV para encontrar los mejores hiperparámetros 

dt_cv = GridSearchCV(estimator=dt, param_grid=param_grid, cv=5, 

n_jobs=-1, verbose=2) 

dt_cv.fit(X_train_smote, y_train_smote) 

 

# Hacer predicciones de probabilidad 

y_pred_dt_tuned_prob = dt_cv.predict_proba(X_test) 

 

# Ajustar el umbral de clasificación 

threshold = 0.4 

y_pred_adjusted = (y_pred_dt_tuned_prob[:, 1] >= 

threshold).astype(int) 

 

print('Decision Trees - Best Parameters: ', dt_cv.best_params_) 

 

 




















